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CTTTTTTTTCTGGGAAACTTGATTATTGACTCCAAGGTTATTATACTTTATCTTAAAATAGATAGTTTTATGTTTAATTTGAGATATAAATCATGATACAATCATTAATTAATATCCACAACAAAGATTGGGCGATTTTTAAATTTTTTAGCATTTTTAGAAAATTAAATGCTAACTAATATTTTAAAATAAATCGTTTTAAGTTTATTTTGAAACATA
ATACATTAAACAATTCTCGTAAAGTTCTTTTCTTGAAAATAACAAGCAGAGTGTCAGATTATAAAAGGTAAAAGTAAAATATGGTGAAAGATGAAATGATAAACGATTTTTCATGTAGATTGAAAATACGTAAAAAATGCATAAGTGATGAGGTATTTAGAAGTGTACCAAGATAAATTACAACAATGATDRAANILUAAATATTGTGCGAGT
AAGAAAATACAGTTATTGGTAGCAAAGAAGACATATAAATGCGATTTCGGDRLUISAATTTCTAAGAACTATTTTTGAAATDRESTEBANTATADRAANILUTAGATTAAAGAAATGAGAACTCTGAGTGAACTCAAAATCAGAACCAACAGAGCTTTTAAGCTCTGTTGGCCTTATAAGTTTAACCTGAGAATTATTGTTCAAAACTAAAAATCT
TTTCTTATAAAATTTAAACTATTGTTGATACAATTTTTTTTAATTTATACATTCCATATCTTTAACAATCAAACATGCAGAGTTGGATTTAACAAATCATAACGACGATGATTATGGAAAATAACAAATTATTTATGGTGCATTAAATCTTTATTAAATTTGCTTTAAACTGCTTGTTATTTCACAAAGATATCTCAATTACTTTTTGAAATACGTAAG
GATTAGTTAAGATTATGTAAGGTTTCAATAAAAAAATCATAACTCCGAAATTTGAAGATTCGAAAAATTGATCFLORATTCAATATATTAAATACTAAATAAATTTGCTTTAAATTGCTTTGTATTTCATAATGATATCCCAATTAGTTTTTGAGATACGATTTTCTCAATATTTGTTCTTCAAGTTTAGAATAAACAACATGCCAAGTTGGATTTAA
AAAATCATAACAACGATTATTATAGAAAATAACAAATTADANIELTTTATGGTGTATTAAATCTTTATTAAATTTGCTTTAAATTGCTTTTTATTTCAAAACGATATCTCAATTAGTTTTTCAGATATGTAAGGATTAGTTATCTTAATATTTATGTTTAAGGTTATGCAACGTTTTAPYTHONATCAAAAAATCATAACTTCTAAMDCAGAAMPFAT
TTGAAGATTCGAAGAAATGATCTTTAATATATTAAATACTAAATAAATTTACTTTAAATTGCTTTTTATTTCATAATGATATCTTAATTTGTTTTTGAGATACGATTCTTTTAATATCTGTTCTTAAAGTTTAGAATAAACAAACTTGCCTAAGTGGGTTTAAGAAATCATAAGAATGATGTTTATGGAAAATAAAAAATTATFLORATAATGGTAAA
TTAAATCTTCATCAAATTTGCTGTAAAATGTTCTTTATTTCATGACGTTATCTCCATTCGTTCTTGAGATACGATTTTTTAAAATTTACATTTTTTAGTTATAACAGCCAAACATGCAGAGTTGGATTTAACAAATCATAACAACGATGATTATGGAAAATAAGAAATTATTTATGGTGGATTAAGTCTTCACTAAATTTGCTTTAAACTGCTTTTTAT
TTCATAACGATATCTCAATTAGTTTTTGAGATACGTAAGGATTACTTATCTTAXANTOLOACATTTATGTTTAAGGTTGTGCAAGGTTTTAATCAAAAAATCATAACTCCTAAATTTGAAGATTCGAAGAAATGATCTTCAATATACTTAACACTAAATAAATTTGCTTTAAATTGCTTTCTATTTCATGATGATATCTCAATTAGTTTTTGAAATAG
CATATTTTAAATAATGGAAACCAATTTATAACTTCATATCACATTTTTAAATCATTCTTTTGAATCTTTGCTTTTTACATACTTAATGAAAATCATCCATAGTTTCATCAATGGTCCGAAATTCTGCAGTAGTTTCGTTTAACATTGGGTTTTCTATAAATTTGTGGAACATTTCTGATATAGTAGCAAAATTATCTTACAAATTTTCTAGTTTTTCGCA
TTGTCAGTAAAGCTCAGCTTAGATATTAAAAATATAAAATAAATTTTGACATTATTTCGCTCTAGTGATGGAACGGATAGTGATTTTGCAAAAAACCGGATACCGGATATTCGGCACCCTCTTCGGCCGGATATCCGGTTATCCGGTATATCTATCCGGCCATTATGGTTATAATTTCTGGGGCATTTATGAAGTGATACCCTATATTGCCACATT
ATTGCGATATTTGAATAATAATAATTTCGAAAAAATTGTCGATTATTTCAAAAATTTTTTTCTCAAGAACTAAAAGTGATTTTTCAAAACGGCTTGTTGCATTAAAAAGAGGTTACTTTAGTTACTAATTGGTGATATTTCCACAAGGATCCTTCAAGAAATGAATTTAATAGCGAATTTTGAAAGTTATCGATGAAAATTGCAACATCGAAAATT
TTATCAAAACTTCAAATATTGTTTTCTCAAAAACTAAAAGATATTTTCCAAAACGGGTTGGTTCATAGGAAAGAGGACACTTTCATTAACATTTTGGGAAATTTTCATACTCATATTCCATGAAATGGATTTTATACGATDULCEAANCVICTORCAACTACATAGAATACCGAATACTATCGAAATAGCAATGGAAGAAALEXATAFEYOTGTTGC
ANACHOAAGCESARATTTTTAAAACTTAATCGGCAAAATTGCAAAATTCGAAAAAATTGTCGATTATTTCAAAAATTTATTTCTCAAGAACTAAAAGTGATTTTTCAAAACGGCTTTTTGCATTAAAAAGAGGATACTTTAATTAATAATTGGTGATATTTCCDRLUISAAGTGAATGGTGATTGGTCTTTCCAATAAACTAATACGTTTTGAAAAA
TAACTTTTAGTTTTTGAGAAAATAASAMUELTATTTGAAGTTTTGATAAAATTTTCGATGTTGCAATTTTCATCGATAATATTCAAAATTCGCTATAAAATTAATTTTTTGAAGGATCCTTGTGGAAATATCGCCAATTATTAATTAAAGTATCCTCTTTTTAGAGTTGCTTTCGTATTAATTTTTATTTTTATTCAAATATCGCAATAATGTGGCAAT
CAATAGGGTCACTTCAGAAATACACCAGAAATTATAACCATAATGGCCAGATAGATATGCCGGATAACCAGATATCCGGCCGAAGGGGATGCCGAATATCCGGTATCCGGCTTTTCGCAAAATCACTATCCATTCCATCACTAATGGTGGATATTGAAAGATATTTGAAGAAACTCTAAATCAAACAGTTTCAATAGAAACTATTTAAATTATT
TTATCAACAATTACTGGGAATCCACATCAGTATTTAAACGTAAATAAAGAAGTAAAATGATTCATTATTGTTTTAAATTTAATTTT, AAAAATTATTCTAAAGA! CMOTIFSTTATGATCACTCTTAATTTATTGATTTTTAATTAATTGATTTATATCGTTCTTGGAATCATTATAAAAAATTTATTTCGAAACGTCGAATATGAAT
TTTTTTGACGTESQUIZOCATACGTACGTTAAACGACGATGGTGACAAGGTCTTTTCGGTACAATGTCCTTTGCCTCATCCATTATATTATACAAAATTCTCTATATTATATTATCTATTAGAAATCGATTTGTTGTTTTGATGGTAATTCAATCGTTTTAAAAATATTTCTTTTTACACAGATAAACTGTTTTCTTAAGTGATTGTCAATAGTAATTAA
AAGTGATAAAGAATTGTTTTTTCGGTAAATTTCGTTTTAAGAATAAACATGTTTAAAATTTCTTCAAAAGAAAACACGAAAACGATTAAAAAGAAGTCGGTCAGCATTATTTTGATTTATGTTTTAAATTTAAAAAGATCAAAATAACAAAAGGAAAACATCAACAAACTTTAATAAATTAAAGTGTATTTTATAAATTATTGCGTCTTGCACTUS
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Resumen

La computacién ha logrado desarrollar diferentes herramientas con gran poten-
cial que permiten a diversas dreas de aplicacién descubrir conocimiento relevante
que apoya la toma de decisiones es estos &mbitos. Un caso particular es la Biologia,
y especificamente, la especificacién de motifs, los cuales permiten dar indicios sobre
el comportamiento de organismos vivos. Este trabajo de tesis presenta el desarrollo
de una plataforma computacional enfocada al descubrimiento de motifs utilizan-
do algoritmos de mineria de patrones frecuentes. Se propone el uso de este tipo de
procedimientos debido a que consisten en buscar elementos recurrentes en grandes
volimenes de datos a través del manejo eficiente de estructuras de datos, reduccion
en el espacio de biisqueda o en el conteo de elementos. Para el desarrollo de la pla-
taforma, se emple6 una metodologia que permitié una construcciéon gradual de ella,
considerando cinco fases principales:

m Entrada de secuencias de ADN

Pre-procesamiento de datos

Andlisis de datos biolégicos

Estructuracion de resultados

Despliegue de resultados

Para la creacién de dicha plataforma, se utilizaron diferentes herramientas de co-
dificacion como HTML, CSS, JavaScript y Python. Con estas acciones se logré desa-
rrollar una plataforma computacional web, la cual posee una interfaz sencilla, don-
de el usuario puede utilizar diferentes algoritmos para analizar de forma eficiente
grupos de secuencias de ADN de alto volumen, con la finalidad de hallar sus res-
pectivos patrones frecuentes y, posteriormente, el conjunto de motifs asociado a ese
grupo de secuencias.

La obtencién de patrones frecuentes en este trabajo se realiza implementando
una mejora en su identificacién dentro de un grupo de secuencias. Para la obtencion
de motifs, se propone en esta investigaciéon una nueva forma de btsqueda, compro-
bando experimentalmente que obtiene mas motifs que otras estrategias reportadas
en la literatura, empleando un menor tiempo.






Introduccion

La aplicacién de la computacién en diferentes campos de la ciencia y conoci-
miento humano ha permitido tener un gran avance en el desarrollo tecnolégico de
la humanidad en las tltimas décadas. Esto es gracias a la facilidad de automatizar
tareas o resolver problemas e implementar soluciones a través de la creacién de pro-
gramas computacionales, también llamado software, que contienen las instrucciones
necesarias y métodos computacionales para ejecutar correctamente alguna tarea en
un dispositivo electrénico, con el objetivo de obtener y procesar datos de interés de
esta tarea o problematica.

La diversificacion del uso de software para diferentes propoésitos, asi como su fa-
cilidad de uso y escalabilidad, ha permitido a més personas emplear software como
una herramienta de trabajo, entretenimiento, aprendizaje, entre otros usos, y a su
vez acrecentando la captacion de datos. Hardy y Williams mencionan que la infor-
macién digital generada en el planeta en el 2011 fue de alrededor de 1800 exabytes
(EB) (1 EB = 10'® bytes) [14]. En el caso particular de diferentes aplicaciones como
Twitter, aproximadamente se producen mds de 12 terabytes de informacién (TB) (1
TB = 10'? bytes); en Facebook se agregan cerca de 15 TB de datos; y dentro de los
servidores de Google se genera alrededor de 1 Petabyte de datos (PB) (1 TB = 10%°
bytes) cada hora, durante el 2014 [21]. Ante estos hechos, dentro de la computacion
se desarroll6 una rama que cambiaria el tratamiento de la informacién digital, lla-
mada Mineria de Datos (MD). Esta disciplina esta enfocada a emplear diferentes
técnicas inteligentes en grandes cantidades de datos para descubrir conocimiento
atil, nuevo y valioso [13]. Los datos que puede procesar pueden ser del tipo alfanu-
mérico, binario o cadenas de caracteres extraidos de diferentes acciones u objetos de
la vida real, tales como transacciones de compra, descripcién de productos, trans-
ferencias bancarias, expedientes médicos, calificaciones de alumnos, experimentos
cientificos, mediciones geogréficas, entre otras, que en gran parte estdn contenidos
en bases de datos.

El interés de emplear técnicas de MD a datos provenientes de distintos &mbitos,
ha llevado a numerosos centros de investigacion, gobiernos y empresas de diferen-
tes ramos a invertir en infraestructura, asi como en el desarrollo de herramientas



a medida, para la obtencién de conocimiento de gran importancia. Para lograr es-
to, se necesitan tener los conocimientos necesarios para interpretar la informaciéon
obtenida, requiriendo el apoyo de uno o varios especialistas en el tema. Por ejem-
plo, la bioinformatica, que se considera como la interseccion de las areas de ciencias
computacionales, biologia, matematicas y estadistica, tiene como finalidad imple-
mentar soluciones computacionales y estadisticas a problemas biol6gicos teéricos o
précticos [29]. Una de las tareas importantes dentro de la bioinformatica es el anélisis
del ADN, debido a que es la “plantilla” molecular que contiene extensa informacién
genética necesaria para la creacién y funcionamiento de cualquier ser vivo [36]. A
su vez, en el ADN se pueden hallar subsecuencias recurrentes de corta longitud lla-
mados motifs, los cuales pueden indicar funciones bioldgicas, sitios de unién para
proteinas como factores de transcripcion, e incluso son parte del proceso de forma-
cion del ARN [8].

Para realizar la bisqueda y hallazgo de motifs dentro de una o varias secuencias
de ADN de manera automatizada, se emplea software especializado que integra téc-
nicas computacionales basadas en el alineamiento multiple de secuencias, lo que la
hace importante debido a que puede arrojar una identificaciéon cercana a su contra
parte biolégica. Sin embargo, el proceso de descubrimiento de motifs tiende a ser
extenso por las operaciones computacionales que realiza, especialmente en el caso
de que las secuencias de ADN sean muy extensas o sean un gran grupo de secuen-
cias de ADN a analizar, perjudicando el tiempo de ejecucion ya que se vuelve mds
tardado de lo normal, se puede no concluir el proceso o incluso existe la posibilidad
de perdida de la informacion [4]. Para atacar este problema, las plataformas limitan
su entrada de datos, ya sea en la longitud o en el nimero de elementos en un grupo
de secuencias de ADN. Esto significa que el software enfocado al descubrimiento de
motifs dentro de secuencias de ADN contiene procesos que no estan disefiados para
grandes volimenes de datos.

Los métodos dirigidos al descubrimiento de motifs en secuencias de ADN que
estdn actualmente implementados en distintos software, no estan disefiados para
analizar conjuntos de datos extensos. Teniendo en cuenta que un motif es un ele-
mento repetitivo de corta longitud, que se puede hallar en 7 ntimero de secuencias
de ADN de ! longitud de nucleétidos, se puede desarrollar software que implemen-
te métodos disefiados para procesar conjuntos de datos extensos. Lo anterior da la
oportunidad a emplear y/o proponer diferentes estrategias que sean acordes para
realizar esta tarea, como los algoritmos de mineria de patrones frecuentes, los cuales
se dedican a la detecciéon de elementos repetitivos en grandes volimenes de infor-
macion.



Considerando que las secuencias de ADN pueden contener una cantidad inmen-
sa de caracteres, y el motif es una subsecuencia recurrente de corta longitud, y de
gran relevancia en la bioinformatica y la biologia, se plantea el uso de algoritmos
que permitan la identificacién de estas subsecuencias, como los algoritmos de pa-
trones frecuentes. De ahi que surge la siguiente hip6tesis:

Usando un conjunto de patrones frecuentes como base, es posible desarrollar un
algoritmo que descubra un conjunto de motifs asociado a un grupo de secuencias de
ADN, que obtenga motifs mds rdpido que algoritmos reportados en literatura. Ade-
mas, el algoritmo resultante puede ser implementado en una plataforma compu-
tacional.

Se plantea el siguiente objetivo general para el cumplimiento de este trabajo.

Desarrollar una plataforma computacional con la implementacion de algoritmos de mineria
de patrones frecuentes en grandes voliimenes de datos bioldgicos para el descubrimiento de
motifs en secuencias de ADN de una forma eficiente, adecuada y comprensible.

Con el fin de alcanzar el objetivo general planteado, se definen una serie de obje-
tivos especificos que engloban las diferentes actividades a desarrollar. Esos objetivos
son:

= Revisar los conceptos relacionados con el caso practico a través del estudio de
la literatura, para establecer un marco de referencia respecto a la definicién y
uso de los motifs en secuencias de ADN.

= Disefiar estrategias de implementacion de la plataforma a desarrollar por me-
dio de la planeacién de sus componentes, haciendo uso de metodologias dgiles
de software para la construccién gradual de la misma.

= Implementar algoritmos de identificacién de patrones frecuentes para el tra-
tamiento de secuencias de ADN a través de la investigacion y codificacion de
ellos.

= Desarrollar mecanismos para procesar la entrada de datos biol6gicos en for-
matos estandarizados, asi como para la visualizacion del conjunto de motifs
obtenidos, por medio de médulos que permitan su configuraciéon y despliegue
de resultados obtenidos por los algoritmos.

» Integrar los algoritmos y los mecanismos desarrollados para la identificacion
de motifs tomando como base la entrada de secuencias de ADN por diversos
medios.



Estructura del documento

Este documento estd compuesto por cinco capitulos. En el capitulo uno, se pre-
senta el marco tedrico, el cual expone el conocimiento relacionado a este proyecto.
Entre los temas principales que trata estan: Ingenieria de software, Mineria de datos
y Bioinformaética. Dentro del capitulo dos, llamado trabajos relacionados, se expo-
nen las caracteristicas de aquellos algoritmos convencionales de descubrimiento de
motifs.

En el tercer capitulo, llamado método de identificacién de patrones basado en in-
dices, se presenta un método nuevo de reconocimiento de patrones frecuentes en un
grupo de secuencias de ADN, que basa sus procesos en el algoritmo Basado en indi-
ces. Por su parte, el capitulo cuatro describe una nueva estrategia para la obtencién
de motifs de una o varias secuencias de ADN, basada en el conjunto de patrones fre-
cuentes encontrados en dichas secuencias. La plataforma de identificacién de motifs
desarrollada en este trabajo se introduce en el capitulo cinco, en el que se muestra
el proceso de creacion de la plataforma computacional dentro de las primeras cinco
fases de desarrollo y el detalle del funcionamiento de la plataforma computacional
resultante. Finalmente, se presentan las conclusiones alcanzadas en este proyecto,
asi como el trabajo futuro que se plantea seguir en esta linea de investigacion.



Capitulo 1

Marco teodrico

En el primer apartado de este capitulo se presentan los fundamentos de la inge-
nieria de software para el desarrollo de herramientas computacionales. En el segun-
do apartado se habla sobre la utilidad de la mineria de datos para la revelaciéon de
detalles importantes que no se muestran a simple vista dentro de grandes voltime-
nes de informacién. Ademads, se expone el uso mineria de patrones frecuentes como
una herramienta que se encuentra presente en la mineria de datos y cémo se emplea
en casos donde surge la necesidad de obtener normas repetitivas. En el apartado tres
se describe el uso de la bioinformdtica y en qué consiste, también se habla acerca de
secuencias de ADN como un elemento que posee informacién biolégica, junto con
los procesos en los que estd implicado. En el cuarto y tltimo apartado, se presenta
la identificacién y utilidad de los motifs dentro de las secuencias de ADN.

1.1. Ingeniera de software

De manera general, la composicién de algtin software (programa de computado-
ra) u algin otro producto computacional no solo consiste del trabajo de codificacién,
sino también de entender el caso de uso con base en las necesidades del problema, el
tiempo de desarrollo, integracién, pruebas, mantenimiento, entre otras tareas rela-
cionadas con la planificacién y ejecucién de un proyecto de fabricacién de software.
Esta planeacién se realiza con la finalidad de que todos los miembros involucrados
en un proyecto tengan claro el propésito del programa a desarrollar, considerando
en que dmbito se empleard y los usuarios a los que es dirigido. A esto se le llama
Ingenieria de Software (IDS).

Pantaleo y Rinaudo comentan que “IDS es la disciplina de la computacion que se
enfoca en el estudio de la elaboracién, ejecucion y manejo del software. Esto incluye la par-
ticipacion del cliente y/o los usuarios finales desde la identificacion de la problemdtica hasta
la elaboracion, pruebas e implementacion del sistema” [27]. Por lo que esta disciplina se



considera pieza fundamental en la elaboracién de todo tipo de software, ya sea, sim-
ple, complejo, empresarial, institucional, administrativo, cientifico, etc.

Esto se debe a que el uso de cualquier aparato electrénico como una computado-
ra, tablet, smartphone, entre otros dispositivos, emplean software para su funciona-
miento. Por ende, esta herramienta electronica estd presente en todas las ramas del
conocimiento, por ejemplo (i) una infraestructura nacional eléctrica es gestionada
por medio de sistemas computacionales, (ii) la administracion de los impuestos se
realiza mediante un sistema en linea, (iii) la gestiéon aerondutica en un aeropuerto
se lleva a cabo con el uso de un sistema en linea, (iv) sistemas computacionales que
manejan informacién detallada sobre especies de animales de un area determinada,
entre otros usos que se les puede dar a los programas informéticos [35].

Para la construccién de cualquier software se tiene que tener en cuenta que se eje-
cutan varias actividades, las cuales dependen del enfoque y tamafio del software a
desarrollar. Por lo general, se siguen cuatro procesos fundamentales, como lo plan-
tea Sommerville [35]:

1. Especificacion: Se definen las funcionalidades del software y sus limitantes de
operacion.

2. Desarrollo: Una vez conocidas las especificaciones del software, este se fabrica.
3. Validacién: Se verifica que el software cumpla con las necesidades del cliente.

4. Evolucion: Se conocen las nuevas necesidades del cliente y se agregan al soft-
ware ya existente.

Estas actividades tienden a ser complicadas, ya que involucran subtareas que
abarcan desde la planeaciéon del proyecto, recolecciéon de requerimientos, disefio,
codificacién, pruebas, entre otros. Cabe mencionar que también se deben tener en
cuenta los alcances y limitaciones del proyecto, ya que si no se establecen estas pau-
tas, el proyecto posiblemente podria fracasar o llevarlo a un objetivo erréneo. Tam-
bién se involucra a un equipo de personas que toman diferentes roles en el proyecto,
algunos por ejemplo son: [35]:

Project Manager

Administrador de configuracion

Arquitectos de software

Disefiadores de software



= Programadores
m Testers

Cada miembro del equipo de desarrollo tiene asignadas tareas correspondientes a
su rol, las cuales se establecen antes, durante y después del proyecto de desarrollo
de software.

Con las pautas establecidas dentro del equipo de desarrollo, se comienza a reali-
zar la obtencion de especificaciones que definirdn las funcionalidades del proyecto
como la interaccién de los usuarios, el tipo de entrada de datos, los cdlculos a rea-
lizar, la conexion a bases de datos, la interaccién con otros sistemas, etc. Estos se
pueden obtener de entrevistas, diagramas o documentos que escriban la funcionali-
dad que se desee en el programa; por lo general, el Project Manager es el encargado
de recopilar toda esta informacién, y de que se traduzca en tareas con prioridad
para asignarlas a los miembros restantes del equipo, siendo ttiles estas actividades
durante las siguientes fases. En la etapa de desarrollo, los arquitectos de software
se encargan de extraer los requerimientos para maquetar y estructurar todas la fun-
cionalidades del software para que los disefiadores creen las interfaces graficas del
software, empleado herramientas especializadas, y los programadores construirdn
las funcionalidades internas utilizando diferentes herramientas, como un lenguaje
de programacién, IDE’s (Entorno de Desarrollo Integrado), librerias especializadas,
API’s (Interfaz de programacion de Aplicaciones), hardware especializado, etc. Con-
forme se vayan construyendo las partes funcionales del software, los testers o pro-
badores se encargan de verificar que esas piezas del sistema funcionan de manera
correcta [10]. Estas fases se pueden repetir y evolucionar dependiendo de diferen-
tes circunstancias, como estipulaciones entre el cliente y el equipo de software o el
tiempo de vida del producto.

En la practica puede llegar a ser complejo, ya que se suelen tomar decisiones difici-
les que pueden o no afectar al proyecto, ademads de diferentes factores a considerar
como la magnitud, el nimero de miembros del equipo, el tiempo a desarrollar, el
tiempo para la entrega de producto(s), la experiencia del equipo, etc. Con lo ante-
rior, se puede decir que no existe un proceso preestablecido para desarrollar todo
tipo de software, pero dentro de la IDS existen metodologias que permiten especi-
ficar las actividades y organizar los procesos que se deben llevar a cabo durante la
construccion del software, cumpliendo con las pautas y restricciones establecidas,
tal como lo mencionan Pantaleo y Rinuado [27].

Existen diferentes metodologias de creaciéon de software que se clasifican en dos
principales categorias: las metodologias conducidas por planes y las metodologias
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agiles. Cada estrategia de trabajo tiene diferente enfoque: las conducidas por planes
son ideales para proyectos que ya han sido desarrollados, se tiene uno o varios ante-
cedentes, o bien el enfoque del software es muy concreto, como el caso de software
de puntos de venta o inventarios de productos. Por el contrario, los procedimientos
de trabajo 4gil estdn enfocados a proyectos con cambios, donde la idea del producto
pueda ser volatil, ademds de que se puede aplicar a desarrollos que sean novedosos
como herramientas de aprendizaje, plataformas personalizadas, software cientifico,
entre otros.

1.1.1. Metodologias conducidas por planes

Desde los afios 50, los programas de computadora se construian para resolver un
problema especifico y eran utilizados por el mismo desarrollador. Esto se conside-
raba un trabajo artesanal que llevaba cierto tiempo realizar, debido principalmente
al hardware que tenfan en ese momento. Con el paso de los afios, entre las décadas
de 1960 y 1970, la tecnologia avanz6 junto con la complejidad de los programas que
pasaban de ser algo mds “casero” para un solo usuario, a sistemas de administra-
cién con multiusuarios que necesitaban mantenimiento y desarrollos propios [27].
Fue también la época donde la gente involucrada en el proceso de desarrollo de
software necesitaba reglas de trabajo para tener mayor control en los procesos. Ante
esto surgieron los primeros marcos de trabajo, principalmente los inspirados en la
ingeniera de los sistemas militares [35]. Este tipo de metodologias tienen procesos
estrictos y burocraticos como la creacién y seguimiento de planes, o la documen-
tacion previa a todas y cada una de las tareas que se llevan a cabo, lo que dificulta
realizar cambios durante el desarrollo [27]. Algunos de estos modelos de trabajo que
estan disefados bajo estas ideologias son:

m Cascada

Prototipado

DRA (Desarrollo Rapido de Aplicaciones)

Incremental

Espiral

Cabe mencionar que a estas metodologias se les conoce como Tradicionales. Dé-
cadas después, con la llegada del nuevo mileno y més avances tecnolégicos, los
sistemas computacionales habian ingresado a satisfacer necesidades en otras dreas
como la construccién, la economia, el gobierno, el transporte, la administracién, en-
tre otras. Esta diversidad caus6 que se crearan mas metodologias de desarrollo, con
la finalidad de que fuesen mas fluidas en los procesos y con mas flexibilidad en los
cambios.
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1.1.2. Metodologias Agiles

Debido al gran crecimiento de la tecnologia computacional, aparecieron nuevas
herramientas para programacién como lenguajes o librerias. Los métodos tradicio-
nales de desarrollo de software presentaban algunas deficiencias como la no toleran-
cia a los cambios en los procesos y no adaptabilidad del mismo. Por estas razones,
surgieron nuevas metodologias que buscaban cubrir las necesidades anteriormente
mencionadas, dando paso a la creacién de nuevas metodologias llamadas Agiles.
Las ideas de estos marcos de trabajo estdn descritas dentro del manifiesto dgil [27].
Los principales enfoques de este manifiesto son [9]:

= Losindividuos y las interacciones entre ellos son més importantes que los pro-
cesos o las técnicas a utilizar.

= La prioridad es crear un producto computacional funcional.

= Son mds importantes las aptitudes y la fortaleza ante los cambios que apegarse
a un plan.

Dentro de las principales metodologias 4giles se encuentran:

= Extrem Programming (XP)

Lean Development software

Crystal

Feature Driven Development

SCRUM

Siendo SCRUM la metodologia 4gil que mds se emplea en la industria del desa-
rrollo de software. Y esto se debe a sus diferentes caracteristicas que se enfocan en
visualizar el progreso del proyecto y facilidad de implementacién. En la siguiente
seccion, se presenta a detalle esta metodologia.

SCRUM

SCRUM fue creada por Ken Schwaber, Jeff Sutherland y Mike Beedle [25]. El
nombre de esta metodologia se debe a una formacién de Rugbi del mismo nombre,
donde los jugadores de un equipo se agrupan y atenazan entre si uniendo fuerzas
para empujar a un obstaculo, en este caso, al equipo adversario [27].

Para el funcionamiento de la metodologia se necesita un equipo de personas, a las
cuales, a cada una se le asigna un rol para realizar tareas especificas. Estos roles
pueden ser [27]:
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Product Owner: Persona que contiene los conocimientos del negocio o proble-
matica.

Scrum Master: Coordinador y facilitador del equipo. A su vez, tiene mas con-
tacto con el Product Owner para acordar la operatividad del proyecto.

Team: Equipo de desarrollo conformado por programadores que se encargaran
de la construccion del software.

Product Manager: Responsable de administrar el proyecto.

En la ejecucion de SCRUM, es importante tener en cuenta la creacion de dife-
rentes activos para el funcionamiento de la metodologia, que contendrdn aspectos
importantes como los requerimientos, las tareas a realizar y la productividad. Estos
son [27]:

Product Backlob: Listado de requerimientos que son priorizados con anterio-
ridad.

Sprint Backlog: Subconjunto de requerimientos que se dividen en tareas y se
realizan en un ciclo (sprint).

Burndown Char: Diagrama de productividad de un sprint o el proyecto en
general.

SCRUM emplea iteraciones llamadas sprint, en las que se realizan un conjunto de
tareas previamente planeadas y asignadas en un lapso de tiempo establecido, que
generalmente es de una a cuatro semanas, dando como resultado un producto fun-
cional. Estos sprints se realizan de forma iterativa, y cada iteracién tiene diferentes
tareas que incrementan las funcionalidades del producto [25]. Para esto, se sigue la
serie de actividades que se presentan a continuacién [27]:

Proyect Planning: Proceso de planificacion del proyecto.
Sprint Planning: Proceso de planificacion del Sprint (iteracion).
Sprint: Iteracion de duracién fija.

Daily Scrum: Reunién diaria de corta duraciéon entre el Team y el Scrum Master
en que se revisan las actividades del dia.

Release: Cédigo funcional.

Demo Meeting: Presentacion de las nuevas funcionalidades integradas al pro-
ducto.
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= Sprint Retrospective: Reunion entre el Team y el Scrum Master en la que exami-
nan el desempefio del sprint anterior e identifican las oportunidades de mejora

Con base en estas caracteristicas se ha elegido a SCRUM como la metodologia de
desarrollo de software a utilizar en este proyecto, remarcado que algunos de sus ele-
mentos no serdn necesarios de emplear y se adaptaran de acuerdo a las necesidades.

Cabe mencionar que la gran mayoria del software tiene el propédsito de adminis-
trar y gestionar datos del entorno en el que es implementado. Estos pueden ser de
diferentes tipos de datos como ntimeros, palabras, valores de verdad o falsedad, e
inclusive imagenes. En muchas ocasiones, estos datos son resguardados para reali-
zar procesos de extraccién de conocimiento que pueda ser de utilidad, a este proceso
se le llama Mineria de Datos.

1.2. Mineria de datos

Los datos son caracteristicas que describen a un objeto y pueden estar formados
por valores tales como nameros (0, 1, 2, 3,4, 5,7, 8,9), letras (A, B,C, D, E, ..., X,
Y, Z), binarios (Si o No) y las cadenas de caracteres que pueden englobar todas las
anteriores (“Hola Mundo”, “Juan Pérez”, “3.- Rojo”, “Si”, etc.). Por ejemplo, para
realizar una solicitud de empleo se tomarian caracteristicas de los solicitantes, tales
como su nombre, edad, sexo, lugar y fecha de nacimiento, CURP (Clave Unica de
Registro de Poblacién), escolaridad, etc. En la actualidad existen diversas fuentes
que producen grandes cantidades de datos, desde cientos de formularios en papel
con los datos escritos a mano hasta los sistemas informdticos maés sofisticados. En
ambos casos, la informacién obtenida se resguarda en bases de datos de diferen-
tes dimensiones, contenidas en numerosas computadoras o servidores. El propdsito
principal de contar con estos datos es estudiarlos y obtener conocimiento que no se
muestra a simple vista y que puede contener detalles beneficiosos como patrones o
comportamientos que pueden servir para la toma de decisiones futuras.

Para la obtencién de ese conocimiento se lleva a cabo un proceso iterativo llama-
do Knowledge Discovery in Databases o Descubrimiento de conocimiento a partir
de bases de datos (KDD por sus siglas en inglés), en el que involucran diversos pa-
sos secuenciales que se tienen que seguir, como lo expone Han, Jamber y Pei y se
presenta de forma gréfica en la Figura 1.1 [13]:

1. Limpieza de datos: Consiste en la eliminacién de ruido e inconsistencia en los
datos.
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. Integracién de los datos: Incorpora las diversas fuentes de datos como lo pue-

den ser las bases de datos, la web, ficheros, entre otros.

. Seleccién de los datos: A partir de las tareas de andlisis se obtienen datos

relevantes de la base de datos.

. Transformacién de los datos: Mediante operaciones de reduccién o agrega-

cién, los datos son adaptados para aplicarse técnicas de minado de datos.

. Mineria de datos: Es el paso mas importante de todo el proceso, debido a que

se aplican técnicas especializadas para la extraccién de patrones de datos.

. Evaluacién de los patrones: Verifica la exactitud de los patrones encontrados

con base en el conocimiento de interés.

. Representacién del conocimiento: Se emplean técnicas de representaciéon en-

focadas en conocimiento descubierto para la comprensién de los usuarios.
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FIGURA 1.1: Diagrama del proceso KDD [13].

Dentro de KDD, uno de los pasos mas importantes es el de mineria de datos

(MD), tanto que, cuando se usa el término MD a menudo se engloba el proceso KDD.
Adicional a lo anterior, la MD es un proceso iterativo que usa técnicas inteligentes
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y herramientas especializadas para el andlisis exploratorio en grandes volimenes
de informacion, con el fin de encontrar conocimiento ttil, novedoso y comprensible
[22].

Afnadiendo a lo anterior, menciona Kantardzic que “ los principales objetivos de la MD
son dos: la descripcién busca esquemas que expliquen los datos que puedan ser interpre-
tados por humanos; por otro lado, la prediccién involucra el uso de algunos atributos del
conjunto de datos para pronosticar valores desconocidos de otras variables mds importan-
tes” [22]. A partir de estos objetivos, son catalogadas las técnicas de MD en tareas
primarias :

= Clasificacién: Es la aplicacion de funciones de aprendizaje predictivas que cla-
sifican a cada uno de los elementos del conjunto de datos en una de las clases
preestablecidas.

= Regresién: Emplea funciones de aprendizaje predictivo que mapea elementos
del conjunto de datos para realizar una prediccién de un valor real de una
variable.

= Agrupamiento: Es una tarea descriptiva usual que consiste en identificar gru-
pos finitos dentro del conjuntos de datos.

= Resumen: Emplea métodos para encontrar descripciones compactas para un
grupo de datos.

= Modelado de dependencia: Consiste en la biisqueda de estructuras que des-
criban significativamente las dependencias entre variables o valores de un con-
junto de datos o una fraccién del mismo.

= Deteccién de cambios: Es la labor de identificar los cambios més significativos
dentro de un conjunto de datos.

» Identificacién de patrones frecuentes: Se enfoca en hallar relaciones entre los
elementos de un conjunto de datos.

Como se muestra, tanto el proceso KDD, como la MD estan conformados por téc-
nicas para el tratamiento de datos enfocados a la biisqueda y hallazgo de patrones
que tengan un peso significativo dentro de extensos conjuntos de datos.

Los patrones son una pieza esencial para el descubrimiento, como los menciona
Luna y Ventura: “ se pueden describir como subestructuras que se presentan reqularmente
en los datos, lo que representa consistente y sustancial propiedad en los conjuntos de datos.”
Existen métodos para encontrar estos elementos dentro de los conjuntos de datos,
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para esto la DM tiene un componente dedicado al hallazgo de este tipo de pautas
recurrentes llamada mineria de patrones frecuentes [39].

1.2.1. Mineria de patrones frecuentes

La mineria de patrones frecuentes (MPF) consiste en la basqueda de relaciones
habituales entre los elementos de un conjunto de datos. Como lo mencionan Ag-
garwal y Han, el problema de MPF se plantea de la siguiente manera: “Dado un
conjunto de datos D con transacciones Tj...T;, se pueden determinar todos los patro-
nes P que estén presentes en una fraccién s de las transacciones” [1]. Donde T;...T;
son i nimero de vectores, y cada uno tiene un segmento de elementos del conjunto
de datos que estan involucrados en una operacién, acompafiados de un ntimero de
identificacion que los distingue. Por otra parte, el pardmetro s es una parte del na-
mero total de transacciones realizadas sobre los datos.

Un ejemplo de deteccién de patrones frecuentes se puede observar en un conjun-
to de compras (transacciones) realizadas en una tienda en la que estan involucrados
los productos del conjunto p, donde p = {leche, cereal,soda, harina, huevo} [11]. La
Tabla 1.1 muestra un conjunto de s transacciones, donde s = Tj...Ts. Cada transac-
cién muestra el conjunto de productos que fueron adquiridos en ella. La idea es
identificar patrones de compras frecuentes.

TID Transaccién
T; | leche, cereal, soda, harina, huevo
T cereal, soda, harina, huevo
T3 leche, soda, harina
Ty leche, soda, huevo
Ts cereal, soda, huevo

TABLA 1.1: Grupo de transacciones con los objetos

Para detectar un patrén dentro de este grupo de transacciones, se realizan con-
teos de aparicion de cada producto. De primera instancia, se define que un patrén se
compone de solo un elemento, y posteriormente se le van agregando maés elementos
para encontrar patrones mds grandes.

De inicio, en este ejemplo, se hace el conteo de cada producto en individual, de
ahi que el producto leche aparece en tres transacciones; el producto cereal también
en tres; el producto soda aparece en las cinco transacciones; la harina en tres; y por
altimo el huevo en cuatro. Para determinar que un patrén sea frecuente, se fija un
umbral min_sup con un valor que especifica el minimo niimero de veces que debe
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aparecer este patrén en las transacciones. Para este ejemplo, min_sup = 2, por lo
que como se puede apreciar en la Tabla 1.2, todos los productos que en individual
se consideran patrones.

Producto(s) (conjunto f; (j=0)) | Apariciones
leche 3
cereal 3
soda 5
harina 4
huevo 4

TABLA 1.2: Apariciones de los productos en individual dentro de las
transacciones

El conjunto F estd conformado por los grupos de elementos frecuentes f que se
van hallando en cada ciclo de biisqueda j, describiendo esto como F = fy, fi, ... fx.
Una vez conocida la frecuencia de cada producto en individual que sea mayor o
igual al min_sup, fo contendrd dichos productos al igual que un conjunto base b, en
el que b = {leche, cereal,soda, harina, huevo} servira para formar nuevos subconjun-
tos candidatos a partir de los patrones hallados en un ciclo anterior (j — 1).

En la segunda iteracion, el conjunto f; cuenta con los nuevos candidatos a buscar,
resultado del producto cartesiano del conjunto base b y los elementos frecuentes de
la iteracion anterior f(;_;), representado como f; = b * f(;_;), mostrdndose en la
Tabla 1.2 los elementos que conforman dicho conjunto con su respectiva frecuencia
dentro del grupo de transacciones s.
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Producto(s) (conjunto f; (j=1)) | Apariciones
(leche, leche) 0
(leche, cereal)
(leche, soda)
(leche, harina)
(leche, huevo)
(cereal, leche)
(cereal, cereal)
(cereal, soda)

(cereal, harina)
(cereal, huevo)
(soda, leche)
(soda, cereal)
(soda, soda)
(soda, harina)
(soda, huevo)
(harina, leche)
(harina, cereal)
(harina, soda)
(harina, harina)
(harina, huevo)
(huevo, leche)
(huevo, cereal)
(huevo, soda)
(huevo, harina)
(huevo, huevo)

OO OO OIN OO OIN WO OO OO WO OO N =

TABLA 1.3: Frecuencia de los productos del grupo f; (j=1) en la segunda
iteracion

Dentro de este grupo f;, solo los pares de productos (leche, soda), (cereal, so-
da), (soda, harina), (soda, huevo), (harina, huevo) tienen una frecuencia dentro del
conjunto s mayor o igual a min_sup, eliminando al resto de los elementos como lo
muestra la Tabla 1.4. Dado que existen elementos frecuentes en f}, se realiza un nue-
vo ciclo de biisqueda para hallar més elementos frecuentes.
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Elementos frecuentes hallados
Producto(s) (conjunto f; (j=1)) | Apariciones
(leche, soda) 2
(cereal, soda) 3
(soda, harina) 3
(soda, huevo) 2
(harina, huevo) 2

TABLA 1.4: Productos del grupo f; (j=1) que tienen un valor de frecuen-
cia mayor o igual al min_sup establecido

Dentro de este tercer ciclo de busqueda, se crea un nuevo subconjunto f; resul-
tado del producto cartesiano de f; = b x f;_1) con el objetivo de identificar los
elementos habituales dentro del grupo s, mostrandose en la Tabla 1.5.
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Producto(s) (conjunto f; (j=2)) | Apariciones
(leche, soda, leche) 0
(leche, soda, cereal)
(leche, soda, soda)
(leche, soda, harina)
(leche, soda, huevo)
(cereal, soda, leche)
(cereal, soda, cereal)
(cereal, soda, soda)

(cereal, soda, harina)
(cereal, soda, huevo)
(soda, harina, leche)
(soda, harina, cereal)
(soda, harina, soda)
(soda, harina, harina)
(soda, harina, huevo)
(soda, huevo, leche)
(soda, huevo, cereal)
(soda, huevo, soda)
(soda, huevo, harina)
(soda, huevo, huevo)
(harina, huevo, leche)
(harina, huevo,cereal)
(harina, huevo, soda)
(harina, huevo, harina)
(harina, huevo, huevo)

OO OO0 O OO OINOO OO RNOIO O RO O

TABLA 1.5: Frecuencia de los productos del grupo f; (j=2) en la tercera
iteracion

Las tercias de productos de fj, (cereal, soda, harina) y (soda, harina, huevo) tie-
nen una frecuencia dentro del conjunto s mayor o igual al min_sup. Teniendo en
cuenta que hay elementos de f; a evaluar, se procede a realizar una nueva iteracion
aumentando la longitud de los elementos a 4 productos.

La Tabla 1.6, muestra los elementos de f] actuales en el cuarto ciclo, siendo (cereal,
soda, harina, huevo) el tnico individuo en tener un valor de frecuencia similar al de
min_sup, dando paso a una nueva iteracién para el hallazgo de patrones frecuentes.
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Producto(s) (conjunto f; (j=3)) | Apariciones
(cereal, soda, harina, leche) 0
(cereal, soda, harina, cereal)
(cereal, soda, harina, soda)
(cereal, soda, harina, harina)
(cereal, soda, harina, huevo)
(soda, harina, huevo, leche)
(soda, harina, huevo, cereal)
(soda, harina, huevo, soda)

(soda, harina, huevo, harina )

(soda, harina, huevo, huevo)

OO OO O N OO

TABLA 1.6: Frecuencia de los productos del grupo f; (j=3) en la cuarta
iteracion

En la tltima y quinta iteracién se ha alcanzado el tope de biisqueda porque nin-
gun elemento de f; cuenta con el nimero de apariciones dentro del conjunto s que
supere o iguale el min_sup establecido.

Producto(s) (conjunto f; (j=4)) Apariciones
(cereal, soda, harina, huevo, leche) 0
(cereal, soda, harina, huevo, cereal) 0
(cereal, soda, harina, huevo, soda) 0
(cereal, soda, harina, huevo, harina) 0
(cereal, soda, harina, huevo, huevo) 0

TABLA 1.7: Frecuencia de los productos del grupo f; (j=4) en la segunda
iteracion

La Tabla 1.7 muestra el conjunto descartado de grupos de productos candida-
tos a patrones frecuentes, quedando el conjunto F de la siguiente manera: F =
{fo, f1, f2, f3} Obteniendo los patrones frecuentes de la coleccién de transacciones
s, presentados en la Tabla 1.8.
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Producto(s) Apariciones | Conjunto de F
leche 3 fo
cereal 3 fo
soda 5 fo
harina 4 fo
huevo 4 fo

(leche, soda) 2 fi

(cereal, soda) 3 f1

(soda, harina) 3 f1

(soda, huevo) 2 f1
(harina, huevo) 2 fi1
(cereal, soda, harina) 2 f2
(soda, harina, huevo) 2 f2
(cereal, soda, harina, huevo) 2 f3

TABLA 1.8: Patrones frecuentes hallados en el grupo de transacciones s

Con el valor de umbral establecido en min_sup = 2 se encontraron 13 patrones
frecuentes contiguos dentro del grupo de transacciones s. Cinco de estos patrones
frecuentes contienen un producto, seis elementos cuentan con dos productos, tres
individuos con tres productos y uno elementos con cuatro productos, siendo la soda
con cinco apariciones el insumo mads repetido. Por otro lado el grupo (cereal, soda),
(soda, harina) son los ejemplares no unitarios con mas apariciones, con tres cada
uno.

Si solo se toman en cuenta las apariciones que tienen esos subconjuntos, los pa-
trones frecuentes serian P = (leche, cereal, soda, harina, huevo, (leche, soda), (cereal, soda),
(soda, harina), (soda, huevo), (harina, huevo), (cereal, soda, harina), (soda, harina, huevo),
(cereal, soda, harina, huevo)). Cabe recalcar que para efectos practicos en este ejemplo
se tomo el criterio méds simple para la deteccién de patrones frecuentes, pero no sig-
nifica que sea la tnica ya que puede haber otros como el precio de cada producto, la
categoria a la que pertenece, cantidad, entre otras.

El objetivo de la MPF es hallar patrones que sean de un alto aporte al usuario (a
consideracion de un experto) con un manejo eficiente de estructuras de datos, re-
duccién de espacio de bisqueda de candidatos o eficiencia en el conteo de elemen-
tos. Algoritmos como GSP, PrefixSpan, FreeSpan, AprioriAll, Basado en indices [1]
entre algunos otros, estdn dentro del grupo de la MPF y son empleados para dife-
rentes tareas como andlisis de transaccién de usuarios, anélisis de bug de software
o minerfa web. Ademads, la aplicacién de la MPF se puede extender a otras areas del



23

conocimiento como la quimica y la biologia dado que sus datos pueden ser procesa-
dos por este tipo de métodos y pueden ser representados como patrones [1].

Como esta, muchas técnicas y aplicaciones de las ciencias computaciones se han
desarrollado y empleado en diferentes ramas del conocimiento con el fin de satisfa-
cer las necesidades de cada una mediante el uso de computadoras u otro dispositivo
electrénico. Esto ha dado pie a la combinacién de nuevas &reas con el propésito de
investigar y resolver tareas de forma mas efectiva. Entre ellas esta la bioinformatica.

1.3. Bioinformatica

Es una disciplina que combina cuatro ramas importantes del conocimiento: ma-
tematicas, ciencias computacionales, biologia y estadistica. Segtin Rodriguez: “Estu-
dia el desarrollo de procesos computacionales y técnicas matemdticas para resolver problemas
pricticos y tedricos enfocados al manejo del procesamiento de la informacion biolégica” [30].
Esto incluye tareas de adquisicion, almacenamiento, andlisis y visualizaciéon de da-
tos bioldgicos.

Para el Centro Nacional para la informacién Biotecnologia o National Center
for Biotechnology Information (NCBI por sus siglas en inglés), la bioinformaética se
desenvuelve en tres facetas importantes [29]:

= Desarrollo de nuevos algoritmos computacionales o estadisticos para evaluar
relaciones en los datos biolégicos.

= Analisis e interpretacion de diferentes tipos de datos biol6gicos como por ejem-
plo: nucleétidos y secuencias de aminoacidos, dominios de proteinas y estruc-
turas de protefnas.

= Desarrollo e implementacién de herramientas que permitan el eficiente acceso
y administraciéon de diferentes tipos de informacién biolégica.

Una pieza fundamental en la biolégica molecular, por ende, en la bioinformatica
es el ADN, debido a que incluye la informacién genética de todo ser vivo, y con ella
la formacién de nuevos seres vivos. A continuacién se presenta una descripcion de
este concepto.

1.3.1. ADN

El Acido Desoxirribonucleico, mejor conocido como ADN (también se puede en-
contrar en la literatura como DNA por sus siglas en inglés, pero para la compresiéon
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de este documento se tomaran sus siglas en espafiol) es la molécula que se encuentra
en todas las células de cualquier ser vivo (e inclusive se encuentra en algunos virus
que viven en el ambiente). Es la pieza fundamental que contiene la informacién
molecular heredada por antepasados que dicta el funcionamiento biolégico de todo
organismo vivo, debido a que estd involucrado en sus procesos biolégicos, pasando
por diferentes etapas que comienzan desde la concepcién, seguido del crecimiento,
la madurez fisico-mental, la adultez, la reproduccién, entre otras actividades fisiol6-
gicas [20].

El ADN es un elemento extenso formado por dos cadenas secuenciadas y enlazadas
en forma de hélices compuestas por unidades llamadas nucleétidos. Dicha estruc-
tura fue hallada en el afio 1953 por el bidlogo James Watson y el biofisico Francis
Crick. Junto a ellos, la bioquimica Rosalind Franklin confirmaria dicha estructura
mediante procedimientos de rayos X para obtener una imagen detallada del mismo
[36].

Dentro de las secuencias del ADN existen dos tipos de nucleétidos: purinas y pi-
rimidinas; dentro de las purinas las bases adenina y guanina; por otro lado, citosina
y timina dentro de las pirimidinas como se ve en la Figura 1.2. Debido a que el ADN
sOlo se conforma por cuatro bases, el lenguaje del mismo elemento solo estd confor-
mado por cuatro letras: A (Adenina), G (Guanina), T (Timina) y C (Citosina) [28].

) (A) Adenina
Purinas
(G) Guanina
Nucledtidos
. C) Citosi
Pirimidinas (C) Citosina
(T) Timina

FIGURA 1.2: Nucleé6tidos que conforman el ADN

El orden en el que se ubican los nucle6tidos dentro de las cadenas de ADN de-
pendera de la especie. Ademas de dos secuencias que son complementarias, es decir,
cada base de cada secuencia forman un par o unién con la base de la secuencia de
acuerdo con el patrén de enlace del ADN: AconToTcon A,y CconGoGconC
[36], como se muestra en la Figura 1.3.
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FIGURA 1.3: Union de patrones de enlace entre dos cadenas de nucle6-
tidos para formar el ADN [36]

Un proceso en el que estd involucrado el ADN es llamado Expresiéon Genéti-
ca, la cual consiste en decodificar la informacién contenida dentro de las cadenas
secuenciales en varias etapas para producir piezas con utilidades mecanicas o de
apoyo que sean participes en las funciones bioldgicas del ser vivo. Estas piezas son
llamadas Proteinas y para obtenerlas es necesario transformar el ADN en Acido Ri-
bonucleico (ARN) [19].

Cabe recalcar que el ADN es como una guia biolégica que tiene los datos ne-
cesarios para la construccién y mantenimiento de un ser vivo. Es escrito con solo
cuatro letras (A, T, G, C) representando a los tipos de nucle6tidos que forman dos
hilos de estas unidades, ordenados secuencialmente y que se complementan entre si.
Esta informacion genética estd dividida en subconjuntos de secuencia llamados Ge-
nes. De los genes se pueden obtener proteinas, pero se necesita convertir a ARN [36].

Al igual que el ADN, el ARN estd compuesto por una secuencia de nucleétidos
pero por un solo hilo y no en dos. La clasificacién de nucleétidos es similar, s6lo
que la base timina se convierte en uracilo; para las purinas estan las bases adenina
y guanina; y para las pirimidinas citosina y uracilo. Estas bases estan representadas
por las letras (A, G, C, U) [20] tal como se puede apreciar en la Figura 1.4.

) (A) Adenina
Purinas
(G) Guanina
Nucleétidos
C . C) Citosi
Pirimidinas (C) Citosina
(V) Uracilo

FIGURA 1.4: Nucleétidos que conforman el RNA
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La funcién del ARN es fundamental dentro del proceso de expresiéon genética
debido a que toma la secuencia del gen, lo transforma y lo utiliza para ensamblar
proteinas. Para obtener ese resultado, existen tres tipos principales de ARN: ARN
mensajero (ARNm), ARN de transferencia (ARNt) y ARN rebosoma (ARNr), que
intervienen cada uno en una etapa especifica de la expresion [36].

Primero se empieza con la Transcripcion, una enzima se coloca en el sitio don-
de se encuentra el gen del ADN y emplea una de las cadenas como modelo para
la construccién del ARNm. Al inicio de este proceso, las dos cadenas del gen se
encuentran como unidades, y al final, las mismas dos cadenas terminan unidas. El
ARNmMm resultante se puede dividir en subsecuencias de tres letras llamadas codones.
La expresion de un codén es clave para identificar a un aminoacido, componente béa-
sico de las proteinas. Dados los tres lugares de un codén y las cuatro letras para la
formacién del ARN (A, G, C, U), existen 64 combinaciones de letras para un codén.
Dicho grupo de 64 codones conforman el Cédigo genético, de los cuales 61 codo-
nes ayudan a identificar 20 tipos de aminodcidos y tres para detener el proceso de
traduccion, el cual consta de tres principales fases [36]:

» Inicio: La unidad del ARNt se une con el ARNm, junto con dos unidades de
ARNT.

= Elongacién: El ARNt identifica y complementa los pares bases del codén para
formar una unidad de aminodcido dentro del ARNT. Se realiza el mismo acto
con el siguiente codén, el nuevo aminodacido se une con el anterior formando
una cadena, y el ARNt anterior se desecha, junto con el codén anterior. Este
subproceso se repite hasta llegar al préximo.

s Terminaciéon: Cuando el ARNr detecte a un codén de detencidn, la cadena de
aminodcidos es liberada.

La cadena resultante de aminoacidos de la expresion genética es una proteina. Esta
pieza molecular es un componente fundamental y numeroso dentro de las células;
se halla en procesos y componentes mas importantes dentro del sistema biolégico,
que se refleja en sus productos fisicos, como la queratina en el cabello, y también se
puede convertir en anticuerpos, enzimas, hormonas, proteinas estructurales, entre
otros [19]. Este producto es resultado de la accién biolégica donde el ADN es la
materia prima para la formacién de proteinas a través del ARN, como se ve observa
en la Figura 1.5.
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ADN ARN PROTEINA

Transcripcion Traduccion )

&

Replicacion

FIGURA 1.5: La expresion genética y la replicacion: El flujo de informa-
cién genética que va desde el ADN y el proceso de replicacion para dar
paso al proceso de formacién de proteinas a través del ARN

Tanto el proceso de replicaciéon del ADN como el proceso de la expresioén gené-
tica son parte del flujo de la informacién biolégica contenida en el ADN, el cual es
la pieza fundamental para producir descendencia y fabricar organismos celulares
funcionales para el ser vivo.

En la teoria, este proceso de informacién biologia se muestra de forma simple,
pero representa uno de los mayores retos en la biologia. Una de las labores en este
reto es hallar sitios de unién en el ADN para factores de transcripciéon. Para esto
es necesario identificar patrones recurrentes dentro de un grupo de secuencias de
ADN, llamados motifs. Por medio de métodos especializados y el uso de recursos
computacionales se realiza su hallazgo dentro de las secuencias de ADN, lo que
también representa un desafio para la bioinformatica [7].

1.4. Motif

Para D’haeseleer un motif ~ es un patrén recurrente de secuencia corta (entre 5 a
20 pares bases aproximadamente) que se pueden encontrar dentro de las secuencias
de ADN y que suponen tener una funcién biolégica. A menudo también represen-
tan sitios de unién de secuencias especificas para proteinas tales como nucleasas y

"La palabra motif también se puede hallar en la literatura en su traduccién al espafiol como "mo-
tivo"pero para efectos practicos y no confundir al lector, se empleard el primer término.
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factores de transcripcion (TF por sus siglas en inglés) que controlan la transcripcion
de la informacién contenida en el ADN hacia el ARNm. También, estdn incluidos en
los procesos al interior del ARN, incluyendo uniones de ribosoma, terminacién de
transcripcién y proceso de formacién del ARNm [8].

La tarea de hallazgo de un motif, inicia con un grupo de secuencias de ADN
que contengan elementos repetitivos de corta longitud y que de esta manera sean
candidatos para ser sitios de unién a factores de transcripcién o transcription factor
binding sites (TBFS por sus siglas en inglés). Bajo el planteamiento de este problema,
se han desarrollado procesos que se toman como base para la biisqueda de motifs
dentro de secuencias de ADN [7].

1.4.1. Procesos base para identificacion de motifs

Para Das y Dai existen dos principales tipos de procesos para el descubrimiento
de motifs [7]:

= Con base en palabras: Consiste en la biisqueda exhaustiva mediante conteo
o comparacion de letras o grupos de letras. Estas técnicas son apropiadas pa-
ra motifs cortos o idénticos, debido a que pueden ser veloces junto con una
implementacién de optimizacién de estructura de datos, como los arboles su-
tijo. Agregando a esto, Hashim, Mabrouk y Atabany mencionan que para el
funcionamiento de este tipo de métodos, el usuario necesita ingresar algunos
pardmetros como la longitud del motif a buscar, el nimero de comparaciones
permitidas y el nimero de secuencias en las que el motif puede aparecer [17].

= Métodos probabilisticos: Estos métodos utilizan potentes operaciones ma-
tematicas probabilisticas, y al contrario de los métodos basados en palabras,
pueden emplearse grupos de secuencias de ADN para hallar motifs méas ex-
tensos que contengan informacion relevante. La ventaja de estos métodos es
que requieren pocos pardmetros para su btisqueda, pero que a su vez pueden
ser sensibles con respecto a pequefios cambios en los datos de entrada.

Una vez que los algoritmos terminan su ejecucién, presentan un nimero de sub
secuencias candidatas que pueden representar el patron en forma de cadena de le-
tras o en una matriz de probabilidad con la finalidad de entregar una salida com-
prensible para el usuario.
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1.4.2. Representacién de un motif

Existen diferentes procedimientos para representar un grupo de n ntimero de
motifs, entre los que destacan la Expresion regular (ER), Matriz de Conteo por Posi-
cién (MCP), Matriz de Probabilidad por Posicién (MPro), Matriz Peso por Posicién
(MPP) y la Matriz de Informacién Contenida (MIC).

Expresion Regular

La ER describe un conjunto de caracteres en un patrén de secuencia, formado
posicién por posicién, con base en las letras que componen al ADN (A, G, C, T) y
las conjunciones que puedan existir entre las mismas. Estas conjunciones se presen-
tan en posiciones donde posiblemente pueden ser representadas por 2 a 4 letras que
ocupan misma posiciéon, empleando un diccionario de cédigos de nucleétidos del
International Union of Pure and Applied Chemistry o La Unién Internacional de
Quimica Pura y Aplicada (IUPAC por sus siglas en inglés) [4], el cual se presenta en
la Tabla 1.9.

En esencia, se toman todas las letras de una posicién del conjunto de secuen-
cias hasta formar la expresién con base en el cédigo de secuencias de la IUPAC. Un
ejemplo serian las expresiones T-A-T-A-W-T y T-A-C-N(2,4)-G-T-A; en el caso de la
primera, resultan dos secuencias: T-A-T-A-A-T o T-A-T-A-T-T, la diferencia existen
en la letra de la quinta posicién. La siguiente expresion indica que comienza con las
letras T-A-C, después N indicando cualquier nucleétido, seguido de la longitud de
la subsecuencia que va de dos a cuatro, indicando que dentro de ese rango pueden
ser de dos a cuatro letras cuales sea, lo que se refleja en la longitud de la expresién
del motif que puede ser de 8 a 10 letras, y finalizando con las letras G-T-A [4]. Es-
te tipo de representacion es empleado para sintetizar en un patrén el resultado de
algoritmos de identificacién de motifs base en palabras.
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Nucleétido Cédigo Base
Adenina
Citosina
Guanina

Timina
AoG
CoT
GoC
AoT
GoT
AoC

CoGoT
AoGoT
AoCoT
AoCoG
Cualquier nucleétido

&ap

TABLA 1.9: Lista del c6digo de Nucle6tidos de la IUPAC para secuen-
cias de ADN [37].

Z < TOw R = »n < == Q0 >
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|

Ademads de representar a un motif con una expresion regular, también se pue-
de realizar de forma numérica mediante una matriz de conteo por posicién para
conocer a detalle la distribucién de los nucleétidos en cada posicion del motif.

Matriz de conteo por posicién

La MCP es la representacion numérica bésica de un motif, que contiene la fre-
cuencia de cada nucleétido en cada posicién del motif. Por lo general, esta matriz es
de n por w, donde n es el nimero de nucleétidos del ADN, 4 elementos, y w es el
ntmero de posiciones que componen al motif [38].

Matriz de probabilidad por posicién

Por otra parte, MPro contiene los valores que determinan la probabilidad de que
cada nucleétido (A,G,C,T) ocupe una posicién en especifico dentro del motif. Para
obtener la probabilidad de cada elemento del arreglo se aplica la siguiente férmula:

P nw — f;\,]w
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Donde P, , representa el promedio de cada letra n en la posiciéon w dentro de
MCP; N es el niimero total de secuencias de ADN involucradas;y f, ; es la frecuencia
de la letra de acuerdo a la posicién w [4].

Matriz peso por posicién

La MPP o también conocida como matriz peso por posicién especifica o matriz de
puntaje por posicién especifica, contiene el "puntaje o calificaciéon"que cada nucleé-
tido en cada posicién del motif a formar, mediante el calculo del logaritmo binario
de los valores de MPro sobre las probabilidades de fondo de cada nucleétido, lo cual
se expresa en la siguiente féormula:

— Pn,w
b

Sn,w

Donde S, es el puntaje que se obtiene del nucleétido 7 en la posiciéon w y b es la
probabilidad de fondo con un valor uniforme de  (la probabilidad que tiene cada
letra de estar en una posicién), P, ,, se obtiene de MPro [38].

Matriz de Informacion Contenida

MIC contiene el total de informacién contenida en cada posicioén, el cual indica
el nivel de conservacién en la misma. Para esto se calcula el total posible de infor-
macién contenida (IC). El total de IC se basa en la longitud del alfabeto del ADN
(k = 4) con la siguiente férmula [38]:

Ictotal = logz (k)

Dando como resultado IC = 2. Seguido, se obtiene la incertidumbre actual en
cada posiciéon U. Esta operacion se basada en la Entropia de Shanoon, que es una
medida de incertidumbre de un modelo y lo impredecible que seria una secuencia
que genera [18], y se aplica con la siguiente férmula:

El logaritmo es en base 2, y los resultados se presentan en 2 bits, el contenido de
informacion se asocia a una posiciéon con respecto a los nucleétidos (A, C, G, T) [18].
Después se obtiene el ICy;,, restando del ICyys, a U [38]:

Icfinal = ICiota — U
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Finalmente, se obtiene la informacién de conservacion de cada letra en cada po-
sicién, multiplicando el ICy;;q por Py, [38]:

ICn,w = Pn,w * ICfinal

Una vez realizadas estas operaciones, se puede obtiene una representacién visual
del contenido del MIC, llamado LOGO de secuencias.

Grafico LOGO de secuencias

Un logo es una pieza gréfica que contiene la cantidad de informacién presente
en cada posicion de la secuencia, medida en bits. La creacién de un logo provine a
partir de un conjunto de secuencias alineadas, ya sean de ADN, ARN o proteinas
[31]. La Figura 1.6 es un grafico LOGO de ejemplo obtenido a partir del grupo de
secuencias [GCTGAAACTTA, GCTGAAACTTA, GCTGAAACTTA, GCTGAAACT-
TA, GCTGAAACTTA, GCTGAAACTCA, GGTGAAACGCA, GCTGAAACCGA].

2.0

210
'-5.

L L

0.0 S p=3 =
5 5 10 3

FIGURA 1.6: Gréfico Logo de secuencias de ejemplo, con 11 nucleétidos
de longitud

Lo siguiente es mostrar un ejemplo en el cual se tiene un conjunto de secuencias,
se obtienen las matrices antes descritas y al final se presenta un grafico que mues-
tra de forma visual la informacién que se preserva en cada posicién del grupo de
secuencias.

Caso de representacion de motifs

Tremblay [38] presenta un ejemplo de representacién de un motif en el que toma
un grupo de secuencias ordenadas conformadas por seis cadenas de seis nucle6ti-
dos. La Tabla 1.10 muestra el grupo de secuencias que serd representado en ER, MCP,
MPro, MPP y MIC, para finalizar con una representacién visual de la informacién
que se conserva en las secuencias de entrada.
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|

# | Secuencias |
1 AAGAAT

2 ATCATA

3 AAGTAA
4
5
6

AACAAA
ATTAAA
AAGAAT

TABLA 1.10: Grupo de secuencias de ejemplo

Con el grupo de secuencias ya presentado, se puede iniciar el proceso de repre-
sentacion de un motif. Para este ejemplo, se comenzard con la ER para representar
al grupo de secuencias de entrada en una cadena de caracteres, que indica la pre-

sencia de los nucle6tidos en una posicién con base en el cédigo de Nucledtidos de
la IUPAC (Tabla 1.9). La ER es la siguiente:

A-W-B-W-W-W

Esta indica que A estd presente en todas las secuencias dentro de la primera posi-
cién; La W denota la presencia de los nucleétidos A y T en las posiciones dos, cuatro,
cinco y seis; Por tltimo, en la posicién tres se encuentra una B, que indica la presen-
ciadeC,GyT.

Se obtiene la MCP de la Tabla 1.11 del grupo de secuencias de ejemplo.

Posiciones |1 |2 |3 (4|56
A 6(4/0[|5|5|4

C 0(0|2]0|0]0
0(0|3]0|0]0

TABLA 1.11: MCP del conjunto de secuencias del ejemplo

Se puede apreciar que en MCP, A domina en la primera posicién; En la posicién
dos y seis, A y T tiene una frecuencia de cuatro y dos respectivamente; C,G y T
se hallan en la posicién tres en 2, 3,1 ocasiones, respectivamente; En las posiciones
cuarto y cinco, A tiene una frecuencia igual a cinco y T a uno. El MCP resultante
permite obtener la probabilidad de cada nucleétido en cada posicién para formar el
MPro, tal como se muestra en la Tabla 1.12
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Posiciones 1 2 3 4 5 6

0.67 | 0.00 | 0.83 | 0.83 | 0.67
0.00 | 0.33 | 0.00 | 0.00 | 0.00
0.00 | 0.50 | 0.00 | 0.00 | 0.00
0331017 ] 0.17 | 0.17 | 0.33

TABLA 1.12: MPro del conjunto de secuencias del ejemplo

En el caso de la MPro del ejemplo, La letra A tiene una probabilidad de ocupar la
posicién uno del 100 %; Las posiciones dos y seis comparten las mismas probabilida-
des de la presencia de A = 67 %y T = 33 %, siendo A la de mayor porcentaje; Para
la posicién tres, C = 33%, G = 50% y T = 17 % en la probabilidad de aparicién,
en la que G tiene mayor oportunidad de aparecer que a C y T; Y para las posiciones
cuatro y cinco, A obtuvo un 83 % y C un 17 %, siendo A la de mayores posibilidades
de aparicién en ambas posiciones. Con estos datos, se realiza la obtencién de la MPP
que se muestra en la Tabla 1.13

Posiciones | 1 2 3 4 5 6
1425 | -Inf | 1.737 | 1.737 | 1.415
-Inf | 0.415 -Inf -Inf -Inf
-Inf | 1.000 | -Inf -Inf -Inf
0.415 | -0.585 | -0.585 | -0.585 | 0.415

TABLA 1.13: MPP del conjunto de secuencias del ejemplo

Dentro de la primera columna del MPP, A obtuvo un puntaje méximo de 2; En
las posiciones dos y tres, A obtuvo la mayor puntuacién 1.425y T 0.415; Dentro de la
posicion tres C 0.415 de puntaje, G de 1.000 y T de -0.585. Por lo que G fue el obtuvo
el mayor puntaje en la posicién; Para las posiciones 4 y 5, C obtuvo - 0.585 y A un
1.737, siendo esta ultima la que obtuvo un puntaje mayor. El valor de -inf de los
nucleétidos en diferentes posiciones es porque su valor es menor a la probabilidad
de fondo. Para la siguiente matriz, estos valores se normalizan a cero para evitar
errores en las operaciones.

Posiciones 1 2 3 4 5 6

0.721 | 0.000 | 1.125 | 1.125 | 0.721
0.000 | 0.180 | 0.000 | 0.000 | 0.000
0.000 | 0.270 | 0.000 | 0.000 | 0.000
0.361 | 0.090 | 0.225 | 0.225 | 0.361

TABLA 1.14: MIC del conjunto de secuencias del ejemplo
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La Tabla 1.14 presenta los resultados de la matriz MIC: En la posicién uno, A
tiene una alta conservacién, abarcando los 2 bits de informacién. En las posiciones
dos y seis, A obtuvo un valor de IC de 0.721 y T de 0.361, dando a A el nucleétido
con mayor IC en las respectivas posicion; En la posicién tres, C tiene un IC igual a
0.180, G de 0.270, y T igual a 0.090. Por lo tanto G tiene el valor de IC alto entre los
nucleétidos de la posicién pero es el mas bajo con respecto a otras posiciones, como
A en la posicién 1; En las posiciones cuatro y cinco, A obtuvo un mayor IC con un
valor de 1.125. Por otro lado, T tiene un valor de 0.225, por lo que A tiene el IC mas
representativo en esas posiciones. Estos valores se ven reflejados de forma gréfica
en el LOGO de secuencias que se presenta en la Figura 1.7

- G
- | &=
0.0———F——
5

FIGURA 1.7: Logo de secuencias para la representar el ejemplo del motif
AWBWWW

Con base en los valores que se obtuvieron en el MIC, se formé el LOGO de las
secuencias de la Figura 1.7 que muestra la IC del motif AWBWWW. Como se habia
descrito con anterioridad, el ntcleotido A domina en la primera posicién, abarcando
los dos 2 bits de informacién. En el caso de las posiciones dos y seis, A convive con
T, pero siendo A la que contiene més informacién en las posiciones. En la posicién
tres, se ve una clara disminucién de un IC en los tres nucle6tidos que conviven ahi:
C, G, T. Y en las posiciones cuatro y cinco, A tiene mas IC con respectoa T.
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Capitulo 2

Trabajos Relacionados

A lo largo de este capitulo se analizan algunos algoritmos enfocados al descu-
brimiento de motifs en secuencias de ADN. Estos algoritmos aplican distintas estra-
tegias de procesamiento, como pueden ser los métodos basados en enumeracién o
estadisticos [17]. Algunos otros algoritmos aplican otro tipo de operaciones, tales co-
mo procesos de mineria de datos, los cuales se enfocan en la blisqueda de patrones
frecuentes o subsecuencias que se presentan de manera recurrente en un conjunto
de datos secuenciales [15]. En este capitulo se mostrardn algunos trabajos relacio-
nados al tema de este proyecto investigacion, los cuales implementan operaciones
antes mencionadas.

2.1. MEME

Multiple Expectation maximization for Motif Elicitation o MEME por sus siglas
en inglés, es el algoritmo que tiene como objetivo detectar motifs significativos en
un grupo de secuencias donde se desconoce su existencia [7]. MEME emplea el algo-
ritmo Expectation-Maximization (EM) para obtener la probabilidad de los posibles
sitios 0 segmentos dentro de la(s) secuencia(s) de ADN donde existan esos motifs [3].

El algoritmo EM tiene dos pasos principales: Expectativa y Maximizacién. El pri-
mero calcula los valores de algunos conjuntos desconocidos (la probabilidad de las
subsecuencias) basados en la MPP; El segundo usa esos valores para recalcular esta
matriz. Para el caso del procesamiento de secuencias de ADN para el hallazgo de
motifs, EM es empleado para identificar subsecuencias "desordenadas", teniendo en
cuenta que el sitio que cubre todas las secuencias tiene segmentos idénticos [17].

MEME realiza el siguiente procedimiento [17]:

= Inicia desde un tnico sitio dentro de la(s) secuencia(s) de ADN (ya sea alea-
torio o especifico), se genera la MPP y se estima un motif inicial a partir de
ella.
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= Usando este modelo inicial resultante se calcula la probabilidad de cada ubi-
cacion posible de este motif dentro de las secuencias de entrada, y se detectan
subsecuencias relacionadas

= EM estima la probabilidad de las subsecuencias relacionadas al motif modelo
dentro de las secuencias de ADN, y re-evalta dicho motif modelo en MPP.
Esto debe ser realizado iterativamente para cada subsecuencia que pertenece
a las secuencias objetivo, se elige el mejor motif proveniente del sitio y se itera
hasta que se alcance la coincidencia en MPP.

= Después de hallar un nuevo motif, se borran los viejos motifs hallados.

El proceso de MEME da como resultado la siguiente informacién de cada motif ha-
llados, los cuales pueden ser de distintos tamafios: la expresion regular representa-
tiva del motif y la informacién contenida en cada posicién del mismo [3].

Para la ejecucion de MEME, se requiere que las secuencias de ADN sean seleccio-
nadas cuidadosamente, considerando que sean lo més cortas posible y con el menor
ruido en ellas (es decir, secuencias que posiblemente no tengan motifs). De acuerdo
a los autores, esto facilitara la obtencién de los motifs a medida que crezcan en lon-
gitud y en ntimero de subsecuencias similares. En caso contrario, si las secuencias de
entrada son largas, serd mas dificil que se encuentren subsecuencias del motif que
sean similares [2].

2.2. Gibbs sampler

Gibbs Sampler o muestreo de gibbs emplea cadenas de Markov para simplifi-
car el célculo en el alineamiento multiple de secuencias de ADN y la identificaciéon
de secuencias recurrentes [42]. Su objetivo es identificar al motif mas probable, un
patrén en comtn en el conjunto de secuencias de ADN [24]. El nticleo principal de
este método es la generaciéon de MPP a partir del ordenamiento de subsecuencias,
formando la distribucién de frecuencias por nucleétidos, sitio por sitio del motif. [40]

Gibss Samper inicia las posiciones aleatorias de inicio dentro de un conjunto N de
secuencias 51, S>..., Sy de ADN, suponiendo de que existe un motif en cada secuen-
cia de longitud W, sus respectiva posiciones a;, donde k va desde 1 a N. Ademas
se inicializa MPP considerado la longitud de W y las N secuencias; las probabilida-
des de fondo P de cada nucleétido (A, C, G,y T) Con esta informacién se procede a
ejecutar los pasos de gibbs sampler [24]:

1. Paso de actualizacién predicativa: Se elige una secuencia Z de N, ya sea a la
azar o en orden especifico, y se excluye de este paso. A partir de las demds
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secuencias de N, se calcularan la descripciéon del patrén por medio de las pro-
babilidades P y el MPP, .

2. Pase de simplificacion: Dentro de la secuencia Z, cada subsecuencia de lon-
gitud W, z , es considerada como una posible subsecuencia relacionada al
motif. Con esto en cuenta, se calculan las probabilidad Q y la probabilidad
de fondo P; de cada z; acorde al conjunto g; ; y P. Seguido, se obtiene los pesos
A; = Q,/P, de cada segmento z, para después un segmento z sea seleccionado
y su posicion se guarde en a, considerandolo como subsecuencia relacionada
al motif de la secuencia z.

La idea central es que sea mas exacta la descripcion del motif a través de la MPP
y las probabilidades de fondo en el paso 1; y en el paso dos sea mas exacto la eleccién
de la localizacién de la subsecuencia relacionada al motif. Esto dard como resultado
un motif de longitud W. [24]. Estos pasos se realizan de forma iterativa hasta llegar
al méaximo ntmero de iteraciones o hasta que las probabilidades no mejoren [17].

2.3. DREME

Discriminative Regular Expression Motif Elicitation, por sus siglas en inglés, es
un algoritmo enfocado a la busqueda rapida de motifs relativamente cortos (hasta
de longitud de 8 letras) y sin espacios, buscando motifs en forma de expresién regu-
lar (ER), que se construye con base al cédigo de nucleétidos de la IUPAC (véase la
Tabla 1.9), y este algoritmo considera como comodines aquellas letras que represen-
tan a dos o mas letras base del ADN. Por ejemplo B representa a A o C 0 G en una
posicién dentro de una formacién de secuencias de ADN. Esta técnica s6lo admite
dos secuencias de ADN de igual longitud como datos de entrada y un umbral de
significacion [5].

Para conseguir estos motifs, el algoritmo comienza con una busqueda de haz para
hallar con un conjunto inicial de semillas de motifs en ER de longitud 3 a 8 letras sin
comodines, mediante la prueba exacta de Fisher calcula el valor p de cada palabra
de las semillas , dando como resultado un nuevo conjunto de semillas conformado
100 palabras mas significativas que se utilizara en un ciclo interno para mejorar la
busqueda [5].

= Ciclo interno: En esta etapa se reciben las 100 palabras més significativas. Si
todas las palabras que coinciden con una generalizacién de la semilla, tienen
valor de p es igual o menor a 0.01, se estima la estadistica significante de la ER
generalizada, sino la generalizacion se descarta. Cuando ER han sido genera-
lizada, Dreme clasifica el nuevos, y méas general ERs en base a su significacion,
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y luego se valoran la significacién de las 100 palabras para emplearlos como
semillas para la siguiente iteracion.

= Ciclo externo: el algoritmo que realiza una btisqueda heuristica de motifs de
ER, resultando en el mayor motif significativo, el cual se reporta y se borran
todas sus repeticiones en los conjuntos de ADN. Esta etapa se repite hasta que
el E-value del nuevo motif sea menor al del umbral de significacién.

DREME se enfoca en buscar el espacio los motifs unicos en forma de mas simple ER,
sin contener comodines, para hallar a los mas significativos pero con un longitud de
4 a 8 nucleétido. Lo cual beneficia en un tiempo de ejecucién maés corto, pero puede
limitar una biisqueda mas extensa de los motifs que incluya diferentes longitudes y
variaciones.

Ordenarlosalgoritmosporao -

2.4. Mining Frequent Patterns of Biological Spaced Mo-
tifs

Este trabajo propone un método para el hallazgo de motifs espaciados basando-
se en técnicas de MD. El proceso que realiza el algoritmo se divide en dos pasos:
El primer paso implementa una técnica de biisqueda por niveles para extraer los
conjuntos de patrones de motifs en las secuencias de ADN que cumplan con cier-
ta frecuencia, para posterior identificar motifs espaciados en las secuencias. En el
segundo paso, se transforman los motifs en un entorno categérico para ser procesa-
dos por un algoritmo enfocado a descubrir reglas de asociacién relacionadas a los
motifs [26]. Para entender el funcionamiento del algoritmo es necesario conocer las
siguientes definiciones:

= T es el conjunto de secuencias de nucle6tidos con diferentes longitudes.
= M es el conjunto de patrones recurrentes de motifs identificados en T.

= minS es el minimo soporte (una parte del porcentaje de las secuencias T en el
que un patrén ocurre)

= minF es el minimo soporte de frecuencia (minF < |T|)

= El subconjunto S (S C 2M), es el subconjunto de motifs espaciados pertene-
cientes a M extraidos de T y cumplen con minF.

= Sea el subconjunto s (s € S) y su subconjunto de apoyo t (t C T), en la cual s
contiene al motif espaciado y t sus frecuencias.
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El primer paso estd enfocado en hallar el conjunto de los elementos frecuentes de
motifs M sin considerar su ubicacién en T. Comenzando con una biasqueda exhaus-
tiva por patrones de motif por niveles, a partir de los elementos mas pequefios (de
longitud uno), pasando por la generacién de los patrones frecuentes de longitud i
gracias a los de longitud i — 1, hasta llegar con los mds grandes (de i-ésima longitud)
que pertenecerdn a M. Después se extraen los elementos de s en T, buscando aque-
llos patrones que estén a x nucleétidos de distancia, y ¢t guarda el identificador de
las secuencias de ADN en donde tiene presencia s, que sera utilizado para evaluar
la frecuencia de s con minF [26].

Para el segundo paso, se tiene como objetivo descubrir los patrones frecuentes dis-
tribuidos del conjunto S extraidos previamente, y representarlos en forma de reglas
de asociacion (AR). Para esto t transformard su contenido para representar la in-
formacién en términos de motifs, es decir, anotar la distancia de forma numérica
entre los patrones frecuentes de motifs que estén estrictamente consecutivos en las
secuencias que tenia almacenadas t; Cabe mencionar que las distancias en ocasiones
pueden modificar, si son cercanas. Después los valores numéricos de las distancias
pasan a ser valores categdricos con base en un conjunto de intervalos cerrados (ID).
Con t ya formando, lo siguiente es descubrir los patrones frecuentes de motifs espa-
ciados (FP) en forma de AR mediante SPADA, un algoritmo multi-relacional capaz
de extraer AR a partir de datos relacionados, siendo las secuencias de ADN los ob-
jetos principales, y los motifs M y sus distancias ID.

Este algoritmo da como resultado un conjunto de motifs en forma de Reglas de
Asociacién, considerando valores categéricos que indican el espacio que separa a
dos elementos consecutivos, con los cuales se quiere enriquecer la informacion.

2.5. YMF

Buscador levado de motif o Yeast Motif Finder (YMF por sus siglas en inglés), es
un algoritmo para el descubrimiento de motifs cortos con una alta valoracién [34].

Para iniciar la ejecucion se define el nimero de caracteres sin espacios para el motif
representado por /, y el nimero maximo de espacios dentro del motif representado
por w. Con estos pardmetros y un modelo generado previamente por el método de
cadenas de Markov, se define el espacio de btisqueda de todos los motifs que serdn
evaluados. Este espacio considera a todos los motifs de longitud I que contengan los
caracteres A,C,G, TR, Y,S,W, y con (N) espacios de medio entre 0 y w. [33]

Primero se analizan las secuencias de entrada obteniendo el niimero N; de apa-
riciones de cada motif s dentro del grupo de secuencias de entrada. Por cada motif s
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que N; >0, se calcula la desviacion media y estdndar del recuento del motif utilizan-
do la ecuacién 2.1 [33]:

Donde:

= X;: Es una variable aleatoria que contiene el nimero de motif s en las secuen-
cias generadas aleatoriamente X.

E(Xs): Es la desviaciéon media.

0(Xs): Es la desviacion estdndar.

N;: El nimero de apariciones del motif.

YMF enumera todos los motifs hallados en un espacio de buisqueda, y asegura
que se producen motifs de un puntaje z superiores, empleando la representaciéon
del consenso, reportdndolos, junto con sus ocurrencias ocurrencias dentro de las
secuencias de ADN [33].

2.6. Modified PrefixSpan Method for Motif Discovery
in Sequence Databases

Este trabajo usa modificacién del algoritmo de MPF, PrefixSpan para extraer un
gran nimero de patrones frecuentes desde un conjunto de secuencias anotadas con-
formados por identificador de la secuencia, la secuencia, y un conjunto de elemen-
tos. Pero con la diferencia que este método permite extraer elementos con gaps o
comodines.

Aligual que PrefixSpan, el usuario determinara el umbral para determinar que sub-
secuencia es un patrén frecuente con base a su numero de apariciones dentro de un
conjunto de datos, e incluye una modificaciéon del algoritmo se podra determinar el
numero méximo de gaps que pueden contener los patrones frecuentes, y en el de
que no se ingrese un valor el algoritmo lo tomara un nimero de gaps infinito, lo
que podria afectar a la frecuencia de las subsecuencias para ser patrones frecuentes
dependiendo el tipo de manejo de gaps [23]:

= Método de longitud variable de gaps: Determina la frecuencia de aquellas
subsecuencias que estdn representadas dentro de la(s) secuencia(s) sin impor-
tar que sus elementos son contiguos o estén separados hasta el maximo nume-
ro de gaps. El ejemplo que muestra Kitakami y Yamazaki es el siguiente [23]:
Dado un grupo de secuencias: [100: MFKALRTIPVILNMNKDSKLCPN,
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200:MSPNPTNIHTGKTLR] y la lista de elementos de longitud uno con su fre-
cuencia: [<M>: 2, <K>: 2, <L>: 2, <R>: 2, <T>:2, <I>: 2, <P>:2, <N>: 2, <5>:
2, <P>: 2]. La obtencién de patrones frecuentes de longitud dos con el prefijo
M dio como resultado la siguiente lista: [<MI>:2, <MK>:2, <ML>:2, <MN>:2,
<MP>:2, <MT>:2] y donde el patron MK esta representado dentro de la pri-
mera secuencia como M*K, y en la segundo como M*#**#******|,

Sin importar el nimero de gap entre ambas subsecuencias representativas solo
no se tiene que superar el maximo establecido por el usuario.

= Método de longitud fija de gaps: Determina la frecuencia de aquellas subse-
cuencias que estan representadas dentro de la(s) secuencia(s) y tenga un un
numero establecido de gaps entre sus elementos. El ejemplo que muestra Ki-
takami y Yamazaki es el siguiente [23]:
Dado un grupo de secuencias: [100:MFKALRTIPVILNMNKDSKLCPN,
200:MSPNPTNIHTGKTLR] y la lista de elementos de longitud uno con su fre-
cuencia: [<M>: 2, <K>: 2, <L>: 2, <R>: 2, <T>:2, <I>: 2, <P>:2, <N>: 2, <5>: 2,
<P>:2]. Del prefijo K se obtiene el patréon <K*L>:2, y del prefijo K*L se obtiene
el patréon frecuente <K*LR>.

Después se extraen los patrones frecuentes que cumplan con con un soporte minimo
de conteo y un maximo nimero de gaps. Dando como resultado motifs de diferentes
longitudes y con distinta informacién afiadida.

2.7. Discusion sobre el trabajo relacionado

Como se muestra en este capitulo, existen diferentes algoritmos con distintas for-
mas de descubrir motifs en grupos de secuencias de ADN. Cada estrategia presenta
distintos pardmetros de ejecucién y procesos de obtencién de motifs con base en
operaciones matemadticas relacionadas con la biologia o con métodos de otra pers-
pectiva, enfocados al procesamiento y andlisis de datos, como la Mineria de Datos y
la Mineria de Patrones Frecuentes.

En la Tabla 2.1 se muestra la comparacién entre los algoritmos presentados en
este capitulo y el que se propone en este trabajo de tesis, mostrando los aspectos
principales, que incluyen el tipo de operacién y la clasificacién a la que pertenecen.
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Para esta comparacién se presentan 7 algoritmos: tres basados en MPF como
BIMS + EOM (Véase la secciones 3.3 y 4), Biological Spaced Motifs y Modified Pre-
fixSpan; dos basados en informacién probabilistica: MEME y Gibbs Sample; y por
ultimo dos de operaciones de enumeracién: DREME e YMF, dando cuatro algorit-
mos relacionados con procesos biologicos.

Menciona Hashim, Mabrouk y Al-Atabany que el reto de hallar motifs en secuen-
cias de ADN es dificil para la bioinformética, debido a que no siempre son idénticos
entre ellos, son subsecuencias descocidos, al igual que su ubicacién que no esta rela-
cionada con otras secuencias del conjunto, ademads que su existencia es aleatoria. Es
por ello que han creado procesos mateméticos relacionados con su contra parte bio-
logia que se pueden dividir en dos: Enumeracién y Probabilisticos. En el caso de los
enumeracion se enfocan en hallar de manera exhaustiva la mayoria motifs de corta
longitud dependiendo de los pardmetros ingresados por el usuario. Por su parte,
los probabilisticos se enfocan en hallar los motifs estadisticamente relevante, siendo
mas rdpidos que los enumeraciéon pero dejando de lado el no encontrar a todos los
motif [17].

También se han integrado algoritmos que emplear otras técnicas como las de MD
y MPF para la tarea de descubrimiento de motifs en secuencias de ADN, a través
de sus operaciones se enfocan en hallar los patrones frecuentes que estdn dentro de
grandes cantidades de informacién como pueden ser los conjuntos de secuencias de
ADN, entregando motifs relevantes para el bi6logo en un tiempo razonable en com-
paracion con los métodos que se emplean para tradicionalmente [16].

Los algoritmos que se basan en técnicas de MD y MPF pueden ser mds atractivos
para descubrimiento de motifs en secuencias de ADN, porque pueden procesar ma-
yor cantidad de informacion, ser més rapidos que los métodos relacionados con las
operaciones, y entregando un ntiimero mayor de motifs que pueden ser relevantes
para el usuario. Pero los algoritmos probabilisticos y enumeracién arrojan motifs
cercanos a su contra parte biolégica. Ambas estrategias son funcionales y pueden
adaptarse las necesidades y circunstancias de esta tarea en cuestion.

Dentro de los trabajos que se presentan caen en las siguientes categorias

= MPF que son Mining Frequent Patterns of Biological Spaced Motifs (MFP Spaced
Motifs para fines practicos) y Modified PrefixSpan Method for Motif Discovery
in Sequence Databases (Modified PrefixSpan para fines practicos).

s Dos de Enumeracion como DREME e YMF

= Dos de tipo probabilistico como MEME y Gibbs Sampler
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Cada uno de estos algoritmos presentan distintos procesos y formas de presentar sus
resultados como MPF Spaced Motifs el cual busca patrones frecuentes contiguos que
tengan unos cuantos nucleé6tidos de distancia para después ser transformados por
el algoritmo SPADA en reglas de asociacién que representan al motif; Para Modi-
tied PrefixSpan altera el algoritmo de PrefixSpan para que pueda procesar patrones
frecuentes con un valor fijo o variable de gaps, dando como resultado motifs con
gaps; En el caso de DREME emplea dos diferentes tipos de biisqueda para hallar a
los motifs de corta longitud (4 a 8 nucle6tidos) mas significativos; Al igual que YMF
solo que se buscan a los motifs con base a las caracteristicas que ingrese el usuario
y los que contengan los valores maés altos de puntaje_z, serdn los motifs finales; Por
otro lado el proceso de que realiza Gibbs sampler le permite ubicar a las subsecuen-
cias relacionadas en cada secuencia de ADN del conjunto de entrada al motif que
se desea formar y que presentara como resultado; Por ultimo MEME emplear el al-
gortimo EM para evaluar los sitios dentro de un grupo de secuencias de ADN para
hallar a su conjunto de motifs de distintas longitudes.

Para tener un buen punto de comparacién y que sea lo mas parecido a BIMS+EOM,
se eligi6 a MEME como el algoritmo comparar ya que en su ejecucion da como resul-
tado un conjunto de motifs de distintas longitudes sin presentar elementos adiciona-
les como lo pueden ser lo gaps, ademds que cuenta con una implantacién disponible
para su uso a través de su plataforma web con el mismo nombre (MEME suite). Al-
go que los demds algoritmo no cumplen ya sea porque presentan sus resultados en
otra forma de representacién, son muy chicos, presentan alteraciones como los gaps
o el nimero de motifs es reducida.
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Capitulo 3

Método de identificaciéon de patrones
basado en indices

Dentro de la MPF existen diversos algoritmos que se han desarrollado para en-
contrar estructuras concurrentes y aplicarse a distintos escenarios como analisis
transacciones de compra, andlisis bugs de software, web mining, andlisis de elemen-
tos biolégicos y quimicos, entre otros [1]. Dentro del andlisis de elementos biolégi-
cos, una de las aplicaciones mas importantes es el descubrimiento de subsecuencias
que resulten en patrones frecuentes dentro de secuencias de ADN [4] ya que apor-
tan informacioén relevante para los investigadores del area de biologia. Algoritmos
como GSP se han utilizado para esta tarea *CITA%, pero con el paso de los afios han
surgido nuevos algoritmos con mecanismos innovadores como el algoritmo basado
en indices [12], el cual presenta un método eficiente de bisqueda para obtener los
patrones frecuentes de una secuencia. El presente capitulo propone un nuevo algo-
ritmo que introduce una mejora del trabajo antes mencionado con el fin de identi-
ficar los patrones que servirdn como base para la identificacién de motifs, tomando
como fuente de datos una secuencia de ADN o bien un grupo de ellas.

3.1. Definicién del problema

Para entender los procedimientos que lleva a cabo este algoritmo, Garcia Islas
cita las siguientes definiciones, ejemplos y propiedades relacionados al problema de
busqueda de patrones frecuentes en secuencias de ADN [12].

Definicién 3.1: sea . = ACGT el conjunto conformado por cuatro letras que represen-
tan a los nucleétidos : Adenina (A), Citocina (C), Guanina (G), Tiamina (T). Siento estas
unidades las que conforman las secuencias de ADN.

Definicién 3.2: Sea una secuencia de ADN S = sy,8p,..8, con's; € X,(i = 1,..,1),
donde [ es la longitud de S. En la computacion, una secuencia de ADN es considerada como
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una cadena de caracteres de extensa longitud finita, que se construye a partir del diccionario
de nucledtidos X.. Ademds sea s1,57,53, ..., 5y cada uno de los nucleétidos pertenecientes a S

Ejemplo 3.1: Sea ¥ = {A,C,T,G}, y S =< ACGTGTAAAACTCTTGIT >, S es
una secuencia de longitud(S) = 18, por ende esta constituido por 18 nucledtidos.

Definicién 3.3: Sea S = s;|s; € T una secuencia de ADN y s1 = Syjls; € s; es una
subsecuencia de S. Asi mismo, S es una siiper secuencia de sy.

Ejemplo 3.2: Sea S =< CTAAGTCCGTAGCCGACT > ys; =< TAA >.s1 es una
subsecuencia de S, y a su vez S es una siper secuencia de s1.

Definicién 3.4: Sea S = s;|s; € X una secuencia de ADN y s1 = SU] ]Sm € s; es una
subsecuencia de S. fsupport (s]-) es una funcion de sjyes definido como el niimero de ocurren-
cias de la subsecuencia S; dentro de una secuencia S.

Ejemplo 3.3: Sea las subsecuencias sy =< TAA >y sy =< CCG > pertenecientes a
la secuencia S.

Definicién 3.5: El pardmetro umbral es un pardmetro definido por el usuario utilizado
para valorar la(s) aparicion(es) de una subsecuencia s; entro de una secuencia S.

Ejemplo 3.4: Sea el valor ingresado por el usuario umbral = 2.

Definicién 3.6: Sea s; la subsecuencia considerada como candidata, y es definida como
aquella que puede ser evaluada por medio de la funcion fsupport(sj), que calcula el nume-
ro de apariciones de la subsecuencia dentro de la secuencia de ADN.

Ejemplo 3.5: Se calcula el fsupport(sj) de cada subsecuencia, obteniendo fsupport(s1) = 1y
fsupport(SZ) =2

Definicién 3.7: Sea pf = sj| fsupport(s;) > umbral un patrén frecuente.
Ejemplo 3.6: Una vez aplicada la funcion fsypport sobre las subsecuencias sy y s, la tinica
que cumple con un valor mayor o igual a umbral es sy, por lo tanto esta subsecuencia es un

patron frecuente.

Definicién 3.8: Un patrén frecuente pf es utilizado para generar nuevas subsecuencias
candidatas para la siguiente iteracion empleando la propiedad anti-mondtona de soporte
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Propiedad 3.1: La propiedad anti-mondtona de soporte considera dos condiciones:

1. Si una subsecuencia candidata es un patron frecuente, entonces todas sus subsecuen-
cias también deben ser frecuentes.

2. Si una subsecuencia no es frecuente, entonces todas sus supersecuencias no serdn fre—
cuentes.

Esta propiedad propiedad se describe en la ecuacion 3.1

VX,Y|(X C Y) - fsupport(X) > fsupport(Y) (3~1)
Donde:

n X es una subsecuencia de’Y

w foupport(X) Y fsupport(Y) es la funcion de soporte de X y Y, respectivamente. Para
este caso, representan el niimero de ocurrencias de aquellas subsecuencias dentro de la
secuencia.

Ejemplo 3.8: Sea las subsecuencias s =< TAA >y s, =< CCG > pertenecientes a S.
Sp es un patron frecuente, por ende todas sus subsecuencias (< CC >y < CG >) también
son frecuentes. Por otro lado, sy es una subsecuencia candidata que no cumple con el umbral
requerido para ser un patron frecuente, por lo tanto cualquier supersecuencia derivada de es-
ta subsecuencia candidata (<KATAA>, <CTAA>, <GTAA>, <TTAA>, <TAAA>, <TAAC>,
<TAAG>, <TAAT>, ...) tampoco serd un patron frecuente.

Definicién 3.9: Sea PF = {pf1, pf2, f3, .-, Pfu} €l conjunto de todos patrones frecuentes
hallados en una secuencia S de ADN .

Ejemplo 3.9: Sea PF = {< AA >, < AC >, < CT >,< GT >, < TT >,< TG >,<
AAA >< CCG >< TGT >} es el conjunto de todos los patrones frecuentes hallados en S.

Definicién 3.10: Sea el subconjunto PF, € PF, cuyos integrantes son de una iteracion
p y empleados para generar nuevas subsecuencias candidatas para p + 1.

Ejemplo 3.10: Sea pfy =< CCG > |pfi € PFy, el empleado para generar las proxi-
mas subsecuencias candidatas (< CCGA >,< CCGC >,< CCGG >,< CCGT >)a
ser evaluadas en la siguiente iteracion.
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3.2. Algoritmo para una secuencia

Basado en indices localiza las posiciones de los nucleétidos de la secuencia ADN
a procesar, para realizar bisquedas rapidas, después llevar a cabo ciclos de busque-
da y evaluacién de subsecuencias candidatas a patrones frecuentes. Este proceso
estd segmentado en tres etapas principales: Mapeo de la secuencia, Generacién de
secuencias candidatas y Evaluacion de secuencias candidatas [12], las cuales son
descritas a continuacion.

3.2.1. Etapa 1: Mapeo de la secuencia

Este primer paso consiste en obtener las posiciones de cada nucleétido dentro de
la secuencia de ADN y ordenarlos en una tabla. Cada fila representa a un elemento
de %, es decir, habré cuatro filas, una por cada nucleétido. El contenido de las filas
son pares formados de la siguiente manera: (Pos, nextE), en la que Pos representa
la posicién del nucleétido dentro de la secuencia y nextE representa el siguiente
elemento. La Figura 3.1 muestra el flujo del proceso de creacién del mapa.

3.2.2. Etapa 2: Generacion de subsecuencias candidatas

Esta etapa se realiza en dos pasos: El primero ocurre inmediatamente después
de la etapa anterior en la que se generan 16 subsecuencias candidatas iniciales de
longitud 2, debido a que los cuatro nucleétidos base (A,C,G,T) se combinan consi-
go mismos. En las siguientes iteraciones i, este primer paso utilizard un ntimero ¢
de pf de longitud n obtenidos en la iteracién i-1 (provenientes de la tercera etapa,
descrita en la seccién 3.2.3) para generar f * 4 subsecuencias candidatas, dado que a
cada patrén frecuente se le concatena un carécter del alfabeto de nucleétidos %, dan-
do cuatro nuevos candidatos de longitud n+1. El ejemplo que plantea Garcia Islas
[12] es si pf =«AA», se crearan cuatro subsecuencias { <AAA» , <AAC» , <AAG» ,
«AAT» }, que serdn evaluadas por la propiedad anti-monétona de soporte para evi-
tar generar candidatos que no superen el umbral [12]. En la Figura 3.2 se muestra el
proceso de generacion de subsecuencias candidatas.
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Definir indices
para alfabeto

fila = buscar indice de
secuenciali] en el alafabeto

Nucledtidos de ADN

A=10
C=1
G=2
T=3

Agregar columna a
mapal[fila] <- [pos. nextE]

i <longitud
(secuencia)

FIGURA 3.1: Generacién del mapa de posiciones [12]

3.2.3. Etapa 3: Evaluacion de subsecuencias candidatas

Justo después de que las subsecuencias candidatas se han generado, se procede
a la evaluacién de cada una mediante una novedosa perspectiva de obtencién de
frecuencias, aplicando un proceso de identificacién de pares (posicion, nextChar) en
el mapa. Se revisa cada nucledtido de la subsecuencia candidata para calcular su
nimero de apariciones dentro de una secuencia y dando asi el nimero de ocurren-
cias igual a la frecuencia de cada subsecuencia candidata. Posteriormente, se crea
un subconjunto PP]-, es decir, aquellas subsecuencias candidatas que cumplen con la
regla fsupport (subsecuencia_canditada) > umbral. Este proceso se ilustra en la Figu-
ra 3.3. Cabe mencionar que este algoritmo se detiene cuando ninguna subsecuencia
candidata cumpla con la frecuencia requerida para ser patrén frecuente, dejando sin
elementos a PF;.
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nuevoCandidate =
subsecuenciasCandidatas|i] + alfabeto[]]

nuevaCadidato

[2:longitudinue voCa ndidata ]
easteen

subsecuenciasCandidatas

Agregar nuevo candidato 2
arregloNuevosCandidatos

i< numercCandidates

FIGURA 3.2: Produccion de subsecuencias candidatas [12]
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Frecuencia = 0
posicionesAnterior = []
alfabeto = [AC.T.G]
posicion_inicio = 2

letraActual = patron[0]
o siguienteLera = patron[1]
™| fila = indice de |etraActual en alfabeto
posiciones = vacio

<{ ElementoAComparar[1] = mapalfilal[i]

No Si

longitud(pesiciones_Inicie) = 0

lengitudPosiciones
=0

i<elementos
de mapal[fila]

PosicionesNuevas = vacio
posicionAnterior = 0

Siguienteletra =
elementoACompara[1]

posicionNueva = posicionAnterior + 1
ultimaletra = secuencia[posicionAnterior]
fila = indice de ultimaletra en alfabeto
elementoEvaluar = [posicionMueva, patronindexPatron]]

¥

agregar elementoAComparar[0]
en posiciones
indexPatron = posicion_Inicio

Encuentra
elementoEvaluar
en mapalfila]

Agregar elementeEvaluar{0]
a posicionesNuevas

posicienAnterior = posicionAnterior+1 ’17

posicionAnterior <
longitud{posiciones)

regresar
posiciones

FIGURA 3.3: Obtencién de frecuencias de las subsecuencias candidatas
[12]
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3.3. Propuesta de algoritmo basado en indices en miil-
tiples secuencias

Originalmente el algoritmo Basado en indices estd disefiado para trabajar con
una secuencia de ADN con el fin de hallar los patrones frecuentes, cuyos elemen-
tos que los conforman son contiguos. Teniendo en cuenta que una sola secuencia de
ADN es una extensa cadena de caracteres formada por las letras de los nucle6tidos
adenina (A), citosina (C), guanina (G) y timina (T), se tiene la representacién de una
gran cantidad de informacién. La propuesta en este trabajo es crear un método pa-
ra que pueda procesar n nimero de secuencias, es decir, en una sola ejecucion del

algoritmo encontrar los patrones frecuentes en un grupo de multiples secuencias de
ADN.

Para explicar esta nueva estrategia de generacion de patrones frecuentes en mdl-
tiples secuencias, es necesario presentar nuevas definiciones que rodean a este al-
goritmo Basado en Indices en Multiples Secuencias (llamado en adelante BIMS, por
sus siglas), sin dejar de lado los conceptos del algoritmo base. Cabe mencionar que
se continta con las definiciones pautadas en la seccién 3.1.

Definicién 3.11: sea k = S1, Sy, ..., Sy, un grupo de secuencias de ADN a analizar, don-
de n es el niimero de secuencias total.

Ejemplo 3.11: Sea x = {S1,S,} donde S| =< ACGTGTAAAACTCTTGTT >y
S =< CTAAGTCCGTAGCCGACT >

Cabe mencionar que cada elemento del grupo de secuencias « tiene su propia longi-
tud, tal como estd descrito en la definicién 3.2 de la secciéon 3.1. Los ejemplos 3.12 y
3.13 presentan estos casos.

Ejemplo 3.12: Seax = {< ACGTGTAAAACTCTTGTT >,< CTAAGTCCGTAGCCG >
} donde la longitud(S1) = 18 y longitud(S,) = 15

Ejemplo 3.13: Sea xk = {< ACGTGTAAAACTCTTGTT >,< CTAAGTCCGTAGCCGACT >
} donde la longitud(S,) = 18 y longitud(S;) = 18.

De acuerdo a la definicién 3.3 descrita en la seccién 3.1, se pueden encontrar sub-
secuencias s; en una secuencia S de ADN. Para este caso, una subsecuencia s; pue-
de estar presente en f nimero de secuencias pertenecientes al conjunto x, donde
f <= n. Asuvez que las f secuencias del conjunto x son supersecuencias de s;.
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Ejemplo 3.12: Seak = {< ACGTGTAAAACTCTTGTT >,< CTAAGTCCGTAGCCGACT >
}ysy =< GTA >,sp =< AAC >,y s3 =< CCG >. La subsecuencia sy estd presente

en las dos secuencias del conjunto «; sy solo se aparece en la secuencia Sy; por iltimo, s3 solo

se presenta en la secuencia Sy

Tomando como referencia la definicion 3.5 de la seccién 3.1, una subsecuencia candi-
data sjesuna subsecuencia que es evaluada con base en las apariciones dentro de S,
mediante la funcion fsupport(s;). Para este nuevo algoritmo se presenta la siguiente
definicion:

Definicion 3.12: Sea la funcion fsypport que cuenta la cantidad de apariciones de una sub-
secuencia candidata s i dentro del conjunto de secuencias x. Es decir, el niimero de secuencias
del conjunto x en las que exista dicha subsecuencia, sin importar las veces que se encuentre
en cada secuencia.

Ejemplo 3.15: Se calcula el fsypport de cada subsecuencia candidata s s obteniendo fsypport (s1) =
2, fsupport(sz) =1, fsupport(SS) =1

Definicién 3.13: Sea la variable umbral, un valor ingresado por el usuario, y empleado
para determinar si una subsecuencia candidata es un patron frecuente o no, basindose en las
f apariciones dentro del conjunto k. A su vez, umbral <= n.

Ejemplo 3.16: Sea el valor ingresado por el usuario umbral = 2.

Tomando la definicién 3.7 de la seccién 3.1, un patrén frecuente pf es aquella sub-
secuencia candidata que fsupport(sj) >= umbral. Con base en esto, se propone la
siguiente definicién para este algoritmo.

Definicién 3.14: Sea pf = s]-\fsupport(sj) >= ymbral .. fsupport(sj) <=n.

Ejemplo 3.17: Ya aplicada la funcion fsupport para obtener el numero de apariciones de
S1, S Y 3, la subsecuencia candidata s, aparece en la secuencias Sy y Sy del conjunto x; la
subsecuencia s, solo aparece en Sq; s3 dos veces solo en Sy. Por lo tanto s, y s3 obtuvieron
un valor fsypport menor a umbral, Por otro lado, sy pasa a ser un pf ya que su niimero de
apariciones es igual a umbral.
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3.3.1. Procedimiento

Los procedimientos del nuevo algoritmo BIMS siguen el mismo flujo que se
muestra en la Figura 3.4 y de igual forma, el proceso general se divide en tres eta-
pas principales: mapeo de las secuencias, generaciéon de subsecuencias candidatas y
evaluacién de subsecuencias candidatas.

Etapa 1: Mapeo del
grupo de secuencias

b

Etapa 2: Generacion de
subsecuencias candidatas

b

Etapa 3: Evaluacion de
subsecuencias candidatas

e

candidatosSobrevivientes
= [subsecuencias cadidatas cuya frecuencia >= umbral]

Namero de
candidatosSobrevivientes > 0

Todos los candidatos
sobrevivientes = patronesFrecuentes

&

FIGURA 3.4: Flujo general de ejecucion de BIMS

El primer paso consiste en mapear las posiciones de los nucleétidos dentro del
conjunto de secuencias de ADN para integrarlos en un mapa de btusqueda que sera
empleado durante las siguientes etapas del algoritmo; Enseguida, se ejecutan proce-
sos iterativos en los cuales se generan subsecuencias candidatas para ser evaluadas
con un umbral establecido por el usuario (parametro umbral), que indica el ntimero
de secuencias de ADN en las que tienen que aparecer las subsecuencias aspirantes
a patrones frecuentes. Si y solo si, el nimero de apariciones de una subsecuencia
candidata es igual o mayor a umbral, pasa a ser un patrén frecuente y servira pa-
ra generar mds subsecuencias candidatas para posteriores iteraciones. Este algorit-
mo finaliza cuando ya no existen méds subsecuencias candidatas que cumplan con
umbral, y todas los patrones frecuentes hallados en « junto con sus posiciones son
integradas a un conjunto de resultados.
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3.3.2. Etapa 1: Mapeo del grupo de secuencias

A diferencia del proceso de mapeo del algoritmo base, en esta etapa se obtienen
todas las posiciones especificas de los nucleétidos (identificador de la secuencia,
posicion y siguiente elemento) dentro del grupo «, de la siguiente forma:

= (elmtn): refiere a los nucledtidos del ADN, es decir, a los elementos del conjunto
2.

= (Seq): es el nimero de la secuencia en la que se ubica el nucleétido.
= (Pos): la posicién del nucleétido dentro de la secuencia.

= (nextE): representa el siguiente nucle6tido de la posicion.

La Figura 3.5 muestra el proceso de construcciéon del mapa.

3.3.3. Etapa 2: Generacion de subsecuencias candidatas

Esta etapa inicia con el ciclo iterativo del algoritmo. Este proceso de generacién
de subsecuencias es igual al del algoritmo base, el cual se describe en la seccién 3.2.2.

3.3.4. Etapa 3: Evaluacién de subsecuencias candidatas

Es el segundo proceso dentro de los ciclos iterativos y el tltimo del algoritmo.
Para evaluar una subsecuencia_candidata se identifica dentro del mapa creado, en
la Seccién 3.3.2, la tupla que contiene la secuencia ((Seq)) , la posicién ((Pos)) y el
siguiente elemento ((nextE)), con base en la fila correspondiente a su pentltimo nu-
cleétido, con el fin de obtener el ntimero de apariciones dentro del grupo de secuen-
cias «, el cual representara la frecuencia de la subsecuencia candidata. Enseguida se
evaluara su frecuencia mediante la funcion fs,pport, y aquellas subsecuencias candi-
datas que cumplan con fsupport(subsecuencia_candidata) > umbral pasan a ser un
patrén frecuente y son empleadas en la siguiente iteracion para formar mds subse-
cuencias candidatas.

La Figura 3.6 muestra el diagrama de flujo de este procedimiento de evaluacién
para subsecuencias candidatas dentro de un grupo de secuencias de ADN. El algo-
ritmo continuard con las iteraciones hasta que ya no se tengan subsecuencias candi-
datas que superen el umbral, lo que permite a las subsecuencias sobrevivientes ser
consideradas el conjunto de patrones frecuentes de «.
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conjuntoSecuencias
= [51,5z, ..., 5n]

l Nucledtidos de ADN

Definir indices
para alfabeto

fila = buscar indice [j] de
secuenciali] en el alafabeto

h

Agregar columna a
mapalfila] =- [elmtn, sec, pos, nextE]

j < longitud
(secuencia)

i < longitud
[conjuntoSecue ncias)

FIGURA 3.5: Generacion del mapa de posiciones dentro de un conjunto
de secuencias
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Frecuencia = 0
posicionesanterior = []
alfabeto = [A.C.T.G]
posicion_inicio = 2

letraActual = patron[0]
siguienteLetra = patron[1]
elmnt = indice de |etraActual en alfabeto
posiciones = vacio

longitud{posiciones_Inicio) = 0

secuencia

lengitudPosiciones
=0

i<elementos

de mapalfila] posicion

elementoAComparar = mapalelmnt][il[j] Fi

PosicionesNuevas = []
posicionAnterior = 0

posicionNueva = posicionAnterior + 1
ultimaLetra = secuencia[posicionAnterior]
fila = indice de ultimaLetra en affabeto
seq =
elementoEvaluar = [posicionNueva, patron[indexPatron]]

Siguienteletra =
elementeAComparal1]

Encuentra
elementoEval uar
en mapaffila][seq)

No agregar elementoAComparar{0]

en posiciones
indexPatron = (i, posicion_Inicio)

seq < longitud(fila)

Agregar elementoEvaluar[0]
a posicionesNuevas

posicionAnterior = pesicionAnterior+1 147

j < elementos
de mapalfilalli]

S posicionAnterior <

longitud(posiciones)

No

regresar
posiciones

FIGURA 3.6: Extraccién de frecuencias de las subsecuencias candidatas,
a través del mapa de posiciones
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3.4. Ejemplo de aplicacion de BIMS

Sea el grupo de tres secuencias de ADN «x = { <ACGTGTAAAACTCTTGTT>,
<CTAAGTCCGTAGCCGACT>, <GGATCCAATCGCTAATCG>}, donde longitud(Sy, Sz, S3)
= 18 y cuyo umbral asignado a este ejemplo es de 2. Para comenzar el proceso de
busqueda de los patrones frecuentes se mapearan todos los nucleétidos de cada se-
cuencia del grupo «.

3.4.1. Mapeo del grupo de secuencias

Para el mapeo de los nucle6tidos dentro del grupo de secuencias «, se buscard la
secuencia en la que se encuentre el nucleétido, su posicién y el siguiente elemento
en la secuencia. La Tabla 3.1 muestra el mapa que se construye de .

Nucleétido | Secuencia | Posiciéon | Siguiente elemento

0 C

6 A

S_1 7 A

A 8 A
9 C

2 A

3 G

52 10 G

15 C

2 T

6 A

S_3 7 T

13 A

14 T

1 G

S_1 10 T

C 12 T
0 T

6 C

7 G

52 12 C

13 G

16 T




4 C

5 A

S 3 9 G

11 T

16 G

7 T

s 1 4 T

15 T

1 T

8 T

52 11 C

14 A

0 G

1 A

5.3 10 C
17 N/A

3 G

5 A

11 C

51 13 T

T 14 G

16 T
17 N/A

1 A

5 C

52 . N
17 N/A

3 C

8 C

53 12 A

15 C

TABLA 3.1: Mapeo de los nucle6tidos dentro del grupo de secuencias x
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Una vez mapeadas todas las posiciones de los nucleétidos base (A,C,G,T) dentro
del conjunto k¥ que se muestra en la Tabla 3.1, se proceden a realizar las iteraciones

necesarias para encontrar todos los patrones frecuentes de las secuencias.
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3.4.2. Iteracion 1

Generacion de subsecuencias candidatas

Para esta primera iteracion se tomaran los nucleétidos base (A,C,G,T) para gene-
rar las subsecuencias candidatas de longitud 2 dando como resultado las siguientes

subsecuencias:
= AA
= AC
= AG
= AT

CA
CC
CcG
CT

= GA
= GC
s GG
= GT

Evaluacion de subsecuencias candidatas

= TA
= TC
» TG
= TT

En esta primera evaluacién, a cada una de las subsecuencias candidatas gene-
radas en el proceso anterior se les contard las apariciones dentro del conjunto de
secuencias x, a partir de sus posiciones contenidas dentro del mapa presentado en
la Tabla 3.1. Para determinar si una subsecuencia candidata serd una subsecuencia
sobreviviente, esta tendrd que superar o igualar su ndmero de secuencias en las que
aparece con respecto al pardmetro umbral. Esta evaluacion se presenta en la Tabla 3.2

Subsecuencias Posiciones | Frecuencia Fsupport
candidatas (secuencia_candidata)
= umbral
51:6,7,8
AA S5y:2 3 True
53: 6, 13
51:0,9
AC 55:15 2 True
532 N/A
51:6,7,8
AA S5y:2 3 True
S3:6,13
51: 0, 9
AC S,:15 2 True
53: N/A




AG

511 N/A
52:3,10
532 N/A

False

AT

512 N/A
521 N/A
S3:2,7,14

False

CA

512 N/A
522 N/A
531 5

False

CC

512 N/A
521 12
S3: 4

True

CG

512 1
S2:7,13
S3:16

True

CT

S1:10,12
52: 0,16
S3I 11

True

GA

512 N/A
Sz: 14
53: 1

True

GC

512 N/A
521 11
53: 10

True

GG

51: N/A
Sz: N/A
532 0

False

GT

51:2,4,15
Sz: 4, 8
531 N/A

True

TA

512 5
522 1,9
53: 12

True

TC

51: 11
522 5
S3:3,8,15

True

63
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51:3,14
TG So: N/A 1 False
53: N/A
S1:13,16
TT SH:N/A 1 False
532 N/A

TABLA 3.2: Ntmero de apariciones de las subsecuencias candidatas de
la primera iteracion

Como se muestra en la Tabla 3.2, se encontraron las primeras subsecuencias que
sobrepasan el pardmetro umbral = 2 con base en su namero de apariciones, las cua-
les son: AA, AC, CC, CG, CT, GA, GC, GT, TA y TC. Por lo tanto, estas subse-
cuencias formaran parte de las primeras subsecuencias sobrevivientes (subsecuen-
cias_sobrevivientes = { AA, AC, CC, CG, CT, GA, GC, GT, TA, TC }) que se emplearan
en la siguiente iteracion.

3.4.3. Iteracion 2
Generaciéon de subsecuencias candidatas

Dentro de la segunda iteracion, se tomaran las subsecuencias sobrevivientes de
la iteracién anterior ({ AA, AC, CC, CG, CT, GA, GC, GT, TA, TC }) para formar las
siguientes subsecuencias candidatas combinando los nucleétidos base (A,C,G,T), y
dando como resultado las siguientes subsecuencias:

= AAA = CCA = CTA = GCA = TAA
= AAC = CCC = CTC = GCC = TAC
= AAG = CCG = CTG = GCG = TAG
= AAT = CCT = CTT = GCT = TAT
= ACA = CGA = GAA = GTA = TCA
= ACC = CGC = GAC = GTC = TCC
= ACG = CGG = GAG = GTG = TCG

= ACT = CGT = GAT = GTT = TCT



Evaluacion de subsecuencias candidatas

En esta iteracién se evaluard cada subsecuencia candidata generada anterior-
mente tomando como base el nimero de secuencias del conjunto x en las que apare-
ce. Aquellas que superen o igualen el valor del pardmetro umbral serdn consideradas

las subsecuencias sobrevivientes, tal como se muestra en la Tabla 3.3.

Subsecuencias Posiciones | Frecuencia Fsupport
candidata (secuencia_candidata)
= umbral
S 1:6,7
AAA S22N/A |1 False
S 3:N/A
S 1:8
AAC S 2:N/A |1 False
S 3:N/A
S 1:N/A
AAG S2:N/A |0 False
S 3:N/A
S 1:N/A
AAT S22N/A |0 False
S 3:6,13
S 1:N/A
ACA S2:N/A |0 False
S 3:N/A
S 1:N/A
ACC S2:N/A |0 False
S 3:N/A
S 1:0
ACG S22N/A |0 False
S 3:N/A
S 1:9
ACT S 2:15 2 False
S 3:N/A
S 1:N/A
CCA S 2:N/A |1 False
S 3:4
S 1:N/A
CCC S2:N/A |0 False
S 3:N/A
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Subsecuencias | Posiciones | Frecuencia | F_{support}
candidata (secuencia_candidata)
= MIin_sup
S 1:N/A
CCG S 2:6,12 |1 False
S 3:N/A
S 1:N/A
CCT S 2:N/A |1 False
S 3:N/A
S 1:N/A
CGA S 2:13 1 False
S 3:N/A
S 1:N/A
CGC S 22N/A |1 False
S 3:9
S 1:N/A
CGG S2:N/A |0 False
S 3:N/A
S 1:1
CGT S 27 2 True
S 3:N/A
S 1:N/A
CTA S 2:0 2 True
S 3:11
S 1:10
CTC S22N/A |1 False
S 3:N/A
S 1:N/A
CTG S 22N/A |0 False
S 3:N/A
S 1:12
CIT S 2:N/A |1 False
S 3:N/A
S 1:N/A
GAA S2:N/A |0 False
S 3:N/A
S 1:N/A
GAC 1 False




Subsecuencias | Posiciones | Frecuencia | F_{support}
candidata (secuencia_candidata)
= MINn_sup
S 1:N/A
GAG S2:N/A |0 False
S 3:N/A
S 1:1
GAT S 2:N/A |1 False
S 3:N/A
S 1:N/A
GCA S2:N/A |0 False
S 3:N/A
S 1:N/A
GCC S 2:11 1 False
S 3:N/A
S 1:N/A
GCG S2:N/A |0 False
S 3:N/A
S 1:N/A
GCT S 2:N/A |1 False
S 3:1
S 1:4
GTA S 2:8 2 True
S 3:N/A
S 1:N/A
GTC S 2:4 1 False
S 3:N/A
S 1:2
GTG S 2:N/A |1 False
S 3:N/A
S_1:15
GTT S 2:N/A |1 False
S 3:N/A
S 1:5
TAA S 21 3 True
S 3:12
S 1:N/A
TAC S2:N/A |0 False
S 3:N/A
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Subsecuencias | Posiciones | Frecuencia | F_{support}
candidata (secuencia_candidata)
= MIin_sup
S 1:N/A
TAG S_2:9 1 False
S_3:N/A
S_ I:N/A
TAT S 2:N/A |0 False
S_3:N/A
S_1:N/A
TCA S2:N/A |0 False
S 3:N/A
S 1:N/A
TCC S 2:5 2 True
S 3:3
S 1:N/A
TCG S 22N/A |1 False
S 3:17
S_ 1I:N/A
TCT S_22N/A |1 False
S 3:N/A

TABLA 3.3: Nuimero de apariciones de las subsecuencias candidatas de
la segunda iteracién

En la Tabla anterior se muestran las subsecuencias candidatas con su respectivo
ntmero de apariciones dentro del grupo de secuencias «, y solo las que tengan el va-
lor de True en la columna de Fyypport (Secuencia_candidata) = umbral son las que su-
peran esta condicién, las cuales son: ACT, CGT, CTA, GTA, TAA, TCC. Estas serdn
empleadas en la siguiente iteracién y agregadas al grupo de subsecuencias sobrevi-
vientes, quedando hasta el momento de la siguiente forma:subsecuencias_sobrevivientes
={ AA, AC, CC, CG, CT, GA, GC, GT, TA, TC, ACT, CGT, CTA, GTA, TAA, TCC}

3.4.4. Iteracion 3
Generaciéon de subsecuencias candidatas

En este ciclo se generaran las subsecuencias candidatas empleado las sobrevi-
vientes de la iteracion anterior { ACT, CGT, CTA, GTA, TAA, TCC }, combinandolas
con los nucleétidos base (A,C,T,G). El resultado son las siguientes subsecuencias:
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= ACTA = CCGG = CTAA = GTAG = TCCA
= ACTC = CCGT = CTAC = GTAT
= ACTG = CGTA = CTAG = TAAA = TCCC
= ACTT = CGTC = CTAT = TAAC . TCCG
= CCGA = CGTG = GTAA = TAAG
= CCGC = CGTT = GTAC = TAAT = TCCT

Evaluacidon de subsecuencias candidatas

Una vez formadas las subsecuencias candidatas, se buscardn en el mapa de po-
siciones y se evaluardn las apariciones de cada una de ellas, tal como se muestra en
al Tabla 3.4.

Subsecuencias candidata | Posiciones | Frecuencia | Fsypport
(secuencia_candidata)
= umbral

S 1:N/A

ACTA S 2:N/A 0 False
S 3:N/A

S 1:9

ACTC S 2:N/A 1 False
S 3:N/A
S 1:N/A

ACTG S 2:N/A 0 False
S 3:N/A
S 1:N/A

ACTT S 2:N/A 0 False
S 3:N/A
S 1:N/A

CGTA S 2:7 1 False
S 3:N/A
S 1:N/A

CGTC S 2:N/A 0 False
S 3:N/A

S 1:1

CGTG S 2:N/A 1 False

S 3:N/A
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TABLA 3.4: Ntimero de apariciones de las subsecuencias candidatas de
la tercera iteracién

Como se muestra en la tabla anterior, solo una subsecuencia candidata iguala
al pardmetro umbral, y es CTAA que se empleard en la siguiente iteracion y serd
agregada al grupo de subsecuencias sobrevivientes, quedando de la siguiente forma:
subsecuencias_sobrevivientes = { AA, AC, CC, CG, CT, GA, GC, GT, TA, TC, ACT, CGT,
CTA, GTA, TAA, TCC, CTAA}

3.4.5. Iteracion 4
Generacion de subsecuencias candidatas

Para esta produccién de subsecuencias candidatas se emplea el elemento CTAA,
combindndola con los nucleétidos base (A,C,T,G), dando como resultado las siguien-
tes subsecuencias candidatas:

= CTAAA = CTAAC = CTAAG = CTAAT

Evaluacion de subsecuencias candidatas

Ya formadas las subsecuencias candidatas, se buscardn en el mapa de posiciones
y se contabilizard el ntimero de secuencias en las que se halle cada una de ellas, tal
como se muestra en la Tabla 3.5.
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Subsecuencias Posiciones Frecuencia Fsupport
candidata (secuencia_candidata)
= umbral
S 1:N/A
CTAAA S 2:N/A 0 False
S 3:N/A
S 1:N/A
CTAAC S 2:N/A 0 False
S 3:N/A
S 1:N/A
CTAAG S2:0 1 False
S 3:N/A
S 1:N/A
CTAAT S 2:N/A 1 False
S 3:1

TABLA 3.5: Numero de apariciones de las subsecuencias candidatas de
la cuarta iteracion

Como se muestra en la tabla anterior, ninguna de las subsecuencias cumple con
el namero de apariciones requerido para ser considerada como una subsecuencia
sobreviviente. Por lo tanto, la ejecucién del algoritmo termina en la iteracion 4, que-
dando con un total de 17 subsecuencias sobrevivientes que pasardn a ser patrones
frecuentes. Dando como resultado el siguiente mapa de patrén - posiciones:

patrones_frecuentes = subsecuencias_sobrevivientes =

{(AA,[(51,6),(51,7),(51,8),(52,2),(S3,6), (S3,13)]),
(AC,[(51,0),(51,9),(S2,15)]),
(CC,[(51,0),(51,9), (S2,15)]),
(CG,[(51,1),(52,7),(52,13),(S3,16)]),
(CT,[(51,1),(52,7),(52,13),(S3,16)]),
(GA,[(52,14),(S5,1)]),

(GC, [(S2,11),(S3,10)]),
(GT,[(51,2),(51,4),(51,15), (52,4), (52,8)]),
(TA’[(Sll ) (52/1) (52/ ) (53/12)])
(TC,[(51,11),(52,5),(S3,3),(S3,8), (S3,15)]),
(ACT, [(51,9),(S2,15)]),

(CGT, [(51,1), (S2,7)]),

(CTA, [(S2,0), (S5,11)]),

(GTA’ [(51/4)’ (SZI 8)])/

(TAA/ [(51/5)/ (52, 1)/ (53/ 12)])/
(TCC,[(52,5),(S3,3)]),
(CTAA,[(52,0),(S3,11)]) }.
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3.5. Valoracion de parametro

BIMS contiene solo un pardmetro de entrada llamado umbral, valor que se uti-
liza para determinar si una subsecuencia es patrén frecuente o no dependiendo de
su namero de apariciones. Para conocer el comportamiento de BIMS con distintos
valores de umbral, se realizaron una serie de ejecuciones con distintos valores que
van de dos hasta llegar al ntiimero de secuencias de ADN a analizar, para ello se
utilizaron dos conjuntos de 15 secuencias de ADN: uno con secuencias de la especie
plankton, con una longitud de 1000 nucleétidos por cada secuencia que lo integra; El
otro conjunto de secuencias proviene del espécimen Homo sapiens, cuyos elementos
tienen distintas longitudes que van desde 274 hasta 2000 nucleétidos. Estos conjun-
tos de datos se obtuvieron de la base de datos biol6gica GenBank [6]. La Tabla 3.6
muestra las caracteristicas antes mencionadas de los grupos de secuencias que se
empleardn en los experimentos.

Secuencias de Secuencias de
4 igual longitud diferente longitud
Secuencia Longitud Secuencia Longitud

1 HM103452.1 1000 AF145047.1 2000
2 HM103461.1 1000 JA379397.1 1976
3 HM103463.1 1000 HV753254.1 1903
4 HM103487.1 1000 BBHT01000174.1 1857
5 JN825704.1 1000 CAAEXK010000072.1 1609
6 KF528823.1 1000 CAAEZI010000253.1 1609
7 HM103458.1 1000 CAAEBU010000593.1 1488
8 | XM_001417990.1 1000 HQ247728.1 1410
9 HM103737.1 1000 HMS838795.1 1372
10 | XM_001415668.1 1000 HM305513.1 1348
11 | XM_001416413.1 1000 GQ873568.1 1023
12 | XM_001416515.1 1000 CY112440.1 863
13 | XM_001416672.1 1000 GC861521.1 601
14 | XM_001417212.1 1000 FU502510.1 274
15 | XM_001417499.1 1000 FU502755.1 274

TABLA 3.6: Informacién de los conjuntos de secuencias de ADN em-
pleados en los experimentos

Una vez conocidas las caracteristicas de los grupos de secuencias de ADN, se
presentan los experimentos realizados para conocer el proceder de BIMS con dife-
rentes valores de umbral.
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Experimento con conjunto de datos de igual longitud

En este primer experimento se realizaron 14 ejecuciones de BIMS en las que cada
una tiene un valor de umbral diferente, comenzando con dos e incrementando en
cada ejecucion hasta llegar a un valor de umbral de 15, misma cantidad de secuen-
cias de ADN del conjunto de entrada. La Tabla 3.7 contiene la informacién de cada
aplicacion de BIMS como el umbral, la longitud méaxima de los patrones frecuen-
tes hallados, y el nimero de patrones frecuentes encontrados dentro del grupo de
secuencias.

No. Mixima longitud | Ntmero de
et Umbral hallada en los Patrones
Patrones Frecuentes | Frecuentes
1 2 221 63176
2 3 102 21681
3 4 87 12824
4 5 52 5603
5 6 24 2325
6 7 9 1498
7 8 8 1158
8 9 7 894
9 10 7 719
10 11 6 570
11 12 6 457
12 13 5 349
13 14 5 266
14 15 5 191

TABLA 3.7: Ejecuciones del algoritmo BIMS con el valor de umbral dis-
tinto en cada una de ellas y un conjunto de entrada de elementos de
longitud similar

Los datos del primer experimento contenidos en la Tabla 3.7 muestran decre-
mento del nimero de patrones frecuentes hallados y la maxima longitud a medida
que el valor de umbral aumenta. Por ejemplo en la primera ejecucién que tiene un
umbral de dos, 63176 patrones hallados y la longitud méxima fue de 221 nucle6ti-
dos; En ejecuciones siguientes como la cuarta que tiene un valor de umbral de cinco,
52 nucleétidos de longitud maxima y 5603 patrones frecuentes que estdn en cuatro
o maés secuencias de ADN, un nimero menor que en la primera ejecucién; La ejecu-
cién ocho con un umbral de nueve arroj6é 894 patrones frecuentes con una longitud
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maéxima de siete, valores demasiado menores en comparacion a las ejecuciones ante-
riores; En la dltima ejecucién que alcanza el valor tope de 15, el nlimero de patrones
frecuentes fue de 191 que estdn dentro de todas las secuencias de ADN y una lon-
gitud méxima de 5. Este comportamiento de los patrones frecuentes se visualiza de
forma grafica en la Figura 3.7, en la que se puede apreciar un decremento del nt-
mero de patrones que se obtienen a medida que el valor de umbral aumenta hasta
llegar al valor méximo permitido.

NUmero de Patrones Erecuentes Maxima longitud de patrones frecuentes hallada

221

Num. de Patrones
Longitud maxima
.

Umbra umbral

((A)) Gréfico de linea del ((B)) Gréfico de linea de
nuimeros patrones frecuen- la longitud maxima ob-
tes obtenidos por el parame- tenida por el pardmetro

tro umbral umbral

FIGURA 3.7: Gréficos de linea de los nimeros patrones frecuentes y
longitud maxima hallados sobre el parametro umbral en el conjunto se
secuencias de igual longitud

Las gréficas de la Figura 3.7 muestran la tendencia anteriormente mencionada, si
umbral es igual a dos se encuentra la mayor cantidad de patrones frecuentes de un
grupo de secuencias de ADN, y a medida que aumenta el valor del pardmetro, BIMS
excluye a las subsecuencias cuya frecuencia sea menor a umbral, lo que repercute en
la cantidad de patrones frecuentes hallados y la longitud méxima sobre los mismos,
como se muestra en las Figuras 3.7(a) y 3.7(b) respectivamente. Adicionalmente, el
grupo total de patrones frecuentes incluye a todos los elementos de frecuencias de
dos hasta 15, como lo muestra la grafica circular de la Figura 3.8, donde se pue-
den apreciar los 63176 elementos recurrentes hallados, divididos con su respectiva
frecuencia (valor de umbral).
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Patrones frecuentes por frecuencia
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FIGURA 3.8: Conjunto maximo de patrones frecuentes, agrupados por
valor de umbral, obtenidos con secuencias de ADN de longitud similar

La grafica 3.8 presenta visualmente la fragmentacién del conjunto total de patro-
nes frecuentes por frecuencia, y como el valor de umbral influye en BIMS al momen-
to de omitir subsecuencias por su frecuencia. Por ejemplo, si umbral = 3, BIMS no
tomaria en cuenta a las subsecuencias de recurrencia dos, por tanto, en este caso la
seccién amarilla del grafico se excluye y se mantiene el resto de las secciones, que
representan los 21681 patrones frecuencia con frecuencias que van de tres hasta 15.
Ademas, a medida que la frecuencia aumenta, el ntimero de patrones frecuentes co-
rrespondientes a su respectivas repeticiones decrementa, a excepcioén de la tultima
frecuencia que aumenta ligeramente. Por ejemplo: 41495 elementos son de frecuen-
cia dos que son la poblacién mas grande el grupo, 7221 patrones frecuentes con fre-
cuencia cuatro, con frecuencia seis 827 patrones frecuentes, 175 elementos con nueve
repeticiones, y 191 elementos con frecuencia 15.

En el siguiente experimento se ejecutara BIMS con diferentes valores de umbral,
pero con un conjunto de secuencias de ADN con diferentes longitudes.
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Experimento con conjunto de datos de diferente longitud

Para este segundo experimento, al igual que el primero, se hicieron 14 ejecucio-
nes con el mismo modelo. La primera ejecuciéon con un umbral igual a dos e in-
crementdndose hasta llegar al mismo ntimero de secuencias de ADN del grupo de
entrada.

No. Maxima longitud | Ntumero de
efecucién Umbral hallada en los Patrones
Patrones Frecuentes | Frecuentes
1 2 72 17524
2 3 11 6285
3 4 9 3784
4 5 7 2595
5 6 7 1899
6 7 7 1436
7 8 6 1155
8 9 6 916
9 10 6 703
10 11 5 519
11 12 5 396
12 13 5 306
13 14 5 216
14 15 4 111

TABLA 3.8: Ejecuciones del algoritmo BIMS con el valor de umbral dis-
tinto en cada una de ellas y un conjunto de entrada de elementos de
longitud diferente

Considerando que la longitud de los patrones frecuentes hallados depende del
tamafio de las secuencias de ADN, la Tabla 3.8 presenta el comportamiento del nt-
mero de patrones frecuentes similar al experimento anterior, es decir, entre mas
grande sea el umbral menor serd el nimero de patrones frecuentes. Este compor-
tamiento se puede observar en la primera ejecucién, con un umbral de dos, el algo-
ritmo arroj6 17524 patrones frecuentes con una longitud méaxima de 72 nucleétidos;
ejecuciones posteriores como la siete, con un umbral de ocho, se hallaron 1155 pa-
trones frecuentes con una longitud maxima de 6, cantidad menor que en las ejecu-
ciones anteriores; en la tltima ejecucion, se obtuvieron 111 patrones frecuentes con
una longitud maxima de cuatro, debido al valor del umbral. 1a Figura 3.9 refleja este
comportamiento en un gréfico de linea.
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FIGURA 3.9: Gréficos de los nimero de patrones frecuentes y longitud
maxima hallados sobre el parametro umbral en el conjunto de secuen-
cias de diferente longitud

De igual forma que el experimento previo, los graficos de la Figura 3.9 muestran
un comportamiento similar: con el minimo valor de umbral que es dos, se obtiene el
mayor namero posible de patrones frecuentes y longitud maxima, los cuales dismi-
nuyen conforme el valor de umbral incrementa hasta llegar al tope maximo posible,
que en este caso es 15, como lo se muestra en las Figuras 3.9(a) y 3.9(b). Ademas, el
conjunto maximo de patrones frecuentes hallado con umbral igual a dos, contiene a
todos los elementos encontrados de todas las frecuencias a partir de tres hasta 15.
Visualmente este grupo total de elementos recurrentes se muestra en la Figura 3.10.
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Patrones frecuentes por frecuencia

FIGURA 3.10: Conjunto méximo de patrones frecuentes, agrupados por
valor de umbral, obtenidos con secuencias de ADN de longitud diferen-
te

En el gréfico antes mencionado se muestran los 17524 patrones frecuentes agru-
pados por su frecuencia correspondiente. Gran parte de estos elementos tiene una
frecuencia de 2, y al igual que en el experimento anterior, entre méas grande sea la
frecuencia, menor ntimero de patrones frecuentes serdn encontrados, teniendo sola-
mente un ligero incremento en los tltimos conjuntos, como en este caso en las dos
frecuencias finales (14,15).

Con base en los experimentos realizados, se observan los siguientes comportamien-
tos:

= A medida que valor de umbral es cercano al nimero de secuencias de ADN del
conjunto de entrada, el nimero de patrones frecuentes hallados y la longitud
maxima seran menores.

= Sila frecuencia aumenta, habrd menos elementos recurrentes que tengan dicho
nimero de repeticiones.

= Con umbral = 2 se pueden hallar todos los patrones frecuentes de un conjunto
de secuencias de ADN. De igual modo, gran parte de estos patrones frecuentes
tienen una frecuencia igual a este valor.

= Si el umbral es igual al namero de secuencias de ADN del grupo de entrada,
se hallard el minimo ntimero de patrones frecuentes, pero cada uno de ellos
estard presente en todas las secuencias del grupo.
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= En el caso que los grupos de secuencias de ADN posean distintas longitudes,
es posible que la secuencia de menor longitud puede influir en la longitud
maxima de los patrones frecuentes.

Con estas observaciones, se presenta lo siguiente: con una umbral de menor valor
se obtiene una mayor cantidad de patrones frecuentes, entre los que se encuentran
los de mayor longitud de nucleétidos, los cuales presentan mayor informacién, y el
caso contrario, un umbral mayor arroja una cantidad menor de patrones frecuentes
de longitud inferior. Por lo tanto, si se desean extraer patrones frecuentes con mayor
informacion bioldgica, u obtener el conjunto completo de estos elementos recurren-
tes de un grupo de secuencias de ADN, ejecutar BIMS con umbral = 2 es lo idéneo.
Por otra parte, si solo se quieren hallar los patrones frecuentes a partir de una cierta
frecuencia hacia delante, se puede emplear BIMS con un umbral especifico.

3.6. Comparacién entre algoritmos de generacion de pa-
trones frecuentes

Se realizaron una serie de experimentos con el fin de comprobar la efectividad
de BIMS frente a otros métodos que se enfocan en encontrar patrones frecuentes de
elementos contiguos dentro de conjuntos de datos secuenciales. Las consideraciones
que se tomaron para elegir al o los algoritmos a comparar fueron: que el pardmetro
inicial de frecuencia sea similar al umbral de BIMS; que permitan generar patrones
frecuentes con una longitud minima de dos; que los patrones frecuentes resultantes
tengan elementos frecuentes contiguos; y que permitan obtener el conjunto méximo
de patrones frecuentes de un grupo de secuencias de ADN.

Con base en estos requerimientos, se eligi6 al algoritmo GSP (Patrones Frecuentes
Generalizados, por sus siglas en inglés) para comparar los resultados del algoritmo
propuesto en este trabajo, ya que GSP busca de forma exhaustiva los patrones fre-
cuentes dentro de un conjunto de elementos secuenciales, entregando aquellos que
cumplan con su minimo soporte. Otros algoritmos como PrefixSpan, generan un
mapa de posibles candidatos, usando prefijos como elementos tinicos que confor-
man el conjunto y sufijos que representan todas las posibles combinaciones a crear,
con el fin de concatenarlos y buscar su frecuencia dentro de un grupo de elemen-
tos secuenciales. Sin embargo, si en este algoritmo no se define un limite entre los
maximos y minimos que tienen que tener las subsecuencias a evaluar, este proceso
puede tomar demasiado tiempo, o bien si se define un limite maximo pequefio no
se podria encontrar el conjunto completo de patrones frecuentes [32].
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Las caracteristicas del equipo que se utiliz6 para realizar estas pruebas fue:
= Procesador: AMD A10-4655M APU 2.00 GHz
Memoria RAM: 12 GB DDR3 1333 MHz

SO: Windows 10

Lenguaje de programacién: Python 3.8

Los parametros con los cuales se ejecutaron los algoritmos fueron: BIMS con
umbral = 2,y GSP con min_sup = 2, con la intencién de obtener el conjunto comple-
to de patrones frecuentes. Se realizaron siete experimentos, considerando en cada
uno diferentes combinaciones de niimero_secuencias - longitud_secuencias, con el fin
de observar el desempefio de los algoritmos aplicados a grupos de datos de entrada
con diferentes cantidades de secuencias de ADN de distintas longitudes.

La Tabla 3.9 muestra las caracteristicas de los datos a considerar en los experimentos
a ejecutar, como el ntiimero de secuencias en cada experimento con sus respectivos
identificadores, y la longitud de cada una. Ademas, se puede apreciar que en los
primeros cuatro grupos de secuencias sus elementos son de longitud similar y los
altimos tres de longitud variable.

La Tabla 3.10 presenta la informacién de los resultados encontrados de los con-
juntos de secuencias de ADN con los que se ejecutaron los algoritmos BIMS y GSP.
La columna de Niim. de patrones hallados indica el nimero total de patrones frecuen-
tes hallados por los algoritmos. En este caso tanto BIMS como GSP obtienen la mis-
ma cantidad de patrones, ya que al configurar sus pardmetros a 2, se solicita hacer
una buisqueda exhaustiva y hallar el conjunto completo. Por su parte, la columna
Longitud mdx. hallada visualiza la longitud del patrén frecuente mas extenso hallado
en cada experimento, esto con el fin de mostrar que dependiendo de cada conjunto
de secuencias a procesar, los resultados que se obtienen varian. Finalmente, se mues-
tra la comparacién entre los tiempos de ejecuciéon empleados por ambos algoritmos
y la diferencia entre estos tiempos, usando el formato hh:mm:ss.ms.
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# Secuencias SNum d.e Longitudes
ecuencias

AJ318502.1-GQ379194.1- 100-100-
GQ379195.1-AB591821.1- 100-100-

1 | KY706226.1-KY706228.1- 10 100-100-
MT477783.1-FJ805422.1- 100-99-
GQ996210.1-KU880700.1 99-99

2 GU437440.1-DQ990946.2 3 1288:
-AY734690.1 1500

3 PTJW01000095.1- 2 3750~
PTKA01000272.1 3750
DQ249187.1-AJ964963.1- 500-500-

4 AJ965001.1-AJ965002.1- 5 500-500-
AJ965076.1 500
X04693.1-JC682396.1- 1000-882

5 | KY394541.1-KP332653.1- 5 -791-660
MKO095555.1 -453
(S591378.1-OK188798.1- 750-658

6 | KX902639.1-DQ080639.1- 6 -504-335
JB321525.1-JB331440.1 -183-70
(CS591988.1-AY714251.1- 250-192

” JB321574.1-KT934290.1- 7 -140-100
MN647657.1-CS592150.1- -90-70
HC469933.1 -69

TABLA 3.9: Informacién de los conjuntos de datos a analizar en los ex-

perimentos

Ném. de Longitud max

# | patrones hallad : BIMS GSP Diferencia
allada

hallados
1 882 74 00:00:00.119976 | 00:00:01.178200 | 00:00:01.058
2 5438 118 00:00:00.705876 | 00:00:31.790674 | 00:00:31.085
3 2115 30 00:00:00.439790 | 00:00:20.283136 | 00:00:19.843
4 6012 223 00:00:00.730803 | 00:00:19.566574 | 00:00:18.836
5 2317 36 00:00:00.335016 | 00:00:10.895151 | 00:00:10.560
6 1554 35 00:00:00.353145 | 00:00:05.275923 | 00:00:04.923
7 993 64 00:00:00.128000 | 00:00:01.268235 | 00:00:01.140

TABLA 3.10: Experimentos realizados con mdiltiples secuencias entre
BIMS y GSP.

De acuerdo con los resultados de la Tabla 3.10, a pesar de que se obtiene el mismo
numero de patrones por ambos algoritmos, cada uno emplea distinto proceso de
obtencién de patrones frecuentes, lo que se ve reflejado en el tiempo de ejecuciéon
que emplea cada uno. La busqueda exhaustiva que realiza GSP se lleva a cabo en
segundos, mientras que BIMS la obtiene entre 10 y 45 veces més rapido que GSP.
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Tiempos de ejecucion de los experimentos

00:00:34.560
00:00:30.240
00:00:25.920
00:00:21.600

00:00:17.280

liempo

00:00:12.960

00:00:08.640

00:00:04.320

00:00:00.120
00:00:01.178

00:00:00.440
00:00:20.283
00:00:00.731
00:00:19.567
00:00:00.335
00:00:10.895
00:00:00.353
00:00:05.2/6
00:00:00.128
00:00:01.268

00:00:00.000
1 2 3 4 5 6 7
Ejecuciones

BIMS m GSP

FIGURA 3.11: Grafica comparativa de ejecuciones entre BIMS y GSP

La grafica de la Figura 3.11 muestra en azul los tiempos de ejecucién de BIMS y
en naranja los de GSP. En el caso del experimento uno, GSP tardé6 01.178 segundos
contra 00.120 segundos de BIMS siendo un 89,81 % mas rapido; En el experimento
dos, BIMS analiz6 el conjunto de datos en un tiempo de 00.706 segundos a diferen-
cia de GSP que lo hizo en 31.791 segundos, dando una deferencia de 97,78 % a favor
de BIMS; En el experimento 3, GSP demord 20.283 segundos en analizar el grupo de
secuencias de ADN a comparacién de BIMS que lo hizo en 00.440, costando a GSP
un 97,83 % mads de tiempo; Para el experimento 4, BIMS tard6 en realizarlo 00.731
segundos, lo que representa un 3,74 % de lo que hizo GSP, que fue de 19.567 segun-
dos; Para el experimento 5, GSP emple6 10.895 segundos y BIMS 00.335 segundos
teniendo una reduccién en tiempo de 96,93 %; Para el experimento 6, BIMS tard6
00.353 segundos y GSP 05.276 segundos, teniendo una diferencia de 04.923 segun-
dos o lo que equivale a una mejora de 93,31 % a favor de BIMS, finalmente, en el
experimento 7, GSP tard6 01.268 en hallar los 993 patrones frecuentes dentro del
grupo de secuencias de ADN, a comparacién de BIMS que tard6 00.128 segundos,
teniendo una diferencia de 89.91 %.

La eficacia de BIMS frente a GSP muestra una mayor celeridad que va desde 89.91 %
hasta 97.83 %, tomdndole a BIMS de un 10 % a un 3 % de lo que a GSP le tomaria
procesar un conjunto de secuencias de ADN, beneficiando la bisqueda de patrones
frecuentes con un algoritmo mds rapido, que obtiene el mismo conjunto de patrones
frecuentes.
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Capitulo 4

Estrategia de obtencion de motifs

Como se ha explicado en el marco teérico, un motif es un patrén recurrente de
longitud corta que puede indicar una funcién bioldgica. Tradicionalmente, el des-
cubrimiento de un motif se puede llevar a cabo utilizando dos vertientes: conteo
de palabras o procesos probabilisticos. En ambos casos, se crea una alineacién de n
numero de subsecuencias de longitud m, es decir, una matriz de nucleétidos n x m.
A partir de esta alineacién y calculando las modas sobre dicha matriz, se pueden
identificar los componentes que formardn un motif.

Este trabajo propone una nueva forma de generar motifs, tomando como base el
conjunto de patrones frecuentes contiguos obtenidos en una secuencia o en un grupo
de ellas. La detecciéon de los patrones frecuentes dentro de una o varias secuencias
de ADN, puede arrojar una gran cantidad de subsecuencias recurrentes que pue-
den indicar la ubicacién de diferentes motifs. Considerando la posicién relativa de
un patrén frecuente en la(s) secuencia(s), se propone una estrategia que guié en el
descubrimiento de motifs, buscando patrones cercanos a este, que puedan ser con-
catenados para acrecentar la informacién del motif descubierto. Teniendo en cuenta
lo anterior, se plantea la siguiente pregunta de investigacion: ;Se pueden unir dos
o mads patrones frecuentes, considerando una pequefia variacién entre ellos, para
enriquecer la informacién biolégica y formar asi un motif que proporcione mayor
informacién?

El presente capitulo describe la propuesta del nuevo algoritmo de generacién de
motifs, asi como la evaluacién experimental del mismo.
4.1. Procedimiento

El proceso que se realiza en esta nueva estrategia de obtencién de motifs comien-

za con el procesamiento de cada patrén frecuente, obtenidos a partir de los resulta-
dos del algoritmo propuesto para la bliisqueda de patrones frecuentes en multiples
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secuencias BIMS (véase la seccién 3.3). De manera general, para cada patrén frecuen-
te i, se revisa si se puede generar un motif. Primero se hace una btisqueda de todas
las apariciones de i en la(s) secuencia(s) y estas se organizan en una lista de tuplas
donde cada elemento tendra el patréon frecuente i, el identificador de la secuencia
y la posicién. Después se realiza una btisqueda de patrones frecuentes cercanos ha-
cia el frente de cada aparicion del patrén i; enseguida se realiza otra buisqueda de
elementos recurrentes pero hacia atras del patrén en cuestion. Una vez terminadas
ambas exploraciones, se procede a formar una matriz que ordene todos los elemen-
tos de la lista, a fin de crear una matriz de dimensién (x,y), donde x es el namero
de apariciones del patrén i, y v la longitud de los elementos de la lista. Esta matriz
permitird obtener el conjunto de nucleétidos que representan al motif creado. Cada
posicién y del motif serd evaluada con base en el diccionario de nucleétidos de la
IUPAC (Tabla 1.9) para conseguir cada letra que los representard y que serd parte del
motif final. Por altimo, se evalta la longitud de cada motif encontrado, y si cumple
o supera el valor de minima longitud ingresado por el usuario, este serd agregado a
los resultados finales junto con su respectivo mapa de ubicaciones y subsecuencias.
La Figura 4.1 muestra el procedimiento general que se lleva a cabo para encontrar
el conjunto de motifs, el cual finaliza cuando todos los patrones frecuentes son ana-
lizados.

A continuacién se describe a detalle el proceso propuesto para la identificaciéon de
motifs en una o varias secuencias de ADN. Para ello, se presentan algunas defini-
ciones que sirven como apoyo para comprender los procesos que lleva a cabo el
método.

4.1.1. Definiciones iniciales

Definicién 4.1: Sea longitud_minima el valor ingresado por el usuario, el cual deter-
mina la minima extension para ser considerado un motif.

Ejemplo 4.1: Sea longitud_minima = 6



tolerancia_delante
tolerancia_detras
longitud_minima
patrones_frecuentes
=0

p = ( patrones_frecuentes[i](posicienes(j]).
patrones_frecuentes[i](patron_frecuente))

j = lengitud{patrones_frecuentes[i](posiciones))

p = Busqueda hacia delante
del patronip, tolerancia_delante)

1++ ]47 l
p = Busgueda hacia detras

b del patron(p, tolerancia_detras)

y

motif = Formacion del motif()

longitud(motif) =longitud_minima

Q0 = [(motif, p)]

Si

i < longitud{patren_frecuente)

FIGURA 4.1: Diagrama de flujo general de la estrategia propuesta para
la obtencién de motifs
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Definicién 4.2: Se le denomina posicion concreta a aquellas posiciones especificas den-
tro de un grupo de subsecuencias ordenadas en las que solo existe el mismo nucleétido, ya
seaAoCoGoT

Ejemplo 4.2: La Figura 4.2 presenta cuatro secuencias ordenadas y cuya longitud de ca-
da una de ellas es la misma. En las posiciones 1, 8, 13 y 15 marcadas con color azul domina
solo un nucleétido. En la posicion 1 la A, en la 8 la G, dentro del lugar 13 la T, y en la
posicion 15 la C, estas serian las denominadas posiciones concretas.

A|CGTACAT |G| ACTGA|T
A|CTGACTG|G|CTGAC|T
A|CTGATTA|G|ACGTG|T

T

A|GACTATC | G| ATCGA

FIGURA 4.2: Ejemplo de posiciones concretas con nucleétidos de un
mismo tipo, dentro de un grupo de subsecuencias

Definicién 4.3: Se le denomina posiciones no concretas a aquellas posiciones dentro
de un grupo de subsecuencias ordenadas en las que existan nucledtidos que no coinciden
entre si. En estas ubicaciones se pueden encontrar 2, 3 0 4 nucledtidos base, sin importar su
frecuencia, con una sola aparicién es suficiente.

Ejemplo 4.3: La Figura 4.3 presenta cuatro secuencias ordenadas. En las posiciones 2, 7
y 17, que estdn marcadas con rojo, se encuentran nucledtidos no concretos. En la posicion 2
se hallan los nucleétidos C y G; Dentro de la posicion 7 se ubican todos los nucleétidos base
A, C, T, G; Por ultimo, en la posicién 17 se localizan A, T, C .

A|(C|TTTTT|T|GGGGGGGGGEG [C|CC
A|C|TTTTT|G| GGGGGGGGGG |T|CC
A[C|TTTTT|A|GGGGGGGGEGE [A|CC
A|G|TTTTT|C|GGGGGGGGGE [T|CC

FIGURA 4.3: Ejemplo de posiciones no concretas con nucleétidos dife-
rentes, dentro de un grupo de subsecuencias

Para representar a una posicién no concreta se utiliza el cédigo de nucleétidos
de la IUPAC, mostrados en la Tabla 1.9. En este ejemplo, en la posicion 2 el simbolo
IUPAC es S, en la posicion 7 es N, y enla 17 es H.

Definicién 4.4: Sea el pardmetro ingresado por el usuario tolerancia_delante, que de-
termina el niimero de posiciones no concretas (es decir, que no coinciden), que puede haber
entre dos elementos recurrentes por delante del patron considerado.
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Ejemplo 4.4: Sea el valor tolerancia_delante = 2

Definicién 4.5: Sea el pardmetro ingresado por el usuario tolerancia_detrds, que determi-
na el niimero de posiciones no concretas que puede haber entre dos subsecuencias recurrentes
por detrds del patron considerado.

Ejemplo 4.5: Sea el valor tolerancia_detrds = 2

De acuerdo a las definiciones 3.11 y 3.14, existe un grupo de secuencias de ADN
llamado x y de él se obtiene un conjunto PF de patrones frecuentes (Véase la seccién
3.3).

Ejemplo 4.7: Sea x ={ TCTAAGCGTCACCATCCTGCTCGCCTGGACACCCCCGCCTTCAACATCCTGGACAACCCC |
donde longitud(S1)=61

Ejemplo 4.8: Sea el patron_frecuente; = < CATCCTG > de la secuencia Sy del grupo

4.1.2. Ordenamiento de los datos de acuerdo a un patrén frecuente

A partir de los resultados provenientes de la bliisqueda de patrones frecuentes, el
proceso comienza organizando todas las ubicaciones del patrén frecuente mediante
una lista de tuplas denominada p, donde cada elemento contiene la subsecuencia
que lo representa como tal, el identificador de la secuencia y la posicién. El proceso
de creacién del conjunto se muestra en la Figura 4.4.

j=0

.

p = ( patrones_frecuentes[il{posiciones[j]).
patrones_frecuentes(i](patron_frecuente))

j++

j < longitud{patrones_frecuentes|i](posiciones))

FIGURA 4.4: Diagrama de flujo general de la estrategia de obtencién de
motifs
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El conjunto p sera utilizado en operaciones posteriores, que se explicaran mds
adelante.

Definiciones

Definicién 4.7: Sea el conjuntop | p; € p = p; = (id_secuencia, posicion, subsecuencia),
donde p; contiene las ubicaciones (id_secuencia y posicion) dentro de x donde representa al
patron_frecuente; , junto con cada subsecuencia de que representa.

Ejemplo 4.9: Sea p = {(51,12, < CATCCTG >),(S1,44, < CATCCTG >)}, el cual
contiene las ubicaciones y subsecuencias que representan al patron_frecuente

Definicién 4.8: Sea el subconjunto x € p que contiene solo a las subsecuencias de p

Ejemplo 4.10: Sea x = {< CATCCTG >, < CATCCTG >}

4.1.3. Crecimiento hacia delante del patrén

Una vez formado el conjunto de datos de entrada, el primer proceso de anélisis
a realizar es la biisqueda y adicién de los elementos recurrentes por delante del
patron_frecuente;, es decir, a la derecha de las subsecuencias, tal como lo presenta la
Figura 4.5 en el que se encierra en un cuadro verde el grupo de subsecuencias que
representan al patrén frecuente (subconjunto x), y las flechas indican la direcciéon
que se toma para realizar esta buisqueda.

e
-

v TGTGCATCGATGTCC | AAAAA| CATGATGACGTACCTGACTG ...
. GCGTAGCATAGATCC| AAAAA| GTTCATGTGACTAGCTACGT ...
. GACTATACGATGTCC | AAAAA| ATTGATCGTAGCTAGCTAAC ...
e CGTACTAGCAGATCC| AAAAA| ACTCATATCGACTGATCGTA ...

.
-

FIGURA 4.5: Planteamiento sobre la buiisqueda hacia al frente del patrén
frecuente

A partir de las ubicaciones donde termina cada subsecuencia que representa al
patrén, se realizara la exploracién a través del conjunto de subsecuencias u que con-
tendra a los nucleétidos por enfrente (o la derecha) y se afiadirdn al subconjunto x
de forma iterativa, tomando en cuenta las siguiente condiciones:

= Cadaelemento de y, m tiene una longitud igual o menor a tolerancia_delante+1.
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= La adicién de nucleétidos a cada m se realiza posiciéon por posicion. Si el ul-
timo elemento afiadido de todos los m es una posicién no concreta, se siguen
afadiendo nucleétidos a y hasta encontrar una posicién concreta y sin revisar
la longitud establecida, tal como se presenta en al Figura 4.6.

- AAAAN | CAT|GATGACGTACCTGACTG ...
- AAAAR I GTT|CATGTGACTAGCTACGT ...
- AAAAN I ATTIGATCGTAGCTAGCTAAC ...
- AAAAN (ACT|CATATCGACTGATCGTA ...

3

=
Il
PrEO0O9
0= »H+
— = =]~

3333
[ [ [

=
I
El
3
)
G

FIGURA 4.6: Ejemplo de concatenacién de nucleétidos hasta encontrar
una posicién concreta, teniendo como pardmetro tolerancia_delante = 2

El ejemplo de la Figura 4.6 marca en un rectdngulo rojo las subsecuencias en
las que se realiz6 la primera busqueda y que fueron agregadas posiciéon por
posicién a cada elemento m del conjunto y hasta encontrar la posiciéon concreta
marcada en el recuadro azul.

= Si el conjunto y tiene una posicién concreta, y con la extensiéon adecuada, se
afiadird por delante al subconjunto de subsecuencias ) perteneciente al con-
junto p, tal como lo muestra la Figura 4.7. Una vez afiadidos los elementos de
i con x, Se comenzard una nueva bisqueda con y reiniciado desde 0, es decir,
eliminando todo los elementos que lo conforman.

Yo =YXo+ mo
IL:xL‘l'ml
vy p| Xz =Xz + M2 = AAAAA + ATT
=X ¥z ==+ m: = AAAAA + ACT

X =[x X2 X2 X1

FIGURA 4.7: Ejemplo de concatenacion de los elementos de p con los
elementos de la subsecuencia x

= Sitodos los elementos del conjunto y tiene la longitud igual a tolerancia_delante+1
y estdn conformados por posiciones no concretas, se descarta todo el conjun-
to, se termina este proceso de buisqueda, y se regresa el conjunto p con con su
subconjunto de subsecuencias yx.
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.. AAAAACATGAT|GAC GTACCTGACTG ...
. AAAAAGTTCAT|GTG|ACTAGCTACGT ...
o AAAAAATTGATICGT|AGCTAGCTAAC ...
o AAAAAACTCATATC|GACTGATCGTA ...

012 Yo = AAAAACATGAT
me =G A[C X2 = AAAAAGTTCAT
_m=GTG = ARAAAATTGAT
p=""_ X—m X
m:=C G|T X= = AAAAAACTCAT
m= = A C
4t = [mo, ms, ma, ms] ¥ = [¥o ¥ Yz ¥=]
= 0, 1, 2, 3

FIGURA 4.8: Ejemplo de terminacion de la biisqueda hacia delante del
patrén con un conjunto de buisqueda y conformado por posiciones no
concretas.

Como lo muestra la Figura 4.8, se realiz6 la tltima busqueda sin hallar una
posicion en concreto, en la que se marca en color verde la ultima posicion j del
conjunto u. Por ende, ya no se realiza la concatenacién con el conjunto x y este
altimo se retornara con las modificaciones hechas a las subsecuentes para ser
analizadas.

= La btisqueda no tiene que superar el limite de la(s) secuencia(s) que le corres-
ponde a cada subsecuencia. En caso de que ocurra esta situacién, la basqueda
termina.

Este proceso se muestra en el diagrama de transicion de estados presentado en
la Figura 4.9, conociendo a detalle las operaciones que se realizan en esta primera
btisqueda.

No concreto

Null
Busca

b4

™

\ \\\Concerto
No concre:u\ \\
AN

AN

Null

Concerto

FIGURA 4.9: Diagrama de transicién de estados de una unidad m del
conjunto u
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Cada elemento m del conjunto y puede tener dos estados: se comienza con bus-
ca mientras la entrada sea una posicién no concreta, y esta puede cambiar de estado
con una posicién concreta a afiade. Si se sigue encontrado una posicién concreta,
no cambiara de afiade hasta que se tenga una posicién no concreta que lo regresa a
un modo de busca nuevamente. En ambos estados puede tener un resultado null, lo
cual finaliza las operaciones del elemento m, y esto puede ser por: Si lleg6 a la longi-
tud establecida y con todas las posiciones no concretas, o se lleg6 al limite de alguna
secuencia de ADN durante la biisqueda. Establecido el diagrama de transicion de es-
tados, la expresion regular que define a es: m = (A|C|G|T)* {tolerancia_delante+},
donde puede iniciar con cualquier nucleétido base (A,C,G,T) y puede ampliar con
esos mismos nucledétidos hasta tolerancia_delante + 1.

Al final de este procedimiento se retorna el conjunto p con las modificaciones reali-
zadas al subconjunto de subsecuencias x.

Definiciones

Definicién 4.9: Sea el grupo de subsecuencias y integrado por las subsecuencias que
estdn por delante del patrén frecuente a crecer y cuyo niimero de elementos es igual al del
conjunto p.

Definicién 4.10: Sea el elemento m € u|m € x, y longitud(m) < tolerancia_delante+1.

Definicién 4.11: Sea la funcion fyusqueda_delante, € 1a que aplica Vm|m; = m; + «[o;[secuencia_id]]
[pilposicion]+ p;[subsecuencia] + longitud(m;)| <= Vm;[longitud(my)] = 3!(A|C|G|T) A
longitud(m;) < tolerancia_delante +1 . x; = xi + m;. De forma iterativa, todos los
elemento de y, m, se les afiadird el nucleétido siguiente a la x; = p;[subsecuencial
respectivamente, sin que la longitud de m; supere a la tolerancia_delante+1. En caso

que de se encuentre una posicién concreta al final de todos los elementos m y sus
longitudes sean menores o iguales a tolerancia_delante+1, estos de afiadiran al final

de cada x;. En caso de que no se halle una similitud de un nucleétido en especifico

al final de todas las m, la funcién terminara y retornard p con sus respectivas modi-
ficaciones.

Ejemplo 4.11: Sea la funcion fbusqugda_delante(p), en la cual se realizaron las siguientes
biisquedas

= Primera busqueda: la primera como resultado las subsecuencias y = {< CTC >
,< GAC >}. Dentro de su alineamiento, en la primera posicion estdn las letras
<C>y <G>respectivamente, seguido de los nucleétidos <T>y <A>y por tltimo
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la letra <C>, la cual es una posicién concreta que se encuentra al final de los ele-
mentos y, y finalizando esta primera etapa de blisqueda. Se proceder4 a afiadir
estas subsecuencias al final de los miembros del subconjunto x, quedando de
la siguiente forma: y = {< CATCCTGCTC >, < CATCCTGGAC >}.

» Segunda busqueda: da como resultado las siguientes subsecuencias y = {<
GCT >, < AAC >}, de las cuales no tienen una posicion que predomine, por
lo tanto la biisqueda hacia delante se finaliza.

Antes de finalizar la btsqueda, se retorna el mismo conjunto p, dando resultado:
p ={(51,12,< CATCCTGCTC >), (51,44, < CATCCTGGAC >)}.

4.1.4. Crecimiento hacia atras del patron

Teniendo en cuenta lo explicado en la seccién 4.1.3, se tomara al conjunto p como
datos de entrada dando inicio la segunda etapa de busqueda y concatenacién de
elementos recurrentes, pero esta vez por detrds de los patrones frecuentes, es decir,
por la izquierda del subconjunto x como lo indican las flechas en la Figura 4.10.

> 4

. TGTGCATCGATGTCC | AAAAA | CATGATGACGTACCTGALCTG ...
.. GCOGTAGCATAGATCC| AAAAAl GTTCATGTGACTAGCTACGT ...
. GACTATACGATGTCC | AAAAA | ATTGATCGTAGCTAGCTAAC ...
.. CGTACTAGCAGATCC| AAAAA| ACTCATATCGACTGATCGTA ...

.

FIGURA 4.10: Planteamiento sobre la buisqueda hacia atras del patrén
frecuente

A diferencia del proceso anterior, la biisqueda se realiza por detrds hasta no en-
contrar posiciones concretas o, que la exploracién llegue al limite de la(s) secuen-
cia(s) donde se encuentra el patrén. Para ello se emplea otro conjunto denominado
v conformado por los elementos 7; que tiene a los nucleétidos hallados atrds de ca-
da una de las subsecuencias del subconjunto x. Cuando se halle una posicién en
concreto se afiadird el conjunto v por detrds de las subsecuencias de x, pero se tie-
nen que tomar en cuenta ciertas consideraciones al igual que en el crecimiento hacia
delante:

= Los elementos n; pertenecientes a v tiene una longitud igual o menor a tolerancia_detras
+ 1.
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= La adiccién de los nucleétidos en cada n; se realiza posicién por posicién, si-
tudndose al principio de estos elementos. Esta suma de nucleétidos a #; con-
tinda si hay posiciones no concretas, y termina hasta hallar una posicién con-

creta, cumpliendo con la longitud del punto anterior, tal como lo muestra la
Figura 4.11.

... TGTGCATCGATGTC|C | AAAAACATGAT ...
... GCGTAGCATAGATC|C| AAAAAGTTCAT ...
... GACTATACGATGTC|C | AAAAAATTGAT ...
... CGTACTAGCAGATC|C| AAAAAACTCAT ...

u = [ne, Nz, Nz, Nz]

FIGURA 4.11: Ejemplo de concatenacion de un solo nucle6ti-
do dentro de una posiciéon concreta, teniendo como pardmetro
tolerancia_detras = 2

El caso de la Figura 4.11 muestra que posterior al patrén se encontré una posi-
cién concreta, teniendo la caracteristica para ser afiadido por detrés de los ele-
mentos de x. Otro caso se presenta en la Figura 4.12, en el que existe un grupo
de subsecuencias de longitud igual a tolerancia_detras + 1 y su concatenacion
es hacia detras de los elementos de v, hasta llegar a una posicién concentra,
que se ubica al principio del conjunto y estd marcado por un recuadro azul.

... TGTGCATCG |ATG [TCCAAAAACATGAT ...
... GCGTAGCAT |AGA| TCCAAAAAGTTCAT ...
... GACTATACG |ATG [TCCAAAAAATTGAT ...
... CGTACTAGC [AGA | TCCAAAAAACTCAT ...

h—

]

<
Il

33
wonoeE

> > o
a=o=~
=0 0N

]

u = [no, N1, Nz, nz]

FIGURA 4.12: Ejemplo de concatenacién de nucle6tidos hasta encontrar
una posicién concreta, teniendo como pardmetro tolerancia_detras = 2
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= Tomando en cuenta las caracteristicas descritas en el punto anterior, si se pre-
senta una posicién concreta dentro de v y sus elementos tienen la longitud
adecuada, este conjunto se concatena por detrds de ), como lo ejemplifica la
Figura 4.13.

Xo = no + Yo = ATG + TCCAAAAACATGAT
X =ne+ Y1 = AGA + TCCAAAAAGTTCAT

—u+ > Xz =nz + Xz = ATG + TCCAAAAAATTGAT
X X Xz =nz+ Xz = AGA + TCCAAAAAACTCAT

X = Do X X2 Xl

FIGURA 4.13: Concatenacién de los conjuntos vy x

= Las posiciones de cada uno elementos de p se actualizan con base en la lon-
gitud de los elementos v, siguiendo la férmula: Vp;|p;|posicin] = p;[posicin] —
longitud(v;)

El comportamiento que sigue cada n del conjunto de v es igual al que se presenta
en la Figura 4.9. Teniendo cada elemento dos estados: Comenzado con el primero,
busca, en donde si la posicién no es concreta, se queda en el mismo estado; pero
si es concreta, pasa al estado de afadir hasta que se ubique de nuevo una nueva
posicién no concreta, lo que provoca regresar al estado anterior (busca). De igual
manera, la expresion regular que define a los elementos 7 es la siguiente: n =
(A|C|G|T) * {tolerancia_detras + 1}, donde puede iniciar con cualquier nucleétido
base (A,C,G,T) y puede ampliar con esos mismos nucleétidos hasta tolerancia_detras +
1.

Aligual que en la biisqueda hacia delante del patrén, se retorna el conjunto p.

Definiciones

Definicion 4.12: Sea el grupo de subsecuencias v integrado por las subsecuencias que
estdn por detrds del patron frecuente a crecer y cuya longitud es igual a la del conjunto p.

Definicién 4.13: Sea el elemento n; € v|n; € «, y longitud(n;) < tolerancia_detras+1.

Definicién 4.14: Sea la funcion fyusqueda_detras, €1 1a que se realiza Vn|n; = x|[;[secuencia_id]]

[ pilposicion] — longitud(n;)] <= Vn;[0] = 31(A|C|G|T) Alongitud(n;) < tolerancia_detras +
1 ... xi = n; + xi. De forma similar a la basqueda hacia delante, se realiza el hallazgo
repetitivamente de aquellos nucleétidos y subsecuencias vecinas que dominan una
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posicion especifica y estén por detras del patrén frecuente; todos los n que pertene-
cen a v se les afladird el nucle6tido(s) que estén detrds de p;[subsecuencia| respecti-
vamente, sin que la longitud de n; supere a la tolerancia_detras+1, y en caso de que
se encuentren uno de los nucleétidos base (A, C, G, T) dentro de una posicién parti-
cular, estos de afiadiran al principio de x respecto a su indice tal como se presenta en
la siguiente expresion: x = (A|C|G|T){1, tolerancia_delante + 1} + p;[subsecuencial
y se actualiza la posicién de la subsecuencia de p, al menos con la longitud de n
(pi[posicion] = p;|posicion] — longitud(n;)). En caso que de se cumpla longitud(n) =
tolerancia_detras + 1, y dentro del ordenamiento de todos los 1 no exista un nu-
cledtido que no domine una posicién en especifico, la actual funcién terminard y
retornard p con las modificaciones correspondientes.

Ejemplo 4.12: Sea la funcion fyusqueda_detras(0), donde:

= Primer biisqueda: Da como resultado v = {< AC >, < AA >}, donde nucleétido
<A>domina en las primeras posiciones de v y con una longitud(v_i) = 2. Por lo que
se modificardn las “posiciones” y “subsecuencias” de p, quedando de la siguiente ma-
nera: p = {(51,10, < ACCATCCTGCTC >), (51,42, < AACATCCTGGAC >

)}

= Segunda biisqueda: Se encuentra la letra <C>que predomina la posicion posterior a
la nueva organizacion de los elementos de p[subsecuencia), v = {< C >, < C >}.
Esto se afiadird las "subsecuencias”de p y la resta de una unidad a "posiciones”, p =
{(51,9, < CACCATCCTGCTC >), (51,41, < CAACATCCTGGAC >)}.

= Tercera biisqueda: La siguiente biisqueda muestra al conjunto v con al elemento
<T>que domina la posiciona x, v = {< T >, < T >}, eso significa que se modifica-
ran los elementos de p, quedando de la siquiente forma: p = {(S1,8, < TCACCATCCTGCTC >
), (51,40, < TCAACATCCTGGAC >)}

= Cuarta busqueda: El conjunto v muestra la biisqueda actual de los elementos que
le anteceden a las subsecuencia ordenadas de p: v = {< CG >,< CT >}, eso
significa que se modificardn los elementos de p, respectivamente: p = {(51,6, <
CGTCACCATCCTGCTC >), (51,38, < CTTCAACATCCTGGAC >)}

» Quinta iteracion: La quinta biisqueda da como resultado v = {< AAG >,<
CGC >}, en que ninguna subsecuencia tiene nucledtidos que coincidan en una posi-
cion, por lo que termina la biisqueda y da pie a la formacion del motif.

4.1.5. Formacién y Evaluacion del motif

Ya con las btisquedas y modificaciones realizadas al conjunto p, el siguiente paso
es obtener el motif con base en el conjunto de subsecuencias, para ello se ordenan
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en el subconjunto x y posicién por posicién se evaltia conforme al diccionario de
nucleétidos de la IUPAC (véase la Tabla 1.9).

La Figura 4.14 muestra la creaciéon de un motif tomando a un grupo de subse-
cuencias ordenadas, y que son evaluadas posicién por posicion para obtener su letra
correspondiente, las posiciones 1y 7 por ejemplo, que estdn marcadas con rojo, obtu-
vieron la letra A porque la posicién es concreta con dicho nucleétido. Por otro lado,
algunas otras posiciones, como la 3 y 13 marcadas con azul, contienen diferentes
nucleétidos, por lo que se tiene que buscar una letra que represente la informacién
de la posicién, siendo K para la posicién 3 y H en la 13 las letras correspondientes.

cc AAA GAT
AGATTCOAAAAAGTTCAT
A CcC I GAT
AIGATCOAAAAAACTCAT

AKRTCCAAAAAVHTSAT

FIGURA 4.14: Construccién de un motif a partir de una organizacién
de subsecuencias.

Por dltimo se toma el motif previamente formado y se evaltia su longitud con-
siderando el valor de longitud_minima = 6. Tomando el motif formado AKRTC-
CAAAAAVHTSAT, y cuya longitud es igual a 17 nucleétidos, por lo que pasa al
conjunto w que contiene el mapa de ubicaciones de los motifs, el cual incluye: la
subsecuencia, el identificador de la secuencia y la posicion.

Definiciones

Definicion 4.15: Sea motif el resultado del contenido del ordenamiento de todas las
"subsecuencias”de p. Se evaliia el contenido de cada posicién con base en el codigo de nu-
cleétidos de la IUPAC, y se obtiene una palabra que representa al motif.

Ejemplo 4.13: Sea e de las subsecuencias de p, en la cual se evaliia cada posicion del ali-
neamiento, como lo muestra la Tabla 4.1.

Secuencia | Subsecuencias\Posiciones | 1 23|14 5 6 7 8 9 (10 | 11 | 12 | 13 | 14 | 15 | 16
Sq subsecuenciaq cC|G|T|C|A | C|C|A|T)|C C T G C T (@

S subsecuencia, cC| T|T|C|]A | A|C|]A|T]|C C T G G A C
Resultado C|IK|T|C|A| M|C|A|T]|C C T G S W | C

TABLA 4.1: Organizacién de las subsecuencias pertenecientes a p
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Esta estructuracion de subsecuencias crecientes da como resultado el motif = <CKT-
CAMCATCCTGSWC>

Definicion 4.16: Sea el conjunto de datos w, el cual resguarda la informacién del motif
(el conjunto 7t y el motif), siy solo si longitud(motif) > longitud_minima.

Ejemplo 4.14: motif = <CKTCAMCATCCTGSWC> junto con su respectiva informa-

cién de alineacion de secuencias: p = {(S1,6,<CGTCACCATCCTGCTC>),

(51,38, <CTTCAACATCCTGGAC>)}. La longitud(< CKTCAMCATCCTGSWC >

) = 16 > longitud_minima = 6, por lo tanto, el motif como su informacién de crecimiento
serdn agregados al conjunto w, resultando lo siguiente: w = [(< CKTCAMCATCCTGSWC >,
{(S1,6, < CGTCACCATCCTGCTC >) (51,38, < CTTCAACATCCTGGAC >)})]

4.2. Ejemplo del crecimiento de un patron

Para este ejemplo solo se utilizard un patron_frecuente;, obtenido en un conjunto
x de secuencias de ADN, para ello se tienen los siguientes datos de entrada:

» x = {CTAAGTCCGTAGCCGACT, GGATCCAATCGCTAATCG}

patron_frecuente; =< GC >

patrones_frecuentes; = (GC, [(51,11), (52,10)])

tolerancia_delante = 2

tolerancia_detras = 2

longitud_minima = 6

Definidos los datos de entrada, se procede al paso uno de estructuracién de los datos
del patrongrecuente; para su andlisis.

Ordenamiento de los datos del patrén

Se tomo la informacién del mapa de ubicaciones del patron_frecuente; para obte-
ner el conjunto p, quedando de la siguiente manera: p = [(GC, S1,11), (GC, S, 10)].

4.2.1. Crecimiento hacia delante del patrén ejemplo

Con el conjunto p ya creado, se realiza de manera iterativa la primera btsqueda
por delante de los patrones frecuentes, utilizando el subconjunto de p, x que solo
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contiene el apartado de las subsecuencias (x = [GC, GC]) y el subconjunto y para
resguardar las subsecuencias a concatenar con x. En este ejemplo, se efectuaron las
siguientes busquedas.

= Primer Basqueda: Después de pasar por dos posiciones no concretas, se ubic6
el primer elemento concreto, resultando en y = [CGA, TAA] que se afiadiran
a los elementos de x como lo muestra la Figura 4.15.

_ .., [(6ccca\ _ (cey , (G
X=xThT \geraa) ~ \ec) T \ce
FIGURA 4.15: Resultado de la primera buisqueda de elementos hacia
delante del patrén frecuente GC

= Segunda Bisqueda: En esta iteracion de la bisqueda hacia delante, se lleg6 al
tope de la secuencia S1, quedando solo con el conjunto y = [CT, TC] contando
solo con posiciones no concretas.

Al llegar a limite la secuencia S; y como el conjunto u tiene subsecuencias con
posiciones no concretas, se finaliza esta busqueda. El conjunto p retorna con los si-

guientes valores: p = [(GCCGA, S1,11), (GCTAA, S,,10)].

4.2.2. Crecimiento hacia detras del patrén ejemplo

Como datos de entrada para esta bisqueda, el conjunto p afiadiré los elementos
por detrds de sus subsecuencias, para ello se usa el conjunto v y de nuevo el sub-
conjunto ). Cabe mencionar que este proceso de biisqueda también actualiza cada
posicioén de p, en caso de que se lleguen a encontrar y afiadir los elementos recurren-
tes.

= Primera btisqueda: En esta primera biasqueda se localiz6 una posiciéon concre-
ta con una longitud de subsecuencia de dos, quedando v = [TA, TC] que se
concatenan al frente del patrén, tal como lo muestra la Figura 4.16.

_ 4. (TOGCCGA\ _ (TC GCCGA
X=VTX7 \rageraa) ~ \ra GCTAA

FIGURA 4.16: Resultado de la primera btisqueda de elementos hacia
detras del patrén frecuente GC
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Ademds, se actualizan las posiciones de las subsecuencias restdndoles la longi-
tud de los elementos de v (en este caso dos), resultando en: p = [(TCGCCGA, 51,9),
(TAGCTAA, Sy, 8)].

» Segunda Busqueda: En esta segunda busqueda, v = [CCG,CAA] tiene a las
subsecuencias que se hallaron por detrds de los elementos actualizados de x
teniendo a C como una posicién en concreto. Esto da como resultado la conca-
tenacion mostrada en la Figura 4.17.

CCGTCGCCGA)

cea TCGCCGA
CAATAGCTAA

X=vtx= ( ca4) T\raceraa

FIGURA 4.17: Resultado de la segunda btsqueda de elementos detras
del patrén frecuente GC

Las posiciones de las subsecuencias se actualizaron a menos tres, quedando el
conjunto p de la siguiente manera: p = [(CCGTCGCCGA, 51,6),
(CAATAGCTAA, Sy,5)].

= Tercera Bisqueda: En esta iteracion se encontré a las subsecuenciasv = [AGT, ATC],
las cuales se concatenardn al principio de los elementos de ) como lo presenta
la Figura 4.18.

iy (AGTCOGTCGCOGAY _ (AGT CCGTCGCCGA
X=VTXT\ arccaaTaceTAa) ~ \Arc CAATAGCTAA

FIGURA 4.18: Resultado de la tercera btisqueda de elementos por detras
del patrén frecuente GC

Las posiciones de las subsecuencias se actualizaron a menos tres unidades,
quedando de la siguiente manera: p = [(AGTCCGTCGCCGA, 51, 3),
(ATCCAATAGCTAA, S3,2)].

= Cuarta bisqueda: En esta etapa de la busqueda se lleg6 al principio de la se-
cuencia S, resultando que v = [TA, GG]. Por lo que no se ubicé una posicién
concreta, terminando el proceso de bisqueda.

Este proceso dio como resultado el siguiente conjunto: p = [(GCCGA, S1,3),
(GCTAA, S5,2)] que sera retornado para emplearse en el siguiente proceso.
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4.2.3. Formacién y evaluacion del motif

Para este procedimiento, se orden¢ el subconjunto x con la finalidad de obtener
el valor de cada posicién, con base en el cédigo de nucleétidos de la IUPAC. Esto se
muestra en la Tabla 4.2.

Secuencia | Subsecuencias\ Posiciones | 1 2 3 4 5 6 7 8 9 (10 | 11 | 12 | 13
S1 subsecuenciay C
S1 subsecuenciay C
C

Resultado

TABLA 4.2: Organizacién de las subsecuencias de p

Esta organizacién dio como resultado al motif
< AKYCMRTMGCYRA > con una longitud de 13 nucleétidos, lo que significa
que se afiadird al conjunto de resultados w, quedando de la siguiente manera: w =
[(AKYCMRTMGCYR, [(GCCGA, S1,3), (GCTAA, S3,2)])].

4.3. Valoracion de parametros

Al igual que en la seccién 3.5, se analizaran los valores necesarios para la ejecu-
cién de la estrategia de obtencién de motifs (EOM abreviada a partir de ahora) con el
objetivo de entender su comportamiento con distintos valores de entrada de longitud
minima del motif, y las tolerancias hacia delante y atrds. Al igual que con BIMS, se toma-
ron los mismos dos conjuntos de 15 secuencias de ADN presentados en la Tabla 3.6
para realizar estas ejecuciones de experimentaciéon. Cabe mencionar que esta estra-
tegia necesita como entrada patrones frecuentes, es por eso que también se empleo
BIMS con un umbral = 2 para obtener el conjunto total de patrones frecuentes.

Experimento con conjunto de datos de igual longitud

Para este primer experimento, se realizaron nueve ejecuciones para los parame-
tros de tolerancia hacia delante y atrds con valores que van desde 2 hasta 10 en ambos.
Para la longitud minima del motif fueron 14 ejecuciones con valores que van desde
6 hasta 20. Cabe mencionar que al momento de realizar la experimentacién con un
pardametro, el otro tenia su valor por defecto, por ejemplo, durante la serie de ejecu-
ciones enfocado a la tolerancia hacia delante y atrds el valor preestablecido de longitud
minima del motif no fue modificado, y a su vez, a lo largo de las ejecuciones en las
longitud minima del motif cambiaba su valor, la tolerancia hacia delante y atrds mantu-
vieron su valor predeterminado.
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Primero se muestran las ejecuciones enfocadas a la tolerancia hacia delante y atrds,
cuyos datos estdn contenidos en la Tabla 4.3, la cual presenta el ntimero de ejecu-
cién, las secuencias de ADN que fueron procesadas, la longitud de las secuencias,
las tolerancias empleadas (tanto hacia delante o hacia atrds) en cada ejecucién, la
longitud méxima hallada dentro de los motifs descubiertos, y el nimero de motifs.

No. Tolerancia hacia Maxima longitud Ntumero de
: o hallada en los -
ejecuciéon | delante y atras c motifs
motifs
1 2 984 5279
2 3 984 5267
3 4 990 5270
4 5 990 5267
5 6 990 5264
6 7 998 5265
7 8 998 5269
8 9 998 5268
9 10 998 5269

TABLA 4.3: Ejecuciones para EOM con los valores de tolerancia hacia
delante y atras diferentes en cada una de ellas, aplicado a un conjunto
de secuencias de ADN de igual longitud

Dentro de la Tabla 4.3 se muestra que a medida que la tolerancia aumenta, la
longitud méxima del grupo de motifs descubiertos aumenta también pero forma
escalonada, aumentando solo 14 nucleétidos a lo largo de estas ejecuciones. Este
comportamiento se muestra forma gréfica se expone en la sub figura 4.19(b), perte-
neciente a la Figura 4.19.

Asimismo, con el aumento de las tolerancias en cada ejecucién, el nimero de motifs
desciende irregularmente teniendo diferencias entre 9 a 15 motifs. Debido a que se
aumenta el nimero de tolerancias, algunos motifs se unen con otro(s) para formar
motifs mds extensos, y la formacién de nuevos motifs a partir de la unién de pa-
trones frecuentes pequefios. Por ejemplo: Entre la ejecucién 1y 2 hubo un descenso
en la cantidad de motifs hallados por la concatenacion de algunos motifs cercamos
gracias al aumento de la tolerancia; y entre la ejecucién dos y tres, aumento leve-
mente el nimero de motifs porque se afiadieron nuevos motifs a partir de patrones
frecuentes con una mayor tolerancia. Los datos descritos anteriormente se muestran
en la grafica de la Figura 4.19(a).
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Maxima longitud de los motifs
Numero de motifs 1000 s s s

998

Namero de Motifs

5260 . g 3

Tolerancia

((A)) Gréfico lineal
del nimero de mo-
tifs sobre el para-
metros de tolerancia
hacia delante y ha-

Tolerancia

((B)) Grafico lineal de
la longitud maxima de
los motifs sobre el pa-
rdmetro de tolerancia
hacia delante y hacia

cia atras atras

FIGURA 4.19: Gréficos del nimero de motifs y la longitud maxima ha-
llada sobre los pardmetros tolerancia hacia delante y hacia atrés en el
primer experimento

Por otro lado, se presentan las ejecuciones relacionadas con el pardmetro longitud
minima del motif en la Tabla 4.4 en las que presenta la informacién de cada una de
ellas como el ntimero de ejecucion, la longitud minima del motif, la longitud maxima
hallada y el nimero de motifs resultantes.
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Longitud | Maxima longitud

No. L2, Numero de
e maxima hallada en los motifs
del motif motifs
1 6 984 5279
2 7 984 3521
3 8 984 2499
4 9 984 2034
5 10 984 1673
6 11 984 1340
7 12 984 1106
8 13 984 918
9 14 984 760
10 15 984 659
11 16 984 553
12 17 984 473
13 18 984 406
14 19 984 331
15 20 984 285

TABLA 4.4: Ejecuciones para EOM con el valor de longitud minima del
motif diferente en cada una de ellas, aplicado a un conjunto de secuen-
cias de ADN de igual longitud

De igual manera que paso con umbral de BIMS dentro de la seccién 3.5, el pa-
rametro longitud minima del motif a medida de incrementa, el ntimero de motifs dis-
minuye, para este caso va de 5279 a 285 motifs en la dltima ejecucién pero con la
diferencia que se mantiene la maxima longitud hallada de 984 nucle6tidos en todas
las ejecuciones. El comportamiento descrito se muestra visualmente en la Figura
4.20.
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FIGURA 4.20: Graficos del nimero de motifs y la longitud maxima ha-
llada sobre el parametro longitud minima de motif del primer experi-
mento

Los graficos de la Figura 4.20, especial la grafica 4.20(a), muestra que a medida
que el valor de longitud minima del motif incrementa, la cantidad de motifs halla-
dos desciende, haciendo que EOM sea mas restrictivo con la longitud de los motifs
a medida que este pardmetro aumenta, pero la longitud méaxima a lo largo de las
ejecuciones del mantienen, tal como lo presenta el gréfico de la Figura 4.20(b). Por
ejemplo, en la primera ejecuciéon con una longitud minima del motif de seis, EOM
arroj6 5279 motifs; en la quinta aplicacién de EOM que incluye un valor de longitud
minima del motif de 10, dio como resultado 1673 motifs; En la ejecucién 10 con un
valor de pardmetro de 15, se presentaron 659 motifs; En la tltima ejecucién se pre-
sentaron 285 motifs de longitud minima de 20. El grupo mayor de motifs se pueden
hallar a partir del valor default del pardmetro que es de seis, es decir, este grupo
contempla a los 5279 motifs de longitud seis hasta la méxima extension, en este caso
de 984 nucle6tidos. En la gréfica circular de la Figura 4.21 se muestra la distribuciéon
del grupo completo de motifs con base en la longitud.
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FIGURA 4.21: Grafico circular de la divisién del nimero de motifs sobre
su longitud correspondiente

Internamente el grupo completo de motifs se divide con base en la longitud, y a
medida que crece la longitud, el nimero de motif correspondiente a esta extension
decrementa de forma gradual, tal como lo muestra el grafico 4.21. Por ejemplo, los
motifs de longitud dos son 1758, 351 son de longitud nueve, 158 de longitud 15, 80
de longitud 16, 46 de longitud 19, y por tltimo 285 de longitud 20 hasta la extensién
maxima de 984.

En el siguiente experimento se aplica EOM en un grupo de secuencias de ADN
de diferente longitud, cambiando los valores de tolerancia hacia delante y hacia atrds y
longitud minima del motif en cada ejecucion.

Experimento con conjunto de datos de diferente longitud

Aligual que el primer experimento, se realizaron nueve ejecuciones para toleran-
cia hacia delante y hacia atrds y 15 para longitud minima del motif. De igual manera, al
momento de realizar la experimentacién con un parametro, el otro tenia su valor por
defecto, como se menciona en el experimento anterior.

Inicialmente se presentan las ejecuciones centradas en la tolerancia hacia delante y
hacia atrds, cuyos datos se muestran en la Tabla 4.5 conteniendo el valor de toleran-
cia utilizado en cada ejecucién, la longitud méaxima de los motifs, y el ntiimero de
motifs hallados.



108

Mixima longitud

No. Tolerancia hacia Numero de
. . hallada en los .
ejecuciéon | delante y atras h motifs
motifs
1 2 183 8415
2 3 247 8410
3 4 268 8408
4 5 268 8408
5 6 268 8406
6 7 385 8407
7 8 450 8406
8 9 645 8405
9 10 836 8404

TABLA 4.5: Ejecuciones para EOM con el valores de tolerancia hacia
delante y atrds diferentes en cada una de ellas, aplicado a un conjunto
de secuencias de ADN de diferente longitud

En este caso, a medida que la tolerancia aumenta, también la maxima longitud
de los motifs aumenta y el nimero de motifs hallados decrementa ligeramente. Por
un lado, el decremento en el nimero de motifs se debe a la unién de uno o varios
motifs para formar uno mdas completo, ademds que la cantidad total de apariciones
de los patrones frecuentes aumenta, haciendo mas dificil la concatenacién con otros
elementos frecuentes, tal como se ve reflejado en el grafico de la Figura 4.22(a). En
el caso de la longitud de los motifs, se debe a que conforme el valor de tolerancia
aumenta, el espacio permitido para que dos patrones frecuentes vecinos se unan
para formar un motif mas completo, aumenta en cada ejecucion. Por ejemplo, en la
ejecucién uno con tolerancia hacia delante y atrds de dos, solamente dos nucleé6tidos
como maximo pueden tener de separacién dos patrones frecuentes; otro ejemplo es
la ejecucién cuatro con un valor de tolerancia de cinco, donde el ntiimero de posicio-
nes discordantes en que dos patrones frecuentes pueden estar separados aumenta,
formando motifs mds largos. Ligado con este pardmetro, cada ejecucion genera dife-
rentes motifs con una distancia de separacion entre dos patrones frecuentes distinta,
aumentando la longitud de las mismos. El comportamiento de la maxima longitud
de los motifs se muestra en la gréfica de linea 4.22(b), de la Figura 4.22.
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FIGURA 4.22: Gréficos del nimero de motifs y la longitud maxima ha-
llada sobre los pardmetros tolerancia hacia delante y hacia atrds del
segundo experimento

Para el pardmetro longitud minima del motif se realizaron 15 ejecuciones, cuya
informacién esta contenido en la Tabla 4.6, mostrando el valor del pardmetro, la
maxima longitud de los motifs y el nimero de motifs.
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No. Long.itud Mixima longitud Némero de
Sz maxima hallada en los motifs
del motif motifs
1 6 183 8415
2 7 183 5614
3 8 183 3667
4 9 183 2965
5 10 183 2415
6 11 183 1888
7 12 183 1521
8 13 183 1237
9 14 183 997
10 15 183 832
11 16 183 687
12 17 183 546
13 18 183 440
14 19 183 364
15 20 183 290

TABLA 4.6: Ejecuciones para EOM con el valor de longitud minima del
motif diferente en cada una de ellas, aplicado a un conjunto de secuen-
cias de ADN de diferente longitud

En este parametro, los datos de la Tabla 4.6 muestran el mismo comportamiento
del experimento mostrado en la Tabla 4.4, a medida que el valor de longitud minima
del motif aumenta, la cantidad de motifs hallados se reduce, lo cual se ve reflejado en
los datos de la Tabla 4.6 teniendo en la primera ejecuciéon de 8415 motifs, a 290 en la
tltima. Este comportamiento se muestra visualmente en la grafica de la Figura 4.20.
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FIGURA 4.23: Gréfico del ntimero de motifs y longitud maxima hallada
sobre el pardmetro longitud minima de motif del segundo experimento

De la misma forma que sucede en el experimento anterior, la Figura 4.24 expo-
ne el comportamiento descrito anteriormente. El gréfico de la Figura 4.23(a) muestra
que a medida que el valor de longitud minima del motif incrementa, el nimero de mo-
tifs hallados decrementa y EOM se vuelve mds restrictivo con la longitud minima de
los motifs que se estdn formando, pasando de 8415 en la primera ejecucién con un
valor en el pardmetro de seis a 290 motifs en la dltima ejecucién con un valor de 20.
Asimismo, el conjunto de 8415 motifs hallados en la primera ejecucién es el mayor
grupo resultante que contempla a los motifs de longitudes que van desde seis hasta
20 como maximo. Adicionalmente, la longitud maxima hallada dentro de los motifs
resultantes se conservo a lo largo de las 15 ejecuciones del experimento, dando un
valor de 183 nucleétidos, tal como lo muestra la Figura 4.23(b).
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FIGURA 4.24: Grafico circular de la divisién del nimero de motifs sobre
su longitud, correspondiente al segundo experimento

La Figura 4.24 muestra la distribucion del conjunto con mayor ntimero de motifs
con base en su longitud. De igual forma, visto en el experimento pasado, a medida
que la longitud crece la cantidad de motifs con dicha longitud disminuye. Por ejem-
plo: los de longitud 6 tienen una gran mayoria con 2801; los de longitud 10 tienen
527 motifs; 240 motifs de longitud 15; y por ultimo 290 motifs de longitudes que van
desde 20 hasta 183 como méximo.

Con los experimentos realizados, se observan los siguientes comportamientos:

= Conforme el valor de tolerancia hacia delante y atrds aumenta, la longitud de
los motifs aumentard también, pero el nimero de motifs descenderd ya que
algunos se unirdn para formar motifs mas extensos. También, es posible que a
partir de otros patrones frecuentes se presenten nuevos motifs no mostrados
en ejecuciones anteriores.

= Un valor de tolerancia puede presentar motifs distintos que los de otro valor.

= A medida que el valor de longitud minima del motif aumenta, la cantidad de
motifs resultantes disminuye pero la longitud maxima hallada sera la misma.

= Con el valor default longitud minima del motif, que es seis, se hallan todos los
motifs de todas longitudes, que van desde seis hasta el maximo permitido.

= Con el valor superior en longitud minima del motif se presentaran los motifs de
mayor longitud.
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Con un valor tolerancia hacia delante y atrds superior, se obtienen una mayor longi-
tud de los motifs lo que significa mayor informacién, pero la cantidad de motifs
resultantes disminuird. Al igual con el pardmetro longitud minima del motif que al
aumentar su valor, la cantidad de motifs disminuye pero la longitud méxima de los
motifs igual, provocando que el proceso de EOM sea maés restrictivo con esta carac-
teristica. En primera instancia, si se quiere obtener un conjunto resultante de motifs
con una cantidad y longitud equilibradas, dejar los valores por defecto de ambos
pardametros es lo idéneo. En caso de que se desee obtener motifs con mayor longitud
sin importar que la cantidad de motifs disminuya ligeramente, se debe de aumentar
el namero de tolerancia; junto con esto, si se quieren mostrar solo motifs més exten-
sos se debe de incrementar el pardmetro longitud minima del motif.

A comparacién de umbral de BIMS, la longitud minima del motif y la tolerancia ha-
cia delante y atrds no tiene un valor limite porque no se sabe cuantos motifs pueda
contener un grupo de secuencias de ADN y cémo se conformaran, solo dependera
de estos dos pardmetros y de la configuraciéon que le de el usuario.

4.4. Comparacion de resultados

Se realizaron una serie de experimentos con el propésito de comparar los re-
sultados obtenidos por esta estrategia de obtencién de motifs. Para ello se tomaron
algunas consideraciones, con el fin de que estas pruebas estuvieran en posibles cir-
cunstancias similares:

= Las ejecuciones se realizaran con los valores predeterminados.
» La cantidad de motifs resultante sea diferente a uno.
= Losresultados se presentan de diferentes formas (texto, graficas, archivos, etc.)

» Los resultados serdn comparables con los que presenta esta estrategia de ob-
tencién de motifs.

Considerando lo anterior se eligi6 el algoritmo MEME para realizar estas com-
paraciones, ya que otros algoritmos que estdn enfocados a esta tarea solo entregan
un solo motif, como es el caso de DAMBE o el algoritmo Gibbs Sample; o no estan
disponibles o estan descontinuados para su uso, como YMF o DREME.

Para este experimento se empleard el método BIMS junto con la estrategia de obten-
cién de motifs propuesta en esta tesis (BIMS+EOM, a partir de aqui) comparandolo
con lo que realiza el algoritmo MEME dentro de MEME suite. La Tabla 4.7 presenta
los parametros de estos algoritmos, con sus valores predeterminados para obtener
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el conjunto maximo de motifs de cada experimento a procesar. En ambos casos, se
tienen pardmetros similares como el Umbral o Minimo de sitios o el parametro de
longitud minima para ambos casos, pero la diferencia es que MEME puede trabajar
con el complemento de las secuencias de ADN; delimitar el nimero de apariciones
por secuencia; o poner un limite tope de crecimiento de los motifs.

MEME BIMS+EOM
Longitud minima = 6
Longitud méxima = 50
Minimo de sitios = 2
Maximo de sitios = 50
Uso de la secuencia complementaria del ADN
Distribucién de aparicion =
cero 0 una ocurrencia por secuencia

Umbral =2
Tolerancia_delante = 2
Tolerancia_detras = 2
Longitud_minima = 6

TABLA 4.7: Valores predeterminados para la ejecucion de MEME y
BIMS+EOM

Con lo que respecta a los conjuntos de datos que se empleardn para estas experi-
mentaciones, son los mismos que se presentan en la Tabla 3.9, y se toma el proceso
completo que realiza cada algoritmo dentro de sus respectivos software, como el
analisis de las secuencias de ADN para obtener motifs, y la generacioén de archivos
o gréficos.

La Tabla 4.8 presenta la informacién de la ejecuciéon de los experimentos MEME
y BIMS+EOM en dos columnas principales, en ambas se puede hallar el nimero de
motifs hallado, la longitud maxima encontrada, el tiempo de ejecucién en formato
hh:mm:ss.000 y la produccién entre el niimero motifs descubiertos en un segundo.
Del lado izquierdo se encuentra la numeracién del experimento que es correspon-
diente a la de los conjuntos de datos.

BIMS +EOM MEME
4 Ntmero | Longitud Ti Motifs por | Ntmero | Longitud . Motifs por
de motifs maxima lempo segundo de motifs maxima Tiempo segundo

g g

1 140 74 00:00:09.478 15.56 32 41 00:00:10.490 | 3.91

2 993 118 00:01:12.416 13.79 169 50 00:02:28.630 | 0.34

3 890 30 00:01:10.721 12.54 414 18 00:13:32.520 | 0.02

4 407 223 00:00:55.088 7.40 64 50 00:00:33.470 | 1.49

5 975 36 00:01:00.887 15.98 162 45 00:02:23.270 | 0.31

6 627 35 00:00:39.657 15.68 116 27 00:01:06.860 | 0.40

7 124 64 00:00:09.571 12.40 37 47 00:00:10.730 | 4.38

TABLA 4.8: Andlisis de experimentos entre BIMS+EOM de obtencién
de motifs y MEME
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A grandes rasgos, la informacién de la Tabla 4.8 presenta que MEME gener6 un
ntumero de motifs menor a los de BIMS+EOM, llegando a ser hasta seis veces més
en un tiempo menor o igual. Esto se ve reflejado en el nimero de motif/segundo
que producen ambos procesos, siendo BIMS+EOM el que fabrica mas rdpido sus
propios motifs, llegando a un aproximado de 15.5 motifs por segundo, cinco veces
mas con respecto al experimento de MEME. En lo que respecta a la longitud Méxi-
ma hallada dentro de los motifs creados, MEME dentro de sus pardmetros establece
una longitud méxima de 50 nucleétidos, que llega alcanzar en los experimentos 2
y 4, mismos en los que BIMS+EOM obtuvieron un largo de 118 y 223 nucleétidos
respectivamente.

Es claro que BIMS+EOM presenta una nueva forma de producir motifs a partir de
patrones frecuentes, llegando a generar un nimero significativo en un lapso de tiem-
po similar al de MEME, pero eso no quiere decir que sea un reemplazo del mismo,
sino que se brinda una nueva forma de descubrir motifs empleando los algoritmos
de mineria de patrones frecuentes y uniendo a los elementos recurrentes hallados
con la finalidad de obtener motifs con mayor informacién bioldgica.






117

Capitulo 5

Plataforma de Identificacion de motifs

En este capitulo se muestra el proceso de desarrollo de la plataforma compu-
tacional. Comenzando con la descripcién de la metodologia de desarrollo, en la que
se incluyen las etapas que se realizardn, la obtencién de requerimientos, las herra-
mientas de desarrollo que fueron empleadas, y la ejecucién de cada fase de la meto-
dologia. Posteriormente, se analiza el producto finalizado en las etapas de elabora-
cién de software. Finalmente, se realiza una comparativa de caracteristicas con otras
plataformas enfocadas a esta tarea.

5.1. Descripcion de de los procesos de la plataforma

Es necesario conocer cudles son las acciones principales que realizard la plata-
forma computacional y quién o quiénes son los individuos involucrados en las ac-
tividades. Con base en el estudio del tema y las necesidades de ejecucién de los
algoritmos que se integrarén, se ha realizado un diagrama de caso de uso que mues-
tra la relacién entre los usuarios y el sistema [27], como lo muestra la Figura 5.1.

El diagrama muestra el funcionamiento general que tendrd la plataforma en la
que solo estd presente un actor, el usuario, el cual podra realizar dos actividades
principales: Iniciar experimento y Consultar experimento. Para el primero, se tie-
nen acciones obligatorias sefialadas con la etiqueta «Include» que son el Afiadir se-
cuencia(s) de ADN y Verificar secuencia(s) de ADN; Por otro lado, la Configuracion de
pardmetros, Guardar experimento y Mostrar experimento con «Extend» son opcionales.
La segunda actividad solo tiene las acciones opcionales de Guardar experimento y
Mostrar experimento.
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FIGURA 5.1: Diagrama de caso de uso de la interaccién general con la
plataforma

En cada actividad se realiza lo siguiente:

» Iniciar experimento: En esta actividad se podrdn ingresar las secuencias de
ADN, configurar los pardmetros y ejecutar los algoritmos, asi como mostrar
los resultados como los patrones frecuentes y los motifs

* Afiadir secuencia(s) de ADN: Es el proceso en el que se afiaden las secuen-
cias de ADN en un formado adecuado.

e Verificar secuencia(s) de ADN: Es el mecanismo que asegura que la secuen-
cia de ADN ingresada sea integra.

* Configuracion de pardmetros: Es el proceso de ingresar los parametros que
se deseen, pero no es necesario ya que se puede ejecutar con los valores
default.

* Guardar experimento: Se guardan los resultados del experimento.

* Mostrar experimento: En este se despliegan los resultados del experimento.

= Consultar experimento: Se pueden consultar los experimentos realizados an-
teriormente.

* Guardar experimento: Se guardan los resultados del experimento.

* Mostrar experimento: En este se despliegan los resultados del experimento.

Teniendo en cuenta estas acciones que realiza la plataforma, se organizaron cinco
modulos a desarrollar, donde cada uno estd enfocado a una funcién en particular de
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la plataforma y sirven para definir una metodologia de investigacién. Estos médulos
son: entrada de secuencias de ADN, pre-procesamiento de datos, andlisis de datos
biolégicos, estructuracién de resultados y despliegue de resultados. Definidos los
modulos de la plataforma a desarrollar, se estructura la metodologia a emplear que
consta de cinco etapas, mismas que conforman a la plataforma computacional, y ca-
da uno cuenta con tareas enfocadas a la construcciéon de los médulos que conforman
a la plataforma. Las fases mencionadas de la metodologia base son las siguientes:

= Fase de entrada de secuencias de ADN: En esta fase se crean los mecanismos
para permitirle al usuario ingresar las estructuras de ADN a analizar, ya sea
de forma manual o archivos FASTA. Asi mismo, se configuran los parametros
de la ejecucién. Para ello se realizan las siguientes actividades:

* Identificar los medios de entrada de datos y pardmetros necesarios para
la ejecucion adecuada de la plataforma.

* Disefiar la interfaz de entrada de datos biolégicos.

* Programar la funcionalidad de la interfaz que permita la entrada de datos
biolégicos.

= Fase de pre-procesamiento de datos: Esta etapa se encarga de desarrollar los
procesos de validacion de datos para evitar errores en la ejecucion de la pla-
taforma, ademds de ordenarlos para su andlisis. Esta fase la conforman las
siguientes tareas:

* Disefiar los mecanismos de anélisis de verificacién para integridad de los
datos biolégicos.

* Programar los mecanismos de verificaciéon para datos biolégicos.

= Fase de andlisis de datos biol6gicos: En esta fase se implementan los algo-
ritmos de mineria de patrones frecuentes y el método de busqueda de motifs
aptos para esta tarea.

e Identificar a los algoritmos de mineria de patrones frecuentes aptos para
su aplicacion.
* Codificar algoritmos de patrones frecuentes previamente seleccionados.

» Codificar los procesos necesarios para la obtencién de motifs.

= Fase de estructuracién de resultados: Durante este ciclo se crean los procedi-
mientos para resguardar los patrones frecuentes identificados y los pardmetros
de ejecucion en ficheros JSON, con el objetivo de que sea de f4cil acceso y pue-
da ser empleado en otras herramientas. Ademads, se tiene un repositorio de
experimentos en el que se podrdn consultar ejecuciones anteriores.
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¢ Examinar los datos resultantes del anélisis de secuencias de ADN que
serdn resguardados en formato JSON.

¢ Codificar los mecanismos necesarios para la creacion de archivos JSON
con un formato accesible y comprensible para el usuario.

= Fase de despliegue de resultados: En esta fase se crean los mecanismos para
mostrarle una forma comprensible al usuario de los resultados obtenidos en
una ejecucion.

* Disefiar la interfaz de salida de los datos empleando componentes gréfi-
cos y librerias.

* Desarrollo de la funcionalidad de la interfaz de salida que permita visua-
lizar los datos obtenidos.

5.2. Aplicacién de la metodologia

Para la aplicaciéon de esta metodologia fue necesario integrar otro marco de tra-
bajo que permitiera manejar de la mejor forma los procesos de gestién del desarrollo
de la plataforma computacional. SCRUM fue el marco de trabajo seleccionado para
esta integracién ya que brinda todas las ventajas de una metodologia 4gil, junto con
una serie de actividades que se pueden completarse con otras metodologias. Panta-
leo y Rinaudo en el libro Ingenieria de Software explican la integracion de las meto-
dologias SCRUM y XP para la realizacién de un proyecto, en que SCRUM contiene
todas las actividades de proceso de gestiéon como la recoleccién de requerimientos,
asignacion de roles, realizacioén de reuniones, administracion de tareas a efectuar, re-
troalimentacion, entre otros. Por otro lado, XP contiene las actividades relacionadas
con el proceso técnico como la forma en que se programa el software, las pruebas a
realizar, tiempo de trabajo, entre otras actividades que le permiten conocer al pro-
gramador las condiciones de desarrollo [27].
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FIGURA 5.2: Integracién entre Scrum y la metodologia de la investiga-
cion

Para este caso en particular, la integracién ambas metodologias (como se muestra
en la Figura 5.2) se llevard a cabo mediante las fases que conforman la metodologia
de investigacién y se convertirdn en sprints para SCRUM, tal como se muestra en
la Tabla 5.1. Esto permitird ejecutar las fases cuantas veces sea necesario para el
proyecto, y obtener una versiéon de la plataforma en un lapso corto de tiempo a
medida que se integran las funcionalidades con el paso de las iteraciones.

Fase Sprint
Fase de entrada de secuencias de ADN | Sprint 1: Entrada de secuencias de ADN
Fase de pre procesamiento de datos Sprint 2: Pre-procesamiento de datos
Fase de analisis de datos biolégicos Sprint 3: Analisis de datos bioldgicos
Fase de estructuracion de resultados Sprint 4: Estructuracién de resultados
Fase de despliegue de resultados Sprint 5: Despliegue de resultados

TABLA 5.1: Incorporacién de fases de la metodologia de investigacion
a sprints para la aplicacién de la metodologia SCRUM

Con esta estructuracién de las fases y el funcionamiento en conjunto de una me-
todologia base y un marco de trabajo dgil para el desarrollo de software, se tendra
un entorno flexible ante los cambios que se presenten durante el desarrollo de la pla-
taforma, lo cual para este tipo de proyectos es ideal. Lo siguiente es la elecciéon de
las herramientas que se emplearan para la creacién de la plataforma computacional.

5.2.1. Eleccion de herramientas

Con base en las tareas que se llevan a cabo en cada ciclo, se decidi6é que la pla-
taforma sea de tipo web debido las caracteristicas de este tipo software que encajan
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con el proyecto, como el ejecutar en un navegador sin necesidad de utilizar algin
otro complemento grafico. Junto con esto, se utiliza el lenguaje de programacién
Python, ya que es un lenguaje multiplataforma y utilizado para diferentes propoé-
sitos como anadlisis de datos, computo cientifico o programacién web, siendo estas
caracteristicas idoneas para este proyecto. Para la construcciéon de esta plataforma
se emplean las siguientes herramientas:

= HTML y CSS(Bootstrap): Con estos dos lenguajes se desarrollardn paginas
web con las que el usuario va interactuar.

= JavaScript: Este se encargard de darle funcionalidad a las paginas web y co-
municacién con el servidor.

= Python: Este lenguaje de programacion se empleard para la creacién del servi-
dor y la codificacién de los algoritmos de mineria de patrones frecuentes que
se utilizaran.

* LogoMaker: Es una libreria de python para la generaciéon de LOGOS de
secuencias.

¢ Flask: Es el framework de Python enfocado a la creacién de servidores
web ligeros y a medida.

¢ Archivos py: Estos archivos contendrén a las clases de los algoritmos de
mineria de patrones frecuentes que se utilizardn en el proyecto.

= Archivos JSON: Se utilizardn para estructurar los resultados de las ejecucio-
nes. Ademads de enviar y recibir datos entre la pagina y el servidor.

= Archivos CSV: Se utilizardn para el resguardo de informacién resultante del
proceso de obtencién de patrones frecuentes.

= Archivos XLS: Resguardarén la informacién resultante del proceso de obten-
cién de motifs.

Cada una de estas herramientas estd enfocada a un funcionamiento en particular
en la plataforma, como se ha descrito anteriormente. De forma grafica, la Figura 5.3
muestra la interaccién y aplicabilidad de estos lenguajes de la plataforma.
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FIGURA 5.3: Interaccién de las herramientas para la creaciéon de la pla-
taforma computacional

Una vez que se eligieron las herramientas para la creaciéon de la plataforma
computacional, y en que partes del sistema se van a aplicar, se procede a la ejecuciéon
de los sprint, comenzando con el Sprint 1: entrada de secuencias de ADN.

5.2.2. Sprint 1: entrada de secuencias de ADN

En este primer sprint se identificaron los medios de entrada para que el usuario
pueda analizar las secuencias de ADN que desee. Estos medios son:

= Ingreso manual: Se ingresa la cadena de caracteres que conforman la secuencia
de ADN en un campo dentro de la interfaz. Un ejemplo es la siguiente cadena
de caracteres:

TCCGAA CCT CCCAACA AAT ACCC C AACAT TTCATCGA

= Subir archivo FASTA: Este tipo de archivos tiene una estructura simple, con-
teniendo a la(s) secuencia(s) de ADN a analizar junto con una cabecera que
brinda la informacién puntual del conjunto. Un ejemplo de la estructura de
este tipo de archivos se presenta en la Figura 5.4, donde el primer renglén con-
tiene informacién puntual de los datos biolégicos, seguido de la secuencia de
ADN, representada por una cadena de caracteres.
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>JN207742.1 Euphorbia cactus voucher Bruyns 18209 (E) internal transcribed spacer 1, partial sequence; 5.85 ribosomal RNA gene
-

FIGURA 5.4: Archivo FASTA

Una vez conocidas las formas de entrada, también se determinaron los siguientes
pardmetros y el orden de ingreso que se enumeran a continuacién:

1. Tipo de entrada de datos: Es la opcién que le permite al usuario elegir si in-
gresa las secuencias de ADN de forma manual o mediante un archivo FASTA.

2. Seleccién de algoritmo : Esta le permite al usuario elegir qué algoritmos de
mineria de patrones frecuentes desea utilizar.

3. Umbral: Es el valor numérico ingresado por el usuario, utilizado para deter-
minar si un elemento es un patrén frecuente.

4. longitud_minima: El valor que determina el usuario para la minima extensiéon
para ser considerado un motif.

5. tolerancia_delante: Valor ingresado por el usuario y representa el niimero de
posiciones no concretas (es decir, posiciones que no coinciden con un nucleéti-
do en concreto dentro de ordenamiento de secuencias) que puede haber entre
dos elementos recurrentes, por delante del patréon considerado.

6. tolerancia_detrds: valor que ingresa el usuario y es el namero de posiciones
no concretas que puede haber entre dos subsecuencias recurrentes por detras
del patrén considerado.

7. imprimir_gréfica:Es un valor binario en el que el usuario decide si desea im-
primir las graficas de los motifs resultantes (Logos de secuencia) o no.

Para el caso particular del pardmetro Tipo de entrada de datos, se plantean las
siguientes funciones para que se adapte al tipo de entrada de datos que se elija: se
despliega un campo para ingresar la secuencia, un botén para agregar a la cadena
de ADN y un 4drea de texto en donde pueda visualizar las secuencia ingresadas en
caso de elegir la opcién de “Ingreso manual”. Esta funcionalidad descrita se presenta
en la Figura 5.5.
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Prototipo: Plataforma Computacional Q@

Plataforma computacional para el Descubirmiento de mofifs en secuencias de ADN
utilizando algoritmos de mineria de patrones frecuentes

Lorem ipsum dolor sit amet, consectetur adipiscing elit. Curabitur nulla est, commodo quis tempus eget, volutpat in mi

Entrada de datos

N (oo oo aigorimo |~ | Longr murina
[ ——— Impirmir graficas
Resultados

FIGURA 5.5: Prototipo de la opcién Tipo de entrada de datos con el
valor “Ingreso manual”

Para la opcién “Archivos FASTA” es necesario un botén para cargar el archivo
tal como se muestra en la Figura 5.6.

Prototipo: Plataforma Computacional g@

Plataforma computacional para el Descubirmiento de motifs en secuencias de ADN
utilizando algoritmos de mineria de pairones frecuentes

Lorem ipsum dolor sit amet, consectetur adipiscing elit.
Curabitur nulla est, commodo quis tempus eget, volutpat in mi.

Entrada de datos

Tipo de entrada | Archivo Fasta | v

Cargar Archivo archivo fasta

(Tio de aigorime | | - (TN Lonpied minima
Tolerancia detris Imprimir graficas

Iniciar Analisis

Resultados

FIGURA 5.6: Prototipo de la opcién Tipo de entrada de datos con el
valor “Archivos FASTA”
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Una vez establecidos los mecanismos y el disefio que llevard la interfaz, mediante
el uso de tecnologias Web (HTML, CSS y JavaScript) se construyd la interfaz grafica
a partir de los prototipos de las Figuras 5.5 y 5.6, junto con los mecanismos des-
critos con anterioridad, los cuales le permiten al usuario ingresar los valores de los
pardmetros anteriormente mencionadas. El resultado es la interfaz gréafica web que
se muestra en la Figura 5.7, en donde se muestra la implementacién del aspecto de
“Ingreso manual”.

También la Figura 5.8 presenta la respectiva implementacién en la plataforma
para la opcién de “archivos FASTA”.

Lo siguiente fue disefiar y programar los mecanismos de verificacién de los datos
biol6égicos que se realizaran en el préximo sprint.
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Descubrimiento de motifs en secuencias de
ADN con mineria de patrones frecuentes

Esta plataforma esta enfocada al descubrimiento de motifs en secuencias de ADN con mineria de patrones frecuentes.

Proyecto realizado en la Universidad Autonoma del Estado de Hidalgo - MCCAyE

Ejecucion Experimentos
Entrada de datos
Opciones de entrada ‘ Ingresar Manualmente V‘ o

Ingrese la secuencia de ADN o

ACTG

1.-ACTGACTGACTGACTGACTGACTGACTACGACACGACTACGATCAGCGACAGCATCAGCTACGACTAGCTACGACAGCGATCAGCTAGCATCGACGACGATCG

Borrar secuencias

Tipo de algoritmo ‘ Basado en indices A o
Umbral (minimo soporte) |2 o
Toleancia hacia delante |2 | °

Toleancia hacia detras |2 | o

Longitud minima para el motif ‘6 | ]

Imprimir Logos o

Iniciar Analisis

Esta plataforma esta en fase de desarrollo.

version 0.1 (experimental)

FIGURA 5.7: Opcién de “Entrada manual” en la Plataforma Compu-
tacional
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Ejecucién
Entrada de datos

Opciones de entrada ‘ Subir archivo de tipo FASTA v‘ [ ]

Ingrese archivo FASTA @

Choose File | sequence_chile_100-99_11fasta

Tipo de algoritmo | v (]
Basado en indices en multiples sequencias

Umbral (minimo sof am

Toleancia hacia delante | | @

Toleancia hacia detras | | o

Longitud minima para el motif | | o

Imprimir Logos @ @

Experimentos

Iniciar Analisis

tacional

FIGURA 5.8: Opcién de “Archivo FASTA” en la Plataforma Compu-

5.2.3. Sprint 2: pre-procesamiento de datos

Para evitar errores durante el andlisis de las secuencias de ADN, se tiene que
asegurar que estas sean correctas, es decir, que las cadenas de caracteres que repre-
sentan a las secuencias solo estén formadas por las letras de los nucleétidos base:
ACGT. Ademas, se tiene que ordenar la informacién de entrada en una estructura

de datos adecuada para su anélisis.

Con base en lo mencionado, se disefiaron los mecanismos de preprocesado en los

que se asegura:

Estos mecanismos fueron implementados a través de JavaScript, afiadiéndose co-
mo parte de las funcionalidades de la interfaz de entrada de datos, con el objetivo

Las cadenas de caracteres solo tengan las letras A, C,
se le notifica al usuario que modifiqué su entrada de datos.

Para la forma manual de entrada de datos y archivos FASTA, el formato de las
secuencias tiene que ser en maytsculas.

En el caso de los archivos FASTA, que tengan el formato sea el adecuado para
su correcta lectura.

Ingresar las secuencias de ADN previamente verificadas a la estructura de da-
tos de tipo lista para el proceso de andlisis con algoritmos de mineria de patro-
nes frecuentes

yT. En caso contrario,
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de que se le notifique al usuario algtn error que se descubra antes que se envie la
informacién de entrada al servidor, a su vez ordenar los datos de entrada verifica-
dos en una estructura adécuela. Ejemplo de la aplicaciéon de estos mecanismos es la
Figura 5.9, en la que se muestra al usuario una ventana emergente indicindole que
fue descubierto un error en la entrada de datos.

127.0.0.1:5000 says

Esta plataforma esta enfocada al descubrimiento dEEEENEEREEE T EEETEL R ks frecuentes.

Proyecto realizado en la Universidad Auténoma del

Ejecucion Experimentos

Entrada de datos

Opciones de entrada |IngresarManuaImente V‘ [ ]

Ingrese la secuencia de ADN o

ACTG

Previsualizacion

“
Borrar secuencias

Esta plataforma esta en fase de desarrollo.

version 0.1 (experimental)

FIGURA 5.9: Verificador de contenido de secuencias activo en la plata-
forma

Con estas validaciones y el proceso de organizacién de datos ya creados, se procede
a la ejecucion del tercer sprint que consistird en identificar y poner en marcha los
algoritmos de mineria de patrones frecuentes aptos para esta tarea.

5.2.4. Sprint 3: andlisis de datos

Se buscaron diferentes métodos bajo el idea de analizar grandes volimenes de
datos para encontrar elementos recurrentes, siendo los algoritmos de mineria de pa-
trones frecuentes ideales para esta tarea. Para la construccién de este proyecto se
requirié que los procesos de los algoritmos generen candidatos que se encuentren
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dentro del grupo de secuencias de ADN y arrojen como resultado subsecuencias
frecuentes relevantes que se convertian en motifs, junto con las posiciones exac-
tas dentro del conjunto. GSP, Basado en indices y Basado en indices en multiples
secuencias son aquellos algoritmos que cumplen con la pauta antes mencionadas
afiadiendo los procesos de conteo eficiente, siendo estos los motivos para ser im-
plementadas dentro de la plataforma. Junto con los algoritmos, se implemento un
método de obtencién de motifs basandose en la unién de elementos frecuentes cer-
canos con posiciones concretas cercanas a un patrén frecuente (véase la seccién 4).

Para la codificacion de los algoritmos y EOM se utilizo Python, junto con el fra-
mework flask para la elaboraciéon de un servidor web para comunicar la pagina con
los métodos a través del envi6 los datos de entrada y desplegar los resultados. Para
ello, es necesario organizar los patrones obtenidos en un formato que sea compre-
sible tanto para el usuario como para la plataforma, por lo que los archivos JSON
tienen el formato apto para este propésito. Para complementar la informacién ob-
tenida, a partir de los JSON que se forman, se afiadieron dos formatos mas: CSV y
XLS; En el caso de CSV almacenara la informacién resultante de los patrones fre-
cuentes, y XLS de los motifs con su respectivo grafico de secuencias LOGO.

Dentro del sprint cuatro se analizaran y crearan los mecanismos adecuados para
la estructuracion de resultados en dicho formato.

5.2.5. Sprint 4: Estructuracién de los resultados

Se examinaron los valores resultantes del andlisis de las secuencias de ADN jun-
to con los pardmetros de entrada de la ejecucién, dividendo en dos principales con-
juntos de resultados: los patrones frecuentes y motifs. Primero se presentaran los
J y
patrones frecuentes, organizando la informacién en dos etiquetas principales: “Con-
figuracion” y “Patrones”, a su vez identificando sus respectivos atributos, quedando
de la siguiente manera,

= Configuracién: Contiene los valores con los que se realizo la ejecucion de la
plataforma.
¢ Algoritmo: Es nombre del algoritmo que se empleo.

* Min_sup: El umbral para determinar a las subsecuencias como patrones
frecuentes.

¢ Entrada: El tipo de entrada, ya sea manual o mediante un archivo FASTA.
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» Sequencias_ananlizadas: El nimero de secuencias analizadas.
* Patrones_hallados: El namero de patrones frecuentes hallados en el grupo
de secuencias.

= Patrones: que contiene la informacion a los patrones frecuentes descubiertos
dentro de las secuencias de ADN.
* Patron: Es el elemento recurrente hallado dentro de las secuencias.
» Longitud: Es la extension del patrén.
* Ocurrencia: El namero de ocurrencias del patrén.

* Posiciones: Representa cada ubicacién en especifico del patrén dentro del
grupo de secuencias de ADN, teniendo los atributos:

o secuencia: el identificador de la secuencia de ADN del grupo.
o posicion: la posiciéon dentro de la secuencia.

Con los atributos definidos, se programaron los mecanismos con el lenguaje
Python que permitan guardar esta informacién en un archivo JSON y CVS dentro
del servidor. La imagen 5.10 muestra un JSON archivo creado, con las caracteristicas
antes mencionadas.

FIGURA 5.10: Archivo JSON resultante con patrones frecunetes

Por otro lado los motifs, solo contienen las subsecuencias y su informacién organiza-
da en un archivo JSON diferente al anterior, y ademads de un archivo XLS, teniendo
la siguiente estructura:
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= Alineaciones: El conjunto de datos de los motifs hallados.
¢ alineamientos: el grupo de subsecuencias que conforman al motifs, ade-
més incluye la secuencia y posicioén de origen.
* Expresion regular: es el patrén de btisqueda del motifs.
¢ Longitud: La extensién del motif.

* Matriz de conteo: La es matriz que contiene la frecuencia de cada nucleé-
tido en cada posicién

* Motif: La palabra de representa al motif.
* Ocurrencia: El nimero de apariciones del motif.
¢ Patrén: El patrén frecuente de origen del motif.

¢ Nimero de alineaciones:

Con ambos archivos en los formatos correspondientes, el usuario podrd consultar
los patrones frecuentes y los motifs que se obtuvieron del andlisis de una o varias
secuencias de ADN. Ademas estos ficheros permitiran un despliegue de resultados
mads organizado y eficiente. Para eso se necesitan programar las funciones esenciales
que se desarrollaran en el siguiente sprint.

5.2.6. Sprint 5: despliegue de resultados

Se disefiaron los escenarios en los cuales se presentara la informacién obtenida
durante una ejecucioén y en experimentos anteriores. El primero mostrara una tabla
con la informacién de los resultados obtenidos en un anélisis como son patrén o mo-
tif, la longitud, la ocurrencia y las posiciones en la que se encuentran los elementos.
Esta informacién aplica para los motifs y los patrones frecuentes, tal como se expone
en la Figura 5.11.



133

Prototipo: Plataforma Computacional g@

Plataforma computacional para el Descubirmiento de motifs en secuencias de ADN
utilizando algoritmos de mineria de patrones frecuentes

Lorem ipsum dolor sit amet, consectetur adipiscing elit.
Curabitur nulla est, commodo quis tempus eget, volutpat in mi.

Analisis Experimentos

Entrada de datos

Iniciar Analisis

Resultados
Patrones Motifs
Patrén Longitud Ocurrencia Posiciones
AA 2 3 Posicién
AC 2 5 Posicién
AG 2 2 Posicién
AT 2 4 Posicién

FIGURA 5.11: Prototipo de la visualizacién de los resultados obtenidos
de una ejecucién realizada

En la columna de posiciones tendrd un botén en el cual se mostrara las posi-
ciones del patréon o motif de su fila correspondiente. Al momento de dar un click
desplegara una ventana emergente que tendrdn una tabla con las ubicaciones es-
pecificas(secuencia, posiciéon) de cada elemento hallado, como lo muestra la Figura
5.12.

Prototipo: Plataforma Computacional g@

Plataforma computacional para el Descubirmiento de motifs en secuencias de ADN
utilizando algoritmos de mineria de patrones frecuentes

Lorem ipsum dolor sit amet, consectetur adipiscing elit.
Curabitur nulla est, commodo quis tempus eget, volutpat in mi

— _

Entrada de datos|

e S I

01 3
Resultados
Patrones 01 7
Patron 02 10
AA
==
AC — = FoSTCTIOT—
AG 2 2 Posicién
AT 2 4 Posicién

FIGURA 5.12: Prototipo de la visualizaciéon de las posiciones especificas
de un elemento resultante (motif o patrén frecuente)
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Para el caso de los experimentos realizados, se tendra un apartado de consul-
ta que incluye una tabla con la informacién especifica de cada experimento como el
nombre del archivo de entrada (En el caso que de sea la entrada manual, este aparta-
do lo etiquetard como texto), el niimero de las secuencias de ADN que se analizaron,
el tipo de algoritmo que se empleo en el experimento, el valor de umbral utilizada, la
longitud minima empleada, la tolerancia entre elementos, y una columna de archivo
en la que se podra descargar los archivos resultantes de una ejecucién en especifico.
La Figura 5.13 muestra un prototipo con las caracteristicas descritas.

Prototipo: Plataforma Computacional g @

Plataforma computacional para el Descubirmiento de motifs en secuencias de ADN
utilizando algoritmos de minetia de patrones frecuentes

Lorem ipsum dolor sit amet, consectetur adipiscing elit.
Curabitur nulla est, commodo quis tempus eget, volutpat in mi.

Analisis Experimentos

Nombre del Num de Tipo de Umbral Lon.gllud

Niamero N N N .
archivo de ent secuencias algoritmo minima

Tolerancia  Archivo

1 Texto 1 BI 2 & 2 Resu\‘ladus del
experimento

2 Texto 4 GSP 2 6 2 Restl\fadns del
experimento

3 archivo.fasta 6 BIMS 2 [ 2 RESLI\faUOS del
experimento
Resultados del

4 Texto 1 BI 2 6 2 A
experimento

FIGURA 5.13: Prototipo de consulta de experimentos anteriores

Tomando en cuenta los prototipos anteriores y la informacién que pueden arro-
jar los experimentos, se construyeron los aparados graficos junto con los respectivos
mecanismos de visualizacion de datos. Cabe mencionar se realizaron algunos cam-
bios en la presentacion de los resultados como adicién de los botones de descarga de
cada archivo en especifico y un botén para iniciar una nueva ejecucién al final de la
tabla de resultados dentro de la secciéon de andlisis, como lo muestra la Figura 5.14.
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Ejecucion Experimentos

Entrada de datos

Descargar JSON Patrones frecuentes Descargar JSON Patrones frecuentes

Descargar CSV Patrones frecuentes frecuentes

((A)) Tabla de los pa- ((B)) Tabla de los mo-
trones frecuentes re- tifs resultantes
sultantes

FIGURA 5.14: Resultados desplegados dentro de la plataforma

En el caso de la tablas de las Figuras 5.14(a) y 5.14(b) se capturan los datos en for-
mato JSON provenientes del servidor, y mediante JavaScript, Bootstraap y HTML
se despliegan los resultados que se obtuvieron en la ejecucién. La Figura 5.14 expo-
ne un despliegue de resultados en dos subsecciones: patrones frecuentes y motifs.
Para la tabla de patrones de la Figura 5.14(a) esta formada por las cabeceras Patrdn,
Longitud, Ocurrencia y Posiciones; En el caso de la tabla de los motifs de la Figura
5.14(b) esta confirmada por los aspectos de Patron frecuente de origen, Motif, Expresion
Regular, Ocurrencias del Patron, Longitud del motif, Traduccion a aminodcidos y Posicio-
nes Especificas. Las dos ultimas columnas de ambas tablas contienen un botén que
muestra las posiciones en especifico del patrén o motif dento del grupo de secuen-
cias ADN. Esta accién que se presenta en la Figura 5.15.



136

Posiciones

Alineamiento Secuencia  Posicion

TGACTGACTGACTACGACACGACTA 1 14

TCAGCGACAGCATCAGCTACGACTA 1 42

FIGURA 5.15: Despliegue de las posiciones exactas dentro de las se-
cuencias de ADN de un patrén en especifico

Por otro lado, el aparado de “experimentos” contiene los archivos que se generaron en
las ejecuciones pasadas (JSON, CSV, XLS) organizados en una tabla con la finalidad
de consultarlos, tal como se puede ver en al Figura 5.16.

Ejecucién Experimentos Ejecucién Experimentos
Show[10 = | ent Seaen Show[ 10+ entes searen
=S Loiudde Longid Longit on

R To = oo I o e oo e e S e e g ol e e e e = aes . e BN L
P oo o 6 B e By B o B B 50 BESC B0 = EVERE B R B B ‘o Dwaitn e Frned M) o
5 e PR . . w mpem| 2|z : . T : . @ 5w m amos wmew oas

021306727636 021308543640 000001816004 | escangar Descangar Descargar

Rour v oum

PRS- owows s . . B e w22 2 f - 2 . o s w s

220506 20605 Ocae
030329502346 030331532343 cocoozazesss | Descagar | | Bescargar | | Bescargar
J5ONPE sy SN M.

0 Tedosecuendss ooz 1 1 1 W etopa 6 2 2 2 i e 1 2 s e 1 = u ) ;20806 2200 ocas
07826079 caorz0ews wocoorsreocs | Descagar | | Descargar | |Descargar
JsonpE JSONM.

0 Tomseamion 03 103 ' ' W g b 2 2 2 o e 1 2 . e 0 5 x 2 20506 0cor
Cai0asTsIsse 0a0:0504650 00aneisunns | Dseaesr | | Cescagar | | Descargar
SONPE v sonm

0 Tesosecuendss s 1 1 1 W etopam b 2 2 2 . e 1 2 s e o = u ) ;20506 20605 odas
031507230662 031509385688 000001 552026

r | | Descargar -
ssonpr osv JSONM.

0 TooSecuendos 003 | 103 1 1 W etopens 6 2 2 2 1 e 1 2 1 e 191 » @ 2 220506 020605 O
3120200060 O32z264% Gocozisee; | DEHGN | Descargar | Descargar
JSONPE v JSONM.

VR R H R R R R E R

5 E=g e g D = © a8 a o | & | 2 o | D™ | @ @ | D| ® oo o | e
033553734430 033555206437 000001561908 | Descangar Descargar Descargar
== |5 155
033815195093 033616730095 000001535002 | DESCAIGAR Descargar Descargar
= |5 155
o oz @] @ 0 0 T — : o | e | 2 o6l m | @ B D @ o oo | o
034122612303 034124164386 000001551903 | DeScamgar Descargar Descargar
== | & =5
o [t son | w8 | 1| wwnes | @ [wepen| 8 | 2| 2 . e | we | 4 . | w | m | B || @ | meww | s | e
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FIGURA 5.16: Apartado de experimentos en la plataforma.
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La tabla de la Figura 5.16 tiene 24 columnas, de las cuales tienen diferentes con-
diciones dependiendo de las caracteristicas de cada experimento realizado. Estas
columnas son:

Nombre archivo: Es el nombre del archivo fasta de entrada. En el caso del
modo de entrada fuese “manual” tendré la etiqueta “Texto-Secuencias”.

Peso archivo (MB): Es el peso de archivo en megabytes. En caso de se sea una
“entrada manual” se obtendr4 el peso en megabytes de las secuencias de ADN
ingresadas.

Num Aprox bp: Es la cantidad aproximada de nucle6tidos de todas las secuen-
cias de ADN ingresadas.

Num Secuencias: Es la cantidad de la secuencias de ADN ingresadas.

Secuencias: Son los cédigos de las secuencias de ADN obtenidas de un archi-
vo FASTA. En el caso de la “entrada manual” muestra la enumeracion de las
secuencias de ADN. En el ambos casos estdn ordenadas conforme fueron in-
gresadas.

Longitud de la(s) secuencia(s): Es una lista que contiene la longitud de todas
las secuencias de ADN. De igual forma, esta lista esta ordenada conforme fue-
ron ingresadas.

Tipo entrada: Es el modo de entreda utilizado en el experimento (“Entrada
manual” o “Subir archivo de tipo FASTA”).

Algoritmo: Es el método utilizado para analizar las secuencias de ADN.
Min sup: El valor de umbral o minimo soporte empleado.

Tolerancia delante: Es el valor de tolerancia hacia delante empleado.
Tolerancia detrés: Es el valor de tolerancia hacia detrds empleado.

Longitud minima: Es el valor de longitud minima utilizado para comprar la
extension de los motifs.

Impresion logo: Es el valor binario que indica si se generaron los gréficos LO-
GO de las secuencias

Num Patrones: Es la cantidad de patrones frecuentes obtenidos.
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= Longitud max patrones: Es la longitud méxima hallada dentro de los patrones
frecuentes.

= Num motifs: Es la cantidad de motifs hallados en el experimento.
= Longitud max motifs: Es la longitud maxima hallada dentro de los motifs.

= Inicio: Indica el inicio exacto del experimento en el formato:
afio-mes-dia Hora:minuto:segundos.milisegundos.

» Fin: Es la finalizacién del experimento en el formato:
afo-mes-dia Hora:minuto:segundos.milisegundos.

» Duracién: Es el lapso del experimento en el formato:
nimero de dfas Hora:minuto:segundos.milisegundos.

= JSON (Patrones Frecuentes): Es el botén para descargar el archivo JSON que
contiene los patrones frecuentes.

= CVS (Patrones Frecuentes): Es el botén para descargar el archivo CSV con la
informacién de los patrones frecuentes hallados.

= JSON (Motifs): Es el botén para descargar el archivo JSON que contiene los
motifs.

= XLSX (Motifs): Es el botén para descargar el archivo XLS con la informacién
de los motifs, y puede contiene los gréaficos LOGO de secuencias.

Ademads cuenta con un botén de actualizar con la finalidad de renovar el regis-
tré con nuevos experimentos. Con esta ultima seccion relacionada con el despliegue
de los resultados, se finaliza el desarrollo de los cinco médulos que conforman a la
plataforma, dando como resultado un software de tipo web que implementa algorit-
mos de mineria de patrones frecuentes y mecanismos para la obtencién de motifs en
secuencias de ADN en formatos adecuados para su interpretacion. A continuaciéon
se detallan las caracteristicas de la plataforma.

5.3. Producto Resultante

El trabajo llevado a cabo dentro de los sprints en la metodologia, presenta una
plataforma que permite analizar una o varias secuencias de ADN con algoritmos
de mineria de patrones frecuentes tales como BI, BIMS o GSP. Asi mismo, se afia-
di6 proceso que permite unir elementos recurrentes llamado EOM con el objetivo
de crear motifs con mayor informacion a través de la configuraciéon que se desee en
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los pardmetros de entrada. Ademads, la plataforma tiene capacidad de desplegar los
resultados extraidos del anélisis de forma organizada y descargarlos en diferentes
formatos tales como JSON (para patrones frecuentes y motifs), CSV (para patrones
frecuentes), XLS (para motifs). Junto con estas caracteristicas, se tiene la posibilidad
de consultar experimentos anteriores en los formatos antes mencionados. Asimis-
mo, la implantacién de tecnologias web de la plataforma permite que pueda ser
utilizado sin la necesidad de emplear herramientas extra.

5.4. Comparativa de software

Al igual que la plataforma que se muestra a lo largo del capitulo, existe mas
software que estd enfocado a la tarea de hallazgo de motifs en secuencias de ADN
empleando distintas operaciones, ya sean probabilistas o de enumeracién, los cua-
les pueden entregar datos ttiles al usuario. Cada software tiene distintos parametros
para configurar, algoritmos implementados, formas de entrada de datos biolégicos,
asi como distintas presentaciones de resultados, e incluso estdn implementados en
distintos entornos como el web o stand alone. La Tabla 5.2 muestra la comparati-
va entre diferentes plataformas orientadas a la tarea de identificacion de motifs en
secuencias de ADN.
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Con la informacién presentada en la Tabla 5.2 se realiz6 un anélisis, que va as-
pecto por aspecto, para conocer las peculiaridades en las que se destaca cada plata-
forma. Dentro del tipo de software, la mayoria se ejecutan en entornos web menos
DAMBE que es de escritorio [41]; la plataforma que se desarrolla en este proyecto
emplea una nueva estrategia para la bisqueda de motifs en secuencias de ADN, por
su parte MEME suite ofrece dos formas de encontrar motifs, y el resto solo una; A su
vez se emplean algoritmos de tipo probabilistico en MEME suite [2] y DAMBE [42],
y los de conteo de palabras se utilizan en la plataforma que se desarrolla, en YMF
software y también en MEME suite, otra diferencia importante entre la plataforma
desarrollada es que se basa en Patrones Frecuentes para iniciar la bisqueda de los
motifs; Por otro lado, todas las plataformas admiten de entrada de datos archivos
FASTA, a su vez DAMBE incluye archivos Genbank y la conexién a bases de datos
biolégicas, y la plataforma de este proyecto permite una entrada manual de las se-
cuencias de ADN; Cada una de las plataformas presenta los resultados de maneras
diferentes:

= YMF solo presenta los resultados que obtuvo en pantalla [34].

» La plataforma de este proyecto presenta los resultados que obtuvo en pantalla,
ademads de archivos dos archivos JSON (uno para patrones frecuentes y otro
para motifs), un CSV para patrones frecuentes y un XLSX para motifs. Siendo
este software el que més archivos resultantes le presenta al usuario.

= DAMBE por su parte, divide sus resultados en tres: los motifs hallados, la ma-
triz peso-posicién y la verificacion de los resultados [41].

= MEME suite genera 3 archivos: un archivo HTML, un archivo de texto plano,
un XML [2].

Por dltimo, cada software tiene caracteristicas adicionales como MEME suite e YMF
software que envian los resultados por correo electrénico , 0 DAMBE y el propuesto
en este trabajo que son programas multiplataforma, también la plataforma que se
desarrolla en este proyecto presenta la particularidad de emplear algoritmos de mi-
neria de patrones frecuentes. [2][34][41]

En comparaciéon con los otros trabajos, la plataforma que se estd creando en este
proyecto, presenta caracteristicas similares como el tipo de software, los tipos de
algoritmos que se emplean, o en el tipo de entrada de datos. A su vez tiene diferen-
cias como las maneras que presentan los resultados, o la mas notoria, la utilizacién
de algoritmos de mineria de patrones frecuentes para emplear sus resultados en la
identificacion de motifs. Esta comparativa se realiza con plataformas que son de uso
libre y de facil acceso.
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Capitulo 6

Conclusiones y Trabajos Futuros

El estudio de los seres vivos ha evolucionado de modo tal que puede llevarse a
cabo con técnicas diferentes al estudio directo de los organismos, gracias a la infor-
macién recopilada a lo largo de los afios. En esta informacién se puede identificar la
evolucion de las especies, descubriendo funciones desconocidas y la formulacién de
nuevo conocimiento biolégico. Dicha recopilaciéon de informacién seguira creciendo
de manera importante. De ahi la relevancia del presente trabajo, el cual propone una
herramienta que sea de utilidad para los estudiosos del tema en cuestion.

Con base en los objetivos planteados, no solo se conocieron sino que se interpre-
taron y utilizaron los conceptos de Motifs en secuencias de ADN para lograr imple-
mentarlos en una plataforma computacional. Ademéds, se alcanz6 la propuesta de
un nuevo algoritmo de descubrimiento de motifs, llamado EOM, el cual toma como
entrada resultados de algoritmos de identificacion de patrones frecuentes para una
secuencia o para grupos de secuencias de ADN.

La idea principal del algoritmo propuesto es identificar motifs a través de pa-
trones frecuentes obtenidos de las secuencias de ADN. Para esto se introdujo una
mejora de un algoritmo de descubrimiento de patrones frecuentes, que supera al
algoritmo original en dos aspectos principales: (i) las secuencias de ADN se repre-
sentan en un mapa de posiciones, el cual se recorre en una forma mads eficiente, (ii) el
algoritmo de buisqueda de candidatos a patrones frecuentes contiguos es mas eficaz.
Este algoritmo se le dio el nombre de BIMS.

El nuevo algoritmo de identificacién de Motifs toma como base esos patrones
frecuentes contiguos para tratar de identificar de cada uno de ellos un motif, en-
riqueciendo la informacién que puede proporcionar la concatenacién de diversos
patrones frecuentes, considerando ciertas diferencias de nucleétidos entre ellos, ya
que favorece la longitud que pudiera tener esta subsecuencia resultante. Finalmente,
este tipo de motifs podra proporcionar informacién mads interesante para los bidlo-
gos y estudiosos del ADN.
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Dichos algoritmos propuestos fueron medidos contra algoritmos de la literatura
y se demostré su eficiencia y eficacia de forma numérica, encontrando resultados
prometedores. Por tltimo, estos algoritmos propuestos, junto con interfaces de en-
trada y salida, fueron integrados para implementar una plataforma computacional
que permite la identificacién de Motifs en una o en un grupo de secuencias de ADN,
la cual puede ser utilizada por investigadores afines a este tipo de informacién.

La plataforma resultante muestra una serie de interfaces amigables basada en tér-
minos y conceptos que los bidlogos conocen y estdn familiarizados. Dicho desarrollo
permite ingresar secuencias de ADN en un formato estdndar de cualquier base de
datos biolégica y cuyo resultado lo despliega en un formato que puede ser entendi-
ble por los expertos del drea y que muestra informacién potencialmente interesante,
que el experto podré evaluar si le es de utilidad en sus estudios correspondientes.

6.1. Aportacion del trabajo de investigacion

La aportacion de este proyecto es el analisis e implementacion de algoritmos de
mineria de patrones frecuentes para el procesamiento de informacién biolégica. Es-
tas acciones permitieron el desarrollo de una plataforma computacional apropiada
para la bisqueda y hallazgo de motifs en secuencias de ADN. Adicionalmente, se
identificaron qué algoritmos de mineria de patrones son aptos para dicha tarea.

Por otra parte, este trabajo amplia las aplicaciones de los métodos de mineria de
patrones frecuentes en distintos escenarios que presentan inconvenientes en la ex-
ploracién de elementos recurrentes en grandes volimenes de informacion.

6.2. Trabajos Futuros

Los resultados del presente trabajo muestran un avance en la intencién de pro-
porcionar herramientas que sean de utilidad a los expertos en el 4rea relacionada a
la biologia, y que hagan uso de las secuencias de ADN como su fuente de datos. En
consecuencia, después de obtener los resultados mostrados, surgen algunos trabajos
futuros entre los que destacan:

= Implementar la carga de datos bioldgicos con diferentes formatos, ademas del
FASTA.

= Implementar métodos de basqueda haciendo uso de algoritmos paralelos.



145

= Desarrollar nuevos algoritmos para la identificacion de Motifs en secuencias
de ADN.

= Validar los resultados encontrados en esta investigacion por un experto en el
area de interés.

= Realizar diversos andlisis con casos de estudio especificos.
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