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Brenda, Cesar y Eloy, y al resto de mi familia, quienes han sido grandes pilares en

mi vida al darme siempre su amor y apoyo incondicional, por siempre alegrarse de

mis triunfos y escuchar atentamente mis fracasos para poder aconsejarme y alentarme

a culminar satisfactoriamente todos mis proyectos. Por su gran ejemplo de temple,

honestidad y perseverancia que me han dado a lo largo de mi vida. Mis Hijos Anuhar

Omar y Edgar Said, que son el motor de mi vida, y que algún d́ıa deseo que rebasen

mis logros y metas. Los amo viejos. :)

Igualmente, agradezco a el Dr. Luis Enrique Ramos Velasco y al Dr. Joel Suárez
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Resumen

Control de un sistema subactuado empleando redes
neuronales de pulso

En este trabajo de tesis se propone una nueva arquitectura de control basada en la

inteligencia artificial, haciendo uso de las redes neuronales de pulso, también llamadas

redes neuronales de tercera generación, ésta arquitectura se propone para el control

de un sistema no lineal del tipo subactuado como lo es el carro péndulo invertido.





Abstract

Control of underactuated system with a Spike Nerural
Networks

In this work a spikig neural networks controllers are designed, which is basically a

controller whose gains are adapted online using a spiking neural network; , to obtain

several signals on a different scale-frequency, which are scaled and summed to generate

a control signal which compensates for uncertainties system. It is noteworthy that this

controller is an original contribution as a result of the research.

The validation of the two control algorithms proposed, are doing on numerical

simulation, is performed on a system underactuated inverted-pendulum constructed

by Quanser. The results obtained are also part of the contribution of the research

since according to our literature search did not find these drivers applications to

underactuated systems.
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Índice de tablas . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . xix

1. Introducción 1
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C. Modelo carro-péndulo invertido 117

C.1. Sistemas no lineales subactuados . . . . . . . . . . . . . . . . . . . . 117

C.1.1. Sistema no lineal subactuado tipo carro péndulo invertido . . 118
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Caṕıtulo 1

Introducción

El estudio y aplicación de las Redes Neuronales Artificiales (RNA) en las áreas

de cómputo inteligente para el reconocimiento de patrones, en el procesamiento e

identificación de imágenes y en las áreas de control, han tomado un auge importante

debido principalmente a su capacidad de aprendizaje y su gran versatilidad en la iden-

tificación de sistemas, sin embargo, actualmente existen redes neuronales artificiales

de tercera generación, también llamadas de pulso, que forman parte del desarrollo de

las RNA y son una alternativa para control no lineal, [39].

Los sistemas de control usados en la industria generalmente basados en el con-

trolador PID clásico, tienen una gran diversidad de aplicaciones donde se incluyen

el control de máquinas eléctricas con diferentes caracteŕısticas mecánicas y configu-

raciones eléctricas que hacen que la operación y el funcionamiento sea adecuado,

sin embargo con el paso del tiempo los sistemas sufren cambios debido a desgastes

mecánicos y modificaciones en las partes eléctricas [66]. El advenimiento de nuevas

tecnoloǵıas ha permitido que sea posible aplicar técnicas de control más complejas,

esto con la finalidad de mejorar el desempeño de los sistemas de control en lazo cerra-

do. Muchas de estas técnicas requieren el conocimiento pleno del modelo matemático

que en la mayoŕıa de los casos no se tiene o se tienen dificultades para obtenerlo, pa-

sando un gran número de horas hombre en la obtención de dicho modelo [40]. Aunado

a estó los sistemas dinámicos en la industria sufren cambios en sus componentes, lo

cual hace necesario sintonizar continuamente las leyes de control, surgiendo el control

adaptable [36]. Muchos de estos controles adaptables hacen uso del modelo dinámico

del sistema a controlar siendo ésta una problemática a ser considerada.

Para ayudar a solventar esta problemática, actualmente existen técnicas de iden-

tificación de sistemas que hacen uso de las RNA,[40].

La continuidad en los estudios, las aplicaciones y el desarrollo de los algoritmos

1



2 Caṕıtulo 1: Introducción

hacen que este trabajo sea la continuidad de una investigación en el ámbito del control

utilizando redes neuronales de pulso, solo que en sistemas lineales, observando un

comportamiento deseado para estos sistemas[39].

Razones por las cuales surge la idea de proponer un algoritmo de control auto

ajustable, el cual no sólo eliminará la tediosa tarea de obtener el modelo matemático

de la planta, sino que no importa cuánto cambie la dinámica de la planta o la señal de

referencia, la señal de control siempre se irá adaptando de acuerdo a las condiciones

exigidas. Para comprobar la eficacia del algoritmo propuesto con redes neuronales de

pulso en sistemas reales, se realiza las pertinentes pruebas con sistemas subactuados,

en este caso el péndulo invertido.

1.1. Descripción de la problemática

Existen diferentes alternativas para controlar un sistema. Estas alternativas inclu-

yen el modelado del sistema a través de ecuaciones diferenciales, teoŕıa de la probabi-

lidad o métodos estocásticos, o bien el análisis, diseño e instrumentación de modelos

basados en redes neuronales artificiales, modelos difusos, o modelos neuro-difusos,

entre otros.

Cuando se opta por las alternativas que ofrecen las redes neuronales artificiales y

la lógica difusa, entre otras, se requiere de una fase de entrenamiento que puede ser

supervisado o no supervisado. En el aprendizaje supervisado, se requiere, además de

los datos de entrada, la existencia de un supervisor que de alguna manera indica si las

salidas del sistema son las correctas o no son las correctas. Generalmente, la definición

del supervisor se obtiene, en parte, especificando la salida deseada para cada una de

las entradas al sistema, las cuales son parte del conjunto de datos de entrenamiento.

De esta forma, si {x1, x2, . . . , xn} define el conjunto de datos de entrada para el

entrenamiento, entonces se debe tener el correspondiente conjunto de datos de salida

{y1, y2, . . . , yn} para el entrenamiento. La dimensión de los datos de salida no nece-

sariamente es igual a la dimensión de los datos de entrada. La definición del supervisor

continúa ahora a través de la construcción de una función de error cuadrado total,

E2(x, y, w). Donde w son los pesos a modificar con el entrenamiento. La determina-

ción de los parámetros w se logra a través del entrenamiento supervisado. En el caso

de las redes neuronales artificiales de segunda generación, esto se logra encontrando

el gradiente de la función E2(x.y.w). Sin embargo, una aplicación directa de esto

conduce a problemas de convergencia durante el proceso de entrenamiento, motivo

por el cual se han sugerido variantes al esquema original: momentum, tasa variable

de aprendizaje, gradiente conjugado, algoritmo de Levenberg-Marquardt, entre otros
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[26].

1.2. Planteamiento del problema

Los sistemas no lineales en forma general tienen un comportamiento no homogeneo

además de no estar sujetos al principio de superposición. Por lo tanto el diseño de un

control para este tipo de sistemas no es trivial, más aún, cuando se requiere que el

control adapte sus parámetros en ĺınea. En los sistemas de control clásicos es común

que no se logre esta situación, además de que cuando se aplican a los sistemas no

lineales del tipo subactuado, los algoritmos convergen de forma lenta a la referencia

deseada.

1.3. Hipótesis

Las caracteŕısticas no lineales de una red neuronal de tercera generación (Redes

Neuronales de Pulsos, Spiking Neural Network o SNN) y los resultados obtenidos con

anterioridad en sistemas lineales, hacen que este modelo sea el candidato para anali-

zar e instrumentar un control inteligente que reduzca el tiempo de asentamiento en

sistemas no lineales subactuados. Desconociendo el número de neuronas implemen-

tadas para la resolución de un problema, el número de iteraciones requeridas para

converger a los parámetros apropiados durante la fase de entrenamiento, la precisión

con que se determinan estos parámetros y la capacidad de generalización y el tiempo

de clasificación, para el caso de aprendizaje supervisado.

1.4. Justificación

La opción de controlar un sistema a través del modelado de su funcionamiento por

medio de ecuaciones diferenciales, tiene el problema de que se debe proponer adecua-

damente el sistema en ecuaciones diferenciales que lo describe correctamente. Este no

es un problema trivial, ya que se requiere de un conocimiento profundo de las posibles

fuerzas y variables dinámicas, aśı como de los valores de los diferentes parámetros y

la interpretación f́ısica de éstos. Sin mencionar las condiciones iniciales y de frontera

adecuadas, aśı como la posible dificultad en encontrar una solución anaĺıtica a las

ecuaciones diferenciales, o la posible dificultad en instrumentar un método numérico

apropiado.

En la actualidad los modelos que mejor representan al comportamiento de las re-

des neuronales biológicas están dados por las redes neuronales de pulsos, este tipo de
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modelos tienen un sustento matemático basado en ecuaciones diferenciales y haciendo

uso de sus capacidades de aprendizaje para la identificación de plantas dinámicas, se

puede usar en forma efectiva en el control de éstos sistemas.

La aplicación de redes neuronales de tercera generación ha conducido a proponer

modificaciones al algoritmo de Levenberg-Marquardt, las cuales ofrecen una mejora

en la tasa de convergencia cuando se compara con el método Levenberg-Marquardt

(LM) tradicional y tiene un menor costo computacional, además de que requiere una

menor cantidad de memoria [74]. También se ha propuesto el algoritmo denominado

SWAT (Synaptic Weight Association Training) que se construye a partir de la com-

binación del método BCM (Bienenstock-Cooper-Munro) y del método STDP (Spike

Timing Dependent Plasticity), el cual garantiza una convergencia de hasta un 96.2 %,

que es mucho mayor en comparación con otros algoritmos de entrenamiento para re-

des neuronales de pulso [72].

Otro algoritmo de entrenamiento para redes neuronales de tercera generación es

CS (Cuckoo Search Algorithm) el cual es un novedoso método meta-heuŕıstico basa-

do en un comportamiento anidado, este algoritmo ha sido aplicado para la solución

de problemas de optimización y promete grandes resultados en el campo de las re-

des neuronales artificiales, especialmente durante el ajuste de los pesos sinápticos [70].

Además aprovechando el método de supervisión remota llamado ReSuMe (Remo-

te Supervised Method), el cual bajo la combinación de tres neuronas (neurona de

entrada, neurona de aprendizaje y la neurona de entrenamiento de pulsos deseados),

es posible obtener un tren de pulsos deseados en las neuronas de aprendizaje con una

precisión muy alta [56].

1.5. Resultados esperados

A lo largo de esta tesis se irán presentando los objetivos espećıficos que sirvieron

como peldaños para ir avanzando y finalmente alcanzar el objetivo global, este proceso

se realizó con el fin de obtener indicadores para saber que se avanzaba por buen

camino.

Objetivo general

Diseñar e implementar un algoritmo de control inteligente, para controlar un sis-

tema no lineal del tipo subactuado (carro péndulo invertido), mediante las redes
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neuronales de pulso.

Objetivos espećıficos

Los objetivos espećıficos de la tesis son los siguientes:

Controlar un sistema dinámico del tipo subactuado en simulación, uno

de los objetivos espećıficos más relevantes es el de unir el conocimiento de las

redes neuronales de pulso, con el área de la ingenieŕıa de control, siendo esta,

la clave para que la tesis rinda buenos resultados. Este tipo de sinergia se ha

llevado a cabo utilizando redes neuronales de segunda generación en conjunto

con un control PID [77][37] o utilizando el error generado por la diferencia entre

la salida de la planta retroalimentada y la referencia, como el propio error de la

red, este control será llevado a cabo con todos los algoritmos de entrenamiento

previamente mencionados [25].

Comparar los tiempos y exactitud de convergencia para el control de

sistemas no lineales entre redes neuronales artificiales de tercera generación y

algoritmos existentes. Este objetivo particular se realizará para poder corro-

borar que la implementación de redes neuronales de tercera generación ofrece

resultados que superan a los algoritmos convencionales e incluso a las redes neu-

ronales de segunda generación, para un mismo problema, enfocados al tiempo

de convergencia a una referencia deseada.

1.6. Organización de la tesis

En el Caṕıtulo 2, Estudio del estado del arte, se analizan los trabajos relacionados

con el desarrollo de esta investigación. En el Caṕıtulo 3, Redes neuronales de tercera

generación, se profundiza en el tena de las redes neuronales de tercera generación, y

se da una clara revisión a los trabajos que sobresalen para el diseño y desarrollo de

arquitecturas de redes neuronales de tercera generación con sus variantes adaptables,

enfocadas a la implementación en el control de sistemas dinámicos subactuados que

se muestran en el Apéndice C, los resultados que se presentan en este trabaja han

sido divididos en dos Caṕıtulos, mostrando en el Caṕıtulo 4 resultados aplicados a

procesamiento digital de señales, y en el Caṕıtulo 5 se muestran resultados aplicados

al control de una planta no lineal.





Caṕıtulo 2

Estudio del estado del arte

2.1. Introducción

Desde muchas décadas atrás hasta la actualidad el desarrollo de las técnicas de

control para sistemas electromecánicos es uno de los campos de investigación más

estudiados de la ingenieŕıa, esto debido a la problemática existente en los procesos

industriales, y a los nuevos desarrollos de sistemas, que requieren de nuevas técnicas

de control para mejorar la eficiencia y comportamiento de los mismos. En esta tesis se

aplica una propuesta de control para los sistemas no-lineales en espećıfico los sistemas

electromecánicos subactuados y en especial el carro péndulo invertido.

2.2. Trabajos relevantes

Las redes neuronales artificiales en el área de control, ha ido en auge en los últi-

mos años, esto debido a su gran capacidad de adaptación y gran flexibilidad para la

identificación y control de sistemas dinámicos, no importando su orden. Un arreglo

de redes neuronales artificiales de segunda generación puede controlar una planta no

lineal adaptándose a cambios suaves en el modelo [9], pero si la señal de referencia

y/o el cambio del modelo de la dinámica del sistema, no son derivables temporal-

mente, el control ocasiona que la variable de proceso tenga un sobreimpulso el cual

podŕıa llevar al sistema a una zona inestable, para evitar esto, se ha complementado

la teoŕıa de redes neuronales con controles lineales. Debido a estas necesidades, las

redes neuronales han sido enfocadas a la mejorara de las leyes de control de ganancias

ajustables, las cuales ofrecen una mejor respuesta en comparación con teoŕıas de auto

ajustes clásicos como cancelación y reasignación de polos [63], además se ha demos-

trado que son superiores en lo que se refiere al tiempo y valor de convergencia contra

técnicas más complejas como lo es la sintonización de ganancias por Ziegler-Nichols

o LGR [10]. Incluso el control GPIDNN soporta de una mejor manera los retardos

7
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inherentes del sistema, antes de que este se haga inestable [76], esto por la mayor

velocidad de procesamiento de las redes neuronales artificiales de segunda generación

en comparación con las técnicas clásicas antes mencionadas. Pero ahora con esta nue-

va generación de redes neuronales se demuestra que no es necesario complementarlas

con algún otro tipo de controlador como lo es el PID pues sólo con una neurona de

tercera generación se puede controlar un sistema de primer orden [39]. La implemen-

tación de redes neuronales de tercera generación para el control de una planta no

lineal se ha realizado en simulación. Por lo que está tesis no sólo busca llevar a una

implementación f́ısica de una planta, sino que se aventura a modificar la arquitectura

convencional para optimizar el control.

Los métodos para entrenar las redes neuronales de tipo Spike, contiene ventajas

y desventajas. La velocidad de entrenamiento y la exactitud de la señal de salida con

respecto a la señal deseada son factores importante en este trabajo. Por lo que se

implementarán [56], [70], [51], [72], [74] para la identificación y control de un sistema

f́ısico en tiempo real, ambos métodos manejan de forma superior tanto el tiempo

de convergencia, como la precisión del valor de salida con respecto a otros tipos

de entrenamiento para clasificación y/o salidas condicionadas en neuronas de pulso,

aunque en este trabajo estos métodos serán aplicados a la identificación de señales

médicas, se tiene plena confianza que se conserven las caracteŕısticas y cualidades de

estos entrenamientos.

Uno de los trabajos relevantes en este tema son los desarrollado por A. Jiménez. et al.

donde se controla un motor de corriente continua con un FPGA [51], y el desarrollado

por el M. en C. L. Lechuga, que aborda también el tema de control de velocidad y

posición de un motor de corriente continua[39], trabajo que sirve de antecedente a

esta tesis, cambiando el sistema del motor de CD a un sistema subactuado.

2.3. Marco teórico

Las bases teóricas necesarias para resolver la problemática, apuntan al estudio

a los sistemas dinámicos, tanto lineales [38] como no lineales [15], para comprender

su comportamiento y las implicaciones de un control en sistemas dinámicos por re-

des neuronales de tercera generación, lo cual nos lleva al estudio sobre los controles

clásicos involucrados [53], por otra parte, se estudiarán las dinámicas de las redes

neuronales de segunda [13] y tercera generación [22], y más espećıficamente, con un

enfoque a la identificación de sistemas en tiempo real [25], [1]. Una vez obtenido el

algoritmo de control, se realizará la comparación en simulación con un sistema no li-

neal por lo que será necesario conocer acerca del modelado de sistemas dinámicos [41].
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Para la etapa de implementación f́ısica del control se requieren conocimientos so-

bre dos áreas espećıficas, electrónica, de la cual surgirá la etapa de potencia.[6] y

programación sobre la cual radica la elaboración de las leyes de control sobre redes

neuronales de trecera generación [16].

2.4. Comentarios

En la actualidad, el ser humano ha invertido recursos materiales y humanos con

la finalidad de comprender el funcionamiento de un cerebro de un ser vivo, el del ser

humano, teniendo en su interior millones de neuronas conectadas entre śı. Uno de

los resultados obtenidos, es el de emular el comportamiento de una neurona mate-

máticamente obteniendo caracteŕısticas importantes como que aprenden, recuerdan

y evolucionan con una velocidad y exactitud superior a sus antecesoras de segunda

generación.

Por otro lado, las principales desventajas de las redes neuronales de tercera gene-

ración son:

La poca información sobre el tema. Las redes neuronales de tercera gene-

ración, son un área nueva de investigación activa, surgieron alrededor del 2000,

mejorando cada d́ıa su comprensión, pues aún se siguen diseñando algoritmos de

entrenamiento y modelos neuronales, más eficientes en tiempo de convergencia

y costo computacional, sin contar que las aplicaciones en la ingenieŕıa de control

son escasas.

La salida de las neuronas son acotadas respecto a sus entradas. Aun-

que las redes neuronales de tercera generación tienen una gran flexibilidad a la

adaptación, su salida depende directamente de la entrada al menos en la codi-

ficación temporal, es decir la salida codificada de una neurona en su ventana

de tiempo puede no cubrir todo los valores de ésta, solo un sub conjunto de la

misma.

La taza de aprendizaje se elige de forma heuŕıstica. En las redes neuro-

nales en general, ésta ha sido siempre un tema a tratar debido a que la forma

de seleccionar este parámetro depende de estar modificando hasta obtener un

resultado favorable.





Caṕıtulo 3

Redes neuronales de tercera

generación

Las redes neuronales spike o de pulsos han sido llamadas redes neuronales artifi-

ciales de tercera generación cuando la información viaja en pulsos temporales. Existen

diversos tipos de modelos matemáticos que representan la dinámica de las neuronas,

los cuales son categorizados en base a su nivel de abstracción, de igual forma los méto-

dos de entrenamiento pueden ser separados en dos bloques principales, entrenamiento

supervisado y no supervisado. Esta tesis se enfoca en el entrenamiento supervisado,

donde una nueva arquitectura es propuesta, para el control de sistemas subactuacdos,

basada en una retroalimentación a la red neuronal dependiente del error, generado

por la diferencia de la señal de referencia y la salida del sistema.

3.1. Introducción

Las redes neuronales de tercera generación han sido una importante parte de la in-

teligencia artificial y han sido usadas extensamente en algoritmos de reconocimiento,

diagnóstico médico, análisis de imágenes, finanzas, predicción del clima, y muchas de

las ciencias computacionales y por supuesto en tareas de ingenieŕıa, aunque a diferen-

cia de los procesos computacionales convencionales son implementadas masivamente

con una distribución paralela, para ser capaz de aprender a través de su capacidad

de plasticidad sináptica. Wolfgang en uno de sus trabajos publicados [46], divide las

redes neuronales artificiales dentro de tres generaciones, basadas en qué tanto se acer-

can éstas a las neuronas biológicas reales.

La primera generación de las redes neuronales artificiales con un modelo neuronal

de umbral fue usada por McCulloch-Pits en 1943. Su modelo conocido también como

perceptrón solo teńıa dos estados (“alto” o “bajo”), basadas en la suma de las señales

11
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de entrada multiplicadas por sus pesos. Este tipo de redes neuronales pod́ıa ser im-

plementado computacionalmente por funciones booleanas.

La segunda generación de redes neuronales artificiales utiliza funciones de activa-

ción sigmoideas con cambio de umbral, en lugar de solo lógica booleana, esta segunda

generación es mucho más poderosa que las neuronas de primera generación, y desde

la era de la computación digital, el número de neuronas para resolver el mismo pro-

blema se ha reducido [48]. Además, en esta generación surge un nuevo algoritmo de

aprendizaje supervisado para su implementación, llamado propagación del error hacia

atrás, basado en el gradiente descendiente, el cual va ajustando los pesos proporcio-

nalmente al error que existe a la salida. Desde un punto de vista biológico la segunda

generación de redes neuronales artificiales es más realista que la primera generación

pues una salida que se comporta de forma sigmoidea se acerca mas al disparo que se

encuentra en las neuronas biológicas, al menos más que una instrucción booleana [46].

Las neuronas situadas en la corteza cerebral tienen un funcionamiento más rápi-

do en analoǵıa con la implementación computacional, pues el reconocimiento facial

le toma al cerebro humano alrededor de 100ms, esto significa que el tiempo de pro-

cesamiento por neurona hacia sus millones de neuronas periféricas no sobrepasa los

10ms [69]. Los resultados experimentales muestran que la ventana de tiempo para la

codificación en el cerebro es muy pequeña. Esto no significa que la codificación no

sea significativa biológicamente hablando. Esta aseveración puede ser probada expe-

rimentalmente, por ejemplo en el caso de los receptores de presión en una sanguijuela

[35], donde mayor número de pulsos produce un est́ımulo mayor, durante una estimu-

lación periódica.

Investigaciones muestran que las neuronas reales se comunican por pulsos, cono-

cidos como acción potencial, y que todos los pulsos producidos en el cerebro son muy

parecidos entre śı, los cuales están contenidos en una ventana de tiempo de 1 a 2

ms de duración y con una amplitud alrededor de los 100mV [22]. La información es

codificada en relación al tiempo en el que ocurren los pulsos y no por el valor de los

pulsos en śı, todos estos resultados experimentales brindaron la información necesaria

para que surgiera la tercer generación de redes neuronales artificiales. Las cuales se

acerca aún más al comportamiento biológico real. Pues sus señales codifican informa-

ción temporal, lo cual significa que manejan información espacio-temporal. Wolfgang

[45], en uno de sus trabajos, muestra que es posible simular disparos sigmoideos con

información de pulso temporales.
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3.1.1. La neurona real

Todas las neuronas reales, normalmente están divididas en tres partes; las den-

dritas, la soma y el axón, además de un proceso propio de éstas llamado sinápsis.

Generalmente, las dendritas son quienes reciben la información de las neuronas peri-

féricas conectadas a ésta, la soma es donde todas las señales recibidas de las dendritas

se acumulan y procesan, y finalmente el axón es el segmento de la neurona donde las

señales de salida son emitidas y conducidas hacia las dendritas de las próximas neu-

ronas. El proceso de la sinapsis ocurre siempre entre dos neuronas y es el momento

justo donde la información (pulso eléctrico) de una neurona pasa a otra; si la neurona

“J” emite un pulso que cruza la sinapsis hacia la neurona “I”, entonces se dice que la

neurona que emite el pulso (la neurona “J”) es una neurona pre sináptica y conse-

cuentemente la neurona que recibe el pulso (la neurona “I”) es llamada una neurona

post sináptica.

Hodgkin y Huxley [30] encontraron, de manera experimental que el axón es el lugar

donde la información de la soma, es codificada [47], ver la Figura 3.1

3.1.2. Potencial de la membrana

Todas las neuronas están rodeadas por iones positivos y negativos, en la superficie

de la membrana existe una excesiva carga negativa y en el exterior de la membrana

hay un exceso de carga positiva, ambas cargas conforman el potencial de la membrana.

El potencial de cada membrana puede ser calculado por la siguiente ecuación:

Vm = Vin − Vout, (3.1)

donde: Vin es la carga negativa dentro de la célula

Vout es la carga positiva fuera de la célula

Cuando el potencial de la membrana se encuentra en reposo, es decir cuando no

ha recibido ninguna señal de entrada, se le conoce como potencial de reposo y nor-

malmente se encuentra alrededor de los -60 mV a los -70 mV.

El fenómeno en el cual el potencial de la membrana rebasa el potencial de reposo

es llamado depolarización. Al fenómeno opuesto se le conoce como hiperpolarización.

Cuando la depolarización rebasa el valor cŕıtico, conocido también como umbral,

la célula produce una acción potencial (un pulso) [35], Figura 1.2, Si el potencial

de membrana recibe un impulso esto causará depolarización o hiperpolarización y
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Figura 3.1: A. Se muestra un ejemplo de la acción potencial neuronal, la cual prác-

ticamente es un pulso de voltaje con una duración de 1-2 ms, y una amplitud de

100 mV. B. Transmisión de la señal (información) de la neurona pre sináptica J a la

neurona post sináptica I, donde la sinapsis entre estas neuronas es denotada por el

ćırculo negro [22].
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si después de este suceso, la neurona no experimenta ninguna señal de entrada, el

potencial de la membrana regresará lentamente a su potencial de reposo, recordemos

que esto ocurre en las neuronas biológicas reales y no imperiosamente en los modelos

matemáticos propuestos.

3.1.3. La acción potencial

Como se ha visto anteriormente, cuando el potencial de membrana rebasa el valor

cŕıtico llamado umbral θ se emite una acción potencial, también conocido como pulso,

esto es causado por el movimiento de iones que cruza la membrana a través de algún

canal en una ventana de voltaje [35]. El pulso generado en una neurona es idéntico

al de cualquier otra, aśı como la señal que se mueve de la neurona pre sináptica a la

neurona post sináptica [22]. El conjunto de tiempos en los que ocurren los disparos

de alguna neurona es nombrado como tren de pulsos y se puede representar por la

siguiente ecuación

Fi = t1i , t
2
i , . . . , t

(f)
i . (3.2)

El sub́ındice i define el número de neurona y el supeŕındice es el pulso emitido por

la neurona, siendo ′n′ el pulso más reciente emitido por la enésima neurona.

Exactamente después de la transmisión del pulso de la neurona pre sináptica a la

neurona post sináptica, el potencial de la membrana se desploma y ocurre una fa-

se de alta hiperpolarización debajo del valor del potencial de reposo para después

lentamente regresar al potencial de reposo. Durante ese tiempo no es posible que la

neurona emita un segundo pulso, no importa que tan fuerte sea el conjunto de señales

de entrada. Esto biológicamente ocurre porque los canales de iones se abren instantá-

neamente cuando un pulso es generado [22]. El tiempo mı́nimo que transcurre entre

dos pulsos emitidos consecutivamente por la misma neurona se denomina periodo de

refracción absoluta y el fenómeno que ocurre cuando el potencial de membrana está

por debajo del potencial de relajación, esto es después de que un pulso es emitido, se

conoce como SAP (Spike After Potencial), como se observa en la Figura 3.2

3.1.4. La sinapsis

Entre el axón de la neurona pre sináptica y las dendritas de la neurona post sináp-

tica existe una pequeño espacio vaćıo, conocido como espacio sináptico, la operación

de la sinapsis es muy compleja y una descripción más detallada se encuentra en [35],

en esta tesis sólo los aspectos más relevantes se tomarán en cuenta.

El pulso de la neurona pre sináptica no puede cruzar por śı mismo el espacio

sináptico, por lo que cuando la neurona pre sináptica emite un pulso, éste espacio
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Figura 3.2: El potencial de membrana va incrementando y en el tiempo t
(f)
j el potencial

de la membrana rebasa el umbral y esto produce un pulso [47], posteriormente la

neurona se relaja y su potencial de membrana se coloca debajo del potencial de

reposo y va regresando lentamente al potencial de receso. El fenómeno de la sinapsis

se puede dividir en un potencial de excitación post sináptico (EPSP)Eij(t− t(f)
j ) y un

potencial inhibitorio post sináptico (IPSP), θ es el umbral de disparo,V r es el coltaje

de relajación



Caṕıtulo 3: Redes neuronales de tercera generación 17

sináptico es llenado de un ĺıquido, el cual genera un potencial post sináptico (PSP)

hacia las dendritas de la neurona post sinápticas [35]. Este proceso no ocurre instan-

táneamente; hay un pequeño retardo generado en cada sinapsis.

Existen dos tipos de potenciales post sinápticos, si el potencial post sinápticos

generado es positivo se le llama potencial post sináptico de excitación (EPSP), y si

el potencial post sináptico es negativo, se le denomina potencial post sináptico de

inhibición, dichos potenciales se muestran en la Figura 3.3. Un IPSP disminuye el po-

tencial de membrana de la neurona post sináptica mientras que el EPSP incrementa

el potencial de membrana, y si es lo suficientemente grande, la neurona post sináptica

puede disparar.

Figura 3.3: Potencial post sináptico de excitación (EPSP) y el potencial post sináptico

de inhibición (IPSP), ambos de una neurona biológica [46].

3.1.5. Los pesos sinápticos

Cada sinapsis va acompañada por un factor que incrementa o decrementa la señal

de salida de la neurona pre sináptica, este factor es llamado peso sináptico, el cual es

el responsable de que el EPSP y el IPSP saturen o relajen a la neurona con mayor o

menor rapidez, por lo que la modificación de estos pesos sinápticos perturba directa-

mente la salida de la neurona y son directamente los responsables de que la neurona

y por consiguiente la red neuronal modifique su salida, pues representan la variable

más dominante en el proceso de aprendizaje.

Matemáticamente, tanto los pesos sinápticos como los retardos relacionados a cada

sinapsis, son usados para entrenar a la red neuronal, en cada par de neuronas pre

sinápticas “i′′ a sus respectivas neuronas post sinápticas “j′′. Recientes resultados

experimentales, han mostrado que entre todas las interconexiones de dos neuronas

biológicas puede haber múltiples sinapsis con múltiples retardos [61],[14], como se

ilustra en la Figura 3.4. Esta pensamiento ha sido usado en numerosos trabajos apro-

vechando dichos parámetros para mejorar los algoritmos de entrenamiento.

En la Figura 3.4 la capa de neuronas post sinápticas J recibe el conjunto de

entradas Γj (Señales pre sinápticas de la j-ésima neurona). El acercamiento entre la
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wk

ij wk
ijε(τ)Figura 3.4: Modelo de una red neuronal simple.

inter conexión de la neurona i-ésima a la neurona j-ésima muestra que cada conexión

entre dos neuronas consiste en “m” terminales sinápticas retardadas. Cada terminal

sináptica “k” constituye el retardo k-ésimo (dk) la cual es asociada con un peso

sináptico k-ésimo entre la neurona i-ésima a la neurona j-ésima (wji
k) [5]. Los ćırculos

negros dictan la magnitud de los pesos sinápticos.

3.2. Modelos matemáticos de las neuronas de ter-

cera generación

Los modelos matemáticos que representan el comportamiento de las neuronas de

tercera generación pueden ser divididos en dos grandes categoŕıas [22] basándose en su

nivel de abstracción; modelos de conducta y modelos de umbral. Los modelos de con-

ducta incorporan a los canales de iones de la célula para describir el comportamiento,

mientras que los modelos de umbral representan el comportamiento dinámico de las

neuronas biológicas reales de una manera más abstracta, donde el umbral del voltaje

tiene un valor fijo y la neurona dispara cada vez que el potencial de la membrana

rebasa dicho umbral.
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3.2.1. Modelos basados en conducta

En general, los modelos basados en conducta han sido derivados de los ganadores

del premio Nobel (1963) Hodgkin y Huxley [47], basados en su experimentos ellos

modelaron el funcionamiento de un gran axón de un calamar [30]. Su trabajo básica-

mente, describe que ocurre con los canales de iones de la célula [39].

3.2.1.1. El modelo Izhikevich

Izhikevich [33] creó un modelo matemático para describir y emular el comporta-

miento de las neuronas biológicas de la corteza cerebral de una rata, el cual combina

la dinámica del modelo de Hodgkin-Huxley y la eficacia computacional de los modelos

umbral y disparo. Esto quiere decir que se redujo el modelo de cuatro dimensiones

de Hodgkin-Huxley a un modelo de dos ecuaciones diferenciales no lineales de primer

orden:

v̇ = 0.04v2 + 5v + 140− u+ I

u̇ = a(bv − u)

(3.3)

si; v = 30mV

entonces; v ← c, u← u+ d

(3.4)

La variable v representa el potencial de membrana de la neurona y u representa la

variable de recuperación de membrana, I la cual es la corriente de iones de activación

de potasio (K) y la inactivación de la corriente de iones de sodio (Na). Este modelo

puede exhibir las propiedades más importantes sobre el comportamiento neuronal con

las variables apropiadas a, b, c y d. Este modelo tiene un umbral dinámico que depen-

de del estado previo del potencial de membrana anterior al pulso. A continuación se

muestra los parámetros de la ecuación (3.4) [33]:

El parámetro a describe la escala de tiempo de la variable de recuperación de

membrana u, valores pequeños repercuten en recuperación lenta. El valor t́ıpico

es a = 2.

El parámetro b describe la sensibilidad de la variable de recuperación u del valor

de reposo del potencial de membrana v. El valor t́ıpico es b = 0.2.

El parámetro c determina el valor del potencial de reposo de la membrana

después del pulso emitido. El valor t́ıpico que manejan las neuronas reales es de

c = -65mV.
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El parámetro d determina el valor de reposo de la variable de recuperación u,

dictado por el valor de conductancia del sodio (Na) y potasio (K), su t́ıpico

valor es d =2.

En la Figura 3.5 los parámetros del modelo neuronal propuesto por Izhikevich

pueden ser observados, y en la Figura 3.6 se muestra el potencial de membrana, la

variable de recuperación y la señal de entrada.

Figura 3.5: Se muestra las ecuaciones diferenciales que describen el comportamiento

del modelo de Izhikevich, aśı como su representación gráfica.

3.2.2. Modelos umbral y disparo

Uno de los modelos más usados extensamente dentro de los modelos umbral y

disparo, es el modelo de integración y disparo implementado en un extenso número

de trabajos [12], esto debido a su fácil implementación y bajo costo computacional.

Los modelos umbral y disparo representan dinámicas con un alto nivel de abs-

tracción. Estos modelos se basan en la sumatoria de todas las contribuciones de las

neuronas pre sinápticas al potencial de membrana, y si el potencial de membrana

rebaza el umbral fijado previamente, la neurona disparará.

Este tipo de modelos Integración y disparo se puede dividir en dos sub modelos:

Integración y disparo perfecto (PIF) e Integración y disparo ideal (LIF)

La ecuación diferencial de primer orden que describe el comportamiento de los

modelos de integración y disparo no describe completamente el comportamiento de

las neuronas artificiales de tercera generación, pues solo comprende la dinámica desde

las condiciones de reposo del potencial de membrana hasta antes del momento en que

la neuronal dispara (instante en que se emite el pulso de salida), por lo que la condi-

ción de la actividad de disparo debe ser planteado. Esto es expresado en la ecuación
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Figura 3.6: En A se presenta la respuesta del potencial de membrana del modelo de

redes neuronales de tercera generación propuesto por Izhikevich, en B se grafica la

variable de recuperación de la membrana y en C se muestran los pulsos y valor de

entrada a la neurona.
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(3.5), donde representa el momento justo en el que el valor del potencial de membrana

supera el umbral θ fijado previamente, esto es descrito como tiempo de disparo

t(f ) : u(t(f )) = θ y du(t)
dt t=t(f ) > 0 (3.5)

En el modelo integración y disparo la acción potencial (pulso) no está descrito de la

misma manera que en el modelo neuronal Hodgkin-Huxley. Los pulsos en el modelo

de integración y disparo son caracterizados solo por sus tiempos de disparo t(f), figura

3.7.

Figura 3.7: Se describe el modelo neuronal de integración y disparo ideal. En la gráfica

A se muestra el potencial de membrana cuyo umbral se fijó en 1 volt. La gráfica B se

muestra los pulsos que recibe la neurona post sináptica de una neurona pre sináptica.

La gráfica C describe la señal de salida (acción potencial) de la neurona post sináptica

bajo la conducta del potencial de membrana ver gráfica A.

3.2.2.1. Integración y disparo perfecto

Modelo representado por un circuito capacitivo, donde el voltaje de entrada se

va acumulando en el capacitor y es disparado cuando se cierra el circuito, como se
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representa en la Figura 3.8.

ε

i(t)

C

i2(t)

i1(t)

−

+

Membrana celular

V V (t)

Figura 3.8: Representación del modelo de integración y disparo perfecto.

La ecuación diferencial que describe este sistema está dada por:

V (t) = Vr +
1

C

∫ t

to

i(t)dt (3.6)

Donde:

V (t) es el voltaje acumulado en el capacitor.

Vr es el valor del voltaje en reposo del capacitor.

C es el valor del capacitor en µF.

i(t) es el valor de la corriente de la fuente.
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3.2.2.2. Integración y disparo ideal

El modelo LIF es representado por un circuito RC en paralelo, donde la ener-

ǵıa acumulada en el capacitor se disipa no solo por el switch, sino también por la

resistencia, ver Figura 3.9.

ε

i(t)

C

i2(t)

i1(t)

R

−

+

V V (t)

capa superficial de la menbrana

Figura 3.9: Representación del modelo de integración y disparo Ideal (LIF).

La ecuación diferencial que describe este sistema está dada por:

V (t) = Vre
− 1

RC
(t−t0) +

1

C

∫ t

t0

i(τ)e−
1

RC
(t−τ)dτ (3.7)

Donde:

V (t) es el voltaje del capacitor.

Vr es el valor del voltaje en reposo del capacitor.

C es el valor del capacitor en µF .
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i(τ) es el valor de la corriente de la fuente.

R es el valor de la resistencia en mΩ.

3.3. Código neuronal

Una de las cuestiones importantes de la neurofisioloǵıa es el cómo las neuronas co-

difican la información. Aún no se ha encontrado una respuesta clara a esta pregunta y

toda la información que se encuentra disponible es solo de resultados experimentales.

Al principio se pensaba que la información se codificaba en tasas de disparo neuro-

nal. Esto fue probado experimentalmente en 1926, donde se descubrió que la tasa de

disparo de una pequeña terminal nerviosa muscular va directamente relacionada a la

fuerza que aplica el músculo [22]. Este fue el principal modelo de codificación neuronal

por muchos años.

Thrpe et al. [69] probó que los seres humanos pueden reconocer un rostro o imagen

compleja en 100ms, lo cual hace imposible la codificación por tasa. Posteriormente,

Bialek et al. [3], consiguió observar la codificación neuronal de la vista de una mosca

y encontró que está constituida por señales dependientes del tiempo.

Las redes neuronales de tercera generación pueden codificar en forma digital [2],[59]

o analógica [49]. La forma de codificación puede ser dividida dentro de tres categoŕıas:

1. Codificación por tasa.

2. Codificación temporal.

3. Codificación por población.

3.3.1. Codificación por tasa

En la codificación por tasa, la información se codifica utilizando el promedio de

pulsos en el que una neurona dispara dentro de una ventana de tiempo [22]:

v =
ηsp(T )

T
(3.8)

Donde T es la ventana de tiempo, ηsp(T ) son el número de pulsos emitidos en la

ventana de tiempo. Existen tres procedimientos para realizar el promedio [22]: Tasa

por conteo de pulsos (promediar sobre el tiempo); Tasa por densidad de pulsos (pro-

mediar sobre varios trenes de pulso), y tasa por actividad de poblaciones (promediar

sobre diversas neuronas).
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Figura 3.10: Una señal senoidal se codifica por medio del método de codificación

por tasa, en la parte de abajo de la figura se muestra la codificación en un tren

de pulso donde se percibe que en las crestas de la señal hay una mayor densidad de

pulsos, posteriormente se decodifica dicho tren de pulsos para obtener una señal (ĺınea

punteada) muy parecida a la señal sinoidal original [60].
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3.3.2. Codificación temporal

En la codificación temporal la información es codificada por pulsos temporales

[4]. Hopfield [31] propuso un método de codificar señales analógicas dentro de pulsos

temporales con respecto a un diseño oscilatorio, este método ha sido probado expe-

rimentalmente en un sistema robotico llamado anguila eléctrica. Además Mass [46]

propuso un método para codificar señales analógicas en forma de pulsos temporales.

Un diferente método ha sido sugerido por Wen y Sendhoff [34], donde la neuronas

de entrada codifican directamente la información en pulsos temporales y por ende las

neuronas de las capas posteriores usan esa información.

3.3.3. Codificación por población

En la codificación por población, un número de neuronas de entrada (población)

codifican las entradas analógicas y producen diferentes tiempos de disparo. Bohte

et al. [5] propuso una forma de representar entradas analógicas en trenes de pulsos

implementando una codificación por población. Campos receptivos con múltiples fun-

ciones Gaussianas (GRF) donde se usan las entradas de las neuronas y se codifican

para obtener múltiples retardos, como se muestra en la Figura 3.11.

Figura 3.11: Codificación con campos receptivos Gaussianos. El eje horizontal repre-

senta la entrada de la variable real a codificar, el eje vertical representan los tiempos

para armar el tren de pulsos de la variable codificada.

Para realizar este tipo de codificación, primeramente el rango de la señal de entrada

debe ser calculado. Después los máximos y mı́nimos valores de entrada (Imax, Imin),

tienen que ser definidos. Posteriormente, el número de variables representadas por las

neuronas GRF debe ser precisada a través de la variable m. Finalmente, el centro de
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cada neurona GRF es calculado por Ci, mientras la amplitud de cada neurona GRF

es obtenido por σi [49]:

Ci = Imin +

(
2i− 3

2

)(
Imax − Imin
m− 2

)
(3.9)

σi =
1

γ

Imax − Imin
m− 2

(3.10)

Donde σ es una constante, usualmente es 1.5. Se propone un umbral del cual

cualquier valor por encima de éste, la neurona no dispara. En el ejemplo de la Figura

3.11, el valor analógico a codificar en disparos temporales en 6 neuronas es de 0.3,

lo cual la codificación resulta de la siguiente manera: 0.250ms para la neurona 1,

1.287ms para la neurona 2, 3.783ms para la neurona 3, 5.564ms para la neurona 4,

7.741ms para la neurona 5, y la neurona número 6 no emite disparo pues se encuentra

arriba del umbral.

3.4. Métodos de aprendizaje

Los pesos wkij entre la neurona pre sináptica I y la neurona post sináptica J ver Fi-

gura 3.4 no son valores fijos. El cambio de estos valores está directamente relacionado

con la salida neuronal y el manejo de información por trenes de pulsos. Si la sinapsis

se fortalece se le conoce como LTP (Long Term Potentiation) y si por el contrario

la sinapsis se debilita recibe el nombre de LTD (Long Term depression). El proceso

en el que los pesos se actualizan se le conoce como entrenamiento. El cual puede ser

dividido dentro de dos categorias: Aprendizaje supervisado y no supervisado.

3.4.1. Aprendizaje supervisado

Como se ha descrito en las secciones previas, el comportamiento de las redes neu-

ronales de tercera generación se asemejan más a la dinámica de las redes neuronales

biológicas reales, al mismo tiempo, son más poderosas que las neuronas artificiales

de generaciones anteriores. Sin embargo, su poder computacional no ha sido explota-

do totalmente, esto se debe al número tan limitado de algoritmos de aprendizaje no

supervisado que existen. Existen dos principales razones para que esto ocurra, la pri-

mera es que las redes neuronales de tercera generación a diferencia de sus antecesoras

son funciones discontinuas, lo cual dificulta la creación de algoritmos de aprendizaje,

la segunda razón es el poco tiempo que llevan de existencia.



Caṕıtulo 3: Redes neuronales de tercera generación 29

3.4.1.1. Método SpikeProp

Bohte et al. [5] propuso un algoritmo de aprendizaje supervisado basado en el al-

goritmo BackPropagation de redes neuronales artificiales de segunda generación. Este

método se denomina SpikeProp y fue diseñado para una arquitectura de redes neuro-

nales con múltiples conexiones las cuales tiene múltiples retardos, como la mostrada

en la Figura 3.4.

La arquitectura que necesarita este entrenamiento es de tipo feed-forward, lo que

significa que no existe retroalimentación entre ninguna neurona de la red, aunque esto

no limita a que la red neuronal tenga una o más capas ocultas. Es decir la arquitectura

es similar a la Figura 3.4 H es la capa de entrada, I es la capa oculta y J es la capa

de salida.

Bohte et al. [5] implementa el modelo del pulso de respuesta (SRM) para describir

el potencial de membrana de cada pulso emitido por las neuronas, el kernel asociado

a cada SRM es sin el fragmento de refracción de la ecuación, esto quiere decir que la

ecuación queda de la siguiente forma:

uj(t) =
∑

i∈Γj

m∑

k=1

wkijε(t− ti − dk) (3.11)

El propósito de este algoritmo es que la red neuronal sea entrenada de acuerdo al

error que se genera con la diferencia entre los tiempos de disparo espećıficos corres-

pondientes a salidas deseadas y las entradas a la red neuronal, esto se logra con la

función de error:

E =
1

2

∑

j∈J
(taj − tdj )2 (3.12)

Donde taj representa el tiempo de disparo de la j-ésima neurona de salida actual,

tdj es el tiempo de disparo de la j-ésima neurona de salida deseada.

La adaptación de los pesos neuronales relacionados a la neurona de la capa de

salida es:

∆wkij = −ηyki (taj )δj (3.13)

Donde η, es la tasa de aprendizaje, y δj se formula como:

δj =
(taj − tdj )

∑
i∈Γj

∑
l w

l
ij

(
∂yli(t

a
j )

∂tai

) (3.14)
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La adaptación de los pesos neuronales relacionados a la neurona de las capas

ocultas y capas de entrada es:

∆wkhi = −ηykh(tai )δi = −η
ykh(tai )

∑
j

[
δj
∑

k w
k
ij

(
∂yki (taj )

∂tai

)]

∑
n∈Γi

∑
l w

l
ni

(
∂yln(tai )

∂tai

) (3.15)

donde δi es:

δi =

∑
j∈Γi

[
δj
∑

k w
k
ij

(
∂yki (taj )

∂tai

)]

∑
h∈Γi

∑
l w

l
hi

(
∂ylh(tai )

∂tai

) (3.16)

La prueba matemática de este algoritmo se puede encontrar en la referencia [14],

Finalmente, el método SpikeProp puede ser desarrollado en la siguiente tabla 3.1.

Tabla 3.1:

Algoritmo SpikeProp

Se calcula δj para todas las salidas, de acuerdo a (3.14)

Por cada capa subsecuente I = J − 1, J − 2, . . .

se calcula δi para todas las neuronas de la I-ésima capa de acuerdo a (3.16)

Para cada neurona j-ésima de la capa de salida J ,

adapta wkij utilizando ∆wkij = −ηyki (tj)δj (3.13),

Para cada capa subsecuente I = J − 1, J − 2, . . .

calcular wkhi utilizando ∆wkij = −ηyki (tj)δj (3.15).

Una de las desventajas del algoritmo SpikeProp es que toma demasiado número

de iteraciones para converger, varias técnicas han sido propuestas para mejorar este

proceso; alguno de esos son los algoritmos Rprop y QuickProp [21].
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3.4.1.2. Método asociado a la entrada-salida

Como lo describe A. Mohemmed et al. [52], el aprendizaje asociado a la entrada-

salida es similar a otros algoritmos de aprendizaje supervizado. Los pesos sinapticos

de la red son ajustados iterativamente con la finalidad de obtener un mapeo entra-

da/salida deseada de la SNN.

Las neuronas del tipo LIF son modelos comúnmente usados en la simulación de redes

neuronales de pulso, ya que esta basado en un circuito eléctrico RC donde R y C son

asumidas como constantes, y donde la dinámica de una neurona i esta descrita por:

τm
dui
dt

= −ui(t) +RIsyni (t) (3.17)

Donde τm=RC, y es la constante de tiempo de la membrana de la neurona, ui es el

potencial de membrana que cruzó al umbral v desde abajo generando la neurona un

pico para después regresar al voltaje de relajación ur
El aprendizaje es similar a otros aprendizajes supervisados, los pesos sinápticos son

modificados iterativamente en el orden impuesto, deseando una entrada/salida ma-

peando la SNN. Se inicia con la regla general de Widrow-Hoff, modificando el peso

sináptico i:

∆ωWH
i = ηxi(yd − ys) (3.18)

Donde η ∈ R y es la tasa de aprendizaje de la red, xi es la entrada transferida mediante

la sinápsis i, yd es la salida deseada y ys es la salida actual de la neurona respectiva.

De acuerdo a (3.18), ∆ωWH
i no está en función del tiempo, integraremos para obtener

un escalar en función del tiempo como:

∆ωi = η

∫
xi(t)(yd(t)− ys(t))dt (3.19)

Los pesos presiápticos son modificados en un proceso iterativo, todas las muestras

obtenidas son de forma secuencial y acumulativa.





Caṕıtulo 4

Aplicación de las SNN al

procesamiento digital de señales

El objetivo de este caṕıtulo es presentar las aplicaciones de las SNN en el pro-

cesamiento digital de señales, en particular en la aproximación de señales médicas,

señales heuŕısticas y señales determińısticas. La organización del presente caṕıtulo

es la siguiente: en la sección 4.1 se da una breve introducción sobre la importancia

del procesamiento de señales médicas en el contexto de PDS, también se presenta el

esquema de SNN para dicho propósito.

4.1. Introducción

En la actualidad, una de las prioridades del ser humano, es conocer el comporta-

miento y funcionamiento del cuerpo humano, siendo el cerebro y el corazón los órganos

con mayor interés para su estudio. Las señales eléctricas que se obtienen de los órga-

nos mencionados son conocidas como Electrocardiograma para el corazón (ECG) y

Electroencefalograma para el cerebro (EEC).

El electrocardiograma de superficie, registra la diferencia de potencial de voltaje que

se genera en el corazón a través de electrodos colocados en puntos preestablecidos en

la superficie corporal. El potencial eléctrico registrado en las derivaciones electrocar-

diográficas representa la sumatoria de las fuerzas eléctricas instantáneas (vectores)

que ocurren en forma secuencial durante los procesos de despolarización y repolari-

zación.

En esta sección se presenta la introducción sobre las aplicaciones de las SNN, donde

se describen los resultados que están relacionados directamente con la aplicaciones

proyectadas en este caṕıtulo.

En este caṕıtulo, el la Figura 4.1 se muestra un esquema de SNN para la aproximación

de señales con diferentes caracteŕısticas como son: aleatorias y no estacionarias [50].

33
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En esta tesis, a diferencia de los resultados presentados en la literatura, aqúı se aplica

a señales médicas, su principal caracteŕıstica es que son señales no estacionarias, para

este estudio se forman un ECG y EEG; también se utilizan una señal heuŕısticas y

una determińısticas para el análisis y aproximación mediante las redes neuronales de

tercera generación.

En la Figura 4.1 se muestra el diagrama a bloques, donde se observa que la señal a

ser aproximada es y, la señal del error e es utilizada para el entrenamiento de la SNN.

Para el caso de estudio la entrada y corresponde a la señal EEC o la señal ECG, la

señal determińıstica y la señal heuŕıstica, respecticamente. La salida de la SNN ŷ es la

aproximación de las señales deseadas, e es el error que existe entre la señal deseada y

la aproximación de la red, ademas, el error es la señal usada para el entrenamiento de

la SNN, v es una señal de excitación persistente, para estos experimentos se considera

contante, siendo esta un pulso en el instante 200, dentro de la ventana de tiempo.

La arquitectura propuesta para este trabajo, contiene una capa de entrada con una

SNN
ŷy +

-

e

v

SNNSNN

Figura 4.1: Esquema propuesto para la aproximación de señales.

neurona SN1
1 , una capa oculta SN2

n donde n es el número de neuronas de la capa y

una capa de salida con una neurona SN3
1 , como se muestra en la Figura 4.2. El valor

de n depende de la complejidad de la señal que se requiere aproximar, en este caso

se propone diferente, para las señales determińıstica y heuŕıstica n = 3, y para las

señales EEG y ECG se realizan dos experimentos uno con n = 5 y otro con n = 10.
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SN1
1 SN2

3 SN3
1

SN2
2

SN2
1

SN2
n

SNN

e

y

v

ŷ
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Figura 4.2: Arquitectura propuesta de la SNN para la aproximación de señales.

4.2. Señales determińısticas

Para el experimento de la señal determińıstica se propone una señal con cambios

en sus niveles de voltaje en y, de acuerdo a la Figura 4.1, durante un número de

muestras determinado, para lo cual se uso el modelo matemático siguiente:

y = .8sin(Ni ∗ .05) ∗ .2 + .6) para Ni < 250

y = 780mV para 250 ≤ Ni < 500

y = 422mV para 500 ≤ Ni < 750

y = 0.3sin(Ni ∗ .07) + 0.1sin(Ni ∗ .02) + 0.65sin(Ni ∗ .09))/3.5 + .69) ∗ 1000) para

Ni ≥ 750
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Donde Ni es el número de muestras en un tiempo n.

Como se puede observar en la Figura 4.3 la aproximación de la señal que realiza

la SNN es parecida a la señal determińıstica que se usa como la entrada y.

En la Figura 4.4 se muestra el error que se genera entre la señal de entrada y y la

señal de salida ŷ, donde se aprecia que el error e se aprox́ıma a cero en las 170 mues-

tras y manteniéndose en ese nivel hasta llegar a la muestra 910, en donde la señal

determińıstica realiza un cambio en su amplitud, haciendo que el error crezca.
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Figura 4.3: Aproximación de la señal determińıstica, mediante la SNN con una arqui-

tectura de 3 SN en la capa oculta.
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Figura 4.4: Error de aproximación de la señal determińıstica, mediante la SNN con

una arquitectura de 3 SN en la capa oculta.

Como se puede observar para el caso de señales determińısticas la aproximación

obtenida mediante la arquitectura propuesta, es muy buena para cuando se tienen

cambios drásticos en la señal, sin embargo, cuando se tienen cambios en la amplitud

de la señal o un cambio de señal, se incrementa el error, es debido al aprendizaje

previo de la SNN. En la siguiente seción se muestran resultados para una señal que

desde el inicio tiene cambios en la amplitud.

4.3. Señales heuŕısticas

Para el experimento de la señal heuŕıstica se considera tres SN en la capa oculta

como se describe en la Figura 4.2, esta cantidad de neuronas son las necesarias para

obtener una señal de error pequeña, como se muestra en 4.6. La señal heuŕıstica pro-

puesta está dada por la siguiente ecuación:

y = ((0.4sin(Ni∗.07)+0.15sin(Ni∗.02)+0.7sin(Ni∗.09))/3.5)∗abs(cos(randi(Ni, 1)))∗
900)
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Donde Ni es el número de muestras en un tiempo n

En la Figura 4.5 se muestra la respuesta de la SNN con la aproximación en la li-

nea punteada, observando que desde las primeras muestras hace la aproximación con

un error pequeño.

En la Figura 4.6 se muestra la señal de error e que se genera entre la señal heuŕıstica

y la aproximación de la SNN, observando como el error se aproxima a cero antes de

las 100 muestras, cuando la señal heuŕıstica tiene cambios en su amplitud el error

permanece acotado cerca del cero, y a medida que se incrementan las muestras se

mejora la aproximación, esto debido al aprendizaje de la red. Sin embargo es impor-

tante mencionar que, si bien es cierto que la arquitectura de la red es la misma para

ambos casos (señal determińıstica y señal heuŕıstica) las condiciones iniciales pueden

ser diferentes.
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Figura 4.5: Aproximación de la señal heuŕıstica, mediante la SNN con una arquitectura

de 3 SN en la capa oculta.
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Figura 4.6: Error de aproximación de la señal heuŕıstica, mediante la SNN con una

arquitectura de 3 SN en la capa oculta.

Con este experimento se muestra la capacidad que tiene las SNN para la adap-

tación para lograr la aproximación de las señales propuestas en la sección 4.3 y 4.2,

en estos resultados sólo requirió de tres SN en la capa oculta. Sin embargo, en la

naturaleza existen señales más complejas que requieren de una cantidad mayor de

neuronas para su procesamiento, como son la señales no estacionarias.

4.4. Seguimiento de señales médicas mediante SNN

En el experimento para el seguimiento de la señal electroencefalograma (EEG), y

el electrocardiograma se toman los datos obtenidos por el dispositivo Emotiv Epoc

y por un electrodo superficial respectivamente, se propone dos arquitecturas una que

contiene 5 SN en la capa oculta y otra que contiene 10 SN en la capa oculta de acuerdo

a la Figura 4.2, obteniendo una aproximación como se muestra en la subsección 4.4.1

y 4.4.4, respectivamente
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4.4.1. Aproximación de la señal EEG con una SNN con 5 SN

en la capa oculta

En la Figura 4.7 se observa el resultado de la aproximación hecha por la SNN con

5 SN en la capa oculta sobre una señal de electroencefalograma en el que se observa

cómo desde el inicio de las muestras la señal del EEG se aproxima de forma eficaz.

En la Figura 4.8 se muestra la señal de error que genera la diferencia de la señal EEG

original y la señal que produce la SNN, observando que el error se aproxima a cero en

las 200 muestras, manteniendo niveles bajos de voltaje para las muestras siguientes.
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Figura 4.7: Aproximación de la señal Electroencefalograma, mediante la red neuronal

de pulso con una arquitectura de 5 SN en la capa oculta.
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Figura 4.8: Señal de error existente entre la aproximación y la señal EEG.

4.4.2. Aproximación de la señal EEG con una SNN con 10

SN en la capa oculta

Para este caso se propone una arquitectura de diez SN en la capa oculta, con la

finalidad de mejorar el comportamiento de la SNN y obtener una mejor aproximación.

En la Figura 4.9, la señal que aproxima la SNN (ĺınea punteada) se acerca a la señal

EEG deseada (ĺınea continua) en las primeras muestras, teniendo un error que se

acerca a cero de forma rápida como se muestras en la Figura 4.10.
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Figura 4.9: Aproximación de la señal Electroencefalograma, mediante la red neuronal

de pulso con una arquitectura de 10 SN en la capa oculta.
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Figura 4.10: Señal de error existente entre la aproximación y la señal EEG..
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4.4.3. Aproximación de la señal ECG con una SNN con 5 SN

en la capa oculta

Para el otro caso, se tomó una señal proveniente de un electrocardiograma, siendo

ésta una señal más compleja que un electroencefalograma, esta prueba de complejidad

se realiza mediante un análisis de entropia a la señal, sin embargo, la SNN también

logra aproximarla como se muestra en la Figura 4.11 y 4.13, con una arquitectura de

5 y 10 SN en la capa oculta.

En la Figura 4.14 se observa como el error se aproxima al cero en las 2400 mues-

tras, a diferencia que el error de la Figura 4.10 que en un menor numero de muestras

se aproxima a cero, esta señal Figura 4.14 tarda más número de muestras en ser

aproximada, y que esto es debido a la complejidad de la señal ECG, cabe hacer men-

ción que se realizaron diferentes experimentos modificando el número de neuronas de

la capa oculta.

Por ejemplo se propusó que tenga tres, cinco, diez, y veinte, estos resultados se inclu-

yen en un art́ıculo sometido para su revisión en un congreso internacional. En el que

se expone que el número de neuronas en la capa oculta depende de la complejidad de

la señal a ser aproximada, pero además de que si se aumenta el número de SN en la

capa oculta el resultado no necesariamente tenderá a mejorar, como fue el caso de 20

SN en la capa oculta.
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Figura 4.11: Aproximación de la señal ECG, conSNN con una arquitectura de 5 SN

en la capa oculta.
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0

20
0

40
0

60
0

80
0

1,
00
0

1,
20
0

1,
40
0

1,
60
0

1,
80
0

2,
00
0

2,
20
0

2,
40
0

2,
60
0

2,
80
0

3,
00
0

3,
20
0

3,
40
0

3,
60
0

3,
80
0

4,
00
0

−600

−400

−200

0

200
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Figura 4.12: Señal de error existente entre la aproximación y la señal ECG.

4.4.4. Aproximación de la señal ECG con una SNN con 10

SN en la capa oculta

Estos experimentos de aproximación de señales complejas ha demostrado que las

SNN son unas excelentes aproximadoras, dando pauta a decir que estos experimentos

sirven para hacer identificación de sistemas con el solo conocimiento de la señal de

salida. Este trabajo demuestra que las SNN pueden manipular señales que tengan di-

námicas ricas, como los que el carro péndulo tiene en su funcionamiento, además como

no existen datos de una implementación similar era obligatorio mostrar esta cualidad

de las redes neuronales de pulso (SNN). Como ya se ha mencionado en el transcurso

de este caṕıtulo, el carro péndulo invertido, es un sistema mecánico no lineal del tipo

subactuado que tiene una complejidad alta, las SNN tendrán la capacidad de contro-

larlo como se mostrará más adelante. Sin embargo, el trabajo de las SNN no se limita

a lo presentado en esta tesis, si no que en el ramo de las aproximaciones se podrá

trabajar como filtros en el tema de las señales cerebrales, diagnostico de enfermedades

en el corazón o en el cerebro, es decir el tema de las SNN como aproximadoras queda

abierto para una infinidad de trabajos.
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Figura 4.13: Aproximación de la señal Electrocardiograma, mediante la red neuronal

de pulso con una arquitectura de 10 SN en la capa oculta.
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Número de muestras en el tiempo n (tiempo de muestreo = n∆)

V
ol
ta
je
/µ

V
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Figura 4.14: Señal de error existente entre la aproximación y la señal ECG.





Caṕıtulo 5

Aplicación de las SNN al control

automático

Las redes neuronales se han aplicado como auxiliar en los sistemas de control, es

decir, para el cálculo de ganancias de otros controladores. Este trabajo es una conse-

cuencia de la tesis realizada para la obtención del grado en la maetŕıa en ciencias en

automatización y control de la UAEH, [39] en la que hace alusión de un control con

SNN sobre una planta del tipo lineal. Siendo una de los primeros trabajos en los que

se usan las SNN como controladores.

Para este trabajo se opta por incrementar el grado de complejidad en la planta a

controlar, siendo un sistema mecánico no lineal del tipo subactuado.

Para la implementación del control con las SNN, se requirieren de diferentes arqui-

tecturas con la finalidad de encontrar la que nos proporcione una mejor respuesta

como sistema de control. Uno de los primeros pasos para la aplicación de control;

es garantizar que las SNN sean capaces de procesar todas y cada una de las señales

obtenidas del sistema.

La lectura de las señales en el sistema carro péndulo invertido, posición angular θ y

posición del carro p, tienen la caracteŕıstica de tener una gran riqueza en sus dinámi-

cas, por tal motivo se inicia este trabajo con una aplicación de las SNN en el Caṕıtulo

4. El carro péndulo invertido, como se mencionó en el Apéndice C es la planta no lineal

que se utiliza para los experimentos. Es importante señalar que para la realización de

este trabajo de simulación es necesario conocer el modelo matemático de la planta

a controlar, sin embargo, en la práctica las SNN no requieren el conocimiento del

modelo, ésto es una de las caracteŕısticas que hacen que las SNN sean consideradas

como un sistema de control inteligente.

47
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5.1. La SNN como sistema de control

Las redes neuronales de pulso se han utilizado en diferentes aplicaciones por la

gran capacidad que tienen. En este trabajo se propone la utilización de una SNN con

una arquitectura de una SN como un sistema de control con la finalidad de mantener

la planta en un punto deseado, para este objetivo se propone el diagrama del la Figura

5.1.

En el diagrama mostrado en la Figura 5.1 está propuesto un diagrama general para

la utilización de la SN como un sistema de control donde: y es la salida de la planta;

r es la señal de referencia a la que queremos llegar; e es el error que existe entre la

salida de la planta y la referencia, es decir

e = r − y (5.1)

El error es tomado para el entrenamiento de la neurona; SN es una neurona; u es la

señal de control que se aplica a la planta.

SN es del tipo PIF, LIF o Izhikevich, y el entrenamiento utilizado durante este trabajo

el del tipo SpikeProp.

La neurona, su entrenamiento y la codificación son programadas y simuladas en el

softaware computacional Matlab, en el Ápendice B se muestra el programa desarro-

llado.

5.2. Control del carro péndulo invertido con una

arquitecturas de una SN y diferentes configu-

raciones en la entrada

En esta sección se muestra el comportamiento en simulación del carro péndulo

cuando se coloca una neurona con diferentes entradas de alimentación, como son el

colocar el error como entrada e, la derivada del error d
dt
e, la integral del error

∫
e, la

salida de la neurona u, la salida del sistema y y la salida de SN.

5.2.1. La SNN con una arquitectura de una SN y una entrada

Para este caso se toma el diagrama general de la Figura 5.1, donde la planta a

considerar es el carro péndulo invertido, la referencia r es tomada como la posición

angular deseada respecto a la vertical como se observa en la Figura C.3 y se mide

en grados, el estado de la planta x está compuesta por la posición del carro p, la

velocidad de la posición del carro ṗ, la posición angular θ, y la velocidad angular de
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la posición θ̇ de acuerdo a (C.12), sin embargo, sólo están disponibles p y θ, ya que

son las que podemos medir de nuestro sistema f́ısico.

Para este caso sólo se considera controlar la planta en la posición angular θ, con el

Péndulo Invertido

SN

SN

e

r yu

−

+

e

Figura 5.1: Diagrama con una arquitectura de una SN y el error como entrada.

objetivo de mantener el péndulo en posición vertical, dejando libre a p.

El error e se obtiene:

e = r − y

La neurona de pulso SN, es colocada como el sistema de control, en este caso se

coloca el error e como entrada de la neurona y como parte del entrenamiento. La SN

se tomo como una neurona del tipo Izhikevich y su entrenamiento es tomado con el

algoritmo SpikePprop.

En la Figura 5.2 se muestra la respuesta del sistema carro péndulo invertido, al

aplicarle un control u que se obtiene mediante la SN. Para este sistema se consideran

las siguientes condiciones iniciales: x = 0, ẋ = 0, θ = .1radianes, θ̇ = 0.

En la Figura 5.2(a) se muestra cómo la neurona controla y pone al péndulo en la

posición vertical en un tiempo de 14 segundos. En la Figura 5.2(b) se muestra el error

existente entre la referencia y la posición del péndulo. Y en la Figura 5.2(c)se muestra

el control necesario para mantener al péndulo en la posición deseada.

De esta arquitectura se observa que hay algunas necesidades que cumplir, como me-

jorar el tiempo de establecimiento, mejorar el error en estado estacionario cuando se

encuentra en la posición vertical, por lo anterior se propone una arquitectura diferente.
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Figura 5.2: Respuesta del sistema con condiciones iniciales x = 0, ẋ = 0, θ = .1rad,

θ̇ = 0, para una arquitectura de una SN y una entrada
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5.2.2. La SNN con una arquitectura de una SN y tres entra-

das

El propósito de incrementar el número de entradas en la SN es mejorar la respues-

ta del sistema, disminuir el tiempo de establecimiento, que las oscilaciones en estado

estacionario se reduzcan, y que las oscilaciones del péndulo sean de menor magnitud.

Al proponer que en la entrada sea el error e, la derivada del error d
dt
e y la integral de

error
∫
e, es con la finalidad de hacer que se asemeje el comportamiento al controlador

PID, como se muestras en la Figura 5.3.

El entrenamiento de la SN se sigue realizando mediante la señal de error e, ya que

Péndulo Invertido

SNSN

d
dt

∫

e

r yu

−

+

e

Figura 5.3: Diagrama con una arquitectura de una SN, el error, derivada del error e

integral del error como entradas.

la finalidad del sistema es que el error se acerque al cero (posición vertical del péndulo)

En este caso las condiciones iniciales son cero en θ̇, p, ṗ y en θ = .11rad.

En la Figura 5.4 se muestra el comportamiento del sistema a las condiciones ini-

ciales antes mencionadas, observando que en 5.4(a) se muestra que el péndulo hace

repetidas oscilaciones que llegan hasta los 0.15 radianes, posterior a eso, hace un alto

repentino cuando llega a la referencia.
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Figura 5.4: Respuesta del sistema con con una arquitectura de una SN con tres en-

tradas, con condiciones iniciales p = 0, ṗ = 0,θ̇ = 0, y en θ = .1rad.
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Lo anterior idealmente y en simulación parece ser adecuando, sin embargo en el siste-

ma f́ısico es imposible por diferentes circunstancias como la inercia la gravedad, etc.

En las Figura 5.4 (b) se muestra el error que existe entre la referencia y la posición. En

la Figura 5.4 (c) se muestra la señal de control que se aplica al sistema para mantener

el péndulo en la posición vertical, observando que el voltaje necesario es menor que

se requiere en el diagrama de la Figura 5.1.

La arquitectura mostrada en la Figura 5.3 fue utilizada en el trabajo de titulación [39],

aplicándola a un sistema lineal como es un motor de corriente continua, obteniendo

buenos resultados.

En arquitectura, aunque proporciona mejores resultados que la anterior, sólo se está

controlando una de las variables, la posición angular θ, y se deja libre la otra variable,

posición lineal p, aśı mismo es necesario que la llegada a la referencia sea más suave

haciendo necesario proponer otra arquitectura.

5.2.3. La SNN con una arquitectura de una SN y cinco en-

tradas

La arquitectura que tiene una neurona con 5 entradas ha mejorado el desempeño

de la planta en lazo cerrado, en la Figura 5.5 se muestra esta arquitectura.

Una de las caracteŕıstica para la arquitectura con cinco entradas radica en colocar

como parte de las entradas, las señales obtenidas de la salida del sistema y y la señal

obtenida de la misma neurona SN. Al agregarle mayor número de entradas se genera

una dinámica más rica a la entrada de la neurona, esto beneficia en gran medida al

entrenamiento de la misma, ya que existe un múmero mas grande de pesos presinap-

ticos que se modifican para lograr la encomienda de la neurona.

La desición de colocar estas entradas es para mejorar la dinámica de la entrada de

corriente que necesita la neurona, sin embargo, estas entras de eligen por que forman

parte del mismo sistema.

Para esta arquitectura se tomó también la señal del error e para el entrenamiento

de la neurona.

Con esta arquitectura se logra mejorar la respuesta del sistema como se obser-

va en la Figura 5.6(a) la amplitud de las oscilaciones del péndulo se reducen con el

transcurso del tiempo hasta llegar a estabilizarse en 0.27 seg. El tiempo de muestreo

utilizado es de 10ms, con ello, el tiempo necesario para la estabilización son menores
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Péndulo Invertido

SNSN

d
dt

∫

e

r yu

−

+

e

Figura 5.5: Diagrama con una arquitectura de una SN, y cinco entradas.

de 1 seg. En la Figura 5.6(b) se muestra la señal de error. En la Figura 5.6(b) se

muestra la señal de control teniendo un pico voltaje máximo de -1.5 volts.

En la subsección 5.2.1 se describen tres arquitecturas diferentes, aunque no se limita

a estas tres, en la Tabla 5.1 se muestra una comparativa entre las diferentes arquitec-

turas propuestas en este trabajo de investigación.

Donde la arquitectura se define como la combinación de algunas de las entradas

que tiene la SN:
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Figura 5.6: Respuesta del sistema con una aquitectura de una SN con cinco entradas

y con condiciones iniciales p = 0, ṗ = 0, θ̇ = 0, y θ = .1rad .
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Variable Descripción

e Señal de error

D Derivada del error

I Integral del error

S Salida de la neurona

Y Salida del sistema

Tabla 5.2: Descripción de las entradas de la SN.

En la Tabla 5.1 se muestran una serie de resultados numéricos con los que se puede

concluir cúal de las arquitecturas tienen un mejor comportamiento en el control del

carro péndulo invertido, cabe hacer mención que las condiciones iniciales son las mis-

mas para todos los experimentos; x = 0, ẋ = 0, θ = .1 rad, θ̇ = 0, y que la finalidad

sólo es controlar la posición del péndulo, dejando libre la posisción del carro.

El primero de los resultados obtenido es el promedio del error, lo que esperamos ob-

tener es un promedio de la señal del error que solo nos dice qúe arquitectura tiene

el menor error, y en este caso la arquitectura eDSY tiene el promedio menor, este

parámetro está medido en radianes.

Otro término que se analiza es la desviación estándar del error, que nos ayuda a

observar que señal está más cerca del cero, y como para este trabajo el cero es la

posición vertical de péndulo, es una forma de mostrar este acercamiento, siendo la

arquitectura eIY la que tiene el mejor desempeño.

Estos dos procedimientos, el promedio y la desviación estándar se aplicaron a la señal

de control identificando a la arquitectura que mejor se desempeña. Sin embargo, el

procedimiento de obtener la integral de la señal de control se utiliza para identificar a

la arquitectura que genera menor cantidad de enerǵıa, siendo la arquitectura de cinco

entradas eDISY la que menos produce enerǵıa.
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5.3. Control de carro péndulo invertido con una

arquitectura de tres SN

En esta sección se propone una SNN con una arquitectura con tres SN creando

aśı una red de neuronas SNN, como se muestra en la Figura 5.7, con una capa de

entrada con dos SN y una capa se salida con una SN.

La finalidad de esta arquitectura es controlar la posición del carro p, sobre la horizontal

como se ve en la Figura C.2, y la posición angular θ con respecto a la vertical como

se muestra en la Figura C.3. En la Figura 5.7 se muestran dos señales de error e1 y

Péndulo Invertido

d
dt

∫

e1

d
dt

∫

e2

r1

r2

x θ

y
u

−
+

e1

−
+

e2

SN1
1

SN1
2

SN2
1

e1+e2
2

Figura 5.7: Diagrama de una SNN con una arquitectura con dos SN en la capa de

entrada, y una SN en la capa de salida.

e2, que se obtiene mediante las siguientes expresiones:

e1 = r1 − x
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e2 = r2 − θ,

donde:

r1 es la posición lineal deseada del carro

r2 es la posición angular deseada del péndulo

La arquitectura propuesta tiene una neurona para procesar la señal de error de la

posición del carro y otra neurona para procesar la señal de la posición angular, y una

tercer neurona para darle la salida a la señal de control.

La neurona SN1
1 es entrenada mediante la señal de error e1 y una tasa de aprendizaje

de η = 3, la neurona SN1
2 es entrenada mediante la señal de error e2 y una tasa de

aprendizaje η = 3 , y la neurona SN2
1 es entrenada con el promedio entre los errores

(e1 + e2)/2 y una tasa de aprendizaje de η = .3.

En las Figuras 5.8 se muestran resultados del comportamiento del sistema carro

péndulo invertido, cuando las condiciones iniciales p 6= 0, θ 6= 0, ṗ = 0 y θ̇ = 0.

En la Figura 5.8 las condiciones iniciales propuestas p = 0, θ = .1rad, ṗ = 0 y

θ̇ = 0; donde la Figura 5.8(a) muestra la posición angular del péndulo respecto a la

vertical, observando que en un tiempo de 0.16 seg. se establece en la posición ver-

tical, llegando a r2 = 0. En la Figura 5.8(b) se muestra la posición lineal del carro,

observando que en el tiempo 0.16seg. el carro llega a la posición fijada por la r1 = 0,

en la Figura 5.8(c) se muestra la señal de control requerida para llevar al sistema a

las referencias r1 y r2 deseadas, y en la Figura 5.8(c) se muestra la señal de error para

las dos variables, observando que el error en ambas, es cero en el mismo tiempo de

0.16 seg.

En esta sección se mostró el comportamiento de una SNN con tres neuronas,

con un entrenamiento individual para cada neurona, con la finalidad de mantener

el control sobre las dos variables p y θ, con esta arquitectura se realizaron diferentes

experimentos, con condiciones iniciales diferentes obteniendo resultados en simulación

que se aproximan a una respuesta de un sistema f́ısico, sin embargo, esta arquitectura

no es del todo práctica, por que es necesario colocar mas de una entrada en las SN,

además de que el entrenamiento individual no es práctico, ya que se pierde la esencia

de las redes neuronales, en donde todas las neuronas comparten la misma señal de

entrenamiento, aunado a ésto, como se mencionó en caṕıtulos anteriores la tasa de

aprendizaje η no tiene un método para calcularla, y en este caso, son tres valores que se

tienen que proponer, siendo esto un poco complicado . Por lo descrito anteriormente,

se propone una arquitectura diferente.
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2
· 10

−2

4
· 10

−2

6
· 10

−2

8
· 10

−2 0.
1

0.
12

0.
14

0.
16

0.
18 0.

2
0.
22

0.
24

0.
26

0.
28 0.

3

−1

0

1

2

3

4

5

Tiempo/segundos

V
ol
ta
je
/
V
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Figura 5.8: Respuesta del sistema con condiciones iniciales p = 0 y θ = .1rad con una

arquitectura de tres neuronas y entrenamiento separado.
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5.4. Control de carro péndulo invertido con una

SNN

En la Sección 5.3 se propone una arquitectura en la que se requiere un entrena-

miento individual para cada neurona, sin embargo, ésta arquitectura no es práctica y

no se tiene la estructura de una red neuronal tradicional.

Para esta sección, se propone otra SNN con una arquitectura de tres capas; una capa

de entrada, una capa oculta, y una capa de salida, como se muestra en la Figura 5.9.

La capa oculta tiene una neurona SN1
1 , la capa de salida tiene una neurona SN3

1 y la

capa oculta tiene i número de neuronas SN2
i , donde i = 1, 2, 3, ...

Péndulo Invertido
r3

x θ

yT = 2lθ + x

u

−
+

e
SN2

2

SN2
1

SN3
1

SN2
i

SN1
1

Figura 5.9: Diagrama general de control con una SNN.

El entrenamiento de esta red está basado en la señal de error e misma que se

obtiene de la diferencia entre la referencia r3 y la señal yT , es decir:

e = r3 − yT (5.2)

Esta señal es empleada para realizar el entrenamiento de la SNN, para ésto es necesario

combinar las dos variables del sistema p y θ en una sola variable llamada yT .

Como se observa en la Figura 5.9, yT se obtiene de la combinación de las dos señales

de interés, p y θ, como se observa en la Figura 5.10.

Como el objetivo de control es mantener el péndulo en la posición vertical, la distancia

en el extremo superior del péndulo queda como:

2lsenθ (5.3)



66 Caṕıtulo 5: Aplicación de las SNN al control automático

M

x

θ

2l

2lsenθ

Figura 5.10: Representación de la combinación de las variables x y θ.

La ecuación (5.3) es del tipo no lineal por la función seno, que por su naturaleza

y dado que se encuentra como la retroalimentación del sistema, hace que el carro

péndulo invertido no se comporte de forma deseada, para evitar esto, se usa la serie

de Taylor para aproximar a la función senθ al rededor del origen, obteniendo:

2lθ (5.4)

Por lo tanto, la nueva salida del sistema se define como:

yT = 2lθ + x

Misma que se utiliza para calcular el error como se dio en la ecuación (5.2) siendo la

entrada de la neurona SN1
1 y la señal con la que se entrena a la red.

Para realizar los experimentos con esta arquitectura se decide realizar diferentes cam-

bios como son:

1. La tasa de aprendizaje de la SNN η, en los experimentos anteriores se maneja

un valor fijo para toda la simulación, para esta arquitectura se propone que el

valor de η sea variable y que dependa del error, es decir que si el error es grande
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el valor de η es grande, con la finalidad de que se acerque a la referencia con

rapidez, y si el error es pequeño el valor de η es pequeño, ésto con el objetivo

de darle precisión cuando está cerca de la referencia. En la simulación con la

arquitectura propuesta se consideran tres valores: η = 1 śı e ≥ 1 rad, η = 0.5 śı

0.1 ≤ e < 1, y η = 0.2 śı e < 0.1.

2. El modelo de la planta que en las simulaciones anteriores se maneja un mode-

lo discreto, en ésta arquitectura se propone utilizar el modelo de la planta en

continuo, teniendo que utilizar una herramienta de software de MatLab como

auxiliar para la solución de las ecuaciones diferenciales como se muestra a con-

tinuación.

tspan = [Tm ∗ (ent1− 1), ent1 ∗ Tm];

dx = @(t, x)




x(3);

x(4);

(−m∗m∗g∗l∗l∗sin(x(2))∗cos(x(2))−(m∗l∗l+J)∗m∗l∗x(4)∗x(4)∗sin(x(2))−(m∗l∗l+J)∗u)
(−(M+m)∗(m∗l∗l+J)+m∗m∗l∗l∗cos(x(2))∗cos(x(2)))

;

(−m∗g∗l∗(M+m)∗sin(x(2))+m∗m∗l∗l∗x(4)∗x(4)∗sin(x(2))∗cos(x(2))+m∗l∗cos(x(2))∗u)
(−(M+m)∗(m∗l∗l+J)+m∗m∗l∗l∗cos(x(2))∗cos(x(2)))

;




[et, ex] = ode45(dx, tspan, x0);

theta = ex(end, 2);

exis = ex(end, 1);

thetadot = ex(end, 3);

exixdot = ex(end, 4);

En esta arquitectura se simulan cuatro casos diferentes, con diferentes condiciones

iniciales del carro péndulo invertido, donde se obtuvieron los siguientes resultados.

Para iniciar los experimentos se consideran las condiciones iniciales [ẋ = 0, θ̇ = 0,

x = 0 mts, θ = 0.1 rad].

En la Figura 5.11 se observa el comportamiento del sistema carro péndulo inver-

tido, la Figura 5.11(a) se muestra la posición del péndulo invertido que inicia en 0.1
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Figura 5.11: Respuesta del sistema con condiciones iniciales diferentes de cero con

una arquitectura de tres capas, una de entrada, una capa de salida y una capa oculta

con i numero de neuronas.
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rad, y que busca estabilizarse en la referencia de 0 rad, siendo ésta la posición vertical.

Llevar el péndulo a la posición deseada tarda 0.5 segundos. En la Figura 5.11(b), se

muestra la posición del carro, iniciando en cero metros y teniendo una referencia de

0 metros, sin embargo es necesario que el carro se mueva ya que el péndulo es subac-

tuado y depende del movimiento del carro. En la Figura 5.11(c) se muestra la señal

de control, misma que se aplica al motor para lograr el objetivo. En la Figura 5.11(c),

se muestra la señal de error que se obtiene de la combinación de las dos variables x y

θ. En las Figuras 5.11, 5.135.12, 5.14, se observa el comportamiento del sistema con

diferentes condiciones iniciales, mostrando que el tiempo que tarda en estabilizar al

sistema es menor a 0.5 segundos. Ésto nos da pauta a proponer experimentos f́ısicos

con la planta carro péndulo invertido.
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ió

n
d
el

C
ar

ro
/M

et
ro

s

Posición del carro
Referencia

(b) Posición lineal
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Figura 5.12: Respuesta del sistema con condiciones iniciales [ẋ = 0, θ̇ = 0, x = 0 mts,

θ = 0.2 rad] con una arquitectura de tres capas, una de entrada, una capa de salida

y una capa oculta con i numero de neuronas.
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Figura 5.13: Respuesta del sistema con condiciones iniciales [ẋ = 0, θ̇ = 0, x = 0.1

mts, θ = 0.1 rad] con una arquitectura de tres capas, una de entrada, una capa de

salida y una capa oculta con i numero de neuronas.
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ió

n
d
el

p
én

d
u
lo

/R
ad

ia
n
es

Posición del péndulo
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Figura 5.14: Respuesta del sistema con condiciones iniciales [ẋ = 0, θ̇ = 0, x = 0.05

mts, θ = 0.2 rad], con una arquitectura de tres capas, una de entrada, una capa de

salida y una capa oculta con i numero de neuronas.
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5.5. Conclusiones

Las SNN, son redes neuronales que hasta hace algunos años se empleaban para

diferentes actividades diferentes al control, sin embargo en este trabajo se muestran

diferentes arquitecturas que funcionan como un sistema de control, todas las arquitec-

turas mostradas no son únicas, ni en el número de capas ni en el número de neuronas,

sin embargo, la arquitectura siempre dependerá de la complejidad del sistema a con-

trolar.

La contribución original de este trabajo de investigación es proponer un controla-

dor diferente a los que existen en la actualidad, usando la redes neuronales de tercera

generación que tienen la caracteŕıstica de adaptar los pesos en ĺınea en un tiempo

reducido, es decir teniendo un aprendizaje de los eventos pasados, para obtener los

resultados deseados. De lo anterior, se concluye que dicha hipótesis es verdadera y

por lo tanto, el objetivo del trabajo de investigación se cumplió satisfactoriamente.

La aplicación de las SNN al procesamiento digital de señales, en especial al segui-

miento de señales médicas tiene un gran impacto ya que estas tiene la capacidad de

reproducir con una excelente aproximación las señales deseadas

5.6. Trabajos futuros

Realizar la implementación f́ısica del controlador SNN para el sistema subac-

tuado carro-péndulo invertido.

Realizar un estudio comparativo detallado en implementación f́ısica entre otros

controladores.

Realizar pruebas con un sistema SIMO con dichos controladores.

Realizar pruebas con un sistema MIMO con las SNN como controladores.

Realizar prueba y análisis de estabilidad para SNN.
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[43] N. J. Aranda López, M. G. Diaz Montiel, y V. H. Galván Zavala. Control de un

sistema subactuado usando visión artificial. Tesis de Licenciatura, UAEH, 2005.

[44] K. Furuta M. Iwashiro y K. J. Astrom. Energy based control of pendulum. Inter-

national Conference on Control Applications, pp. 715-720, 1996.

[45] W. Maass. Fast sigmoidal networks via spiking neurons. Neural Computational.,

vol. 9, pp. 279-279, 1997.

[46] W. Maass. Networks of spiking neurons: The third generation of neural network

models. Neural Networks, vol. 10, pp. 1659-1671, 1997.

[47] W. Maass y C. M. Bishop. Pulsed neural networks. Cambridge, Mass., 1999.

[48] W. Maass, G. Schnitger, y E. D. Sontag. On the computational power of sigmoid

versus boolean threshold circuits. Proceedings of the 32nd Annual Symposium

on Foundations of Computer Science, 1991.

[49] B. Meftah, O. Lezoray, y A. Benyettou. Segmentation and edge detection based

on spiking neural network model. Neural Process Letters, vol. 32, pp. 131-146,

2010.

[50] Nirode Mohanty. Random signal estimation and identification. Van Nostrand

Reinhold Company, 1986.



Bibliograf́ıa 83

[51] Ammar Mohemmed, Satoshi Matsuda, Stefan Schliebs, Kshitij Dhoble, y Nikola

Kasabov. Optimization of spiking neural networks with dynamic synapses for spi-

ke sequence generation using PSO. Proceedings of International Joint Conference

on Neural Networks, 2011.

[52] Ammar Mohemmed y Stefan Schliebs. Method for training a spiking neuron to

associate input-output spike train. Engineering Applications of Neural Networks

vol. 363 pp. 219-228, 2011.
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Abstract

This paper proposes a novelty spiking neural network architecture, which
approximates EEG and ECG medical signals with a very small error. The
architecture avoids the presence of singularities along the training process
by means of the application of a persistence input signal.

Keywords: LIST OF 2-4 KEYWORDS SEPARATED BY COMMAS

1 Introduction

Currently, the knowledge of the behavior and functioning of the human body is
one of the main priorities in areas such as medicine and robotics. The brain and
the heart are two important and vital organs to which the corresponding sci-
entific community focus the attention for their analysis and study [1][2][3][4][5].
The beats of the heart and the internal neural interactions in the brain are
transformed into electrical signals that are respectively observed by means of
electrocardiogram (ECG) and electroencephalogram (EEC) devices.

For the surface electrocardiogram, two electrodes posed on their respec-
tive, and properly chosen, locations over the heart surface detect the difference
of potential between the insertion points [1][2][3]. In the electrocardiographic
derivations, the recorded electric potential represents the sum of the instan-
taneous electrical forces (vectors) that occur in a sequential form during the
depolarization and repolarization processes, such as the Figure 1 shows.

∗Corresponding author, Telephone: 01 771 7172000, extension 6738.
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Pasive electrodes located over the scalp are useful to detect the brain sig-
nals that the electroencephalogram reproduces for visual observation. This is a
non invasive technique and there are several reliable devices for obtaining the
measurements. For example, the Emotiv Epoc device [5] uses sixteen electrodes
located over the scalp such as the Figure 2 shows. These electrodes are use-
ful to detect diverse brain activity such as, for example, brain activity when
the experimental subject is listening, paying attention or imagining movements,
among others [4][5].

The EEG data for the analysis of signal approximation that this paper deals
with are based on the brain activity for imagining movements, which is detected
by the eight electrodes AF3, AF4, FC5, FC6, P7, P8, O1 and O2 that the Figure
2 shows, but considering the data coming from the electrode AF4, only. The
data are reported by the authors of reference [5].

The reproduction of the corresponding EEC and ECG signals is very helpful
to provide an interpretation, simulation or emulation of the functioning of the
two organs, like usually a virtual human patient does [reference]. Although
there are different techniques to approximate the signals, they usually have
the inconvenience of involving the fitting of complex mathematical models by
means of computationally expensive nonlinear regression methods or Fourier or
Wavelets techniques which, additionally, are not able of learning.

Third generation artificial neural networks, also called spike neural networks,
are defined by considering the coding and decoding of the information that one
neuron respectively receive or transmit to another one, or to the environment
[14]. There are different methods of encoding and decoding, and the selection of
one particular procedure depends on the kind of communication and synchro-
nization that the neurons have [reference]. In particular, this paper considers
the frequency encoding method, which affirms that the information that one
neuron transmits to another is just encoded by the firing frequency.

There do exist several types of mathematical models to study the neural
dynamic and they are categorized in accordance to how much they resemble the
behavior of the biological neuron. Similarly, the learning or training methods
are usually separated in two main classes; namely, supervised and unsupervised
training methods. Specifically, this paper considers the case of an artificial
neuron whose behavior is given by the Perfect Integrate and Fire (PIF) model
[9], while the SpikeProp algorithm defines the supervised training [8].

1.1 Problem statement

1.2 Hypotesis

2 Materials and Methods

2.1 Proposed scheme

The Figure 3 shows the main components of the proposed filter to approximate
the signal y. The spiking neural network is defined by a black box, to be



explained later on, with some of the inputs given by the signal y and the absolute
error e, which is computed through the difference between the desired ouput y
and the computed neuron output ŷ; in other words, ek = yk−ŷk, at the iteration
kth of the training process. Particularly, the paper proposes that the input
signal y be defined by the EEC or the ECG signals. Notice that an additional
input exists and is represented by the constant parameter v, which is just an
instantaneous pulse at time 200 ms inside the time window.

The black box in the Figure 3 is defined by a spiking neural network with
a feedforward architecture containing four layers of spiking neurons, such as
Figure 4 shows. The input layer is defined by the single value y, while two
hidden layers are defined by just one single spiking neuron and n spiking neurons,
respectively. Finally, the output layer is given by just one single spiking neuron,
as well. The experimental setting in this paper considers the cases where n = 5
or n = 10, although the correct value depends on the nonlinearity of the signal
to be approximated.

In the Figure 4, s
(1)
i represents the ith spiking neuron at the first hidden

layer of the SNN, 1 ≤ i ≤ n1, s
(2)
j represents the jth spiking neuron at the

second hidden layer of the same SNN, 1 ≤ j ≤ n2, and s
(3)
r denotes the rth

neuron at the output layer. Of course, y = s
(0)
1 and v = s

(0)
2 are the components

of the SNN input. Remember that

v(t) =

{
ε if t = t0
0 otherwise

where ε is a positive real number and t0 is an instant of time within the time
window. So that the input signal is defined by a bidimensional vector in the
space of stimulus.

The PIF model is given by the equations related to a capacitive circuit,
which is illustrated by the Figure 5. The deduction of the PIF model considers
the measurement of the potential V (t) at time t, assuming some considerations
about the times of opening and closing the switches in the figure.

The model is given by the following simple ordinary linear, non homogeneous
and first order differential equation

C
dV (t)

dt
= I(t)

whose solution is given by the equation

V (t) = Vr +
1

C

∫ t

t0

I(t)dt

where C is the capacitance of the condenser, Vr is the resting potential, t0 and
t respectively are the initial and current times of observation, and I(t) is an
external electrical input to the circuit. The experimental setting in this paper
assumes that Vr = −65mV, C = 50µF. Then, the training process is made



under these set of experimental premisas.

2.2 Spike–Prop learning method

Bohte et al. propose a supervised learning algorithm based on the orthodox
backpropagation training method of the feedforward architecture, in the second
generation of artificial neural networks [10]. The method is called SpikeProp,
and its definition considers a feedforward artificial neural network architecture
with spiking neurons making multiple connections, whose signal transmission in
every connection is also made with delays. The Figure 6 illustrates the general
topology of the architecture.

The adaptation rule of the weights in a connection between two neurons of
the SNN is given by the following training equation

∆ωk
ij = −η ∂e

∂ωk
ij

where i denotes to the presynaptic neuron, j to the postsynaptic neuron and k
denotes the kth weight in the set of connections from neuron i to neuron j, the
parameter η is the learning rate and e is the absolute error already defined in
the Section 2.1.

Since the absolute error depends on ...

∆ωk
ij = −η yki (tj)e∑

i,l

ωl
ij

(
∂yl

j(tj)

∂ti

)

where ∆ωk
ij provides the weight correction to get the optimal values, such that

ŷ matches the desired output y. The experimental setting in this paper assumes
that η = 1.5. This value is obtained in an heuristic form based on the best
performance of the training process and the fast convergence rate.

3 Results

3.1 EEC signals experimentation

This part of the experiment considers the reported data coming from the refer-
ence [reference], whose authors used the Emotiv Epoc device as a measurement
tool. The data is approximated by means of SNN under two different experi-
mental conditions defined by the number of used neurons in the hidden layer,
each. The first condition uses an SNN architecture with ten spiking neurons in
the hidden layer (n = 10), while the second condition uses an architecture with
five spiking neurons in the hidden layer (n = 5).

The Figure 7 shows how the function defined by the SNN approximates the
real EEC signal. The experimental results correspond to the case where n = 10
at the hidden layer, and the Figure 8 remarks the fact that the error becomes



zero in a time span less than 100 sampling, which is the required time by the
Emotiv Epoc device for providing the EEC data, assuming that the sample
frequency is about one sample per milisecond. Since the data source [reference]
does not provide the sample time, then the Figure 7 and the Figure 8 show only
the sampling number over the time domain, meaning that for the mth sample
a time span of m∆ has occurred, where ∆ is the unknown sample time.

On the other hand, the Figure 9 illustrates the function approximation in
the case where the hidden layer has n = 5 spiking neurons. The result of the
experiment shows that the number of neurons in the hidden layer has an effect
on the network’s response. In this particular case, the effect is negative when
compared with the previous experimental result where the number of spiking
neurons in the hidden layer is n = 10. This is so because the error becomes zero
until the 1, 500 sampling, such as the Figure 10 shows.

The normality test of the error based on the One Sample Kolmogorov–
Smirnov test shows that there are not systematic errors, which means that the
error has a standard normal distribution (zero mean and standard deviation
equal to one) with a 5% of significance level.

3.2 ECG signals experimentation

The second part of the experiment considers an ECG signal with a sampling
entropy value of 1.222, which makes it a time series more complex than that
given by the ECC data of the Section 3.1, with a sampling entropy value of 0.9.
Again, the experimental results show that the SNN, with n = 10 spiking neurons
at the hidden layer, produces an acceptable approximation with an error that
becomes close to zero at the sampling 1,500. The Figure 11 and the Figure 12
illustrate the situation.

Finally, the Figure 13 shows the SNN approximation with n = 5 spiking
neurons at the hidden layer, while the Figure 14 shows the behavior of the
error. The error becomes close to zero at the sampling 2, 500, which means that
the SNN training process converges more slowly than the case n = 10.

The normality test of the error based on the One Sample Kolmogorov–
Smirnov test shows that there are not systematic errors, which means that
in these cases the error has a standard normal distribution (zero mean and
standard deviation equal to one) with a 5% of significance level, as well.

4 Conclusion

1. Bob–Jenkins approximation and other methods

2. Confiablity of the experiments

3. Dynamics Adaline

4. The number of layers and neurons per layer



5. Test and error method to determine the correct number of neurons per
layer

6. Sample size
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Figure 2: Sixteen electrodes of the EMOTIV EPOC are posed over the scalp [5]
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Figure 4: General scheme of an SNN with four layers
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Figure 6: Weights representation in the training process of the proposed SNN
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Figure 7: EEC signal approximation by means of the SNN with ten neurons at
the hidden layer
Figure 8: Approximation error to the EEC signal by means of the SNN with
ten neurons at the hidden layer
Figure 9: EEC signal approximation by means of the SNN with five neurons at
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Figure 10: Approximation error to the EEC signa by means of the SNN with
five neurons at the hidden layer
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Apéndice B

Algoritmos programados en

MATLAB

El objetivo de este apéndice es de mostrar los algoritmos empleados para la im-

plementación de la simulación del control de la planta carro péndulo invertido, pro-

gramados en MATLAB 2013a.

B.1. MATLAB

B.1.1. Programa principal

1 %Programa 3 ; Contro l de p\ ’ e l d u l o con mult icapa , 1 neuronas de

entrada 3 de capa o c u l t a y 1 de s a l i d a

2%l a s neuronas de l a capa uno y dos s o l o t i e n e n una s o l a entrada ,

3clc

4clear a l l

5close a l l

6%%Def in ic i Ã şn de parametros g e n e r a l e s

7NoEntrna=100;

8 n1 =.1; %30

9 n2 =.01; %.001

10 n3 =.001;

11 x0 = [ 0 . 0 5 ; 1 ; 0 ; 0 ] ; %condic ion i n i c i a l en t h e t a radianes , en X

unidades

12 tSpan =[0 , NoEntrna ] ;

13 L=.64;

14

15for i =1:1

16tiN =0; %tiempo de i n i c i o
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17tfN =1000; % tiempo f i n a l de l a neurona

18AN=1; %Factor de incremento Ãş muestreo

19pulso =1; %ampl i tud d e l p u l s o en m i l i v o l t s

20Wft=0;

21Vr=−60; %v o l t a j e de r e l a j a c i Ã ş n

22tN=tiN :AN: tfN ;

23f t=zeros (1 , length ( tN) ) ;

24%******************Parametros d e l pendulo ****************

25l = . 3 2 ; % Longitud d e l Ãl’ndulo

26m = . 2 3 ; % Masa d e l pÃl’ndulo

27M=.52; % Masa d e l Carro

28 % Momento de i n e r c i a r e f e r i d o a l e j e

29j =.007;

30J=j ; % momento de i n e r c i a de l a barra

31B = 1 ; % C o e f i c i e n t e de f r i c c i Ã ş n

32g = 9 . 8 1 ; % AceleraciÃ şn de l a gravedad

33Tm=.01;

34ent1 =1;

35 %−−−−ParÃ ↪ametros Comportamiento Neurona −−−−−−−−−−
36 C=20; aI =.02;

37 R=50; bI =.2 ;

38 umbral=−30; c I=Vr ;

39 dI =2;

40%−−−−−Parametros funciÃ şn Pulso

41 t s =30; %Tiempo de e s t a b l e c i m u e n t o d e l p u l s o

42 vp=1; %f a c t o r de esca lamiento de l a funciÃ şn p u l s o

43

44 %−−−− Matriz de Defasamiento −−−−−−−−−
45 d=40; % tiempo tao

46 k=4; % numero de d e l a y s

47

48end %Paramentros

49for i =1:1

50 sp ike31 =500;

51 sp ike21 =500;

52 sp ike22 =500;

53 sp ike11 =500;

54

55 E1=500;

56 u=0;

57 yx=0;

58 ecac1 =0;



Apéndice B: Algoritmos programados en MATLAB 105

59 ecac2 =0;

60 I c1 =500;

61 I c2 =500;

62 Dc1=500;

63 Dc2=500;

64 ystx =500;

65 ys tc =500;

66 e =0;

67 e1 =0;

68 e2 =0;

69 no1=1; %numero de entradas de l a s neuronas de l a primer capa

70 no2=1;

71 no3=1; % numero de entradas de l a neurona de s a l i d a

72 no4=2;

73 %<<<<CAPA DE ENTRADA 11 >>>>>>>

74 In1=zeros ( no1 , length ( tN) ) ;

75 In1 (1 ,500)=pulso ;

76 In1 (2 ,500)=pulso ;

77 In1 (3 ,500)=pulso ; %<<<<<<<CAPA OCULTA 21>>>>

78 In2=zeros ( no2 , length ( tN) ) ;

79 In2 (1 ,500)=pulso ;

80

81 %<<<<<<<CAPA OCULTA 22

82 In3=zeros ( no3 , length ( tN) ) ;

83 In3 (1 ,500)=pulso ;

84

85 %<<<CAPA SALIDA>>>>>

86 In4=zeros ( no4 , length ( tN) ) ;

87 In4 (1 ,500)=pulso ;

88 In4 (2 ,500)=pulso ;

89

90%

91 [ INDM1 wdM1] = SpikePropM ( In1 , d , k , pu l so ) ; %i n i c i a l i z a c i Ã ş n de

pesos neurona 1

92 W1=ones (1 , length (wdM1) ) * . 3 8 7 5 ;

93 Aw1=zeros (1 , length (wdM1) ) ;

94 [ INDM2 wdM2] = SpikePropM ( In2 , d , k , pu l so ) ; %i n i c i a l i z a c i o n de

pesos neurona 2

95 W2=ones (1 , length (wdM2) ) *1 . 1 6 1 ;

96 Aw2=zeros (1 , length (wdM2) ) ;

97 [ INDM3 wdM3] = SpikePropM ( In3 , d , k , pu l so ) ; %i n i c i a l i z a c i o n de

pesos neurona 2
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98 W3=ones (1 , length (wdM3) ) *1 . 1 6 1 ;

99 Aw3=zeros (1 , length (wdM3) ) ;

100 [ INDM4 wdM4] = SpikePropM ( In4 , d , k , pu l so ) ; %i n i c i a l i z a c i o n de

pesos neurona 2

101 W4=ones (1 , length (wdM4) ) * . 5 8 1 ;

102 Aw4=zeros (1 , length (wdM4) ) ;

103%

104end %i n i c i a l i z a c i o n de l a s neuronas

105for rep =1:1 %proframa P r i n c i p a l

106 t ic

107for ent =1:NoEntrna

108 i f ent<=NoEntrna/3

109 sp =0.0 ;

110 e l s e i f ent>NoEntrna/3&& ent<=NoEntrna /1 .5

111 sp =0.0 ;

112 else

113 sp =.0 ;

114 end

115%<<<<<<<<<<<<<<<<<<<<<<<<neurona 1 capa 1 para x >>>>>>>>>>>>

116 W1=W1−Aw1;

117 In1=zeros ( no1 , length ( tN) ) ;

118 In1 (1 ,E1)=pulso ;

119 %In1 (2 , Ic1 )=p u l s o ;

120 % In1 (2 , Dc1)=p u l s o ;

121 [ INDM1 wdM1] = SpikePropM ( In1 , d , k , pu l so ) ;

122 [ SumaIn1 SumaInM1 SumaInD1]=InNeuro ( tiN , tfN ,AN, f t , INDM1, pulso ,W1

, Wft , t s ) ;

123[ S1 , V1 ] = NEUROPIF( tiN , tfN ,AN, umbral , pulso , Vr ,C, SumaIn1 ) ;

124% [ V1, S1 ] = I z h i k e v i c h ( aI , bI , cI , dI , SumaIn1 , Vr , tfN ,AN, umbral ,

p u l s o ) ;

125 % [ S1 , V1 ] = NEUROLIF( tiN , tfN ,AN, umbral , pu lso , Vr ,C, SumaIn1 ,R) ;

126% p l o t ( tN ( 1 : end−1) , S1 )

127

128 for i =1: length ( S1 )

129 i f S1 ( i )==pulso

130 S1 ( i +1:end)=Vr ;

131 sp ike11=i ;

132 end

133 end

134%%<<<<<<<<<<<<<<<<<<<<<<< capa 2 neurona 1

>>>>>>>>>>>>>>>>>>>>>>>>>>>>>>

135 W2=W2−Aw2;



Apéndice B: Algoritmos programados en MATLAB 107

136 In2=zeros ( no2 , length ( tN) ) ;

137 In2 (1 , sp ike11 )=pulso ;

138 % In2 (2 , Ic2 )=p u l s o ;

139% In2 (3 , Dc2)=p u l s o ;

140 [ INDM2 wdM2] = SpikePropM ( In2 , d , k , pu l so ) ;

141 [ SumaIn2 SumaInM2 SumaInD2]=InNeuro ( tiN , tfN ,AN, f t , INDM2, pulso ,W2

, Wft , t s ) ;

142 [ S2 , V2 ] = NEUROPIF( tiN , tfN ,AN, umbral , pulso , Vr ,C, SumaIn2 ) ;

143% [ V2, S2 ] = I z h i k e v i c h ( aI , bI , cI , dI , SumaIn2 , Vr , tfN ,AN, umbral ,

p u l s o ) ;

144% [ S2 , V2 ] = NEUROLIF( tiN , tfN ,AN, umbral , pulso , Vr ,C, SumaIn2 ,R) ;

145% f i g u r e

146% p l o t ( tN ( 1 : end−1) ,V2)

147% l egen d ( ’ neurona 21 ’)

148 for i =1: length ( S2 )

149 i f S2 ( i )==pulso

150 S2 ( i +1:end)=Vr ;

151 sp ike21=i ;

152 end

153 end

154 %<<<<<<<<<<<<<<<<<<<<<<<< capa 2 neurona 2 >>>>>>>>>>>>>>

155 W3=W3−Aw3;

156 In3=zeros (1 , length ( tN) ) ;

157 In3 (1 , sp ike11 )=pulso ;

158% In3 (4 , y s t c )=p u l s o ;

159% In3 (5 , y s t c )=p u l s o ;

160 [ INDM3 wdM3] = SpikePropM ( In3 , d , k , pu l so ) ;

161 [ SumaIn3 SumaInM3 SumaInD3]=InNeuro ( tiN , tfN ,AN, f t , INDM3, pulso ,W3

, Wft , t s ) ;

162

163 [ S3 , V3 ] = NEUROPIF( tiN , tfN ,AN, umbral , pulso , Vr ,C, SumaIn3 ) ;

164% [ V3, S3 ] = I z h i k e v i c h ( aI , bI , cI , dI , SumaIn3 , Vr , tfN ,AN, umbral , p u l s o

) ;

165% [ S3 , V3 ] = NEUROLIF( tiN , tfN ,AN, umbral , pulso , Vr ,C, SumaIn3 ,R) ;

166 %p l o t ( tN ( 1 : end−1) ,V3)

167% l egen d ( ’ neurona 21 ’)

168 for i =1: length ( S3 )

169 i f S3 ( i )==pulso

170 S3 ( i +1:end)=Vr ;

171 sp ike22=i ;

172

173 end
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174 end

175%<<<<<<<<<<<<<<<<<<<<<<<

176 sp ike22p=1000− sp ike22 ;

177 W4=W4−Aw4;

178 In4=zeros (2 , length ( tN) ) ;

179 In4 (1 , sp ike21 )=pulso ;

180 In4 (2 , sp ike22 )=pulso ;

181 %In4 (3 , s p i k e 3 1 )=p u l s o ;

182% In3 (4 , y s t c )=p u l s o ;

183% In3 (5 , y s t c )=p u l s o ;

184 [ INDM4 wdM4] = SpikePropM ( In4 , d , k , pu l so ) ;

185 [ SumaIn4 SumaInM4 SumaInD4]=InNeuro ( tiN , tfN ,AN, f t , INDM4, pulso ,W4

, Wft , t s ) ;

186 [ S4 , V4 ] = NEUROPIF( tiN , tfN ,AN, umbral , pulso , Vr ,C, SumaIn3 ) ;

187% [ V4, S4 ] = I z h i k e v i c h ( aI , bI , cI , dI , SumaIn4 , Vr , tfN ,AN, umbral ,

p u l s o ) ;

188% [ S4 , V4 ] = NEUROLIF( tiN , tfN ,AN, umbral , pulso , Vr ,C, SumaIn3 ,R) ;

189 %p l o t ( tN ( 1 : end−1) ,V4)

190% l egen d ( ’ neurona 21 ’)

191%pause

192 for i =1: length ( S4 )

193 i f S4 ( i )==pulso

194 S4 ( i +1:end)=Vr ;

195 sp ike31=i ;

196 end

197 end

198 Sc=sp ike31 ;

199 SN=5−(10*(1000−Sc ) /1000) ;

200 SNsig=sign (SN) ;

201 u = 1*SN;

202 %<<<<<<<<<<<<<<Modelo no l i n e a l >>>>>>>>>>>>>>>>>>>>>

203 tspan =[Tm*( ent1−1) , ent1 *Tm] ;

204dx=@( t , x ) [ x (3 ) ; x (4 ) ;(−m*m*g* l * l * sin ( x (2 ) ) *cos ( x (2 ) )−(m* l * l+J ) *m* l

*x (4 ) *x (4 ) * sin ( x (2 ) )−(m* l * l+J ) *u) /(−(M+m) *(m* l * l+J )+m*m* l * l *

cos ( x (2 ) ) *cos ( x (2 ) ) ) ;(−m*g* l *(M+m) * sin ( x (2 ) )+m*m* l * l *x (4 ) *x (4 )

* sin ( x (2 ) ) *cos ( x (2 ) )+m* l *cos ( x (2 ) ) *u) /(−(M+m) *(m* l * l+J )+m*m* l *

l *cos ( x (2 ) ) *cos ( x (2 ) ) ) ] ;

205 [ et , ex ]=ode45 (dx , tspan , x0 ) ;

206 ex1=ex ’ ;

207 theta=ex (end , 2 ) ;

208 e x i s=ex (end , 1 ) ;

209 thetadot=ex (end , 3 ) ;
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210 ex ixdot=ex (end , 4 ) ;

211 tiempo=et ;

212 THETA( ent1 )=theta ;

213 EXIS( ent1 )=e x i s ;

214 tiem ( ent1 )=ent1 ;

215 THETADOT( ent1 )=thetadot ;

216 EXIXDOT( ent1 )=ex ixdot ;

217 x0=[ e x i s ; theta ; thetadot ; ex ixdot ] ;

218% % EcuaciÃşn de s a l i d a

219%

220%

221 yst=SNsig* theta ;

222 ysx=SNsig* e x i s ;

223% end

224%

225%

226% y s t c=f l o o r (1000*( y s t +8)/16) ; %s a l i d a t h e t a

c o d i f i c a d a a p u l s o s

227% y s t x=f l o o r (1000*( ysx +8)/16) ; %s a l i d a e x i s

c o d i f i c a d a a p u l s o s

228sp ;

229 ytx2=1*ysx +.64* yst ; %c a l c u l o d e l e r ro r e x i x

230 e=sp−ytx2

231 ea=e ; %c o l c u l o d e l e r ro r t h e t a

232 E1=f loor (1000*( ea+20) /40) %erro r uno c o o d i f i c a d o

233 IE1=ecac1+ea ; %i n t e g r a l d e l

e r ro r

234 I c1=f loor (1000*( IE1+8)/16) ; %i n t e g r a l d e l e r ro r

c o d i f i c a d o

235 De1=(ecac1−ea ) / ent ; %Derivada d e l

e r ro r

236 Dc1=f loor (1000*(De1+50) /100) ; %Derivada d e l eroor

c o d i f i c a d o

237 cac1=ea ;

238 i f abs ( e )>1

239 n1 =.7;

240 e l s e i f abs ( e )<=1&&abs ( e )>.01

241 n1 =0.5;

242 else

243 n1 =0.2;

244 end

245 n2=n1 /2 ;
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246 n3=n1 /3 ;

247 do4=e*pinv (SumaInD4) ;

248 Aw4=n1*SumaInM4*do4 ;

249 Aw4=Aw4 ’ ;

250 do3=e*pinv (SumaInD3) ;

251 Aw3=n2*SumaInM3*do3 ;

252 Aw3=Aw3 ’ ;

253 do2=e*pinv (SumaInD2) ;

254 Aw2=n2*SumaInM2*do2 ;

255 Aw2=Aw2 ’ ;

256 do1=do4 .*pinv (SumaInD1) ;

257 Aw1=n3*SumaIn1*do1 ;

258 Aw1=Aw1 ’ ;

259

260

261

262 %pause

263

264 %<<<<<<<<<<<<<<<<<<<<<<<<<<<<<<<<<<<<<<<<<<

265

266 E1v( ent1 )=E1 ;

267 entV ( ent1 )=ent1 *Tm;

268 SPV( ent1 )=sp ;

269 SP2V( ent1 ) =0;

270 sk31 ( ent1 )=sp ike31 ;

271 sk21 ( ent1 )=sp ike21 ;

272 sk22 ( ent1 )=spike22p ;

273 sk11 ( ent1 )=sp ike11 ;

274 theta1 ( ent1 )=yst ;

275 e x i s 1 ( ent1 )=ysx ;

276 c o n t r o l ( ent1 )=u ;

277 e1v ( ent1 )=e ;

278 SNv( ent1 )=SN;

279 Dc1v ( ent1 )=Dc1 ;

280 Ic1v ( ent1 )=Ic1 ;

281 n1v ( ent1 )=n1 ;

282

283ent1=ent1 +1;

284 f loor ( ent *100/NoEntrna )

285 %pause

286 end

287end
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288 toc

289 f igure

290 % p l o t ( entV , e1v , ’ b ’ , entV , n1v , ’ r ’ )

291 plot ( entV , e1v , ’b ’ )

292 grid on

293 t i t l e ( ’ Error ent re l a r e f e r e n c i a y l a pos i c i Ã ş n de l ca r ro ’ , ’

FontSize ’ ,13)

294xlabel ( ’ Tiempo/ segundos ’ , ’ FontSize ’ ,13)

295ylabel ( ’ Metros ’ , ’ FontSize ’ ,13)

296legend ( ’ e r r o r ’ )

297% %

298f igure

299plot ( entV , cont ro l , ’ b ’ )

300grid on

301t i t l e ( ’ Control ca r ro pÃl’ndulo ’ , ’ FontSize ’ ,13)

302xlabel ( ’ Tiempo/ segundos ) ’ , ’ FontSize ’ ,13)

303ylabel ( ’ Voltage ’ , ’ FontSize ’ ,13)

304legend ( ’ Control ’ )

305

306f igure

307%s u b p l o t (2 ,1 ,1)

308plot ( entV , SP2V, ’b ’ , entV , theta1 , ’ r ’ )

309grid on

310 t i t l e ( ’ Pos ic i Ã şn de l pendulo y de l ca r ro ’ , ’ FontSize ’ ,11)

311%a x i s ( [ 0 200 −6 1 ] )

312%x l a b e l ( ’ Number o f t r a i n i n g ’ , ’ FontSize ’ , 1 3 )

313ylabel ( ’ Radianes ’ , ’ FontSize ’ ,13)

314legend ( ’ Re f e r enc i a ’ , ’ Theta ’ )

315xlabel ( ’ Tiempo/ segundos ’ , ’ FontSize ’ ,13)

316f igure

317%s u b p l o t (2 ,1 ,2)

318 plot ( entV ,SPV, ’b ’ , entV , ex i s1 , ’ r ’ )

319grid on

320%t i t l e ( ’ Response o f the system with d i f f e r e n t inputs ’ , ’ FontSize

’ , 1 3 )

321%a x i s ( [ 0 NoEntrna −2 2 ] )

322xlabel ( ’ Tiempo/ segundos ’ , ’ FontSize ’ ,13)

323ylabel ( ’ Metros ’ , ’ FontSize ’ ,13)

324legend ( ’ Re f e r enc i a ’ , ’ Pos ic i Ã şn de l ca r ro ’ )
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B.1.2. Etapa de entrenamiento

1function [INDM wdM] = SpikePropM ( In01 , d , k1 , pu l so )

2 nmIn01=s ize ( In01 ) ;

3 for n=1:nmIn01 (1 )

4 Md=1;

5 suma=0;

6 for m=1:nmIn01 (2 )

7 Nd=1;

8 suma=In01 (n ,m)+suma ;

9 i f In01 (n ,m)==pulso

10 for nd=−k1 : k1 % a k i

11 md=m+(nd*d) ;

12 i f (md>=1 and md<=nmIn01 (2 ) )

13 i f (Nd==1 and Md==1)

14 Ind (Nd , : )=zeros (1 , nmIn01 (2 ) ) ;

15 end

16 Ind (Nd,md)=pulso ;

17 Nd=Nd+1;

18 Md=Nd+1;

19 end

20 end

21 end

22 end

23 i f suma==0;

24 Ind01{n}=zeros (1 , nmIn01 (2 ) ) ;

25 nmInd=s ize ( Ind01{n}) ;

26 wd{n}=zeros (1 , nmInd (1 ) ) ;

27 clear Ind

28 else

29 Ind01{n}=Ind ;

30 nmInd=s ize ( Ind ) ; % Ind01

31 wd{n}=ones (1 , nmInd (1 ) ) ;

32 clear Ind

33 end

34 end

35

36 INDM= [ ] ;

37 wdM= [ ] ;

38 for i =1: length ( Ind01 )

39 INDM=[INDM; Ind01{ i } ] ;

40 wdM=[wdM wd{ i } ] ;
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41 end

42end

B.1.3. Sumatorias

1

2

3%f u n c t i o n [ SumaIn SumaInM SumaInD]=InNeuro ( t i , t f ,A, f t , In01 , pulso ,

W01, Wft , t s )

4% SumaInM w SumaInD

5% SumatV SumaRD

6

7 t=t i :A: t f ;

8 nm01=s ize ( In01 ) ; % [1 1001]

9 nmft=s ize ( f t ) ;

10 k=1;

11% t s =50; % 5

12 vp=1;

13 SumaR=0;

14 SumaRD=0;

15 Sumaw=0;

16 for i =1:nm01(1 )

17 for j =1:nm01(2 )

18 i f In01 ( i , j )==pulso

19 [ Fnc FncD]= alpha ( t ( j ) , t f ,A, ts , vp ) ;

20 suma{k}=Fnc*W01( i ) ;

21 sumaw{k}=Fnc ;

22 sumaD{k}=FncD*W01( i ) ;

23 k=k+1;

24 end

25 end

26 end

27 i f k>1

28 for i =1:k−1

29 Msuma( i , : ) =[zeros ( 1 , ( length ( t )−length ( suma{ i

}) ) ) , suma{ i } ] ;

30 Msumaw( i , : ) =[zeros ( 1 , ( length ( t )−length (sumaw{
i }) ) ) ,sumaw{ i } ] ;

31 MsumaD( i , : ) =[zeros ( 1 , ( length ( t )−length (sumaD{
i }) ) ) ,sumaD{ i } ] ;

32 end
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33 else

34 Msuma=zeros (1 , length ( t ) ) ;

35 Msumaw=zeros (1 , length ( t ) ) ;

36 MsumaD=zeros (1 , length ( t ) ) ;

37 end

38 for i =1:nmft (1 )

39 f t ( i , : )=Wft( i ) * f t ( i , : ) ;

40 end

41 SumaInM=Msuma;

42 SumaInMw=Msumaw;

43 SumaInMD=MsumaD;

44 Msuma=[Msuma; f t ] ;

45

46 for i =1: length ( t )

47 SUMAT=0;

48 SUMATD=0;

49 SUMATW=0;

50 for j =1: length (Msuma( : , 1 ) )

51 SUMAT=Msuma( j , i )+SUMAT;

52 SumaIn ( i )=SUMAT;

53 end

54 for j =1: length (Msumaw( : , 1 ) )

55 SUMATW=Msumaw( j , i )+SUMATW;

56 SumaInw( i )=SUMATW;

57 end

58 for j =1: length (MsumaD( : , 1 ) )

59 SUMATD=MsumaD( j , i )+SUMATD;

60 SumaInD( i )=SUMATD;

61 end

62 SumaR=SumaR+SUMAT;

63 Sumaw=Sumaw+SUMATW;

64 SumaRD=SumaRD+SUMATD;

65 end

66 for j =1: length (SumaInM ( : , 1 ) )

67 SUMATV=0;

68 SUMATVW=0;

69 for i =1: length ( t )

70 SUMATV=SumaInM( j , i )+SUMATV;

71 SUMATVW=SumaInMw( j , i )+SUMATVW;

72 end

73 SumatV( j )=SUMATV;

74 SumatVW( j )=SUMATVW;
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75 end

76 end

B.1.4. Modelo Izhikevich

1function [V S ] = I z h i k e v i c h (a , b , c , d , I , Vr , Tf ,A, umbral , pu l so )

2% c=Vr ;

3% d=18;

4% u=−2;

5% v=(Vr*81.62) /60;

6u=0;

7v=Vr ;

8% a =.2;

9% b =.02;

10 for i =1:Tf/A

11 v=v +.1* (0 .04* v2+5*v+154−u+I ( i ) ) ;

12 u=u+.1*( a *(b*v−u) ) ;

13 i f (v>=umbral ) ;

14 v=c ;

15 u=u+d ;

16 S( i )=pulso ;

17 else

18 S( i )=Vr ;

19 end

20 V( i )=v ;

21 end

22end

B.1.5. Modelo de integración

1

2function [ S ,V] = NEUROLIF( Ti , Tf ,A, umbral , pulso , Vr ,C, I ,R)

3umbral=umbral−Vr ;

4Tm=R*C−Vr ;

5As=−1/Tm;

6Bs=1/C;

7H=((exp(As*A)−1)/As) *Bs ;

8G=exp(As*A) ;

9V(1) =0;

10S (1)=Vr ;
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11 for i =2:( Tf/A)

12 V( i )=G*V( i −1)+H* I ( i −1) ;

13 i f V( i )>= umbral

14 S( i )=pulso ;

15 V( i ) =0;

16 else

17 S( i )=Vr ;

18 end

19 end

20 V=V+Vr ;

21end

B.1.6. Modelo Disparo Perfecto

1 function [ V01 ,V] = NEUROPIF( Ti , Tf ,A, umbral , pulso , Vr ,C, I )

2i n t e g r a l =0;

3t=Ti :A: Tf ;

4 for i =1:( Tf/A)

5 i n t e g r a l=i n t e g r a l +((( I ( i +1)−I ( i ) ) *A/2)+I ( i ) *A) ;

6 V( i )=Vr+(1/C) * i n t e g r a l ;

7 i f V( i )>= umbral

8 i n t e g r a l =0;

9 V01( i )=pulso ;

10 V( i )=pulso ;

11 else

12 V01( i )=Vr ;

13 end

14 end

15end
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Modelo carro-péndulo invertido

C.1. Sistemas no lineales subactuados

Los sistemas subactuados están compuestos por una amplia gama de sistemas

mecánicos. Por ejemplo, robots móviles no holonómicos, robots b́ıpedos, veh́ıculos

submarinos, manipuladores con estructura flexible, misiles, satélites de comunicacio-

nes, etc. [64]. El término subactuado se refiere a que no todas las uniones o grados

de libertad (GL) del sistema tienen un actuador o son directamente controladas. Por

lo tanto, los investigadores han puesto bastante atención a los problemas de control

asociados con sistemas subactuados y han propuesto diversas estrategias de control

para resolverlo tales como, control por back-stepping [62], control basado en enerǵıa o

pasividad [18] ó [42], control adaptable [32], control difuso[73] o inteligente [7], control

h́ıbrido [20], control por modos deslizantes[75], entre otras.

En la práctica, un pequeño conjunto de sistemas subactuados ha cobrado gran po-

pularidad por el desaf́ıo que representan, para los que existe una amplia gama de

controladores en la literatura. Evidentemente, hay una infinidad de ejemplos inexplo-

rados, tantos como queramos idear, para lo cual las técnicas existentes se muestran

insuficientes. Algunas investigaciones efectuadas para solucionar problemas relaciona-

dos con el control de sistemas subactuados que han tenido un impacto considerable

en las áreas educativas y de investigación.

Como primer ejemplo, podemos mencionar que M. Spong [64] presenta una excelente

introducción al sistema Acrobot 8 utilizando la linelización parcial por retroalimen-

tación. Otro trabajo interesante para este sistema es el propuesto por Yan Zheng et.

al. [78], el cual desarrolla una ley de control difusa de estructura variable que utiliza

la teoŕıa de Lyapunov para garantizar estabilidad asintótica global. También [8] pre-

senta un esquema de control inteligente para resolver el problema de trasladar de la

posición colgante hasta la posición invertida del Acrobot, aśı como el de mantener el

sistema en la posición inestable cuando inicia muy cerca de esta posición.

117
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Para un sistema similar al anterior denominado Pendubot, [65] presenta el diseño

y control del sistema usando conceptos tales como linealización parcial por retroali-

mentación dinámica cero y se comenta su uso con fines educativos. En [58] y [71]

se propone un esquema de regulación de salida no lineal para siatemas subactuados.

Fantoni et. al.[19] proponen un algoritmo de estabilización considerando las propieda-

des de pasividad del pendubot y utilizan métodos basados en enerǵıa para diseñar la

ley de control. Además, el análisis de convergencia se realiza por medio de la Teoŕıa

de Lyapunov.

Un sistema subactuado muy interesante es el Péndulo de Furuta (péndulo rotacional)

desarrollado por K. Furuta en el Instituto Tecnológico de Tokio. Algunos trabajos re-

levantes sobre el control de este sistema se comentan enseguida. En 1992, Furuta et.

al. [21] propusieron un controlador que utiliza el método de control por retroalimen-

tación del seudo-estado. En 1996, Iwashiro et. al. [44] consideraron el uso de métodos

basado en enerǵıa para controlar el sistema. En 1999, Olfati-Saber [54] propuso una

estabilización semi-global para el péndulo invertido rotacional usando controladores

de punto fijo.

Un sistema que ha atráıdo la atención de los investigadores es el sistema viga-bola[55]

para el cual existen diversos trabajos en donde se proponen estrategias como el méto-

do por retroalimentación aproximada desarrollado por Hauser et al.[28], saturaciones

anidadas pequeñas [27]193] y establización por retroalimentación de salida [68].

El sistema de aterrizaje y despegue de un avión (PVTOL) [29] es otro ejemplo de

sistema subactuado y diversas metodoloǵıa para controlar este sistema se pueden

encontrar en la literatura. En 1996, Teel [67] ilustra los resultados del teorema de

pequeña ganancia aplicados al sistema PVTOL.

C.1.1. Sistema no lineal subactuado tipo carro péndulo in-

vertido

Los sistemas tipo péndulo invertido (SPI) están formados por un péndulo en el cual

uno de sus extremos esta unido mediante una articulación a una base móvil lo que le

permite girar libremente y, debido a que la aceleración angular del péndulo no puede

ser controlada, estos sistemas son considerados ejemplos de sistemas subactuados.

Existen básicamente dos problemas relacionados con el control de péndulos invertidos

que se han estudiado. El primero, es el de llevar el péndulo desde cualquier posición

y en particular de la posición colgante natural hasta la posición invertida. A este

problema se le conoce como swing up. El segundo problema consiste en estabilizar al

péndulo alrededor del punto de equilibrio inestable.
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C.1.1.1. Carro-péndulo invertido

Este sistema es uno de los más populares para diseño de leyes de control no lineal

en los laboratorios y se ve reflejado en la gran cantidad de art́ıculos publicados en

la literatura[71], [58], [11], [23], [17], [24], y su estudio está motivado por las diversas

aplicaciones a el control de posición de los sistemas de despegue de cohetes y el control

de vibraciones mecánicas en construcciones.

Este dispositivo consiste en un péndulo con libertad para rotar montado encima

de un carro que se mueve a lo largo de una v́ıa debido al impulso de una fuerza [53],

como se muestra en la Figura C.1.

M

x

θ

m, l

Figura C.1: Sistema mecánico subactuado tipo carro péndulo.

C.1.1.2. Ecuaciones dinámicas del sistema carro-péndulo invertido

Las ecuaciones dinámicas que constituyen el modelo matemático de un sistema

pueden ser determinadas a partir de la ecuación de Euler-Lagrange, la cual está ba-

sada en la variación de la enerǵıa potencial y la enerǵıa cinética del sistema.

La ecuación de Euler-Lagrange está definida por la siguiente expresión [39]

d

dt

[
∂

∂q̇
L

]
− ∂

∂q
L = τ (C.1)
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donde q es el vector de coordenadas generalizadas, L denota el Lagrangiano definido

como L =
∑n

i=0(Ki − Vi), con K como la enerǵıa cinética, V como la enerǵıa po-

tencial y n el número de grados de libertad y τ es cualquier momento aplicado al

sistema tal como el torque de un motor, una fricción o una fuerza exterior. Para el ca-

so de estudio que se desarrolla en esta tesis, τ representa un torque en el eje del motor.

Para el sistema carro - péndulo, la enerǵıa cinética está dada por K = Kc + Kp,

donde Kc es la enerǵıa cinética del carro cuyo diagrama de cuerpo libre se muestra

en la Figura C.2 y se determina como:

Kc =
1

2
Mẋ2 (C.2)

y Kp es la enerǵıa cinética del péndulo cuyo diagrama de cuerpo libre se presenta en

la Figura C.3 y se determina por

Kp =
1

2
m(ẋ2 + 2lθ̇ẋ cos θ + l2θ̇2) +

1

2
Jθ̇2 (C.3)

M x
ẋ

u

Figura C.2: Diagrama de cuerpo libre correspondiente al carro.

La enerǵıa potencial o de posición de un cuerpo de masa m colocado a una altura

h está determinada por:

V = mgh (C.4)

Para el sistema carro - péndulo la enerǵıa potencial está dada por la suma de la enerǵıa

potencial del carro más la enerǵıa potencial del péndulo, es decir V = V c+ V p.

De acuerdo con (C.4) la enerǵıa potencial para el carro, es cero ya que a lo largo de su

trayectoria horizontal su altura no cambia. En caso contrario, el péndulo (Figura C.3)
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P

θ

l

W = mg

vθ

Figura C.3: Diagrama de cuerpo libre correspondiente al péndulo.
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tiene una enerǵıa que depende de la altura de su centro de masa (lcosθ), entonces la

enerǵıa potencial del péndulo está dada por:

Vp = mgl cos θ (C.5)

El Lagrangiano del sistema L está dado por la suma de las enerǵıas cinéticas y po-

tenciales de cada una de las masas independientes

L = Kc +Kp − Vc =
1

2
Mẋ2 1

2
m(ẋ2 + 2lθ̇ṗ cos θ + l2θ̇2) +

1

2
Jθ̇2 −mgl cos θ (C.6)

El vector de coordenadas generalizadas q (vector de posición de las masas involu-

cradas en el sistema) está compuesto por la posición del carro y el ángulo del péndulo

con respecto a la vertical

q(t) =




x(t)

θ(t)




(C.7)

La ecuación de Euler-Lagrange C.1 para este sistema en particular está dada por




d
dt

(
∂
∂ẋ
L
)
− ∂

∂x
= τ1

d
dt

(
∂
∂θ̇
L
)
− ∂

∂θ
= τ2




(C.8)

donde, desarrollando (C.8), resulta

(M +m)ẍ+mlθ̈ cos θ −mlθ̇2 sin θ = u

(ml2 + J)θ̈ +mlp̈ cos θ −mgl sin θ = 0

(C.9)

donde τ1 = kmotoru y τ2 = 0, ya que sólo se tiene un actuador, cuya constante

kmotor = 1 es dada por el fabricante [57]. Las ecuaciones dinámicas (C.9) describen el

comportamiento del sistema carro péndulo invertido. Estas ecuaciones pueden escri-

birse en forma más compacta como

D(q)q̈ + C(q, q̇)q̇ +G(q) = τ (C.10)
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donde

q =




q1

q2




; q̇ =




q̇1

q̇2




; q̈ =




q̈1

q̈2




, y

D(q) =




M + l ml cos(q2)

ml cos(q2) ml2 + J




C(q, q̇) =




0 −mlq̇2 sin(q2)

0 0




G(q) =




0

−mgl sin(q2)




τ =




τ1

0




donde D(q) es la matriz simétrica y definida positiva de inercias, C(q, q̇) es la matriz

de Coriolis - centŕıpeta (los términos que tienen un producto del tipo q̇2
i son llamados

fuerza centŕıpeta, cuando éste tiene un producto del tipo q̇iq̇j, i 6= j son llamados

términos de Coriolis), y G(q) es el vector que contiene el término debido al efecto de

la gravedad.
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C.1.1.3. Representación en variables de estado

Utilizando la variables de estado

x1 = x; x2 = θ; x3 = ẋ; x4 = θ̇

el sistema C.9 se puede representar mediante un sistema de ecuaciones de la forma

ẋ = f(x) + g(x)u (C.11)

donde x, ẋ, ẍ ∈ R4, u ∈ R y

f(x) =




x3

x4

m2gl2 sinx2 cosx2−(ml2+J)mlx24 sinx2
−(M+m)(ml2+J)+m2l2 cos2 x2

−mgl(M+m) sinx2+m2l2x24 sinx2 cosx2
−(M+m)(ml2+J)+m2l2 cos2 x2




(C.12)
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g(x) =




0

0

−(ml2+J)
−(M+m)(ml2+J)+m2l2 cos2 x2

ml cosx2
−(M+m)(ml2+J)+m2l2 cos2 x2




(C.13)

C.2. Comentarios

La determinación del modelo matemático del sistema, ver Ápendice C, lleva consi-

go una gran cantidad de pasos los cuales utilizan herramientas como la formula de

Euler-Lagrange y la linealización por series de Taylor. En este trabajo únicamente se

muestran los resultados obtenidos para el sistema en particular. En [43] se muestra

un análisis más detallado para la obtención del modelo matemático del sistema carro

péndulo invertido.

Es importante mencionar que el modelo matemático obtenido en este caṕıtulo sólo

es empleado para propósitos de simulación numérica ya que el diseño del controla-

dor propuesto es libre del modelo. Sistema no lineal subactuado tipo carro péndulo

invertido

Los sistemas tipo péndulo invertido (SPI) están formados por un péndulo en el cual

uno de sus extremos esta unido mediante una articulación a una base móvil lo que le

permite girar libremente y, debido a que la aceleración angular del péndulo no puede

ser controlada, estos sistemas son considerados ejemplos de sistemas subactuados.

Existen básicamente dos problemas relacionados con el control de péndulos invertidos

que se han estudiado. El primero, es el de llevar el péndulo desde cualquier posición

y en particular de la posición colgante natural hasta la posición invertida. A este

problema se le conoce como swing up. El segundo problema consiste en estabilizar al
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péndulo alrededor del punto de equilibrio inestable.
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Variable Nombre Unidades

τ1 Torque del motor N −m

u Entrada de control volts

p Posición del carro m

θ Ángulo entre la vertical y la posición del péndulo Grados

Parámetros Valor Unidades

l Longitud al centro de

masa del péndulo

0.32 m

m Masa del péndulo 0.23 Kg

M Masa del carro 0.52 Kg

g Constante de grave-

dad

9.81 m/seg2

J Inercia de la barra 0.007 Kg ∗m2

kmotor Constante de acopla-

miento electromecáni-

co

1.0 N −m/volts

Tabla C.1: Variables y parámetros del sistema carro - péndulo invertido.




	Agradecimientos
	Resumen
	Abstract
	Índice general
	Índice de figuras
	Índice de tablas
	Introducción
	Descripción de la problemática
	Planteamiento del problema
	Hipótesis
	Justificación
	Resultados esperados
	Organización de la tesis

	Estudio del estado del arte
	Introducción
	Trabajos relevantes
	Marco teórico
	Comentarios

	Redes neuronales de tercera generación
	Introducción
	La neurona real
	Potencial de la membrana
	La acción potencial
	La sinapsis
	Los pesos sinápticos

	Modelos matemáticos de las neuronas de tercera generación
	Modelos basados en conducta
	El modelo Izhikevich

	Modelos umbral y disparo
	Integración y disparo perfecto
	Integración y disparo ideal


	Código neuronal
	Codificación por tasa
	Codificación temporal
	Codificación por población

	Métodos de aprendizaje
	Aprendizaje supervisado
	Método SpikeProp
	Método asociado a la entrada-salida



	Aplicación de las SNN al procesamiento digital de señales
	Introducción
	Señales determinísticas 
	Señales heurísticas 
	Seguimiento de señales médicas mediante SNN
	Aproximación de la señal EEG con una SNN con 5 SN en la capa oculta
	Aproximación de la señal EEG con una SNN con 10 SN en la capa oculta
	Aproximación de la señal ECG con una SNN con 5 SN en la capa oculta
	Aproximación de la señal ECG con una SNN con 10 SN en la capa oculta


	Aplicación de las SNN al control automático
	La SNN como sistema de control
	Control del carro péndulo invertido con una arquitecturas de una SN y diferentes configuraciones en la entrada 
	La SNN con una arquitectura de una SN y una entrada
	La SNN con una arquitectura de una SN y tres entradas
	La SNN con una arquitectura de una SN y cinco entradas

	Control de carro péndulo invertido con una arquitectura de tres SN
	Control de carro péndulo invertido con una SNN
	Conclusiones
	Trabajos futuros

	Bibliografía
	Artículos sometidos
	Algoritmos programados en MATLAB 
	MATLAB
	Programa principal
	Etapa de entrenamiento
	Sumatorias 
	Modelo Izhikevich
	Modelo de integración
	Modelo Disparo Perfecto


	Modelo carro-péndulo invertido
	Sistemas no lineales subactuados
	Sistema no lineal subactuado tipo carro péndulo invertido
	Carro-péndulo invertido 
	Ecuaciones dinámicas del sistema carro-péndulo invertido
	Representación en variables de estado


	Comentarios


