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Resumen 
 

 

En esta investigación se construyó una estructura proteica completa de Tau Fosforilada mediante 

Modelado Comparativo con técnicas de Dinámica Molecular, dicha estructura contiene los sitios 

aberrantes donde ocurren las modificaciones post-traduccionales como la hiperfosforilación rela-

cionada a enfermedades pertenecientes al grupo de las Tauopatías entre ellas Alzheimer, Parkinson 

y la Demencia Frontotemporal (DF). Además, se diseñó una base de Compuestos de Herbolaria 

Mexicana (CHM) con candidatos inhibidores de la hiperfosforilación de Tau que es la causante de 

la neurodegeneración en estas Tauopatías, se calcularon Descriptores Moleculares para los CHM 

evaluados mediante las Reglas de Lipinski y ADME (Absorción, Distribución, Metabolismo y 

Excreción de fármacos). La base de datos CHM fue sometida a algoritmos de Machine Learning 

(ML) para seleccionar los compuestos ideales (hits) en el tratamiento de la DF y descartar los 

compuestos que no tendrían un buen desempeño (fails). Los compuestos hits fueron implementa-

dos en estudios de Acoplamientos Moleculares (AM) rígidos con el fin de analizar su interacción 

sobre las dianas blanco. De los 40 sitios reportados en la literatura donde se lleva a cabo la hiper-

fosforilación, nuestra investigación se centró sobre dos residuos específicos, el primero es la se-

rina-411 relacionada con las primeras fases del desarrollo de la DF y el segundo treonina-248 que 

es fundamental para la unión de estabilización estructural sobre los microtúbulos. Finalmente, los 

resultados de AM arrojaron una acción competitiva frente a la unión del fosfato mostrando un 

posible mecanismo que inhiba la hiperfosforilación de Tau. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



12 

 

Abstract 
 

Comparative Modelling with Molecular Dynamics techniques constructed a complete protein 

structure of phosphorylated Tauopathies in this research. This structure contains the aberrant 

sites where post-translational modifications occur, such as hyperphosphorylation related to dis-

eases belonging to Tauopathies, including Alzheimer’s, Parkinson’s and Frontotemporal Demen-

tia (FD). In addition, a database of Mexican Herbal Compounds (CHM) was designed with pos-

sible inhibitor candidates of Tau hyperphosphorylation, which is the cause of neurodegeneration 

in these Tauopathies. Molecular Descriptors were calculated for the CHM evaluated employing 

Lipinski’s Rules and ADME (Absorption, Distribution, Metabolism and Excretion of drugs). The 

CHM database was subjected to Machine Learning (ML) algorithms to select the ideal compounds 

(hits) in the treatment of FD and discard compounds that would not perform well (fails). The hits 

compounds were implemented in rigid Molecular Docking (MD) studies to analyze their interac-

tion with the target determinants. Of the 40 sites reported in the literature where hyperphosphor-

ylation takes place, our research focused on two specific residues, the first one being serine-411, 

related to the early stages of DF development and the second one threonine-247 which is essential 

for structural stabilization binding on microtubules. The AM results showed a competitive action 

against phosphate binding, showing a possible mechanism that inhibits Tau hyperphosphoryla-

tion.
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Abreviaturas y Definiciones 
 

Acoplamientos Moleculares (AM): 

Estudio de interacciones moleculares que surgen de la unión entre un receptor y un ligante 

para la predicción de sus interacciones (ScienceDirect., 2021). 

 

Algoritmo de Regresión de Bosque Aleatorio (ARBA): 

Algoritmo de Machine Learning de uso común, que mezcla la salida de múltiples árboles 

de decisión para alcanzar un solo resultado (IBM., 2024). 

 

Aminoácido (a.a): 

Unidad base que actúa como estructura de las proteínas, están constituidos por un carbono 

alfa al cual se unen un grupo funcional amino, uno carboxilo, un hidrógeno y un grupo R 

o lateral (NIH., 2022). 

 

Compuestos de Herbolaria Mexicana (CHM): 

Productos elaborados con material vegetal o algún derivado de la parte aérea o subterránea 

de una planta. Son extractos, tinturas, jugos, resinas, aceites grasos y esenciales, presenta-

dos en forma farmacéutica y cuya eficacia terapéutica ha sido comprobada científicamente 

(COFEPRIS.,2022). 

 

Demencia Frontotemporal (DF): 

Es el termino dado para un grupo de trastornos cerebrales neurodegenerativos que afectan 

los lóbulos frontal y temporal del cerebro, áreas que se asocian con la personalidad, la 

conducta y el lenguaje (Guimarães et al., 2006). 

 

Dinámica Molecular (DM): 

Tipo de simulación molecular computacional que permite analizar el comportamiento y 

evolución de un sistema a través del tiempo (Meller., 2001). 

 

Inteligencia Artificial (IA): 
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Es tecnología que permite que las computadoras simulen la inteligencia y las capacidades 

humanas de resolución de problemas. (IBM., 2024) Rama de la ciencia de la computación 

empleada en la resolución de problemas cognitivos asociados a la inteligencia humana, 

como el aprendizaje, creación y reconocimiento de imágenes (NIH., 2022).  

 

Machine Learning (ML): 

Rama de la IA que se enfoca en el uso de datos y algoritmos que imitan la forma en que 

los humanos aprenden, para mejorar gradualmente su precisión (Boden., 2017). 

 

Ovillos neurofibrilares de Tau (NFTs por sus siglas en inglés): 

Compilación anormal de proteínas Tau unidas por pequeñas fibrillas dentro de las neuronas 

(Zhang et al., 2018). 

 

Sistema Nervioso Central (SNC): 

Centro de control y procesamiento de información de todas las funciones del cuerpo hu-

mano, incluido el pensamiento (Ansari et al., 2020). 

 

Tau Fosforilada (PTau): 

Proteína Tau fosforilada de manera normal para vincularse a la unión de los microtúbulos 

(Dixit et al., 2021). 

 

Tau Hiperfosforilada (HPTau): 

Modificación postraduccional aberrante de Tau en sitios específicos que da como resultado 

agregados anormales causantes de neurodegeneración (Devi., 2023). 
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Glosario  
 

Aprendizaje Supervisado:    

Algoritmo que utiliza un conjunto de datos de entrenamiento para que los algoritmos im-

plementados generen salidas deseadas (Carmona et al., 2015). 

  

Axón: 

 Conducto de transmisión en donde se propagan impulsos nerviosos (Debanne et al., 2011). 

 

Descriptor Molecular: 

Es una propiedad estructural o fisicoquímica de una molécula o alguna de sus partes 

(Parthasarathi & Dhawan., 2018). 

 

in silico: 

Es una expresión que significa “hecho por computador o vía simulación computacional”. 

Describe al modelado, simulación y visualización de procesos biológicos, físicos y quími-

cos mediante computadoras (Rim., 2020). 

 

Microtúbulo: 

Polímeros de tubulina necesarios para la estructura y función celular de la neurona (Devi., 

2023). 

 

Neurona: 

Célula que forma parte del SNC encargada de transmitir información eléctrica y química 

(Perea & Araque., 2003). 

 

 Tau: 

Proteína asociada a microtúbulos que estabiliza los axones neuronales en condiciones fi-

siológicas normales (Dixit et al., 2021). 
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Tauopatías: 

Enfermedades neurodegenerativas que se caracterizan patológicamente por agregados de 

Tau anormales en neuronas, responsables de la mayoría de las demencias en todo el mundo 

(Fedorova., 2019). 

 

 

 

 

 

 

 

 



17 

 

Capítulo 1  

Introducción 
 

  



18 

 

“La ciencia no nos ha enseñado aún si la locura es o no lo más sublime de la inteligencia”. 

-Edgar Allan Poe (1809-1849) del cuento "Eleonora" publicado en el libro "Nuevas historias 

extraordinarias". 

“La demencia es en la actualidad la séptima causa de defunción y uno de los principales detona-

dores de discapacidad y dependencia entre la población de adultos mayores en el mundo”. 

-Organización Mundial de la Salud (OMS) (2023). 

 

De acuerdo con la Organización Mundial de la Propiedad Intelectual (OMPI) las Biocien-

cias son las ciencias encargadas del estudio de los seres vivos (OMPI., 2023). Su objetivo principal 

es innovar o proponer soluciones en los campos de la agricultura, la alimentación, la biología, la 

medicina y el ambiente.  

La era digital ha cambiado los paradigmas clásicos en la investigación de todos los campos de las 

Biociencias. En específico la industria de la salud no es ajena a la transformación y digitalización 

de los procesos relacionados con el entendimiento de las enfermedades por medio de la biología 

computacional (Adler et al., 2011). Una estrategia que ha tomado fuerza durante los últimos años 

son los estudios in silico (Manzoor et al., 2022). El término “in silico” hace referencia al diseño 

de modelos polipeptídicos, celulares o de sistemas biológicos complejos elaborados por simula-

ciones computacionales (Rim., 2020). Dichos modelos nos permiten explorar y experimentar con 

sus estructuras tridimensionales, funciones y roles en las que se ven envueltos, hasta poder llegar 

a predecir respuestas a estímulos farmacológicos (Pelkonen et al., 2011). El desarrollo de proteínas 

in silico relacionadas a padecimientos nos permite analizar su comportamiento molecular frente a 

candidatos estructurales, que en conjunto con la Inteligencia Artificial (IA), y en específico el 

Machine Learning (ML), brinda la posibilidad de optimizar y acelerar el proceso de selección de 

https://proverbia.net/autor/frases-de-edgar-allan-poe
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compuestos a aspirantes terapéuticos (Ávila-Tomas et al., 2021).  En la actualidad el análisis de 

los mecanismos relacionados con las enfermedades neurodegenerativas se ve favorecido por las 

ciencias computacionales, en específico los estudios in silico como los Acoplamientos Molecula-

res (AM) y Dinámicas Moleculares (DM) permiten a los investigadores acelerar el proceso de 

selección de tratamientos (Makhouri & Ghasemi., 2018).  

La proteína Tau pertenece al grupo de polipéptidos encargados de la estructura neuronal y desem-

peña un papel fundamental en la estabilización de los Microtúbulos, manteniendo la morfología 

neuronal y contribuyendo al transporte intracelular (Pîrşcoveanu et al., 2017). Las modificaciones 

postraduccionales ocurridas sobre la proteína Tau, y en específico la hiperfosforilación de dicha 

proteína, causan el desprendimiento de Tau de los microtúbulos ocasionando daño a la neurona y 

una acumulación anormal de Tau Hiperfosforilada (HPTau) (Zhang et al., 2018). Este fenómeno 

biológico cobra relevancia en los últimos años como el responsable del mecanismo neuropatoló-

gico de distintos padecimientos neurodegenerativos y se conoce como “Hipótesis Tau”, Figura 1 

(Kametani & Hasegawa., 2018), en adición se conocen 40 sitios aberrantes de hiperfosforilación 

de Tau en donde destacan el relacionado a la unión a microtúbulos “Treonina 248” (T248) y el 

relacionado a las primeras fases del desarrollo de la DF “Serina-411” (S411) (Reynolds et al., 

2000). 
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Figura 1. En la hiperfosforilación de Tau se desestabilizan los microtúbulos alfa y beta, haciendo que se pierda la sinapsis neuro-

nal, este mecanismo es llamado "Hipótesis Tau”. 

Algunos padecimientos como el Alzheimer, el Parkinson y la Demencia Frontotemporal son de-

nominados como Tauopatías (Fedorova., 2019), debido a la presencia de proteínas Tau hiperfos-

foriladas que ocasionan desajustes en el SNC dañando las estructuras neuronales.  

En la Tabla 1 se muestran las principales Tauopatías y sus diferencias, en donde se observa que 

Tau puede actuar sola o acompañada de otras proteínas para ocasionar el proceso de neurodegene-

ración (Armstrong., 2016 Bang et al., 2015; Kovacs., 2015; Yoshivama et al., 2012). 

Tabla 1. Principales Tauopatías y sus diferencias. 

 Alzheimer Parkinson Demencia Fronto-

temporal 
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Proteínas implicadas 

en el deterioro cog-

nitivo 

Beta-amiloide acompañada 

de Tau 

Alfa-sinucleína en con-

junto de Tau 

Tau 

Zona afectada del 

SNC 

Corteza entorrinal e hipo-

campo, en etapas avanza-

das se observa deterioro en 

la corteza prefrontal del ce-

rebro. 

Degeneración de neuro-

nas dopaminérgicas en 

la materia negra del me-

sencéfalo. 

Lóbulo frontal y 

temporal del cere-

bro. 

Sintomatología 

Deterioro de la memoria 

acompañado de cambios en 

el comportamiento y el jui-

cio. 

Trastornos motores en 

conjunto con deterioro 

cognitivo y problemas 

del sueño. 

Cambios en el 

comportamiento 

con alteraciones 

del lenguaje y la 

percepción. 

 

 La sintomatología de estas enfermedades tiene como rasgo principal la perdida de funciones cog-

nitivas acompañada de cambios en el comportamiento de quienes las presentan (Kovacs., 2017). 

Las investigaciones alrededor de los mecanismos para inhibir la hiperfosforilación de Tau aun no 

son ampliamente explorados, sin embargo, una alternativa para acelerar el proceso de identifica-

ción de compuestos que bloqueen la formación de HPTau son los estudios in silico (Dixit et al., 

2021). 

Esta investigación se divide en tres bloques de experimentación computacional. El primer bloque 

es la construcción de la proteína Tau mediante Modelado Comparativo a través de Dinámicas Mo-

leculares (DM), ver Figura 2, esto como solución a la inexistencia de un modelo experimental 
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completo de la proteína Tau, en este apartado también se realizó la Fosforilación de Tau (PTau) 

de acuerdo con la descripción de su estado en el cerebro humano sano (Dixit et al., 2021). 

Figura 2. Bloque 1, construcción, fosforilación de Tau y selección del mejor modelo. 
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En el segundo bloque se realizó la construcción de la base de datos de Compuestos de Herbolaria 

Mexicana (CHM), ver Figura 3, para su elaboración se tomó como referencia compuestos pro-

puestos en padecimientos del Sistema Nervioso Central (SNC) (Enamorados et al., 2017; Lozoya 

& Legorreta., 1994), en la selección de moléculas se contempló el uso de propiedades que nos 

permitieran combatir la inflamación causada por la formación de Ovillos Neurofibrilares de 

HPTau (NFTs) (Ogundele et al., 2014). La base de datos de CHM se analizó a través de algoritmos 

de Machine Learning (ML) correspondientes al grupo de Aprendizaje Supervisado para la selec-

ción de candidatos inhibidores de la hiperfosforilación de PTau. 

 

Figura 3. Bloque 2, creación de la base de datos e implementación de Machine Learning. 
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En la tercera parte de este proyecto se realizaron estudios de Acoplamiento Molecular (AM) con 

los resultados obtenidos por ML, ver Figura 4, con el fin de proponer nuevos candidatos que inhi-

ban la generación de la HPTau y por consiguiente el deterioro causado por la Demencia Fronto-

temporal (DF), dichos AM fueron dirigidos a 2 sitios específicos T248 y S411 que son los relacio-

nados con la unión a los microtúbulos y las primeras fases de la DF (Reynolds et al., 2000). 

. 

 

 

 

Figura 4. Bloque 3, programación de los Acoplamientos Moleculares en los residuos de interés. 
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2.1 Demencia Frontotemporal (DF): contexto general 

La DF es una proteinopatía denominada Tauopatía neurodegenerativa concentrada en los 

lóbulos frontal y temporal del cerebro humano. Actualmente se considera la tercera demencia más 

frecuente alrededor del mundo después de la Enfermedad del Alzheimer y la Demencia de cuerpos 

de Lewy, sin embargo, dicha enfermedad tiende a aparecer en edades más tempranas que otras 

demencias, en un rango de 45 a 60 años (Jellinger., 2014). En México no está definida la cifra de 

personas que presentan DF, debido a la falta de estudios específicos y datos epidemiológicos am-

plios, se estima que aproximadamente el 14.2% de los adultos mayores de 60 años en adelante 

presentan algún tipo de demencia (Instituto Mexicano del Seguro Social., 2023). La DF se carac-

teriza por depósitos interneuronales de proteínas Tau Hiperfosforiladas (HPTau) y acumuladas en 

forma de Ovillos Neurofibrilares (NFTs), ver Figura 5, que ocasionan un deterioro cognitivo y 

funcional de quien la padece.  

Figura 5. Características de la Demencia Frontotemporal. 
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Su sintomatología principal son los cambios irracionales en el comportamiento, la disfunción del 

lenguaje, las dificultades motoras y como síntoma tardío la perdida de la cognición (NIA., 2024). 

El cuadro clínico que presentan los pacientes con DF es amplio, Tabla 2, se conoce que existen 

variaciones de este padecimiento en donde prevalecen un solo tipo de síntomas (Rascovsky et al., 

2011). 

Tabla 2. Cuadro clínico con los principales rasgos de la DF. 

 

Tipos de síntomas 

Conductuales Habla y lenguaje Movimiento 

Perdida de empatía. 

Conductas antisociales (apa-

tía). 

Falta de juicio. 

Ataques de ira. 

Ingesta de objetos. 

Olvidar y errar el significado 

de palabras. 

Disociar objetos de su nom-

bre. 

Imposibilidad de generar 

ideas claras y completas. 

Mala coordinación. 

Debilidad muscular. 

Temblores. 

Rigidez. 

 

 

La Esclerosis Lateral Amiotrófica (Cervantes et al., 2019), la Afasia Progresiva Primaria (Matías 

et al., 2013) y la Parálisis Supranuclear Progresiva (Alvarez., 1973), se reportan como variantes 

de la DF, no obstante, todas comparten la presencia de HPTau como neurodegenerativo en los 

lóbulos frontal y temporal del cerebro, en la Tabla 3 se especifican las características de estas 

variantes. 

 

 

 

 



28 

 

Tabla 3. Variaciones de la Demencia Frontotemporal. 

 

Variación Breve descripción Sintomatología principal 

Esclerosis Lateral 

Amiotrófica 

Enfermedad producida por la degenera-

ción y muerte de las neuronas motoras, 

ocasionando la pérdida de conexión con 

los músculos.  

1. Debilidad muscular progre-

siva. 

2. Dificultad para hablar, respi-

rar y comer. 

3. Perdida de la movilidad y 

atrofia. 

Afasia Progresiva 

Primaria 

Síndrome del sistema nervioso que 

afecta la capacidad para hablar y comu-

nicarse.  

1. Dificultad para comprender el 

lenguaje oral o escrito. 

2. Incapacidad para nombrar ob-

jetos. 

3. Torpeza para formular oracio-

nes. 

Parálisis Supranu-

clear Progresiva 

Enfermedad cerebral progresiva que 

afecta los movimientos oculares y mus-

culares. 

1. Perdida del equilibrio al cami-

nar. 

2. Visión borrosa y pérdida del 

control de la movilidad ocu-

lar. 

3. Rigidez y dificultad en la mar-

cha. 
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2.2 Proteína Tau 

Tau es la principal proteína asociada a los microtúbulos en las neuronas maduras, su función es, 

estabilizar la estructura axonal para permitir la conectividad neuronal (Chang et al., 2018). La 

proteína Tau se expresa en el Sistema Nervioso Central (SNC) y periférico, además de estar pre-

sente en riñones, pulmones y testículos (Llorens et al., 2014). Su ubicación se encuentra en el 

cromosoma 17q21 y es un tipo de Proteína Intrínsecamente Desordenada (PID), se conocen 758 

a.a que la integran. Tau tiene ocho dominios distintos: dominio N-terminal (N1, N2), dominio rico 

en prolina (P1 y P2) y cuatro dominios de unión a microtúbulos. 

´ 

2.2.1 Isoformas de Proteína Tau 

En la actualidad se conocen 6 isoformas de Tau en el cerebro humano adulto, sus diferencias pro-

vienen de la presencia o ausencia de 29 a 58 aminoácidos a causa del proceso de splicing alterna-

tivo, generando proteínas con 3 y 4 repeticiones en la zona de unión a los microtúbulos (exón 10), 

en la Tabla 4 se muestran las características de cada isoforma reportada (UniProt., 2024). 

Figura 6. Dominios en Proteína Tau. 
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Tabla 4. Isoformas de Tau. 

 

2.2.2 Modificaciones Post-traduccionales de PTau (fosforilación e hiperfosfori-

lación) 

Tau puede sufrir una serie de modificaciones posteriores a su traducción, entre ellas la nitración, 

ubiquitinación, truncamiento, glicación, oxidación, glicosilación y poliaminación, que influyen en 

la afinidad que posee PTau con los microtúbulos. En específico se requiere del proceso de Fosfo-

rilación de los residuos de Serinas (516,519,579,739) y las Treoninas (522,548) para la unión de 

Tau a los microtúbulos (Dixit et al., 2021). 

Sin embargo, existe una variación en el proceso de fosforilación de PTau, en dicho proceso se 

lleva a la proteína a un estado de hiperfosforilación en al menos 40 sitios (Dixit et al., 2021) per-

diendo afinidad con los microtúbulos, ver Figura 7, y por ende iniciando el proceso de neurodege-

neración, este fenómeno cobra relevancia en los últimos años como el causante de un grupo de 

enfermedades denominadas “Tauopatías” (Fedorova., 2019), que se caracterizan por la presencia 

de Tau Hiperfosforiladas (HPTau) y marañas compuestas de HPTau (NFTs). Se conoce que los 

residuos afectados en las primeras fases de la DF son los asociados con la unión a los microtúbulos 

Isoforma Número de a.a Inclusión del exón 10 Exclusión del exón 10 

0N4R 383 Si No 

1N4R 412 Si No 

2N4R 441 Si No 

0N3R 352 No Si 

1N3R 381 No Si 

2N3R 410 No Si 
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de los cuales destacan Treonina 248 (T248) y Serina 411 (S411) (Reynolds et al., 2000). Se reporta 

que para la DF ocurre en al menos 4 de sus isoformas, pero sin descartar que ocurra en todas, 

siendo un rasgo distintivo frente a otra Tauopatías en donde solo se ve afectada una o dos isoformas 

de PTau como la Enfermedad del Alzheimer (EA) (Creekmore et al., 2024). 

 

2.2.3 Regulación enzimática de la Fosforilación de PTau 

La interacción entre la Tubulina que compone los microtúbulos y la proteína Tau se regula por la 

acción de algunas enzimas quinasas que llevan a cabo la Fosforilación y ciertas fosfatasas que 

eliminan grupos fosfato de la proteína (Avila et al., 2004), ver Tabla 5, ambos procesos ocurren 

de manera normal en neuronas sanas y en el proceso de formación de HPTau donde aún siguen 

siendo investigados. 

Figura 7. Mecanismo neurodegenerativo de PTau. 



32 

 

Tabla 5. Enzimas que regulan a PTau en el proceso de Fosforilación. 

2.3 Tratamientos actuales de la DF 

Los tratamientos actuales de las Tauopatías son dirigidos a la recaptación o inhibición del neuro-

transmisor acetilcolinesterasa con el fin de aliviar la sintomatología, pero sin detener la neurode-

generación. En la actualidad no hay resultados efectivos, algunos ejemplos son lecanemab, do-

nepezilo y galantamina (Yiannopoulou & Papageorgiou., 2013). Los tratamientos dirigidos a PTau 

representan una propuesta prometedora poco explorada, actualmente se desarrollan estudios pre-

clínicos de posibles compuestos que inhiban la formación de HPTau, tal es el caso del derivado de 

quinolina “THQ4S” (Maccioni et al.,2011) que probó ser efectivo en modelos animales, pero no 

se reporta éxito del tratamiento en humanos, esto debido a que no se posee una comprensión pre-

cisa de la fisiopatología de la DF y otras Tauopatías. Por lo que es necesario buscar estrategias 

terapéuticas alternativas que cumplan las características de un neuroprotector, es decir, que eviten 

la progresión y ofrezcan un factor de regeneración o recuperación (Vajda., 2002), en el caso par-

ticular de la DF los compuestos seleccionados deberían cumplir los siguientes puntos: 

• Aliviar la inflamación causada por la neurodegeneración.  

• Inhibir la hiperfosforilación de PTau. 

• No causar daño al SNC u otros sistemas del cuerpo humano. 

Quinasas. Fosfatasas. 

Quinasas prolina-dirigi-

das. 

Quinasas no dirigidas por pro-

lina. 

PP2A, PP2B y PP2C. 

GSK3, cdk5, MAP y JNK. PKA, PKC y CaMKII. 
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2.4 Herbolaria Mexicana  

La Herbolaria se define como la aplicación de plantas o sus derivados para sanar enfermedades 

(De la Cruz., 1991). El uso de plantas medicinales en México nace junto con su historia, desde la 

medicina tradicional Tolteca, Azteca y Maya (Lozoya., 1998). Actualmente, la producción de me-

dicamentos sintéticos ha hecho que su eficacia sea menos evidente, sin embargo, sigue siendo 

indispensable su uso en el desarrollo de nuevos fármacos, los Compuestos de Herbolaria Mexicana 

como extractos, tinturas, resinas y aceites son implementados en diversas investigaciones en torno 

a padecimientos del SNC, tal es el caso del Lúpulo y la Valeriana para tratar la ansiedad e insomnio 

(Jungra et al., 2019). Hace más de 20 años, el 60% de los medicamentos utilizados en México eran 

a base de plantas medicinales (Lozoya., 1998), en combinación con las tecnologías actuales podría 

llevar a producir medicamentos herbolarios más seguros, eficaces y económicos (Lozoya & Lego-

rretta., 1994). 

Se conoce que el porcentaje de Compuestos de Herbolaria Mexicana estudiados es menor al 10% 

(Lozoya., 1998). Los compuestos mostrados a continuación son analizados como tratamiento de 

distintas enfermedades y surgen como propuesta a padecimientos del SNC (Gregory et al., 2021). 

Sin embargo, en muchos de los casos no se tiene información concreta de sus propiedades indivi-

duales, por lo que se tomaron las propiedades generales reportadas para cada planta, como: su 

información Etnobotánica, su acción farmacológica y sus contraindicaciones por usarlas, ver Fi-

guras 8, 9, 10 y 11. 
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Figura 8. Ficha informativa de los compuestos: Acetilcolina, Ácido benzoico, Ácido cafeico y Ácido ferúlico. 
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Figura 9. Ficha informativa de los compuestos: Ácido rosmarínico, Ácido sinápico, Atropina y Convalatoxina. 
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Figura 10. Ficha informativa de los compuestos: Cumarina, Curcumina, Especiofilina y Eucaliptol. 
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´ 

Figura 11. Ficha informativa de los compuestos: Plenolina, Santonina y Tujona. 
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2.5 Estudios in silico 

La frase "in silico" proviene del latín "en silicio", que hace referencia a la implementación de 

ordenadores y simulaciones (Rim., 2020). Los estudios in silico son investigaciones realizadas 

mediante simulaciones por computadora para predecir resultados, analizar datos y simular proce-

sos biológicos, químicos o físicos. Estos estudios son especialmente útiles cuando los experimen-

tos prácticos son costosos, peligrosos o éticamente problemáticos, desempeñando un papel crucial 

en el descubrimiento de nuevos fármacos por varias razones (Manzoor et al., 2022): 

1. Reducción de costos y tiempo:  

Permiten realizar una gran cantidad de simulaciones y análisis computacionales en un período 

relativamente corto de tiempo y a un costo mucho menor que los ensayos experimentales en labo-

ratorio. Esto acelera el proceso de descubrimiento de fármacos al reducir la necesidad de realizar 

múltiples ensayos físicos. 

2. Selección de objetivos terapéuticos: 

Pueden ayudar a identificar blancos terapéuticos “Dianas” potenciales al predecir la interacción de 

compuestos químicos con proteínas, enzimas, receptores u otros biomarcadores relacionados con 

enfermedades. Esto permite a los investigadores centrarse en las moléculas más prometedoras para 

el desarrollo de fármacos. 

3. Diseño de fármacos: 

Ayudan al diseño racional de compuestos químicos con propiedades farmacológicas deseadas, 

mediante técnicas como el modelado molecular y el cribado virtual, los científicos pueden predecir 

la actividad biológica de nuevos compuestos y optimizar su estructura para mejorar su eficacia y 

selectividad. 

4. Predicción de propiedades farmacocinéticas y toxicidad: 
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Antes de llevar a cabo ensayos preclínicos y clínicos, los estudios in silico pueden predecir pro-

piedades farmacocinéticas (absorción, distribución, metabolismo, excreción) y toxicidad de los 

compuestos candidatos. Esto ayuda a identificar posibles problemas de seguridad y lograr optimi-

zar la estructura de los fármacos para mejorar su perfil farmacológico. 

5. Optimización de procesos de síntesis: 

Los estudios in silico pueden ayudar a optimizar los procesos de síntesis de fármacos al predecir 

la viabilidad y eficiencia de diferentes rutas de síntesis química. Esto puede reducir los costos y 

los residuos asociados con la producción de compuestos farmacéuticos. 

La simulación mediante métodos de Mecánica Molecular como la Dinámica Molecular (DM) y 

los Acoplamientos Moleculares (AM) hacen uso de algoritmos de búsqueda empleando optimiza-

ción local o algoritmos genéticos estos son ejemplos de herramientas computacionales para reali-

zar este tipo de estudios (Ardon et al., 1987), ver Figura12. 

 

Figura 12. Diferencias entre DM y AM. 
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2.5.1 Enfoques de los estudios in silico: Mecánica Molecular y Mecánica Cuán-

tica 

En la búsqueda de fármacos la Mecánica Molecular y la Mecánica Cuántica se utilizan a menudo 

de manera complementaria, ver Tabla 6, (Boyd & Lipkowitz., 1982). Por ejemplo, la Mecánica 

Molecular puede proporcionar una aproximación rápida y eficiente para el cribado virtual de com-

puestos en grandes bases de datos, mientras que la mecánica cuántica puede utilizarse para estudiar 

detalles más precisos de las interacciones moleculares una vez que se han identificado los candi-

datos prometedores. En conjunto, estas técnicas ayudan a acelerar el proceso de descubrimiento y 

diseño de fármacos al proporcionar información detallada sobre la estructura, la actividad y las 

propiedades de los compuestos candidatos. 

Tabla 6. Características principales de la Mecánica Molecular y la Mecánica Cuántica. 

Mecánica Molecular Mecánica Cuántica 

• La mecánica molecular es una aproxima-

ción clásica para describir el movimiento y 

las interacciones entre átomos y moléculas. 

• Se basa en los principios de la mecánica 

clásica. 

• Las interacciones entre átomos y molécu-

las se describen mediante potenciales de 

energía clásicos, como los potenciales de 

Lennard-Jones para las fuerzas de van der 

Waals y los potenciales electrostáticos de 

• Estudia las características y el comporta-

miento de las partículas atómicas y subató-

micas. 

• Se basa en la ecuación de Schrödinger. 

• Se utiliza para estudiar sistemas donde las 

interacciones electrónicas son críticas, 

como la estructura electrónica de las molé-

culas, las reacciones químicas y la predic-

ción de propiedades moleculares. 
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Coulomb para las interacciones entre car-

gas eléctricas. 

 

2.5.2 Dinámicas Moleculares (DM) 

Tipo de simulación molecular que permite analizar el comportamiento y evolución de un sistema 

a través del tiempo. Existen dos variantes principales de las DM: 

• Mecánica Molecular (MM)  

Se basa en la Mecánica Clásica y sus leyes fundamentales, en donde se implementan las leyes de 

Newton para predecir la trayectoria de todas las partículas en el sistema a lo largo del tiempo y 

en función de las fuerzas intermoleculares (Ardon et al., 1987; Boyd & Lipkowitz, 1982). 

• Química Cuántica (QM) 

Combina los principios de la DM de física clásica con la física cuántica para simular sistemas 

moleculares teniendo en cuenta los efectos cuánticos en la dinámica de los electrones. Un ejemplo 

de estos métodos es el denominado “ab initio” en donde se calculan las propiedades de un sistema 

molecular directamente desde principios fundamentales de la mecánica cuántica, sin utilizar pará-

metros empíricos ajustados experimentalmente (Groenhof, 2013).  

2.5.3 Construcción de proteínas por Modelado Comparativo 

Enfoque utilizado en bioinformática para predecir la composición tridimensional de una proteína 

utilizando como referencia la estructura de proteínas homólogas ya conocidas. Esta metodología 

cobra relevancia al permitir el análisis de proteínas que no poseen información cristalográfica para 

su estudio. Se compone por 5 pasos (Venclovas et al., 2005): 

1. Selección de la proteína objetivo. 
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2. Identificación de proteínas homólogas con estructuras conocidas. 

3. Alineación de secuencias. 

4. Construcción del modelo. 

5. Evaluación y refinamiento del modelo. 

2.5.4 Acoplamientos Moleculares (AM) 

El Acoplamiento Molecular se puede describir como una herramienta computacional que repre-

senta la predicción de la estructura de un complejo intermolecular formado entre dos o más molé-

culas. Uno de los casos más estudiados de este enfoque son las interacciones proteína-ligando, 

seguidas de las interacciones proteína-proteína (Meng et al., 2011). El objetivo principal es prede-

cir energías y conformaciones entre ligando receptor (Morris & Lim-Wilby., 2008). Los AM son 

implementados en medicina debido a que permiten simular y predecir cómo interactúan candidatos 

a fármacos con sus objetivos biológicos “Dianas”, lo que es significativo para el desarrollo de 

terapias efectivas y seguras. Existen 2 formas principales de llevar a cabo Acoplamientos Mole-

culares (Meng et al., 2011): 

• Acoplamientos Moleculares rígidos: 

− Se toman a las moléculas como estructuras rígidas. 

− No se permiten cambios en la geometría o la conformación de las moléculas durante 

la simulación.  

• Acoplamientos Moleculares flexibles: 

− Se permite cierto grado de flexibilidad en las partes de una molécula o entre las mo-

léculas. 

− Permite la rotación de enlaces químicos, cambios en la conformación molecular o 

adaptabilidad estructural en respuesta a las interacciones con otras moléculas. 
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2.5.2.1 Algoritmos Genéticos (AG) 

Son llamados así porque siguen la lógica entorno a la evolución biológica y su base genético/mo-

lecular, ver Figura 13, de acuerdo con los operadores (Selección, Cruce, Mutación y Sustitución) 

se decide cuáles son los individuos más adaptados que sobreviven y cuáles son los menos aptos 

para ser descartados. 

Los Algoritmos Genéticos tienen diversas aplicaciones, en el programa AutoDock se implementa 

de la siguiente manera (Taylor et al., 2002): 

• Los grados de libertad se codifican en genes o cadenas dobles y al conjunto de genes, o 

cromosoma, se le asigna un genoma basado en una función de puntuación. 

• La codificación de genes se utiliza para representar tanto los diedros giratorios como los 

enlaces de hidrógeno ligando-receptor. 

• Se aplica un operador de movimiento de tipo AG a los cromosomas principales que se 

eligen aleatoriamente de la población existente con un sesgo hacia los miembros más idó-

neos. 

Figura 13. Algoritmo Genético y sus operadores. 
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• Los enlaces de hidrógeno ligando-receptor se combinan con un protocolo de ajuste de mí-

nimos cuadrados para maximizar el número de enlaces de hidrógeno intermoleculares para 

cada movimiento de los AG. 

• Cada estructura se clasifica en función de una función de aptitud más compleja. La función 

de aptitud (o puntuación) es la suma de un término de enlace de hidrógeno y un potencial 

de dispersión intermolecular. 

2.5.4.1 Descriptores Moleculares 

Un descriptor molecular es una característica numérica que se utiliza para describir una molécula 

en términos de sus propiedades físicas, químicas, estructurales o termodinámicas (Parthasarathi & 

Dhawan., 2018). En el descubrimiento de fármacos se utilizan para cuantificar y comparar las 

propiedades de diferentes moléculas, así como para predecir su actividad biológica, toxicidad, so-

lubilidad, entre otras propiedades (Chandrasekaran et al., 2018), esto apoyado de reglas como “Li-

pinski” y las propiedades ADME (la Absorción, la Distribución, la Metabolización y la Excreción), 

en el Apéndice A se encuentra información adicional. Dentro de la Tabla 7 se encuentran los des-

criptores moleculares asociados con la búsqueda de nuevos fármacos para inhibir el proceso de 

hiperfosforilación de Tau. 

Tabla 7. Descriptores Moleculares implementados en el diseño de fármacos. 

Descriptor Información Referencia 

Peso Molecular 

(PM) 

• Se utiliza para describir el tamaño de una mo-

lécula. 

•  Es la suma de las masas atómicas de todos los 

átomos presentes en la molécula.  

(Atkins & de 

Paula., 2018) 
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TPSA • Área de Superficie Polar Total (TPSA por sus 

siglas en ingles), es un descriptor molecular 

utilizado en quimioinformática para cuantifi-

car la polaridad de una molécula. 

• Se utiliza como un indicador de la capacidad 

de una molécula para formar enlaces de hidró-

geno. 

(Prasanna & Doer-

ksen., 2009) 

logP • Logaritmo del coeficiente de partición octa-

nol/agua, brinda la medida de la lipofilicidad 

de una molécula.  

• Cuantifica la distribución relativa de una mo-

lécula entre una fase orgánica (octanol, que es 

un solvente lipofílico) y una fase acuosa (agua, 

un solvente hidrofílico). 

(Vraka et al., 

2017) 

Inhibidor de 

Quinasas (IQ) 

• Describe la capacidad de una molécula para in-

hibir la actividad de quinasas. 

• Se comparan las características estructurales y 

fisicoquímicas con moléculas con capacidad 

de inhibir quinasas para encontrar su similitud. 

(Zhang et al., 

2009) 

nON • Indica la capacidad de una molécula para acep-

tar átomos de hidrógeno en una reacción quí-

mica. 

(Burden., 2014) 
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nOHNH • Indica la capacidad de una molécula para do-

nar átomos de hidrógeno en una reacción quí-

mica. 

(Burden., 2014) 

 

2.6 Inteligencia Artificial (IA) 

Es una rama de la informática que busca desarrollar sistemas capaces de realizar tareas que requie-

ren de inteligencia humana (Rouhiainen., 2018). Estos sistemas utilizan algoritmos y modelos ma-

temáticos para procesar grandes cantidades de datos para obtener predicciones, tomar decisiones 

o realizar acciones basándose en la información recopilada. La IA posee distintos subcampos den-

tro de los que se encuentran (Sharifani & Amini., 2023):  

• El Machine Learning (ML) se centra en el desarrollo de algoritmos con modelos matemá-

ticos que permiten a las computadoras aprender patrones y tomar decisiones basadas en 

datos. 

• El Deep Learning se inspira en la estructura y función del cerebro humano, especialmente 

en las redes neuronales. Utiliza redes neuronales artificiales con múltiples capas para 

aprender representaciones jerárquicas de datos.  

Las aplicaciones de la IA son múltiples, sin embargo, en el campo de la investigación médica 

destaca su uso por los siguientes puntos (Topol., 2019): 

1. Descubrimiento de fármacos: Se pueden analizar grandes bases de datos de compuestos 

químicos y predecir qué moléculas tienen el potencial de ser fármacos efectivos, optimi-

zando el proceso de selección. 

2. Optimización de ensayos clínicos: La IA puede ayudar a diseñar ensayos clínicos más efi-

cientes, identificando criterios de inclusión y exclusión óptimos.  
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2.6.1 Machine Learning (ML) y Aprendizaje Supervisado 

En esencia el Machine Learning, trata de enseñar a las computadoras a partir de ejemplos y expe-

riencias pasadas para mejorar su rendimiento en tareas específicas. Dentro del ML el Aprendizaje 

Supervisado es un enfoque donde el algoritmo recibe un conjunto de datos de entrenamiento que 

incluye ejemplos de entrada y las respuestas correctas asociadas con estas. El objetivo es que 

aprendan los algoritmos una función que mapee las entradas a las respuestas deseadas, basándose 

en los ejemplos de entrenamiento proporcionados (Bishop., 2006). Los ejemplos comunes de 

aprendizaje supervisado incluyen los siguientes algoritmos y la combinación de ellos: 

• Algoritmos de Clasificación: El objetivo es predecir la clase o categoría de una observa-

ción, como "sí" o "no", "gato" o "perro”, entre otros ejemplos. 

• Algoritmos de Regresión: Donde el objetivo es predecir un valor numérico, como por 

ejemplo la temperatura o el precio de una casa. 

• Algoritmo de Regresión y Clasificación, es la mezcla de los algoritmos mencionados an-

teriormente en donde el más destacado es el Algoritmo de Regresión de Bosque Aleatorio. 

El aprendizaje supervisado es uno de los enfoques más utilizados en el ML y se aplica en una 

amplia variedad de áreas, como reconocimiento de voz, visión por computadora, medicina, finan-

zas, entre otros. 

2.6.2 Algoritmo de Regresión de Bosque Aleatorio (ARBA) 
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El Algoritmo de Regresión de Bosque Aleatorio (ARBA) es una técnica utilizada en el campo del 

Aprendizaje Supervisado para resolver problemas de involución, ver Figura 14. Combina dos al-

goritmos: árboles de decisión y bosques aleatorios. En el desarrollo de este algoritmo se construyen 

múltiples árboles de decisión independientes y se promedia su salida para obtener una predicción 

más precisa. 

Una de las ventajas del bosque aleatorio es que tiene la capacidad de manejar grandes conjuntos 

de datos con una alta dimensionalidad y resistencia a valores atípicos. La metodología ARBA se 

basa en los siguientes puntos (Liaw & Wiener., 2002), Figura 15: 

• Construcción de múltiples árboles de decisión: 

Se construye un gran número de árboles de decisiones, cada uno entrenado en una sub-set aleatoria 

del conjunto de datos de adiestramiento.  

• Selección de características aleatorias: 

Para cada árbol de decisión, existe una división del árbol, de la cual se selecciona un subconjunto 

aleatorio de características (predictores) del conjunto completo de propiedades.  

• Construcción de árboles de decisión: 

Figura 14. Posición del ARBA dentro de IA. 
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Cada árbol de decisión se construye de acuerdo con el algoritmo de clasificación, dividiendo re-

petidamente los datos en ramas basadas con características previamente seleccionadas, con el ob-

jetivo de minimizar la varianza del objetivo en cada nodo. 

• Predicción: 

Para hacer una conjetura de una nueva instancia, se hace un análisis con cada árbol en el bosque y 

se promedian los resultados. Esto puede proporcionar una predicción más estable y robusta que la 

de un solo árbol. 

 

 

 

 

 

 

 

 

 

 

 

Figura 15. Aplicación del ARBA. 
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3.1 Planteamiento del problema 

La Demencia Frontotemporal (DF) engloba varios síndromes clínicos que implican un 

cambio progresivo en el comportamiento y/o el lenguaje como una sintomatología común (Perry 

et al., 2013). Este padecimiento pertenece a la familia de las Tauopatías que son un grupo de 

enfermedades neurodegenerativas donde la proteína Tau sufre un proceso post-traduccional de 

Hiperfosforilación (HPTau) (Farwa et al., 2019). Tau está involucrada en el ensamble de monó-

meros de tubulina dentro de los microtúbulos, que contribuye al mantenimiento de la forma celular 

y funcionan como vía de transporte dentro de los axones neuronales (Mandelkow et al., 1995). Los 

cambios patológicos causados por la Hiperfosforilación de Tau conllevan a la separación de la 

proteína de los microtúbulos y la generación de inclusiones intracelulares tóxicas llamados ovillos 

neurofibrilares de Tau (NFTs por sus siglas en inglés) (Zhang et al., 2018).  

Actualmente no existe ningún tratamiento que evite el proceso de daño neurodegenerativo causado 

por la Hiperfosforilación de Tau. Algunas prescripciones médicas están basadas en fármacos diri-

gidos a otros padecimientos como la depresión (Kimura & Takamatsu., 2013), alteraciones del 

sueño (Tisher & Salardini., 2019) y las crisis epilépticas (Rodríguez et al., 2018). Sin embargo, no 

está comprobada la efectividad de estos medicamentos en la DF. La necesidad de un tratamiento 

que impida la neurodegeneración causada por la HPTau representa un problema crítico y de salud 

mundial (Zheng et al., 2021). 

La bibliografía muestra poca información sobre los datos experimentales y computacionales acerca 

de la morfología proteica de Tau (Wang et al., 2021), por ejemplo, no se tiene una estructura 

cristalográfica experimental completa (Hrushikesh et al., 2020) que nos permita estudiar los sitios 

de supresión inhibitoria y por ende describir el comportamiento sucesivo a las modificaciones 

postraduccionales, expresadas en los microtúbulos axonales de las neuronas (Wang et al., 2021). 
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Algunos compuestos surgen como propuestas tentativas para combatir la Hiperfosforilación de 

Tau, dentro de estos están los derivados de la quinolina, que son un grupo de compuestos alcaloides 

que se utilizan para tratar la malaria no complicada por Plasmodium falciparum, son antipiréticos 

y analgésicos (Paintaud et al., 1994). Los estudios alrededor de los derivados de quinolina sobre 

HPTau han sido dirigidos en tejido cerebral humano post-mortem (Maccioni et al., 2011) y mues-

tran resultados prometedores, sin embargo, el uso prolongado de estos compuestos tiene desven-

tajas como la resistencia a antibióticos (Vandekerckhove & D'hooghe., 2015) y en algunos casos 

daño hepático (Cano et al., 2017). Una propuesta viable para combatir las enfermedades causadas 

por HPTau son los compuestos de Herbolaria Mexicana (Enamorados et al., 2017), ya que han 

probado tener mecanismos de acción eficientes y menos agresivos en el cuerpo humano en el tra-

tamiento de enfermedades como el asma (Cazzola & Matera., 2020), la insuficiencia cardiaca con-

gestiva (Patocka et al., 2020) y como analgésicos en el tratamiento de cáncer (Wiffen et al., 2017) 

por lo que representan una alternativa sin explorar para la inhibición de la Hiperfosforilación de 

Tau. 

3.2 Justificación 

Debido a la poca información relacionada en combatir la problemática mencionada, es necesario 

un estudio sistemático in silico que explique el comportamiento de la estructura y los sitios reacti-

vos que integran la proteína Tau. En este proyecto se pretende utilizar estudios computacionales 

para determinar la estructura de la proteína Tau en su forma Fosforilada e Hiperfosforilada y ana-

lizar el Acoplamiento de los Compuestos de Herbolaria Mexicana seleccionados mediante Ma-

chine Learning en los sitios de hiperfosforilación de Tau para detener la neurodegeneración oca-

sionada en la DF. 
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3.3 Hipótesis 

Los compuestos de Herbolaria Mexicana presentarán una mejor actividad in silico frente al grupo 

fosfato en los sitios de hiperfosforilación de Tau, para ser tomados en cuenta como una alternativa 

de investigación experimental para evitar la neurodegeneración causada por la formación de ovi-

llos neurofibrilares de HPTau y como consecuencia la aparición de la Demencia Frontotemporal. 

3.4 Objetivo General 

Evaluar el potencial de inhibición mediante estudios in silico de Compuestos de Herbolaria Mexi-

cana sobre la proteína Tau, implementando Machine Learning para suprimir la desintegración de 

los microtúbulos y la formación de los ovillos neurofibrilares presentes en la Demencia Fronto-

temporal y otras Tauopatías. 

3.5 Objetivos Particulares 

I. Obtener la secuencia canónica de la proteína Tau para la construcción del modelo poli-

peptídico. 

II. Construir por Modelado Comparativo la estructura de la proteína Tau con ayuda del servi-

dor I-TASSER. 

III. Elegir y calibrar la mejor estructura de Tau para su posterior optimización, con parámetros 

C-score y TM-score. 

IV. Preparar la estructura de la proteína Tau resultante del paso anterior para su Fosforilación 

en los sitios específicos mediante una segunda optimización generando así Tau Fosforilada 

(PTau) con el servidor CHARMM-GUI. 
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V. Realizar Dinámicas Moleculares en la proteína PTau con el programa Gromacs para obte-

ner una estructura homóloga para los Acoplamientos Moleculares dirigidos. 

VI. Elaborar una base de Compuestos de Herbolaria Mexicana para seleccionar candidatos a 

estudio de la DF a través de Machine Learning (ML). 

VII. Efectuar los Acoplamientos Moleculares de PTau como el receptor y los ligantes seleccio-

nados del filtrado de la base de datos de los CHM con el programa AutoDock. 

VIII. Evaluar y analizar los resultados obtenidos de los Acoplamientos Moleculares y comparar-

los frente a la acción competitiva del grupo fosfato. 
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4.1 Construcción de la Proteína Tau por Modelado Comparativo 

En la literatura reportada se encuentran estructuras cristalinas de Tau construida en frag-

mentos y con bastantes limitaciones (Dixit et al., 2021), una estrategia para obtener un modelo 

proteico íntegro es unificar las estructuras fraccionadas y completar las partes faltantes de la se-

cuencia, utilizando un templete de construcción de proteínas por Modelado Comparativo. Esta es 

una técnica predictiva que nos permite construir una estructura atómica aproximada de una pro-

teína basada en modelos homólogos de referencia experimental (Venclovas et al., 2005). Para este 

estudio se utilizó el servidor I-TASSER por sus siglas en inglés (Refinamiento de Ensamblaje de 

Subprocesos Iterativos) que nos permite obtener modelos atómicos completos construidos por 

Figura 16. Resumen del diseño de la proteína Tau por Modelado Comparativo en el servi-

dor I-TASSER. 
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simulaciones repetitivas de ensamble en plantillas fragmentadas (Zhou et al., 2022; Zheng et al., 

2021; Yang & Zhang., 2015). En la Figura 16, se muestra un resumen del proceso de construcción 

de la proteína Tau utilizando la técnica de Modelado Comparativo la cual será explicada en una 

serie de pasos: selección de secuencia templete, ensamblaje de la proteína y obtención de estruc-

turas completas. 

4.1.1 Selección de secuencia templete 

Se realizó una búsqueda bibliográfica de la proteína Tau a través del servidor UniProt (UniProt 

Consortium., 2023), con el identificador de registro ID: P10636 · TAU_HUMAN. Esta exploración 

recopiló 6 isoformas de la proteína Tau producidas por splicing alternativo (Xu et al., 2021), sin 

embargo, para esta investigación se decidió utilizar la secuencia canónica, la cual contiene 758 

aminoácidos (a.a), en la Figura 17 se muestran los a.a que conforman la cadena polipeptídica que 

se implementó para la construcción del modelo proteico, este templete contiene alrededor de 40 

sitios de posible hiperfosforilación (Reynolds et al., 2000). 

Figura 17. Secuencia templete con posibles 40 sitios de hiperfosforilación señalados en color amarillo. 
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4.1.2 Ensamblaje y selección de la proteína Tau 

Utilizando el servidor I-TASSER en el módulo de construcción se introdujo la secuencia templete 

de la proteína Tau (Zhou et al., 2022; Zheng et al., 2021; Yang & Zhang., 2015) y se ejecutó la 

opción de “RUN I-TASSER” sin modificar ningún otro parámetro en el tablero, ver Figura 18. 

 

Posterior al proceso de ingreso de la secuencia templete, el servidor recuperó plantillas de la bi-

blioteca PDB de proteínas de pliegues similares o estructuras secundarias con aproximación al 

templete de referencia mediante el metaservidor LOMETS (Local Meta-Threading Server, por 

sus siglas en inglés) (Zheng et al., 2022; Zheng et al., 2019; Wu et al., 2007) que esta alimentado 

Figura 18 Run I-TASSER, se muestra el ingreso de la secuencia templete y la ejecución de I-TASSER sin modificar nin-

gún otro parámetro. 
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por múltiples programas de subprocesos, donde cada programa generó decenas de miles de ali-

neaciones de plantillas. Para finalizar el proceso de selección del servidor I-TASSER se utilizó la 

puntuación Z, la cual mide la diferencia entre las puntuaciones brutas y medias de la desviación 

estándar de las alineaciones de roscado (explicado en el capítulo 2). A valores superiores de Z > 

1, significa una buena alineación, valores menores o iguales a 1 significa una alineación inefi-

ciente. En el Apéndice B, se muestran las 10 mejores plantillas obtenidas del metaservidor LO-

METS, con una puntuación Z mayor a 1. La topología de la estructura secundaria de los modelos 

completos se construyó ensamblando los fragmentos alineados de las plantillas mencionadas an-

teriormente, y las regiones faltantes se crearon desde cero con el método ab intio (Zhang., 2008) 

a través de Simulaciones de Monte Carlo (Zhang et al., 2003) en SPICKER (Zhang & Skolnick., 

2004) que identificó las conformaciones proteicas de energía libre más baja. Luego I-TASSER 

mediante FG-MD (por sus siglas en inglés Fragment Guide MD Simulation) (Zhang et al., 2011) 

y ModRefiner (Xu & Zhang., 2011) el cual refinó las estructuras completas mediante simulacio-

nes atómicas. Para finalizar y derivar la función biológica de los modelos I-TASSER finales se 

compararon con las proteínas de la biblioteca BioLiP (Yang et al., 2013) para la conservación de 

características químicas y alineaciones de perfiles de secuencia, obteniendo los modelos finales. 

El servidor I-TASSER arrojó 5 modelos finales, sin embargo, bajo criterio del servidor y paráme-

tros C-score y TM-score (estos resultados se analizarán en el capítulo posterior), donde el modelo 

1 fue el seleccionado para continuar con el proceso de optimización y fosforilación. 

4.2 Procesos de Refinamiento y Fosforilación de la proteína Tau 

Para optimizar los modelos obtenidos por Modelado Comparativo (MC) y volverlos útiles para 

análisis bioinformáticos se realizó un proceso de refinamiento estructural (Xiang., 2006), en donde 

https://www.ncbi.nlm.nih.gov/pmc/articles/PMC4871818/#R51
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se vieron involucradas variables como el tiempo, pH y el solvente. Para nuestro estudio fue nece-

sario un paso extra de modificaciones post-traduccionales para lograr obtener PTau. El proceso de 

refinamiento y Fosforilación se divide en 2 grandes bloques, el realizado con CHARMM-GUI (Jo 

et al., 2008; Brooks et al., 2009; Lee et al., 2016) con el que se llevó a cabo una primera optimi-

zación del modelo 1 junto a la Fosforilación de este, obteniendo PTau como resultado, posterior-

mente en el segundo paso se refinó PTau con Dinámicas Moleculares (DM) en el programa Gro-

macs (Abraham et al., 2015). En la Figura 19 se muestra un resumen de este proceso. 

4.2.1 Optimización y Fosforilación por CHARMM-GUI 

Al acceder al servidor CHARMM-GUI se seleccionó la opción “Solution Builder” en donde se 

cargó el modelo 1, automáticamente se desplegó una Tabla como se aprecia en la Figura 20, con 

las características de la proteína seleccionada. En este apartado se rectificó que todos los datos 

sean acordes al archivo de entrada, corroborando que no se modificó ningún parámetro. 

Figura 19 Resumen del proceso de obtención y refinamiento de PTau con los servidores CHARMM-GUI y Gromacs. 
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El siguiente paso se efectuó el llenado del menú “PDB Manipulation Options”. En la Figura 21, 

se muestran los a.a de Serina 516, 519, 579, 739 y Treonina 522, 548 en donde se realizó la Fos-

forilación del modelo 1 (estos sitios son los reportados en la literatura para la proteína PTau) (Di-

xit et al., 2021). 

Figura 20. Menú "Solution Builder" 
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En el apartado “Waterbox Size Options” se muestran opciones predeterminadas de acuerdo con el 

tamaño del modelo 1 y se seleccionó una caja de tipo rectangular, ver Figura 22, a su vez en la 

sección de “Add Ions” el servidor también nos arrojó opciones predeterminadas añadiendo los 

iones mostrados con el método de Monte-Carlo. 

 

 

 

 

 

 

 

 

 

 

Figura 22. "Water Size Options" características y tipo de caja para solvatación. 

Figura 21. Se muestra el "PDB Manipulation Options” en donde se llevó a cabo la fosforilación de los residuos de 

acuerdo con la literatura. 
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Para finalizar en el apartado de “Force Field Options” se utilizó el campo de energía recomendado 

por el programa y de acuerdo con el tipo de proteína resultante del modelo 1 se seleccionó 

“CHARMM36m” que se implementa en proteínas intrínsecamente desordenadas; para la opción de 

“Input Generation Options” se escogió la opción de Gromacs y en los siguientes apartados no se 

modificó ningún parámetro, esta programación se muestra en la Figura 23. 

 

 

 

 

 

 

 

 

 

El servidor CHARMM-GUI dio como resultado la carpeta “charmm-gui-7892949621” que deno-

tamos con el nombre “CG78”, para continuar con el refinamiento en el programa Gromacs me-

diante una DM, estos archivos se muestran en la Figura 24. 

Figura 24. Carpeta GC78. 

Figura 23. Especificaciones para el programa Gromacs. 
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4.2.2 Dinámicas Moleculares con Gromacs 

Con los resultados de la preoptimización en CHARMM-GUI se programa el proceso final de refi-

namiento. El archivo denominado “step5_production.mdp” contiene las instrucciones de configu-

ración de los cálculos necesarios para las iteraciones totales de la DM. Se realizaron las modifica-

ciones de tiempo a partir de 40 millones de pasos obteniendo 80,000 ps equivalentes a 80 ns. En 

la literatura se reporta una estabilidad proteica en PTau para este tiempo en DM (Dixit et al., 2021). 

Los cambios realizados en el archivo de producción se muestran a continuación en la Figura 25. 

Donde se especifican todos los parámetros integradores de este archivo y la manera de estandarizar 

el refinamiento molecular. La carpeta “CG78” fue cargada en un servidor con las características 

Figura 25. Instrucciones para los cálculos de DM. 
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mostradas en el Apéndice C. Los cálculos fueron efectuados bajo condiciones de temperatura y 

pH fisiológicos. 

Para correr el archivo se comenzó llamando al programa Gromacs, ver Figura 26, con el atajo 

preestablecido “gmx”. Se continuó con el proceso de minimización al ingresar el comando: 

“gmx grompp -f step4.0_minimization.mdp -o step4.0_minimization.tpr -c step3_input.gro -r 

step3_input.gro -p topol.top -n index.ndx -maxwarn 1” 

 Se ejecutó la minimización con el comando: 

“gmx mdrun -v -deffnm step4.0_minimization”  

 

Figura 26. Comandos de ejecución para la minimización. 

En el proceso de equilibración se implementaron los siguientes comandos: 

“gmx grompp -f step4.1_equilibration.mdp -o step4.1_equilibration.tpr -c step4.0_minimiza-

tion.gro -r step3_input.gro -p topol.top -n index.ndx”  

La corrida de equilibración se realizó con la instrucción: 

 “gmx mdrun -v -deffnm step4.1_equilibration” 

 

 

Figura 27. Comandos de ejecución de la equilibración. 
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Mediante el comando siguiente se cargaron los archivos de topología, equilibración, número de 

moléculas y de producción: 

“gmx grompp -f step5_production.mdp -o step5_1.tpr -c step4.1_equilibration.gro -p topol.top -n 

index.ndx” 

El último paso fue la producción final de la dinámica en donde se ingresó el siguiente código: 

“gmx mdrun -v -deffnm step5_1” 

 El tiempo de cálculo total fue de 80 ns, con un recurso computacional de 1,008 horas equivalente 

a 42 días, ver Figura 28. El estudio final se corroboró llevando a cabo el cálculo por triplicado.  

Los archivos resultantes de la DM final llevan por nombre step5_1 con las extensiones mostradas 

en la Figura 29.  

Figura 28. Comandos de ejecución de la Dinámicas Moleculares. 

Figura 29. Archivos obtenidos de la DM. 
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4.3 Construcción de Base de Datos de los Compuestos de Herbolaria 

Mexicana (CHM) 

En este proyecto se construyó una base de Compuestos de Herbolaria Mexicana (CHM) que se 

correlacionaron con parámetros de utilidad en la selección de posibles candidatos en el tratamiento 

de la DF mediante el uso de Machine Learning para obtener los compuestos mejor valuados “hits 

moleculares” que sirvieron para los estudios de Acoplamiento Molecular en el sitio de hiperfos-

forilación en el modelo PTau. La obtención de estos compuestos se llevó a cabo en las bases mo-

leculares PubMed (Sayers et al., 2022) y PubChem (Kim et al., 2023), tomando en consideración 

sus propiedades reportadas como antinflamatorias y su uso en el tratamiento de padecimientos en 

el Sistema Nervioso Central (SNC), la Tabla 8 muestra los compuestos que integraron la base final 

CHM. 

Tabla 8. Compuestos de la base CHM. 

Compuesto 

 Planta Herbola-

ria Mexicana 

Propiedades antinfla-

matorias y trata-

miento en SNC 

CID  

Acetilcolina 

Viscum álbum L, 

“Muerdago” (Fe-

trow., 1999) 

(Wagner et al., 1986) 

187 

 

Ácido benzoico 

Ginkgo biloba L, 

“Ginkgo biloba” 

(Da Rocha et al., 

2011) 

(Gregory et al., 2021) 

 

368156 

file:///C:/Users/52771/Downloads/187
file:///C:/Users/52771/Downloads/368156
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Ácido cafeico 

Hypericum perfo-

ratum L, “Hierba 

de San Juan” (Lo-

zoya., 1998) 

(Pavlíková N., 2022) 

689043 

Ácido ferúlico 

Datura stramo-

nium L, “Estra-

monio” (OMS., 

2001) 

(Malik et al., 2019) 

 

445858 

Ácido rosmarí-

nico 

Rosmarinus offi-

cinalis L,“Ro-

mero” (Karadağ 

et al., 2019) 

 

(Khaw et a., 2017) 

 

5281792 

Ácido sinápico 

Saccharum offici-

narum L,”Caña de 

azúcar” (Vilela et 

al., 2017) 

 

(Yoon et al., 2007) 

637775 

file:///C:/Users/52771/Downloads/689043
file:///C:/Users/52771/Downloads/445858
file:///C:/Users/52771/Downloads/5281792
file:///C:/Users/52771/Downloads/637775
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Atropina 

Atropa belladona 

L, “Belladona” 

(Dhuley., 2000) 

(Ellinwood et al., 1990) 

 

174174 

Convalatoxina 

Convallaria ma-

jalis L, “Convala-

ria” (OMS., 1995) 

(Liu et al., 2022) 

 

86574223 

Cumarina 

Citrus paradisi 

Macfad, “To-

ronja” (Cruz., 

2007) 

(De la Rosa et al., 

2016) 

323 

Curcumina 

Curcuma longa L, 

“Curcuma” (Gre-

gory et al., 2021) 

 

(Gregory et al., 2021) 

 

 

969516 

Especiofilina 

Uncaria tomen-

tosa, “Uña de 

gato” (Heitzman 

et al., 2005) 

(Baitha et al., 2020) 

168985 

file:///C:/Users/52771/Downloads/174174
file:///C:/Users/52771/Downloads/86574223
file:///C:/Users/52771/Downloads/969516
file:///C:/Users/52771/Downloads/168985
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Eucaliptol 

Artemisa vulgaris 

L, “Artemisa” 

(Stermitz et al., 

2002) 

(Ceremuga et al., 2017) 

 

2758  

Plenolina 

Arnica montana 

L, “Árnica” (Lyss 

et al., 1997) 

(Klaas et al., 2002) 

442294 

Santonina 

Artemisa marí-

tima L, “Ajenjo 

marino” (Wang et 

al., 2019) 

(Zhang et al., 2019) 

 

7566380 

Tujona 

Artemisa absint-

hium L, “Ajenjo 

común” (Bielen-

berg., 2007) 

(Bieleng., 2007) 

261491 

4.3.1 Selección de Descriptores Moleculares para la base CHM. 

Para esta investigación se seleccionaron dos Descriptores Moleculares de importancia terapéutica 

denominados como “Ant” para las propiedades antinflamatorias y “TS” para el uso en padecimien-

tos del Sistema Nervioso Central (SNC). Se clasificó con 1 si presentaban estas características o 

con 0 en ausencia de ellas. Posteriormente se seleccionaron los Descriptores Moleculares de bioac-

tividad TPSA, Inhibidor de Quinasas (IQ), logP, nON y nOHNH.  

 

file:///C:/Users/52771/Downloads/2758
file:///C:/Users/52771/Downloads/7566380
file:///C:/Users/52771/Downloads/261491
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4.3.2 Optimización de los Compuestos de Herbolaria Mexicana.  

Los compuestos seleccionados formaron la base de datos y se sometieron a un proceso de minimi-

zación de energía en el programa Avogadro, este paso se describe en la Figura 30, el campo de 

fuerza implementado fue MMFF94 debido a su precisión y fiabilidad en la predicción de confor-

maciones de moléculas orgánicas y biomoléculas. 

 

 

 

 

 

 

 

En la Figura 31 se muestra la programación del servidor molinspiration (Molinspiration., 2023) 

para la obtención de los descriptores. El cálculo se realizó en el apartado “Calculation of Molecular 

Properties and Bioactivity Score”. 

Figura 30. Proceso de minimización de energía de los compuestos recopilados. 

Figura 31. Cálculo de los Descriptores Moleculares. 
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 4.3.3 Normalización. 

Los descriptores moleculares utilizados PM, logP, nON y nOHNH se normalizaron aplicando la 

regla de 5 de “Lipinski” (Lipinski et al., 1997), la cual menciona que las moléculas similares a los 

fármacos con biodisponibilidad tienen que cumplir los siguientes criterios: 

− Peso Molecular (PM) menor o igual a 500 g/mol.  

− logP menor o igual a 5. 

− El número de aceptores de enlaces de hidrógeno (nON) debe ser menor o igual a 10.  

− El número de donantes de enlaces de hidrogeno (nOHNH) debe ser menor o igual a 5. 

Para el caso del descriptor IQ se evalúo con el rango proporcionado por el servidor molinspiration, 

donde la capacidad de inhibir quinasas se ve reflejada en los valores de -0.5 a 1.5. Para el TPSA 

no se normalizaron los datos, debido a que todas las moléculas se encuentran dentro del rango 

deseado para penetrar la barrera hematoencefálica (Hassan & George., 2005), si cumplían los cri-

terios de evaluación por presencia se le colocaba un valor 1 y por ausencia un valor 0. 

Estos resultados sirvieron para la construcción de la base denominada CHM, misma que fue pro-

gramada para la selección de compuestos mediante Machine Learning 

4.4 Implementación de Machine Learning en la base CHM. 

Se realizó una búsqueda de Algoritmos de Aprendizaje Supervisado que se clasificaran los com-

puestos de la base CHM en dos grupos: los candidatos mejor puntuados para Acoplamiento Mo-

lecular (que denominamos como: Hits) y los compuestos con menor puntuación (etiquetados 

como: Fails).  

La implementación propuesta de ML fue el Algoritmo de Regresión de Bosque Aleatorio (ARBA) 

(Lozada et al., 2022), el cual asignó un porcentaje a las variables basado en su impacto para la 
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toma de decisiones, esta herramienta evaluó si el compuesto “es” o “no” viable como tratamiento 

para la DF mediante la aplicación de la regla de Lipinski y los criterios ADME. 

La ejecución del ARBA se llevó a cabo en el servidor jupyter (Kluyver et al., 2016), mediante un 

script con lenguaje de programación Python 3, la rutina completa se encuentra dentro del Apéndice 

D se siguieron los comandos que se muestran en la Figura 32, realizando la función del Algoritmo 

basado en el principio de correlación de las variables bidimensionales en un enfoque aleatorio. 
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Figura 32. Serie de comandos para implementar el ARBA. 
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4.4.1 Interpretación de las importancias dadas por ARBA. 

Con las importancias obtenidas del proceso del ARBA, se realizó una multiplicación del número 

contenido en la base de datos por el cociente de importancia, dando origen a las siguientes varia-

bles: 

𝐴1 = 𝑃𝑀(0.24), 

𝐴2 = 𝐴𝑛𝑡(0.30), 

𝐴3 = 𝑇𝑆(0.12), 

𝐴4 = 𝐼𝑄((0.21), 

𝐴5 = 𝑙𝑜𝑔𝑃(0.12), 

𝐴6 = 𝑛𝑂𝑁(0), 

𝐴7 = 𝑛𝑂𝐻𝑁𝐻(0) 

Posteriormente se realizó la sumatoria por filas (𝑘) de las variables, a este parámetro se le deno-

mino porcentaje (𝑃𝑘) dentro de la base CHM: 

∑ 𝐴𝑘𝑛 

7

𝑛=1

= 𝑝𝑜𝑟𝑐𝑒𝑛𝑡𝑎𝑗𝑒 (𝑃𝐾), 𝑘 = 1,2. . .14 

Con los porcentajes obtenidos se estimó la media poblacional (𝜇̂) de los compuestos: 

∑ 𝑝𝑜𝑟𝑐𝑒𝑛𝑡𝑎𝑗𝑒(𝑃𝑘)

14

𝑘=1

 = 

𝑃𝐴𝑐𝑒𝑡𝑖𝑙𝑐𝑜𝑙𝑖𝑛𝑎 +  𝑃Á𝑐.𝑏𝑒𝑛𝑧𝑜𝑖𝑐𝑜 + 𝑃Á𝑐.𝑐𝑎𝑓𝑒𝑖𝑐𝑜 + 𝑃Á𝑐.𝑓𝑒𝑟ú𝑙𝑖𝑐𝑜 + 𝑃Á𝑐.𝑟𝑜𝑠𝑚𝑎𝑟í𝑛𝑖𝑐𝑜 

+𝑃Á𝑐.𝑠𝑖𝑛á𝑝𝑖𝑐𝑜 + 𝑃𝐴𝑡𝑟𝑜𝑝𝑖𝑛𝑎 + 𝑃𝐶𝑜𝑛𝑣𝑎𝑙𝑎𝑡𝑜𝑥𝑖𝑛𝑎 + 𝑃𝐶𝑢𝑚𝑎𝑟𝑖𝑛𝑎 + 𝑃𝐶𝑢𝑟𝑐𝑢𝑚𝑖𝑛𝑎 

+𝑃𝐸𝑠𝑝𝑒𝑐𝑖𝑜𝑓𝑖𝑙𝑖𝑛𝑎 + 𝑃𝐸𝑢𝑐𝑎𝑙𝑖𝑝𝑡𝑜𝑙 + 𝑃𝑃𝑙𝑒𝑛𝑜𝑙𝑖𝑛𝑎 + 𝑃𝑆𝑎𝑛𝑡𝑜𝑛𝑖𝑛𝑎 + 𝑃𝑇𝑢𝑗𝑜𝑛𝑎 

𝜇̂ =
∑ 𝑝𝑜𝑟𝑐𝑒𝑛𝑡𝑎𝑗𝑒(𝑃𝑘)14

𝑘=1

𝑛ú𝑚𝑒𝑟𝑜 𝑡𝑜𝑡𝑎𝑙 𝑑𝑒 𝑐𝑜𝑚𝑝𝑢𝑒𝑠𝑡𝑜𝑠
=

∑ 𝑝𝑜𝑟𝑐𝑒𝑛𝑡𝑎𝑗𝑒(𝑃𝑘)14
𝑘=1

14
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La media estimada estableció el valor para la selección de los compuestos, bajo las siguientes 

condiciones: 

{
𝑆𝑖  𝑃𝑘 𝑐𝑜𝑚𝑝𝑢𝑒𝑠𝑡𝑜 > 𝜇̂  ⇒  𝑠𝑒 𝑠𝑒𝑙𝑒𝑐𝑐𝑖𝑜𝑛𝑎

𝑆𝑖  𝑃𝑘 𝑐𝑜𝑚𝑝𝑢𝑒𝑠𝑡𝑜 < 𝜇̂  ⇒  𝑠𝑒 𝑑𝑒𝑠𝑐𝑎𝑟𝑡𝑎
 

4.4.2.1 Diagrama de flujo del proceso de selección 

Con el fin de simplificar el proceso de selección de los compuestos de la base CHM, se construyó 

el Diagrama “Selección”, que incluye los resultados de las condiciones mencionadas en la sección 

anterior, con este paso se clasificó en dos grupos a los compuestos: 

• Hits: Compuestos mejor puntuados y seleccionados para los estudios de Acoplamiento 

Molecular. 

• Fails: Compuestos con menor puntuación y descartados para los estudios de Acoplamiento 

Molecular.  

Figura 33. Diagrama "Selección". 
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4.5 Acoplamientos moleculares Receptor-Ligantes 

Los estudios de Acoplamiento Molecular entre Receptor y los Ligantes se desarrollaron en el soft-

ware AutoDock (Garrett., 2010), la optimización y construcción de los ligandos se llevó a cabo en 

Avogadro (Marcus et al., 2012). Los compuestos hits obtenidos de la sección anterior son los im-

plementados en estos estudios. El tipo de Acoplamientos Moleculares desarrollado en esta inves-

tigación corresponde a ligando flexible con receptor rígido. 

La proteína Tau se fosforila de forma habitual en 6 sitios y se hiperfosforila de manera aberrante 

en 40 sitios (Reynolds et al., 2000). Dentro de este último grupo existen residuos asociados a las 

primeras fases de la DF, tal es el caso de Serina 411 (Jicha et al., 1999). A su vez existen aminoá-

cidos que forman parte del sitio a unión de los microtúbulos y en específico Treonina 248 afecta 

la unión entre PTau y los microtúbulos (Reynolds et al., 2000), ambos aminoácidos mencionados 

anteriormente representan nuevas dianas de investigación en la inhibición de hiperfosforilación de 

Tau, por lo que se decidió tomarlas como blanco para este estudio.  

4.5.1 Preparación de la proteína PTau 

Con los archivos generados en la sección de optimización (step5_1.gro y step5_1.xtc) se creó el 

archivo PTau.pdb en VMD (Humphrey et al., 1996) seleccionando únicamente la proteína y su-

primiendo la caja de agua. Posteriormente se cargó el archivo PTau.pdb al programa AutoDock 

para su preparación siguiendo los pasos enlistados a continuación: 

1) Adición de hidrógenos no polares. 

2) Implementación de la carga de Kollman (-51.68) 

3) Creación del archivo PTau.pdbqt 
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4.5.2 Preparación de los Ligantes 

La preparación para los acoplamientos consistió en los siguientes pasos: 

1) Adición de hidrógenos  

2) Implementación de la carga de Gasteiger (la información acerca de las cargas proporcio-

nadas se encuentra en la Tabla “Cargas de Gasteiger” en la sección de Apéndice E 

3) Creación de los archivos en formato. pdbqt 

4.5.2.1 Construcción y optimización del grupo Fosfato 

La evaluación de la competitividad entre la unión de los hits y la proteína fue medida por la unión 

que ocurre entre el grupo Fosfato y PTau en los sitios aberrantes, por lo tanto, fue necesario la 

construcción de la molécula Fosfato y su optimización siguiendo los pasos mencionados en la 

sección de “Optimización de los Compuestos de Herbolaria Mexicana” aplicados al Fosfato. 

4.5.6 Preparación de Acoplamientos Moleculares 

En este estudio se realizaron 7 Acoplamientos Moleculares por cada sitio (Serina 411 y Treonina 

248), 6 correspondientes a los hits y 1 a la unión PTau-Fosfato danto un total de 14 Acoplamientos 

con características especiales para cada caso. 

4.5.6.1 Calibración del Gridbox 

Los Acoplamientos Moleculares fueron realizados para la PTau de forma rígida, estableciendo la 

búsqueda entorno al ligando, seleccionando los criterios (set map types, choose ligands) y las es-

pecificaciones generales del Gridbox: 40 Å𝑥 , 40 Å𝑦 , 40 Å𝑧 y un Spacing grid: 0.375. En la Tabla 

9 se muestras las coordenadas (Center Gridbox) implementadas para cada hit en presencia de los 

a.a.  
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Tabla 9. Coordenadas del Gridbox, para su calibración en cajas individuales. 

 Coordenadas 

Ligantes (hits y grupo Fosfato) Center Gridbox en T248 Center Gridbox en S411 

Fosfato 57.893, 93.410, 60.099 90.142, 39.172, 77.744 

Ácido cafeico 56.842, 93.381, 60.881 90.251, 40.248, 80.740 

Ácido sinápico 57.115, 93.704, 59.292 92.645, 40.248, 84.907 

Curcumina 59.015, 91.716, 57.189 90.251, 40.248, 81.020 

Especiofilina 55.843, 88.465, 59.183 90.251, 40.248, 82.769 

Eucaliptol 60.374, 91.993, 60.381 90.300, 40.300, 83.010 

 

4.5.6.2 Parametrización del Acoplamiento Molecular  

En el apartado de parámetros de Algoritmos genéticos que se utilizó para la parametrización del 

Acoplamiento Molecular, se indicó a PTau como receptor rígido, los valores de búsqueda fueron 

los que se muestran en la Figura 34 y se implementó el Algoritmo Lamarckian.  

 

 

  

Figura 34. Parámetros del Algoritmo Genético. 
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5.1 Obtención de Proteína Tau elaborada por Modelado Compara-

tivo  

Por medio del programa “I-TASSER” se obtuvieron un total de 5 modelos proteicos de Tau, 

ver Figura 35. A los cuales se les aplicaron cálculos de valoración C-score y TM-score para evaluar 

su construcción: 

• El C-score es implementado por el servidor “I-TASSER” para estimar la calidad del modelo 

predicho, basado en la alineación de la plantilla y los parámetros de convergencia de la 

estructura, en donde el valor más alto de “5” indica un modelo de mayor confianza. 

• Cuando el TM-score toma un valor de “1” indica una coincidencia perfecta entre las es-

tructuras homólogas, sin embargo, cuando toma un valor de “0” nos dice que las proteínas 

no están relacionadas, esto nos permite analizar si la construcción se llevó a cabo de manera 

correcta. 

 

 

Figura 35. Proteínas obtenidas del proceso de Construcción por Modelado Comparativo, y sus valores de TM-score y C-score. 
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En la Figura 36 podemos observar que el cálculo de TM-score solo fue aplicado al Modelo 1, 

debido al descarte de la viabilidad por el servidor de los modelos restantes. Estas estructuras 

proteicas concuerdan con lo esperado a las proteínas intrínsecamente desordenadas en donde no 

se posee una estructura bien definida, sin embargo, en los últimos años se ha reportado que esto 

no afecta su funcionalidad en condiciones fisiológicas, aunque no se descarta que al unirse con 

otras macromoléculas defina su estructura. 

 

 

 

 

 

 

 

 

 

5.1.1 Selección del modelo PTau 

De acuerdo con lo mencionado en la sección anterior el Modelo 1, se seleccionó para continuar 

con el proceso de fosforilación y refinamiento. Los criterios para tomar en cuenta fueron los si-

guientes:  

C-score: −0.09 

 

Figura 36. Estructura del Modelo 1. 
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− De las 5 proteínas obtenidas, el Modelo 1 posee el valor de C-score más cercano a 0 y por 

lo tanto el valor numérico más grande, interpretándolo como el modelo mejor predicho. 

 

TM-score: 0.70 ± 0.12 

− Lo que indica que su porcentaje de coincidencia con proteínas homólogas reportadas cris-

talográficamente es alto en un rango de (0.58 a 0.82). 

5.1.2 Obtención de PTau  

Al finalizar el proceso de CHARMM-GUI se obtuvo la estructura proteica de PTau dentro de una 

caja de agua, ver Figura 37 a), y los residuos Serina 516, 519, 579, 739, así como los de Treonina 

522, 548 fueron fosforilados y se muestran como esferas moradas en la Figura 37 b). 

 

El campo de fuerza implementado correspondió a “CHARMM36m” del nivel de teoría de Mecánica 

Molecular. Este campo de fuerza nos permitió obtener una mayor precisión en el proceso de fos-

forilación sin afectar la flexibilidad de la molécula y permitiendo el manejo estable de las hélices 

alfa presentes en Tau, obteniendo una PTau completa sin alteraciones en la cadena central. 

Figura 37. PTau a) dentro y b) fuera de la caja de agua, aminoácidos de Serina y Treonina en esferas de color morado. 
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5.1.3 Optimización de PTau 

Para analizar el cambio estructural entre el Modelo 1 y PTau se realizaron los cálculos de Diagrama 

de Ramachandran para evaluar y visualizar los ángulos de torsión Phi (φ) y Psi (ψ) de los enlaces 

peptídicos en la cadena principal, ver la Figura 38. De acuerdo a la literatura (Dixit et al., 2021) la 

estructura proteica de Tau fosforilada (PTau) no percibe alteraciones en su cadena principal en el 

proceso de fosforilación normal, por lo que se esperaba un Rammachandran idéntico al de Tau sin 

fosforilar “Modelo1”, lo que nos permitió visualizar que nuestra metodología de modificación fue 

eficiente y no causo alteraciones en la cadena central, en adición se percibió que los ángulos de 

torsión se encuentran en su mayoría en regiones comúnmente observadas en proteínas naturales 

(cuadrantes del centro hacia la izquierda) obteniendo una conformación estructural con la propor-

ción de residuos fuera de los rangos viables correspondientes al 14% del total. 

 

Figura 38. Comparación de Diagramas de Ramachandran. 
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5.2 Dinámica Molecular para refinamiento de PTau mediante Gro-

macs 

El tiempo de cálculo implementado para el refinamiento de PTau correspondió a los 80 ns, nuestro 

punto de partida se tomó como referencia un estudio similar en donde se estabilizó a PTau en el 

tiempo antes mencionado (Dixit et al., 2021). No obstante, en nuestro estudio se apreció un equi-

librio estructural de PTau a los 50 ns. Durante el proceso de DM la proteína se mantuvo como una 

sola cadena sin romper sus enlaces, se percibió una relajación estructural sin perder su forma in-

trínsecamente desordenada como lo reporta la literatura (Chang et al., 2018). 

5.2.1 Estructura de PTau final 

Al finalizar los cálculos se realizó un conteo de los residuos presentes para asegurarnos de que no 

hubiera una deleción o desnaturalización de la cadena durante el refinamiento, el conteo final 

arrojó un total de 758 aminoácidos, que corresponde al número inicial de residuos presentes en la 

cadena, asimismo se visualizó que durante el proceso de Dinámica la cadena no se desnaturalizara. 

Como se mencionó en el capítulo de antecedentes no existe reporte de una estructura proteica 

experimental completa de PTau por lo que en este apartado se adjunta información sobre los ele-

mentos de la estructura que presenta nuestro modelo final, ver Figura 39: 

• Estructuras secundarias: 

Hélices α  

Laminas β (paralelas y antiparalelas) 
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5.2.2 Mapa de Potencial Electrostático (MPE) 

Se realizó la construcción del MPE mediante el programa Pymol (Schrödinger & DeLano., 2020), 

se implementó las cargas que contenía la proteína al momento de finalizar la DM, lo que nos 

permitió hacer una aproximación de la densidad electrónica presente en PTau final. En la Figura 

40, se pueden observar las regiones de mayor potencial electrostático (ataque nucleofílico) en color 

rojo y las de menor potencial electrostático (zonas de ataque electrofílico) se muestran de color 

azul, respectivamente. Las zonas blancas, grises y verdes indican un potencial electrostático 

Figura 39. Estructura final de PTau. 

Figura 40. MPE de PTau final. 
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intermedio. Al ser una estructura proteica se esperaba que los colores indicativos se distribuyeran 

de forma uniforme denotando que cada a.a presente tiene zonas con alta electronegatividad, lo que 

favorece la unión de otras moléculas a los residuos de PTau.   

5.2.3 Raíz de la Desviación Cuadrática Media  

En la Figura 39, se puede apreciar la gráfica de la Raíz de la Desviación Cuadrática Media por sus 

siglas en inglés (RMSD) que se construyó a manera de analizar el movimiento de PTau final res-

pecto de PTau inicial, el tiempo de la DM del modelo fue de 80 ns, sin embargo, se obtuvo un 

equilibrio estructural a partir de los 50 ns, en donde la pendiente de la gráfica comienza a mante-

nerse dentro de un rango de valores en el “eje Y”, que no tienden a superar las 2  unidades lo que 

se interpreta como cambios leves a moderados en las posiciones de los residuos proteicos. Las 

variaciones del RMSD dentro de los primeros 45 ns se deben al movimiento de un grupo de ami-

noácidos que estiran sus enlaces dentro de la caja de agua. 

 

Figura 41. RMSD de PTau final respecto de PTau inicial. 



88 

 

5.2.4 Ramachandran de PTau final 

Los cambios estructurales mostrados en la Figura 42 respecto a los Ramachandran de la sección 

“5.1.3 Optimización de PTau” nos permiten visualizar una mejoría de los ángulos de torsión colo-

cando mayor cantidad de residuos en la zona favorable (cuadrantes izquierdos), el porcentaje de 

residuos fuera de la zona favorable corresponde al 4%, esto es un 10% de diferencia de lo obtenido 

en los diagramas anteriores, esta disminución del porcentaje se atribuye al proceso de refinamiento 

en donde se alcanzó el equilibrio estructural y por lo tanto las torsiones viables de los a.a de PTau. 

5.3 Construcción de la Base de datos CHM 

Aplicando criterios de evaluación relacionados con propuestas a tratamientos de la Demencia 

Frontotemporal se seleccionaron un total de 15 Compuestos de Herbolaria Mexicana.  

El punto de selección para estos compuestos fue que inicialmente contaran con el dato de Peso 

Molecular (PM) y Formula química reportada, posteriormente se realizó la recopilación bibliográ-

fica de las siguientes propiedades: 

Figura 42. Ramachandran de PTau final. 
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• Antinflamatoria general en humanos (Ant, por su sigla como identificador de Descriptor 

Molecular) 

• La propiedad identificada como coadyuvante en alguna enfermedad neurodegenerativa 

priorizando su uso en alguna Tauopatía (TS, por su sigla como identificador de Descriptor 

Molecular) 

Los valores obtenidos se reportan en la Tabla 10, en esta se etiquetaron aquellos compuestos que 

presentan las propiedades mencionadas con el valor de 1, y para aquellas moléculas que carecen 

de esta actividad se les coloco el número 0, evaluando presencia y ausencia correspondientemente. 

Los compuestos que fueron evaluados con 0 no se descartaron debido a que existen estudios en 

donde aún se sigue explorando si poseen mecanismos que ayuden en el tratamiento de ciertas 

Tauopatías.  

Tabla 10. Ausencia o presencia de propiedades Antinflamatorias y relacionadas con el tratamiento de enfermedades del SNC. 

Compuesto PM g/mol Formula Molecular Ant TS 

Acetilcolina 146.21 𝐶7𝐻16𝑁𝑂2 0 1 

Ácido benzoico 346.50 𝐶22𝐻34𝑂3 0 1 

Ácido cafeico 180.16 𝐶9𝐻8𝑂4 1 1 

Ácido ferúlico 194.18 𝐶10𝐻10𝑂4 1 0 

Ácido rosmarínico 360.30 𝐶18𝐻16𝑂8 0 1 

Ácido sinápico 224.21 𝐶11𝐻12𝑂5 1 1 

Atropina 694.80 𝐶34𝐻50𝑁2𝑂1 0 0 

Convalatoxina 552.60 𝐶28𝐻40𝑂11 0 0 

Cumarina 146.14 𝐶9𝐻6𝑂2 1 0 

Curcumina 368.40 𝐶21𝐻20𝑂6 1 1 

Especiofilina 368.40 𝐶21𝐻24𝑁2𝑂4 1 1 

Eucaliptol 154.25 𝐶10𝐻18𝑂 1 1 
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Plenolina 264.32 𝐶15𝐻20𝑂4 1 0 

Santonina 246.30 𝐶15𝐻18𝑂3 0 0 

Tujona 152.23 𝐶10𝐻16𝑂 0 1 

 

En la Tabla 10, se puede observar como el promedio del Peso Molecular de los CHM es de 314.21 

g/mol. No obstante, el valor máximo reportado corresponde al compuesto Atropina con 694.80 

g/mol, que es más del doble del promedio por lo que se estima que este compuesto podría quedar 

fuera de los seleccionados para AM. Dentro de el mismo Descriptor “PM” existen dos CHM con 

el mismo valor: Curcumina y Especiofilina con un peso de 368.40 g/mol, pero ambos difieren en 

el número de átomos y composición química por lo que no son confórmeros y no están relaciona-

dos entre sí. Todas las moléculas presentes en la Base CHM se encuentran dentro de los compues-

tos orgánicos teniendo como elementos principales en su composición al carbono, al hidrógeno y 

al oxígeno, y para este caso, los compuestos Acetilcolina, Atropina y Especiofilina cuentan con 

átomos de Nitrógeno que podrían favorecer la interacción especifica con PTau a través de la for-

mación de puentes de hidrógeno y otros tipos de interacciones no covalentes. 

5.3.1 Compuestos optimizados de la Base de datos de CHM 

Para el cálculo de los Descriptores Moleculares fue necesario someter a los compuestos de la base 

de datos de CHM a una optimización a través del programa Avogadro (Marcus et al., 2012) con el 

fin de obtener las geometrías ideales para su descripción, ver Figura 43. El campo de fuerza im-

plementado en estos cálculos correspondió a el “MMFF94” por sus siglas en inglés (Merck Mole-

cular Force Field 94) que pertenece al nivel de teoría de Mecánica Molecular, y es aplicado para 

predecir la estructura y propiedades de moléculas orgánicas con interés farmacéutico (Halgren., 

1996). 
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Figura 43. Geometrías optimizadas de la base de datos de CHM. 
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5.3.2 Obtención de Descriptores Moleculares de la base de datos de CHM 

Los Descriptores Moleculares TPSA, IQ, logP, nON y nOHNH fueron calculados para obtener 

una aproximación de sus interacciones como fármacos. En la Tabla 11, se encuentran los valores 

obtenidos de los cálculos. 

Tabla 11. Descriptores Moleculares calculados para la base de datos de CHM. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Con la Tabla anterior se estimaron los valores promedios siguientes para cada columna:  

• TPSA 

Promedio: 71.87, no tiene moda, valor máximo:183.21 y valor mínimo :9.23 

• IQ 

Promedio: -11.82, no tiene moda, valor máximo: -1.63 y valor mínimo: -0.07 

Compuesto TPSA IQ logP nON nOHNH 

Acetilcolina 26.30 -1.54 -3.56 3 0 

Ácido benzoico 57.53 -0.07 7.33 3 2 

Ácido cafeico 77.75 -0.81 0.94 4 3 

Ácido ferúlico 66.76 -0.72 1.25 4 2 

Ácido rosmarínico 144.52 -0.18 1.63 8 5 

Ácido sinápico 76.00 -0.47 1.26 5 2 

Atropina 49.77 -0.09 1.77 4 1 

Convalatoxina 183.21 -0.39 0.11 11 6 

Cumarina 30.21 -1.57 2.01 2 0 

Curcumina 93.07 -0.26 2.30 6 2 

Especiofilina 67.88 -0.34 2.18 6 1 

Eucaliptol 9.23 -1.6 2.72 1 0 

Plenolina 63.60 -1.09 0.51 4 1 

Santonina 43.38 -1.06 1.31 3 0 

Tujona 17.07 -1.63 2.16 1 0 
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• LogP 

Promedio: 1.70, no tiene moda, valor máximo :7.33 y valor mínimo: -3.56 

• nON 

Promedio: 4.64, moda: 4, valor máximo:11 y valor mínimo: 1 

• nOHNH 

Promedio: 1.78, moda:0, valor máximo:6 y valor mínimo:0  

Con los siguientes parámetros se puede estimar que los Descriptores Moleculares nON y nOHNH 

al tener más de un dato repetido “moda” podrían quedar fuera de la selección de importancias del 

ARBA al no generar alto impacto en su deleción, sin embargo, Descriptores Moleculares como 

TPSA, IQ y logP podrían ser un preámbulo en la decisión de selección de los hits al no tener 

valores repetidos. El CHM “Acetilcolina” destaca por tener un valor de logP negativo lo que quiere 

decir que la solubilidad en agua que posee es alta y por lo tanto su capacidad para atravesar mem-

branas celulares es baja, lo que compromete su absorción y distribución en el cuerpo humano.  

Como se mencionó en el capítulo de antecedentes una propuesta en la inhibición de la hiperfosfo-

rilación de Tau es el derivado de quinolina “THQ4S” (Maccioni et al., 2011), que reporta los 

siguientes valores: 

Tabla 12. Descriptores Moleculares de THQ4S. 

 

 

Existen parámetros aproximados al compuesto THQ4S dentro de la base CHM. Sin embargo, no 

existe dentro de nuestra base un compuesto que asimile todos los Descriptores de la misma forma 

que THQ4S. Con el objetivo de implementar un algoritmo de ML a nuestra base de CHM se apli-

caron los criterios ADME y la regla de 5 de Lipinski para obtener una base normalizada en pará-

metros de cumplimiento o infracción de los puntos antes mencionados. En el caso del Descriptor 

Compuesto TPSA IQ logP nON nOHNH 

THQ4S 12.82 -1 2.66 1 0 
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TPSA no se encontró ningún dato que reportará un rango de valores para su evaluación de impacto 

en nuevos fármacos, es por esto por lo que se decidió tomarlo como punto de referencia al mo-

mento de aplicar el ARBA. Para los Descriptores nON y nOHNH se obtuvo un 92.85% de cum-

plimiento en las reglas, teniendo como único infractor al compuesto Convalatoxina, se prevé que 

ambos descriptores podrían tener poco o nulo valor en el proceso de selección de los hits. Descrip-

tores Moleculares con mayor varianza en los valores como Ant y TS podrían ser los que obtengan 

un mayor peso al momento de la selección de compuestos para AM. 

Tabla 13. Normalización de la base de datos de los CHM, los números en rojo indican la única variación de los descriptores nON 

y nOHNH. 

Compuesto PM g/mol Formula Ant TS TPSA IQ logP nON nOHNH 

Acetilcolina 1 𝐶7𝐻16𝑁𝑂2 0 1 26.30 0 1 1 1 

Ácido benzoico 1 𝐶22𝐻34𝑂3 0 1 57.53 1 0 1 1 

Ácido cafeico 1 𝐶9𝐻8𝑂4 1 1 77.75 0 1 1 1 

Ácido ferúlico 1 𝐶10𝐻10𝑂4 1 0 66.76 0 1 1 1 

Ácido rosmarínico 1 𝐶18𝐻16𝑂8 0 1 144.52 1 1 1 1 

Ácido sinápico 1 𝐶11𝐻12𝑂5 1 1 76.00 1 1 1 1 

Atropina 0 𝐶34𝐻50𝑁2𝑂1 0 0 49.77 1 1 1 1 

Convalatoxina 0 𝐶28𝐻40𝑂11 0 0 162.98 1 1 0 0 

Cumarina 1 𝐶9𝐻6𝑂2 1 0 30.21 0 1 1 1 

Curcumina 1 𝐶21𝐻20𝑂6 1 1 93.07 1 1 1 1 

Especiofilina 1 𝐶21𝐻24𝑁2𝑂4 1 1 67.88 1 1 1 1 

Eucaliptol 1 𝐶10𝐻18𝑂 1 1 9.23 0 1 1 1 

Plenolina 1 𝐶15𝐻20𝑂4 1 0 63.60 0 1 1 1 
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Santonina 1 𝐶15𝐻18𝑂3 0 0 43.38 0 1 1 1 

Tujona 1 𝐶10𝐻16𝑂 0 1 17.07 0 1 1 1 

 

5.4 Implementación de Machine Learning (ML) 

La aplicación de ML a la base de datos de CHM nos permitió realizar una metodología para obtener 

los compuestos que serían probados en Acoplamiento Molecular. El proceso de selección del al-

goritmo se fundamentó principalmente en los siguientes criterios: 

• Debería ser un algoritmo que tuviera la capacidad de ser implementado a un volumen 

grande de datos, aunque en este punto nuestra base es pequeña se pretende que en un futuro 

sea aplicado a bases de datos más grandes para obtener un filtrado de otros posibles candi-

datos a fármacos inhibidores de la hiperfosforilación de PTau. 

• El mecanismo de selección tendría que estar basado en las importancias de cada descriptor, 

asignándoles un valor numérico para facilitar el proceso de obtención de los hits. 

• El Algoritmo debería tener alta precisión para reducir el riesgo de un sobreajuste o una 

deficiencia en su ejecución. 

5.4.1 Selección e implementación del Algoritmo de Regresión de Bosque Alea-

torio (ARBA) 

Tomando en cuenta los puntos mencionados anteriormente la selección del modelo nos condujo al 

grupo de algoritmos de Aprendizaje Supervisado y en específico al ARBA (Algoritmo de Regre-

sión de Bosque Aleatorio), que nos proporcionó la capacidad para manejar bases de datos robustas 

sin perder la precisión y asignando importancias de selección a cada Descriptor (Lozada et al., 

2022).  
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Para comenzar la programación del algoritmo se descartó el Descriptor “TPSA” al cual no se le 

dio un peso en la toma de decisión de las importancias debido a que no se encontró una manera de 

normalizar sus valores y ponerlos en criterios de cumplimiento o infracción a alguna regla relacio-

nada con su farmacodinámica, además de que el rango que muestra es grande, teniendo datos de 

9.23 como mínimo y 162.98 como máximo, esto indica que el algoritmo es susceptible a subesti-

mación. En la etapa de prueba del algoritmo se realizó la partición del total de los datos de la base 

CHM en forma aleatoria (15 con 8 descriptores) para tomar el 25% (4 compuestos) para este paso 

y dejando el 75% (11 compuestos) para ejecutar la prueba del ARBA, el número total de árboles 

implementados correspondió a 1000 regresiones. 

5.4.2 Validación del modelo 

La validación es un paso esencial en la implementación de algoritmos de IA, garantizando que 

sean precisos, fiables y capaces de proporcionar su aplicación en problemas del mundo real (Lo-

zada et al., 2021). Para conocer si la aplicación del ARBA a la base de datos de los CHM se realizó 

de manera óptima, se analizó las diferencias entre el “Error absoluto medio” estimado en la etapa 

de entrenamiento (𝑒2) y el “Error absoluto medio” de la prueba con respecto al PM (𝑒1), dicho 

parámetro nos permite obtener la diferencia en valor absoluto de la predicción y los valores reales. 

A pesar de que el Descriptor “TPSA” se descartó en la programación fue aplicado para el cálculo 

del Error absoluto medio, esto debido a que es la variable que posee la mayor varianza, Apéndice 

F. 

𝑒1 = 42 

𝑒2 = 25.87 

La diferencia de valor en error absoluto entre el entrenamiento y la prueba fue de 16.13, lo que 

corrobora que hubo una mejora en el proceso de ponderación de las importancias, además muestra 
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que el algoritmo no está sobre ajustado ni sesgado al percibir una mejora entre los dos errores 

medios. 

5.4.2 Importancias obtenidas 

Como resultado final de la aplicación del ARBA se obtuvieron las importancias mostradas en la 

Figura 44. El Descriptor Molecular “Ant” obtuvo la menor varianza del error total promediado de 

cada uno de los árboles en que se implementó como selector, su valor de ponderación es el más 

alto con 0.3, seguido de PM con 0.24, IQ con 0.21, TS y logP con 0.12, teniendo un total de 0.99. 

Los Descriptores Moleculares nON y nOHNH se ponderaron con un valor de 0, como se había 

predicho en el apartado de “Obtención de Descriptores Moleculares” la repetición de los datos 

entre compuestos impedía que fuera un parámetro de decisión. Se estimaba que las importancias 

sumarian 1, sin embargo, se obtuvo un error de 0.01 atribuido al redondeo de las ponderaciones de 

los últimos Descriptores.  

Figura 44. Resultado de las Ponderaciones de las importancias del ARBA sobre 

la base de datos de los CHM.  
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5.4.3 Obtención de Hits y Fails 

Con la metodología menciona en la sección “Interpretación de las importancias dadas por ARBA” 

se obtuvo el siguiente criterio: 

 Para 𝜇̂ =  0.70: 

{
𝑃𝑘 𝑐𝑜𝑚𝑝𝑢𝑒𝑠𝑡𝑜 >  𝜇̂  ⇒ 𝐻𝑖𝑡 

𝑃𝑘 𝑐𝑜𝑚𝑝𝑢𝑒𝑠𝑡𝑜 <  𝜇̂  ⇒ 𝐹𝑎𝑖𝑙
  

En la Tabla 14, se muestran los compuestos “hits” en filas color azul y los compuestos que no 

superaron la media poblacional (𝜇̂) denotados como “fails” en filas de color blanco. Se obtuvo un 

total de 5 hits y 10 fails. Los CHM que obtuvieron el total del puntaje permitido por el ARBA 

(0.99) son los siguientes: Ácido sinápico, Curcumina y Especiofilina. El puntaje obtenido por los 

hits restantes fue de 0.78 en donde clasificaron el Ácido cafeico y el Eucaliptol. 

Tabla 14. Selección de compuestos hits y fails. 

Compuesto 𝑨𝟏 Formula 𝑨𝟐 𝑨𝟑 TPSA 𝑨𝟒 𝑨𝟓 𝑨𝟔 𝑨𝟕 𝑷𝒌 Mayor a 

.70 

Acetilcolina 0.24 𝐶7𝐻16𝑁𝑂2 0.00 0.12 26.30 0.00 0.12 0.00 0.00 0.48 Fail 

Ácido benzoico 0.24 𝐶22𝐻34𝑂3 0.00 0.12 57.53 0.21 0.00 0.00 0.00 0.57 Fail 

Ácido cafeico 0.24 𝐶9𝐻8𝑂4 0.30 0.12 77.75 0.00 0.12 0.00 0.00 0.78 Hit 

Ácido ferúlico 0.24 𝐶10𝐻10𝑂4 0.30 0.00 66.76 0.00 0.12 0.00 0.00 0.66 Fail 

Ácido rosmarínico 0.24 𝐶18𝐻16𝑂8 0.00 0.12 144.52 0.21 0.12 0.00 0.00 0.69 Fail 

Ácido sinápico 0.24 𝐶11𝐻12𝑂5 0.30 0.12 76.00 0.21 0.12 0.00 0.00 0.99 Hit 

Atropina 0.00 𝐶34𝐻50𝑁2𝑂1 0.00 0.00 49.77 0.21 0.12 0.00 0.00 0.33 Fail 

Convalatoxina 0.00 𝐶28𝐻40𝑂11 0.00 0.00 162.98 0.21 0.12 0.00 0.00 0.33 Fail 

Cumarina 0.24 𝐶9𝐻6𝑂2 0.30 0.00 30.21 0.00 0.12 0.00 0.00 0.66 Fail 

Curcumina 0.24 𝐶21𝐻20𝑂6 0.30 0.12 93.07 0.21 0.12 0.00 0.00 0.99 Hit 
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5.5 Acoplamientos Moleculares con los Hits y PTau 

Los estudios de AM se realizaron mediante la metodología rígida. Como resultado se obtuvieron 

12 confórmeros, 2 conformaciones de referencia al grupo Fosfato y 10 estructuras de tipo PTau-

hits. Se sometió a PTau en AM contra el grupo Fosfato para medir la energía de enlace presente 

en los sitios aberrantes de hiperfosforilación, para su estudio, se analizaron 2 tipos de interaccio-

nes:  

• Puente de Hidrógeno  

• Van der Waals  

En la Tabla 15 se resume la información correspondiente a las uniones entre los sitios T248, S411 

y el grupo Fosfato. 

Tabla 15. Resultados de AM T248-Fosfato y S411-Fosfato. 

Sitio Tipo de interacción 

 Puente de Hidrógeno Interacción Van der Waals 

T248 − 0.240 𝑘𝑐𝑎𝑙/𝑚𝑜𝑙 −0.58 𝑘𝑐𝑎𝑙/𝑚𝑜𝑙 

S411 +3.008 𝑘𝑐𝑎𝑙/𝑚𝑜𝑙 +4.32 𝑘𝑐𝑎𝑙/𝑚𝑜𝑙 

 

 

Especiofilina 0.24 𝐶21𝐻24𝑁2𝑂4 0.30 0.12 67.88 0.21 0.12 0.00 0.00 0.99 Hit 

Eucaliptol 0.24 𝐶10𝐻18𝑂 0.30 0.12 9.23 0.00 0.12 0.00 0.00 0.78 Hit 

Plenolina 0.24 𝐶15𝐻20𝑂4 0.30 0.00 63.60 0.00 0.12 0.00 0.00 0.66 Fail 

Santonina 0.24 𝐶15𝐻18𝑂3 0.00 0.00 43.38 0.00 0.12 0.00 0.00 0.36 Fail 

Tujona 0.24 𝐶10𝐻16𝑂 0.00 0.12 17.07 0.00 0.12 0.00 0.00 0.48 Fail 
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El AM S411-Fosfato, en la Figura 45, presentó una 

distancia de interacción por Puente de Hidrógeno de 

1.703 Å y una energía de unión de −0.240 𝑘𝑐𝑎𝑙/

𝑚𝑜𝑙, se teoriza que este comportamiento se da en la 

naturaleza del cerebro humano. Sin embargo, no 

existen cristalográficas reportadas de esta Modifica-

ción Post-traduccional. La energía del Puente de Hi-

drógeno formado por el confórmero se encuentra 

cercana a 0 y por lo tanto se considera como una interacción débil (Desiraju., 1996). 

El AM T248-Fosfato, ver Figura 46, dio como resultado un Puente de Hidrógeno con una distancia 

de interacción de 1.88 Å y una energía de +3.008 𝑘𝑐𝑎𝑙/𝑚𝑜𝑙 

, como se observa tenemos la presencia de una energía posi-

tiva, lo que indica que la unión del confórmero no es la óp-

tima y por lo tanto no es termodinámicamente favorable. Sin 

embargo, al igual que el caso anterior se estima que esta con-

formación existe en la naturaleza. 

Para ambos casos los AM fueron realizados de forma rígida 

y no se descartó que los AM flexibles puedan tener mayor 

precisión biológica y por lo tanto permitir conformaciones 

estables.  

En ambos sitios seleccionados T248 y S411se realizaron estudios de AM rígidos, con el fin de 

observar si poseen o no la capacidad de inhibir la hiperfosforilación de PTau.  

Figura 45. AM de S411-Fosfato. 

Figura 46. AM de T248-Fosfato. 
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5.5.1 Hits vs Sitio T248 

Las conformaciones resultantes de los AM con el sitio T248 aparecen en la Figura 47, en donde 

se obtuvieron interacciones de Van der Waals y Puentes de Hidrógeno, las distancias entre enlaces 

se muestran con números negros al costado de las esferas, para este caso se encontraron energías 

de enlace positivas y negativas como se muestra a continuación: 

𝐸𝑑𝑒 𝑒𝑛𝑙𝑎𝑐𝑒 𝑝𝑎𝑟𝑎 Á𝑐𝑖𝑑𝑜 𝑐𝑎𝑓𝑒𝑖𝑐𝑜 = 0.83 𝑘𝑐𝑎𝑙/𝑚𝑜𝑙 

𝐸𝑑𝑒 𝑒𝑛𝑙𝑎𝑐𝑒 𝑝𝑎𝑟𝑎 Á𝑐𝑖𝑑𝑜 𝑠𝑖𝑛𝑎𝑝𝑖𝑐𝑜 = −3.03 𝑘𝑐𝑎𝑙/𝑚𝑜𝑙 

𝐸𝑑𝑒 𝑒𝑛𝑙𝑎𝑐𝑒 𝑝𝑎𝑟𝑎 𝐶𝑢𝑟𝑐𝑢𝑚𝑖𝑛𝑎 = −3.82 𝑘𝑐𝑎𝑙/𝑚𝑜𝑙 

𝐸𝑑𝑒 𝑒𝑛𝑙𝑎𝑐𝑒 𝑝𝑎𝑟𝑎 𝐸𝑠𝑝𝑒𝑐𝑖𝑜𝑓𝑖𝑙𝑖𝑛𝑎 = 26.28 𝑘𝑐𝑎𝑙/𝑚𝑜𝑙 

𝐸𝑑𝑒 𝑒𝑛𝑙𝑎𝑐𝑒 𝑝𝑎𝑟𝑎 𝐸𝑢𝑐𝑎𝑙𝑖𝑝𝑡𝑜𝑙 = −2.44 𝑘𝑐𝑎𝑙/𝑚𝑜𝑙 

Figura 47. AM hits vs T248. 
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Exceptuando a la Especiofilina, identificada como hit molecular, nuestros compuestos obtuvieron 

uniones favorables respecto a las presentadas con el fosfato en el sitio T248. Los mejores candi-

datos para inhibir la hiperfosforilación de PTau en este blanco corresponden a Curcumina y Ácido 

sinápico presentando las energías con más afinidad electrónica y por lo tanto las más negativas. 

En el caso del Ácido sinápico percibimos una doble interacción de Puente de Hidrógeno con el 

residuo T248 y clasifica como la segunda interacción mejor calificada. El promedio de las distan-

cias de interacción es de 1.796 Å, no obstante, para el hit Eucaliptol no hubo presencia de interac-

ción de Puente de Hidrógeno. Los AM arrojaron en un caso otras interacciones de PH con otros 

residuos, tal es el caso de Especiofilina con ALA250 obteniendo una distancia de enlace de 

1.698 Å. 

5.5.2 Hits vs Sitio S411 

En la Figura 48 se encuentran los AM correspondientes al sitio S411, en todos los casos se obtu-

vieron interacciones de Van der Waals y Puentes de Hidrógeno, las distancias entre enlaces se 

muestran con números negros al costado y con esferas verdes, las energías de enlace calculadas 

son las siguientes: 

𝐸𝑑𝑒 𝑒𝑛𝑙𝑎𝑐𝑒 𝑝𝑎𝑟𝑎 Á𝑐𝑖𝑑𝑜 𝑐𝑎𝑓𝑒𝑖𝑐𝑜 = −5.1 𝑘𝑐𝑎𝑙/𝑚𝑜𝑙 

𝐸𝑑𝑒 𝑒𝑛𝑙𝑎𝑐𝑒 𝑝𝑎𝑟𝑎 Á𝑐𝑖𝑑𝑜 𝑠𝑖𝑛𝑎𝑝𝑖𝑐𝑜 = −4.6 𝑘𝑐𝑎𝑙/𝑚𝑜𝑙 

𝐸𝑑𝑒 𝑒𝑛𝑙𝑎𝑐𝑒 𝑝𝑎𝑟𝑎 𝐶𝑢𝑟𝑐𝑢𝑚𝑖𝑛𝑎 = −6.24 𝑘𝑐𝑎𝑙/𝑚𝑜𝑙 

𝐸𝑑𝑒 𝑒𝑛𝑙𝑎𝑐𝑒 𝑝𝑎𝑟𝑎 𝐸𝑠𝑝𝑒𝑐𝑖𝑜𝑓𝑖𝑙𝑖𝑛𝑎 = −5.34 𝑘𝑐𝑎𝑙/𝑚𝑜𝑙 

𝐸𝑑𝑒 𝑒𝑛𝑙𝑎𝑐𝑒 𝑝𝑎𝑟𝑎 𝐸𝑢𝑐𝑎𝑙𝑖𝑝𝑡𝑜𝑙 = −2.74 𝑘𝑐𝑎𝑙/𝑚𝑜𝑙 

Para estos resultados todas las energías fueron negativas lo que indica una unión favorable contra 

el sitio S411. En comparación con la interacción que tuvo el grupo fosfato, los hits se ven 
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favorecidos en las energías de unión, brindando así la posibilidad de inhibir el proceso de hiper-

fosforilación, el compuesto mejor puntuado fue Curcumina al poseer la interacción más fuerte con 

PTau. En el caso del Ácido cafeico percibimos una doble interacción de Puente de Hidrógeno con 

el residuo S411 y clasifica como la tercera interacción mejor puntuada, lo que sugiere, que, al 

aumentar el número de interacciones, presenta mayor fuerza y estabilidad molecular. Dentro de la 

Figura 48, se pueden observar las distancias obtenidas de las interacciones, el promedio calculado 

de las distancias es de 1.931 Å para S411, no obstante, los AM arrojaron en algunos casos inter-

acciones de PH con otros residuos y en la literatura no se tiene evidencia de que la unión con estos 

residuos afecte la estructura proteica de PTau (Dixit et al., 2021): 

• Ácido cafeico con LYS375. 

• Ácido sinápico y Especiofilina con LYS413, aunque en este último caso la interacción fue 

débil.  

• Curcumina con CYS409.  
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Figura 48. AM hits vs S411. 
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Capítulo 6 

Conclusión y 

perspectivas 
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Los compuestos de Herbolaria Mexicana presentaron una mejor actividad in silico frente 

al grupo fosfato en los sitios de hiperfosforilación de Tau, destacando al CHM “curcumina” que 

puede ser considerado como una alternativa de investigación experimental para evitar la neurode-

generación causada en la Demencia Frontotemporal. 

Con esta investigación se generó un modelo proteico completo de Tau Fosforilada, que nos per-

mitió realizar estudios entorno a la inhibición de la hiperfosforilación de PTau, se implementó la 

metodología “Construcción por Modelado Comparativo”, obteniendo la estructura “PTau Final” 

en un tiempo de 50 ns, pero completando la corrida a los 80 ns, lo que representa una mejora 

respecto de experimentos similares en donde se aplicó una metodología de construcción distinta, 

además la cadena principal de PTau no sufrió modificaciones en su secuencia, lo que permitió el 

análisis completo de la predicción de la densidad electrónica y la presencia del 96% de residuos 

en zonas favorables de predicción estructural dentro del gráfico Ramachandran.  

En la búsqueda de compuestos capaces de competir con el grupo fosfato en sitios aberrantes de 

fosforilación, se construyó la base de datos de CHM que fue integrada por 15 Compuestos de 

Herbolaria Mexicana con posibles aplicaciones Antinflamatorias (Ant) y el TS como coadyuvantes 

en el tratamiento de enfermedades relacionadas con el Sistema Nervioso Central. Los Descriptores 

Moleculares PM, TPSA, logP, nON y nOHNH permitieron ponderar las infracciones o cumpli-

mientos de parámetros ideales para fármacos pertenecientes a la Regla de 5 de Lipinski y las pro-

piedades ADME, ofreciendo un acercamiento a sus interacciones dentro del cuerpo humano. Con 

la perspectiva de mejorar la selección de los compuestos con mejores propiedades farmacodiná-

micas, se implementó el Algoritmo de Regresión de Bosque Aleatorio (ARBA), el cual predijo 

que los descriptores con mayor impacto en la inhibición de la formación de HPTau son Ant, PM 
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y IQ, formando así un criterio de decisión que nos condujo a la selección de los “5 hits”, dichos 

compuestos fueron probados en Acoplamientos Moleculares dirigidos a 2 sitios (T248 y S411).  

Los confórmeros obtenidos de las regiones mostraron en su mayoría una actividad favorable de 

unión frente al grupo Fosfato, el mayor éxito de ambos grupos de estudio es el Compuesto de 

Herbolaria Mexicana “Curcumina” que presentó una energía de enlace superior en ambos casos. 

Finalmente, las perspectivas futuras para el proyecto es complementar el modelo teórico con la 

construcción de un microtúbulo rodeado de PTau para aproximar el comportamiento de los hits en 

un axón neuronal con la finalidad de acortar el tiempo de prueba en un proyecto experimental que 

permitirá estar más cerca de un tratamiento de la Demencia Frontotemporal y otras Tauopatías. 
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Apéndice A “Propiedades ADME y regla de Lipinski” 
Mapa conceptual propiedades ADME. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



122 

 

Infografía “Reglas de Lipinski”. 
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Apéndice B “Plantillas utilizadas en el Modelado de Tau” 
 

Esta Tabla indica los valores porcentuales de identidad (Porcentaje de identidad 1 y 2) y la cober-

tura de alineación de subprocesos respecto a la longitud de la proteína (Cov). 

 

N

ú

m

e

r

o 

PDB 
Porcentaje de 

identidad 1. 

Porcentaje 

de identidad 

2. 

C

o

v 

Puntuación Z Imagen 

1 7pqcA 1.00 0.26 

0

.

2

6 

2.07 

 

 

 

 

2 7e2cI 0.06 0.17 

0

.

9

1 

2.96 

 

3 7pqc 1.00 0.26 

0

.

2

6 

6.20 

 

4 3ja4A 0.05 0.23 

1

.

0

0 

5.97 

 

5 7pqc 1.00 0.26 

0

.

2

6 

3.55 
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6 5gaoE 0.11 0.07 

0

.

4

5 

1.46 

 

7 7pqc 1.00 0.26 

0

.

2

5 

5.52 

 

8 2nbiA 0.13 0.17 

0

.

6

5 

1.74 

 

9 8g6iA 0.08 0.23 

1

.

0

0 

2.96 

 

1

0 
7n95A 0.08 0.29 

0

.

9

8 

2.30 
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Apéndice C “Características del servidor utilizado para los cálculos 

de DM” 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Propiedades del servidor Especificaciones 

Memoria 94.4 GB 

Procesador Intel® Xenon(R)CPU X5650 @ 2.67 GHz x 24 

Gráficos llvmpipe (LLVM 11.01.128 bits) 

Capacidad del disco 2 TB 

Nombre del SO Debian GNU/Linux 11 (bullseye) 

Tipo de SO 64 bits 

Versión de GNOME 3.38.5 

Sistema de ventas Wayland 
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Apéndice D “Programación en Python del ARBA” 

 
 Obtenido de (Lozada et al.,2022) modificada para la implementación a la base CHM. 

 

import numpy as np 

import pandas as pd 

import matplotlib.pyplot as plt 

 

herbolaria=pd.read_excel(r'C:\ruta’) 

 

df=pd.DataFrame(np.nan_to_num(herbolaria)) 

 

features=df.set_axis(['PM','Ant', 'TS', 'TPSA', 'IQ', 'logP', 'nON', 'nOHNH'], axis=1) 

 

labels= np.array(features['TPSA']) 

 

features= features.drop('TPSA', axis = 1) 

 

feature_list = list(features.columns) 

 

features = np.array(features) 

 

from sklearn.model_selection import train_test_split 

train_features,  test_features,  train_labels,  test_labels  = train_test_split(features, labels, 

test_size = 0.25, random_state =42) 

 

seline_preds = test_features[:, feature_list.index('PM')] 

 

baseline_errors = abs(baseline_preds - test_labels)  

print ('Average baseline error:',round(np.mean(baseline_errors),2)) 

 

from sklearn.ensemble import RandomForestRegressor 

rf= RandomForestRegressor(n_estimators= 1000, random_state =42) 

rf.fit(train_features, train_labels); 

 

predictions = rf.predict(test_features) 

errors= abs(predictions - test_labels) 

print('Mean Absolute Error:', round(np.mean(errors), 2),'degrees.') 

 

importances = list(rf.feature_importances_) 

feature_importances = [(feature, round(importance., 2005).
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Apéndice E “Cargas de Gasteiger aplicadas a los hits” 
 
 
 

 
 
 
 
 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Ligantes (Hits y Fosfato) Carga de Gasteiger implementada 

Fosfato -15.047 

Ácido cafeico -16.987 

Ácido sinápico -16.675 

Curcumina -16.044 

Especiofilina -14.987 

Eucaliptol -15.067 
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Apéndice F “Error absoluto medio” 

La fórmula matemática del Error absoluto medio es la siguiente: 

𝐸𝑟𝑟𝑜𝑟 𝑎𝑏𝑠𝑜𝑙𝑢𝑡𝑜 𝑚𝑒𝑑𝑖𝑜 =
1

𝑛
∑ |𝑦𝑖 − 𝑦𝑖̂|

𝑛

𝑖=1
 

En donde: 

𝑛 es el número total de observaciones, 

𝑦𝑖 es el valor real para la 𝑖 − é𝑠𝑖𝑚𝑎 observación, 

𝑦𝑖̂ es la predicción del modelo para la 𝑖 − é𝑠𝑖𝑚𝑎 observación, 

|𝑦𝑖 − 𝑦𝑖̂| es la diferencia absoluta entre el valor real y la predicción. 

En resumen, la forma de calcular este parámetro consiste en que, para cada observación se estima 

la diferencia absoluta entre el valor real y la predicción, para posteriormente dividir entre el total 

de observaciones. 

En la implementación del ARBA la metodología de cálculo fue la siguiente: 

 

Durante la etapa de prueba el algoritmo se seleccionó aleatoriamente 4 compuestos (25% de los 

datos totales de la base de datos) y se calculó las diferencias entre su PM y el TPSA en valor ab-

soluto y se definió como 𝑒1, de la siguiente forma: 

 

𝑒1 =
1

4
∑ |𝑃𝑀 − 𝑇𝑃𝑆𝐴|

4

𝑖=1
 

De donde: 

𝑒1 = 42 

Posteriormente al aplicar el algoritmo de bosque aleatorio a los datos de prueba se obtuvo el 

error absoluto medio del descriptor TPSA y se denoto por 𝑒2: 

𝑒2 =
1

4
∑ |𝑇𝑃𝑆𝐴 − 𝑇𝑃𝑆𝐴̂|

4

𝑖=1
 

 

𝑒2 = 25.87 

∴ 𝑒2 < 𝑒1  
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Lo anterior significa que el modelo ajusta bien a los datos de prueba, sin importar como fueron 

seleccionados los 4 datos, puesto que siempre se va a cumplir que 𝑒2 < 𝑒1. 

 

 


