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RESUMEN

El presente estudio tuvo como objetivo determinar la ubicacién 6ptima para la instalacion
de un rastro Tipo Inspeccion Federal (TIF) en el estado de Hidalgo, México, considerando
factores como la produccion y exportacion potencial de ganado bovino en los diferentes
municipios, asi como la importancia de identificar una localizacion estratégica debido a
que este tipo de rastro permite la exportacion de carne bovina a otros paises.

Se realizd un analisis cuantitativo utilizando datos historicos de 2006 a 2021 sobre la
produccion de ganado bovino en los 84 municipios de Hidalgo. Las variables analizadas
fueron: produccion en canal, produccion en pie, precio promedio, valor de produccion,
peso promedio y cabezas de ganado bovino. Se generaron predicciones con técnicas de
series de tiempo para prever situaciones hasta el afio 2030 y se identificaron municipios
con capacidad exportadora actual y futura.

Ademas, se modelaron las relaciones entre variables criticas como produccion, precio y
poblacion, y se aplicaron algoritmos de optimizacion multiobjetivo para minimizar costos
de transporte y asignacion de demanda considerando restricciones logisticas y de
capacidad, asi como algoritmos de optimizacion para minimizar costos de transporte y
asignacion de demanda considerando restricciones.

Los resultados indican que el municipio de Molango de Escamilla presenta las mejores
condiciones para la ubicacion del rastro TIF, segin métricas de distancia recorrida y costos
calculados. Asimismo, se identificaron municipios estratégicos para el establecimiento de
centros de acopio Yy distribucion auxiliares, asi como posibles centros de acopio en otros
municipios.

Este estudio provee una metodologia efectiva para determinar localizaciones Optimas
aplicando herramientas de inteligencia artificial y optimizacion, permitiendo maximizar el
potencial exportador de carne bovina en la regién y minimizar costos logisticos asociados.
Los hallazgos pueden guiar la toma de decisiones informada sobre inversiones en

infraestructura ganadera con impacto econémico regional.

vii



ABSTRACT

The objective of this study was to determine the optimal location for the installation of a
Federal Inspection Type (TIF) slaughterhouse in the state of Hidalgo, Mexico, considering
factors such as the production and export potential of beef cattle in the different
municipalities, as well as the importance of identifying a strategic location because this
type of slaughterhouse allows the export of beef to other countries.

A quantitative analysis was carried out using historical data from 2006 to 2021 on cattle
production in the 84 municipalities of Hidalgo. The variables analyzed were: carcass
production, live production, average price, production value, average weight and head of
cattle. Predictions were generated using time series techniques to forecast situations up to
the year 2030, and municipalities with current and future export capacity were identified.
In addition, relationships between critical variables such as production, price and
population were modelled, and multi-objective optimization algorithms were applied to
minimize transport costs and demand allocation considering logistic and capacity
constraints, as well as optimization algorithms to minimize transport costs and demand
allocation considering constraints.

The results indicate that the municipality of Molango de Escamilla presents the best
conditions for the location of the TIF slaughterhouse, according to distance travelled
metrics and calculated costs. In addition, strategic municipalities were identified for the
establishment of auxiliary collection and distribution centers, as well as possible collection
centers in other municipalities.

This study provides an effective methodology to determine optimal locations by applying
artificial intelligence and optimization tools to maximize the region's beef export potential
and minimize associated logistics costs. The findings can guide informed decision making

on livestock infrastructure investments with regional economic impact.
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INTRODUCCION

La ganaderia bovina representa una actividad econémica fundamental en México. Sin
embargo, el potencial exportador de carne bovina se ha visto limitado por restricciones en
la infraestructura de procesamiento y falta de certificaciones internacionales. Los rastros
Tipo Inspeccion Federal (TIF) permiten acceder a mercados globales, pero su ubicacion

estratégica es crucial para maximizar beneficios.

Este estudio analiza la factibilidad de instalar un rastro TIF en el estado de Hidalgo,
considerando métricas de produccion, capacidad exportadora y costos logisticos en los
diferentes municipios. La investigacion se enmarca en un contexto de creciente demanda
internacional de carne bovina y la necesidad de ampliar las exportaciones mexicanas.

Se realiza un profundo analisis cuantitativo de la produccion histérica y actual de ganado
bovino en la region, identificando tendencias y proyectando escenarios futuros. Asimismo,
se modelan relaciones entre variables econdmicas criticas mediante técnicas estadisticas
avanzadas. La optimizacion de costos logisticos y asignacion de demanda se logra a través

de algoritmos multiobjetivo de vanguardia.

Los resultados permiten determinar la ubicacion optima para el rastro TIF en términos de
maximizar la produccion exportable y minimizar los costos de transporte y distribucion.
Asi, este estudio tiene el potencial de guiar la toma de decisiones sobre inversiones en

infraestructura ganadera, con impactos econdmicos y sociales significativos.

La investigacion representa una contribucion relevante tanto por su rigor metodol6gico
como por sus implicaciones practicas para impulsar el crecimiento del sector bovino
mexicano. Los hallazgos sientan las bases para trabajos futuros sobre optimizacién de

procesos e inversion en una industria estratégica.

Este trabajo introduce un enfoque integrado y novedoso para la optimizacion de la cadena
de suministro en la industria carnica, aunque es adaptable a diversas industrias. Entre sus

principales contribuciones se encuentran:



e Integracion de Analisis de Datos y Ciencia de Datos: La combinacion de técnicas
avanzadas de analisis de datos con la ciencia de datos permite generar prondsticos
precisos de produccién, sentando las bases para decisiones de localizacién

informadas.

e Metodologia de Localizacion Secuencial: A través de una logica estructurada, se
prioriza primero la optimizacion de centros de distribucion y acopio antes de
determinar la ubicacion del rastro TIF. Esta secuencia estratégica busca minimizar

costos y optimizar la distribucion.

e Adaptacion y Aplicacion de Algoritmos Evolutivos: El uso adaptado del algoritmo
NSGA-2, en conjuncidn con técnicas de clusterizacion como k-means, permite una
optimizacion multiobjetivo de rutas y localizaciones, considerando factores como

distancia y capacidad.

e Simulacion Avanzada de Rutas: Mediante la adaptacién y aplicacion de variaciones
del problema del Viajante de Comercio (TSP) y el Problema de Ruteo de Vehiculos
(VRP), se simulan y optimizan las rutas de distribucion bajo diferentes escenarios

y condicionantes.

e Flexibilidad y Aplicabilidad: Aunque el estudio se centra en la industria carnica, la
metodologia propuesta es lo suficientemente versatil para adaptarse a otras
industrias, permitiendo optimizaciones basadas en condicionantes y criterios

especificos de cada sector.

Este estudio no solo aporta una metodologia robusta y adaptable para la optimizacién de
la cadena de suministro, sino que también contribuye al avance en la aplicacién practica
de técnicas avanzadas de analisis de datos, optimizacion y simulacién en contextos

industriales reales.



CAPITULO 1 ANTECEDENTES, PROPOSITO Y ORGANIZACION

1.1 Antecedentes

La determinacion de la mejor ubicacion para instalaciones agropecuarias como rastros ha
sido abordada en la literatura mediante diversos enfoques, Martin-Hernandez et al. (2020)
analizaron la seleccion Optima de sistemas de recuperacion de nutrientes en granjas,
considerando economias de escala y distancias a centros poblados. Otro estudio de Ge et
al. (2018) determind ubicaciones dptimas para instalaciones de agregacion de productos

frescos en Estados Unidos minimizando costos logisticos.

Sin embargo, no se encontraron antecedentes que hayan aplicado especificamente técnicas
de optimizacion multiobjetivo para identificar la localizacion de un rastro TIF en el estado
de Hidalgo. Los estudios previos relevantes se han enfocado en contextos diferentes al
mexicano. Ademas, no integran el analisis de capacidad productiva actual y futura en la
region basado en series de tiempo, que permita maximizar el potencial exportador

considerando restricciones logisticas.

Por lo tanto, esta investigacion representa un aporte original en el campo, al determinar la
ubicacién dptima para un rastro TIF en Hidalgo aplicando métodos innovadores. La
metodologia propuesta puede sentar un precedente para investigaciones futuras sobre
optimizacion de la localizacién de instalaciones agropecuarias en el pais. En sintesis, el
estudio busca resolver un problema poco abordado en la literatura nacional, con un enfoque

metodoldgico novedoso y resultados de alto impacto potencial para la region.

1.2 Planteamiento del problema

Situacion Observada 1: En México, solo existen 142 rastros TIF registrados ante el
Servicio Nacional de Sanidad, Inocuidad y Calidad Agroalimentaria (SENASICA) para
2019.



Situacion Observada 2: El estado de Hidalgo cuenta con una importante actividad
ganadera, registrando 1 millén 206 mil 673 cabezas de ganado bovino en promedio entre
en 2015 segun el Sistema de Informacion Agroalimentaria de Consulta (SIACON) vy
(SAGARPA).

Situacion Observada 3: No se encuentra aun establecido un rastro TIF en el estado de

Hidalgo que permita la exportacion de ganado bovino a mercados internacionales.

Comparacién: Mientras que Hidalgo posee una relevante actividad ganadera (Situacion 2),
aln no cuenta con un rastro TIF en operacion para habilitar exportaciones (Situacion 3), a

diferencia de sdlo 142 registrados a nivel nacional (Situacién 1).

Situacion Deseada: Establecer la ubicacion éptima para un rastro TIF en el estado de
Hidalgo utilizando herramientas analiticas avanzadas, que permita potenciar las
exportaciones de ganado bovino aprovechando la importante actividad ganadera de la

region.

Pregunta de Investigacion: ¢Cual es la localizacion 6ptima para un rastro TIF en el estado
de Hidalgo considerando factores como la concentracién de la actividad ganadera, las vias

de transporte y la cercania a los centros de exportacion?

1.3 Propésito de la investigacion

El presente estudio tiene como proposito determinar la localizacion Optima para la
instalacion de un rastro Tipo Inspeccion Federal (TIF) en el estado de Hidalgo, México.
La investigacion busca identificar el municipio que maximice el potencial productivo y
exportador de ganado bovino, minimizando los costos logisticos asociados al transporte y

distribucion.

El analisis contempla factores como la capacidad actual de produccién pecuaria en cada

municipio, proyecciones futuras, y métricas de costos de transporte y asignacion de



demanda. Asimismo, se emplean técnicas avanzadas de optimizacion multiobjetivo para

evaluar escenarios y restricciones logisticas.

Los resultados del estudio tienen como finalidad guiar la toma de decisiones informada
sobre inversiones en infraestructura de procesamiento de carne bovina en la regién. La
identificacion de una ubicacion 6ptima para el rastro TIF puede impulsar el crecimiento de

las exportaciones y la competitividad del sector pecuario del estado.

En sintesis, esta investigacion busca determinar la localizacion estratégica para un rastro
TIF que potencie la produccién exportable y el desarrollo econdémico regional, aplicando

métodos cuantitativos avanzados de optimizacion.

1.4 Objetivo general

Determinar la localizacion dptima para la instalacion de un rastro Tipo Inspeccion Federal
(TIF) en el estado de Hidalgo, México, que maximice el potencial productivo y exportador
de ganado bovino, minimizando costos logisticos de transporte y distribucion, mediante el
analisis cuantitativo de métricas de produccion histérica y proyectada, y la aplicacion de

algoritmos de optimizacién multiobjetivo.

1.5 Objetivos especificos

e Analizar la produccion histérica de ganado bovino en los municipios del estado de
Hidalgo durante el periodo 2006-2021 para identificar tendencias y patrones.

e Generar proyecciones de la produccion de ganado bovino en la region mediante
técnicas de series de tiempo hasta el afio 2030.

e Estimar la capacidad exportadora actual y futura de ganado bovino para los
diferentes municipios en base a los datos de produccion.

e Modelar las relaciones entre variables criticas como produccién, precio promedio

y poblacién mediante analisis estadistico.



e Calcular costos asociados al transporte y distribucién del ganado bovino entre cada
municipio y posibles centros de acopio.

e Aplicar algoritmos de optimizacion multiobjetivo para minimizar los costos totales,
considerando restricciones de oferta, demanda y capacidad.

e Evaluar distintos escenarios de localizacién para el rastro TIF, comparando las
métricas de costos y produccidn exportable resultantes.

o Identificar la ubicacion 6ptima para el rastro TIF que maximice las ganancias netas
por exportacién de ganado bovino en la region.

e Proponer ubicaciones estratégicas para centros de acopio y distribucion auxiliares
en la region.

e Proponer la mejor ubicacion del rastro con base a los centros de acopio y

distribucion auxiliares.

1.6 Justificacion de la investigacion

La presente investigacion se justifica por su conveniencia para maximizar el potencial
exportador y productivo del sector ganadero bovino en el estado de Hidalgo, a través de la

determinacion informada de la localizacion optima para un rastro TIF.

La relevancia social del estudio radica en impulsar el crecimiento econdémico regional, al
incrementar la produccién y facilitar el acceso a mercados globales de carne bovina. Los

beneficiados directos son los productores locales y las comunidades rurales.

Las implicaciones précticas del analisis permitiran orientar la inversion en infraestructura
de procesamiento de carne de res, resolviendo limitaciones actuales para la exportacion.
Asimismo, la metodologia puede extenderse a otros estados con condiciones similares.

El valor tedrico se sustenta en la aplicacién de técnicas innovadoras de optimizacién
multiobjetivo para la toma de decisiones en planificacion regional agropecuaria. Los

hallazgos pueden generalizarse en estudios futuros en esta industria estratégica.



La utilidad metodoldgica consiste en la integracion de analisis de series de tiempo,
modelado estadistico y algoritmos especializados para identificar localizaciones optimas,

sentando un precedente en la materia.

Las consecuencias positivas previstas implican mayor competitividad internacional,
crecimiento del PIB regional y mejora en los ingresos de los productores ganaderos con la

entrada en operacion del rastro TIF.

1.7 Alcance

El presente estudio tiene un alcance correlacional, ya que busca determinar el grado de
relacion que existe entre las variables de produccion, costos logisticos y ubicacion
geogréfica, para identificar la localizacidén 6ptima del rastro TIF.

El anélisis se circunscribe al sector ganadero bovino en los municipios del estado de
Hidalgo, utilizando datos histdricos y proyecciones entre 2006 y 2030. No se consideran
otros factores sociales, politicos 0 ambientales que podrian afectar la operacion del rastro.

La investigacion no pretende disefiar o proponer la construccion real del rastro TIF, sino
Unicamente identificar la mejor ubicacion posible segun las condiciones y restricciones
planteadas en el modelo. Tampoco implica un analisis financiero o de factibilidad
detallado.

Dentro del alcance técnico, se propone integrar APIs de Google Maps para obtener datos
de distancias por carreteras, en lugar de utilizar férmulas genéricas de distancia. Asimismo,
se plantea conectar las fuentes de datos a bases de datos en la nube como Apache Spark o
MySQL para automatizar la obtencion de informacion y mejorar la eficiencia

computacional.

Los resultados esperados se limitan a la identificacion de una ubicacion dptima junto con

alternativas cercanas, y propuestas para centros de acopio segun la asignacion de demanda



modelada. No incluyen analisis posteriores como seleccion final del sitio o disefio

arquitectonico.

Innovacién

El enfoque innovador de este estudio radica en la integracion de técnicas avanzadas de
analisis de datos, ciencia de datos y optimizacién para abordar el problema de la
localizacion dptima en la industria carnica. Aunque cada técnica o herramienta utilizada
puede no ser nueva en si misma, la combinacion, secuencia y adaptacion especifica para
este contexto son novedosas. A continuacion, se detallan las etapas y caracteristicas

distintivas de nuestra metodologia:

e Pronostico de Produccion: Utilizando técnicas de andlisis de datos, se genero un
prondstico para la produccién de carne, formando la base para las decisiones de

localizacion.

e Clusterizacion y Localizacion: Con los datos pronosticados, se emplearon
algoritmos de clusterizacion, como k-means, y técnicas como el centro de gravedad

para identificar ubicaciones ideales para centros de distribucion y acopio.

e Optimizacién con Algoritmos Evolutivos: Con la ubicacion de estos centros, se usd
el algoritmo evolutivo NSGA-2, adaptado con criterios especificos como distancia

y capacidad, para determinar las mejores rutas de distribucion.

e Simulacion de Rutas: Se emplearon tres variantes del problema del Viajante de
Comercio (TSP) y el Problema de Ruteo de Vehiculos (VRP) para simular y

optimizar las rutas de distribucion.

e Determinacion del Rastro: Con las ubicaciones de los centros ya definidas, se

repiti6 un proceso similar para determinar la localizacion optima del rastro,



incorporando criterios adicionales relacionados con las capacidades existentes en

diferentes ubicaciones.

e Comparativa de Algoritmos: Una observacion significativa del estudio fue que, en
ciertos contextos, el método del centro de gravedad qued6 superado en

comparacion con otros algoritmos mas sofisticados.

Es importante destacar que, aunque este estudio se centra en la industria carnica, la
metodologia propuesta es lo suficientemente flexible como para adaptarse a otras
industrias, cambiando simplemente las condicionantes y criterios especificos. Esta

versatilidad y adaptabilidad son parte de la contribucion original de este trabajo.

1.8 Delimitacion

Delimitacién temporal: El estudio abarcara un periodo histérico comprendido entre 2006
y 2021 para el anélisis de datos retrospectivos. Las proyecciones y escenarios se generaran
desde 2023 hasta 2030.

Delimitacién espacial: La investigacion se circunscribira Unicamente al territorio del
estado de Hidalgo, considerando los 84 municipios para los cuales se dispone informacion.

No se consideraran localizaciones fuera de esta entidad.

Unidades de observacion: Las unidades de analisis seran los municipios productores de
ganado bovino en el estado. No se estudiaran unidades productivas como ranchos o granjas

de manera individual.

Perfil de unidades: Se contemplan tanto municipios con alta produccién actual de ganado,
como aquellos con potencial productivo futuro, segun las proyecciones realizadas. No se

excluira ningun municipio por bajos niveles actuales de produccién.



Limitaciones técnicas: Debido a restricciones presupuestales, no se utilizardn APIs de
proveedores externos para obtener datos de rutas por carretera. Las distancias se calcularan
con formulas de distancia euclidiana genéricas. Esto representa una limitante en la

precision de costos modelados.

Con esta delimitacion se establece claramente la extension, limites y perfil de los datos que
se analizaran en la investigacion, dentro de las limitaciones de recurso técnicos existentes.
El alcance queda acotado tanto en dimension temporal, espacial y de unidades, para una

viabilidad efectiva del estudio.

1.9 Organizacion del estudio

El primer capitulo presenta los antecedentes, planteamiento del problema, propoésito,

objetivos, justificacion, alcances y delimitacion de la investigacion.

El segundo capitulo expone el marco tedrico que sustenta el estudio, abarcando conceptos
sobre optimizacion de localizacion de instalaciones, andlisis cuantitativo aplicado a la

agricultura, logistica en la industria ganadera, y trabajos relacionados al tema.

El tercer capitulo detalla la metodologia utilizada, explicando el alcance y enfoque,

hipotesis, disefio de la investigacion, seleccion de muestra, recoleccién y analisis de datos.

El cuarto capitulo presenta y analiza los resultados obtenidos en la investigacion,

contrastando con estudios previos y literatura existente.
Finalmente, en el quinto capitulo se exponen las conclusiones derivadas del estudio,
resaltando hallazgos relacionados a los objetivos, aportaciones originales, limitaciones y

recomendaciones para futuros trabajos.

En los anexos se incluyen informacion complementaria relevante para profundizar en

aspectos metodologicos y técnicos.
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CAPITULO 2 MARCO TEORICO

En el contexto de esta investigacion, la inteligencia artificial se refiere al uso y
adaptacion de algoritmos y técnicas computacionales avanzadas que imitan la
capacidad humana de tomar decisiones basadas en datos. (Los Hechos Y Solo Los
Hechos: La Inteligencia Artificial, n.d.). Estas técnicas permiten el
procesamiento, andlisis y optimizacion de grandes conjuntos de datos, llevando a
decisiones mas informadas y soluciones optimizadas. A lo largo de esta
investigacion, se emplean diversas herramientas y técnicas de inteligencia
artificial, entre las que destacan el algoritmo evolutivo NSGA-2, técnicas de
clusterizacién como k-means, y algoritmos de optimizacion de rutas como el
problema del Viajante de Comercio (TSP) y el Problema de Ruteo de Vehiculos
(VRP). Cada herramienta ha sido adaptada y aplicada de forma especifica para
abordar los desafios unicos de la industria carnica. La motivacion para incorporar
inteligencia artificial en este estudio radica en su capacidad para manejar la
complejidad y la variabilidad de los datos relacionados con la industria carnica.
Al aprovechar estas herramientas, podemos abordar problemas multifacéticos,
como la optimizacion de la cadena de suministro, con una precision y eficacia sin
precedentes. Ademads, la adaptabilidad de estas herramientas permite su
aplicacion en diversos contextos industriales, lo que amplia el alcance y
relevancia de la investigacion. (Mavani et al., 2021) (Gupta & Nanda, 2022)
(Wang et al., 2020)

2.1 Optimizacion de localizacion de instalaciones

2.1.1 Conceptos basicos

En la optimizacion de la localizacion de instalaciones en la logistica y la
produccion, existen varios conceptos basicos que son fundamentales para

comprender este proceso. Algunos de estos conceptos incluyen:
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Obijetivos de la empresa: Es importante identificar los objetivos especificos que
la empresa busca lograr al optimizar la localizacion de sus instalaciones. Estos
objetivos pueden incluir la reduccion de costos, la mejora de la eficiencia
operativa, la maximizacion de la satisfaccion del cliente, entre otros (Chopra &
Meindl, 2016).

Factores de localizacion: Hay una serie de factores que pueden influir en la
eleccién de la ubicacién de las instalaciones, como la disponibilidad de mano
de obra calificada, la proximidad a los proveedores y clientes, la infraestructura
de transporte, los costos de la tierra y los impuestos, entre otros. Es importante
evaluar y considerar estos factores al tomar decisiones de localizacién (Daskin,
2013).

Criterios de evaluacion: Para determinar la mejor ubicacion para las
instalaciones, se deben establecer criterios de evaluacion claros y medibles.
Estos criterios pueden incluir el costo total de operacién, la accesibilidad, la
capacidad de expansion, el impacto ambiental, entre otros. Los criterios deben
ser coherentes con los objetivos de la empresa (Chopra & Meindl, 2016).
Restricciones: También es importante tener en cuenta las restricciones que
pueden limitar las opciones de localizacién. Estas restricciones pueden incluir
regulaciones gubernamentales, restricciones de zonificacion, limitaciones de
presupuesto, entre otros. Es fundamental considerar estas restricciones al

buscar la ubicacion éptima de las instalaciones (Daskin, 2013).

2.1.2 Modelos y enfoques

" Los modelos y enfoques comunes utilizados en la optimizacion de la localizacion

de instalaciones incluyen el modelo de centro de gravedad, el modelo de transporte,

el modelo de programacion lineal, el modelo de redes y el modelo de analisis

jerarquico. EI modelo de centro de gravedad se utiliza para encontrar la ubicacion

Optima de una instalacion en funcion de la ubicacion de los clientes y la cantidad

de demanda de cada uno. EI modelo de transporte se utiliza para encontrar la

ubicacion 6ptima de una instalacion en funcion de los costos de transporte de los
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productos a los clientes. EI modelo de programacién lineal se utiliza para encontrar
la ubicacion 6ptima de una instalacion en funcion de mdaltiples objetivos, como la
minimizacion de costos y la maximizacion de la eficiencia. EI modelo de redes se
utiliza para encontrar la ubicacion Optima de una instalacion en funcién de la
conectividad de la red de transporte. El modelo de analisis jerarquico se utiliza para

evaluar y comparar multiples criterios de evaluacion. (Chopra & Meindl, 2016).

2.1.3 Técnicas de optimizacion multiobjetivo

Las técnicas mas eficaces de optimizacion multiobjetivo en la localizacion de
instalaciones incluyen la programacion lineal multiobjetivo, la optimizacion por
enjambre de particulas, el algoritmo genético y la optimizacién basada en la teoria
de juegos. La programacion lineal multiobjetivo se utiliza para optimizar multiples
objetivos al mismo tiempo, como la minimizacion de costos y la maximizacion de
la eficiencia. La optimizacion por enjambre de particulas se basa en la simulacion
de un enjambre de particulas que se mueven hacia la solucion optima. (Daskin et
al., 2013). El algoritmo genético se basa en la evolucion bioldgica y se utiliza para
encontrar la solucion éptima a través de la seleccion natural y la reproduccion. La
optimizacion basada en la teoria de juegos se utiliza para encontrar la solucion
Optima en situaciones en las que hay multiples partes interesadas con objetivos
conflictivos. (Deb & K., 2001).

2.2 Andlisis cuantitativo aplicado a la agricultura

2.2.1 Estudios sobre produccién pecuaria en México

En México, se han realizado varios estudios sobre la produccion pecuaria,
incluyendo la evaluacion de la calidad de la carne, la identificacion de los factores
que afectan la produccion y la implementacion de practicas de manejo para mejorar
la productividad. Un estudio realizado por el Instituto Nacional de Investigaciones
Forestales, Agricolas y Pecuarias (INIFAP) encontré que la alimentacion y el
manejo de los animales son factores clave que afectan la calidad de la carne de res.
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(INIFAP, 2017). Otro estudio realizado por la Universidad Autonoma de Nuevo
Leon encontrd que la implementacion de practicas de manejo adecuadas, como la
seleccion de razas adecuadas y la mejora de la nutricion, puede mejorar la

productividad de la produccién de carne de res. (Hernandez et al., 2017)

2.2.2 Técnicas de series de tiempo

Las técnicas de series de tiempo son herramientas estadisticas utilizadas para
analizar datos que cambian con el tiempo. En el analisis cuantitativo aplicado a la
agricultura, las técnicas de series de tiempo se utilizan para analizar la evolucion
de las variables agropecuarias a lo largo del tiempo. Algunas de las técnicas de
series de tiempo comunes incluyen el andlisis de tendencias, el analisis de
estacionalidad y el analisis de ciclos. El andlisis de tendencias se utiliza para
identificar patrones de cambio a largo plazo en los datos, mientras que el analisis
de estacionalidad se utiliza para identificar patrones de cambio a corto plazo en los
datos. El analisis de ciclos se utiliza para identificar patrones de cambio que se
repiten a lo largo del tiempo. (Sanz & J.A., 2015).

2.2.3 Modelado estadistico de variables agropecuarias

El modelado estadistico de variables agropecuarias implica el uso de técnicas
estadisticas para analizar y modelar la relacion entre las variables agropecuarias y
otros factores que pueden afectar su produccion. EI modelado estadistico se utiliza
para identificar los factores que afectan la produccion agropecuaria y para predecir
la produccién futura en funcion de estos factores. Algunas de las técnicas de
modelado estadistico comunes incluyen el analisis de regresion, el anélisis de
varianza y el andlisis de series de tiempo. ElI modelado estadistico es relevante en
la agricultura moderna porque permite a los agricultores y productores tomar
decisiones informadas sobre la produccién y el manejo de los cultivos y animales.
(Garcia & G.A., 2017).
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2.3 Logistica en la industria ganadera

2.3.1 Costos de transporte y distribucion

En la industria ganadera, los costos de transporte y distribucion son un factor
importante a considerar en la optimizacion de la localizacion de instalaciones.
Segln un estudio sobre la gestion del sistema de distribucion en la logistica
portuaria (Olivares & H.S., 2013), los costos de transporte pueden generar altos
costos para los ciudadanos de la region, tanto por congestion vehicular en el plan
de la ciudad, colas en los accesos a los puertos, pérdida de la oportunidad de realizar
fletes, contaminacién ambiental sonora, aérea y tension, tanto para la comunidad
portuaria como para el resto de la ciudadania. Por lo tanto, es importante considerar
la ubicacion de las instalaciones ganaderas en relacién con los centros de

distribucion y transporte para minimizar estos costos.

2.3.2 Infraestructura y exportaciones pecuarias en México

En México, la infraestructura y las exportaciones pecuarias tienen un impacto
significativo en la industria ganadera local. Segun un estudio sobre los costos de
produccion en Ecuador (Balcazar et al., 2018), la ganaderia es una de las
actividades generadoras de ingresos en el pais. En México, la infraestructura y las
exportaciones pecuarias son factores clave en la industria ganadera, ya que el pais
es uno de los principales exportadores de carne de res y cerdo en el mundo. Segun
un informe sobre el desarrollo de corredores en el Mercosur-Chile y perspectivas
del transporte intermodal (Corengia et al., 2019), la infraestructura de transporte y
logistica es fundamental para el desarrollo de la industria ganadera y la exportacion
de productos pecuarios. Por lo tanto, es importante considerar la ubicacion de las
instalaciones ganaderas en relacion con la infraestructura de transporte y logistica

para maximizar el potencial de exportacion.
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2.3.3 Experiencias previas en ubicacion de rastros TIF

En la industria ganadera, la ubicacion de rastros TIF (Tipo Inspeccién Federal) es
un tema importante a considerar en la optimizacién de la localizacion de
instalaciones. Segun un estudio sobre el disefio del modelo SCOR en un operador
logistico, aplicado a los procesos de almacenamiento, recoleccién y despacho de
productos perecibles, para mejorar la eficacia de la gestion de la cadena de
suministro y mejorar el nivel de servicio al cliente (Coronel R. F., 2013), los
operadores logisticos integrales manejan y administran la logistica de sus clientes
de forma directa y para esto cuentan con rastros TIF. Ademas, segun un informe
sobre el Fondo de Estabilizacion de Precios del Petréleo (FEPP) y el mercado de
los derivados en (Chile Marquez M., 2000), el FEPP oper6 con el objetivo de
mantener cierta estabilidad en los precios de los derivados del petréleo en el
mercado nacional, lo que incluye los costos de transporte y distribucion de
productos pecuarios. Por lo tanto, es importante considerar las experiencias previas
y lecciones aprendidas en la ubicacion de rastros TIF en la industria ganadera para

optimizar la localizacion de las instalaciones.

2.4 Aportaciones teoricas y estudios relacionados

2.4.1 Investigaciones sobre ubicaciéon éptima de instalaciones agropecuarias

La ubicacion optima de las instalaciones agropecuarias es un tema de investigacion
importante en la agricultura y la ganaderia. Se han realizado varias investigaciones
en este campo para determinar los factores clave que deben tenerse en cuenta al
seleccionar la ubicacion de las instalaciones agropecuarias. Estas investigaciones
consideran factores como la disponibilidad de recursos naturales, la infraestructura

existente, el acceso al mercado y la proximidad a otras instalaciones relacionadas.
Un estudio de caso en los Estados Unidos analizé la ubicacion de las instalaciones

de ganado y consider6 factores como la ubicacion geogréafica y el tamafio de las

granjas de ganado. Los resultados mostraron que la economia de escala en las
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instalaciones tenia un impacto significativo en las soluciones Optimas,
especialmente cuando las instalaciones mas grandes tenian una ventaja de costos.
(Martin Hernandez et al., 2020).

Otro estudio se centrd en la ubicaciéon 6ptima de las instalaciones de productos
frescos en los Estados Unidos. Este estudio considerd las economias de escala a
nivel de establecimiento y buscé minimizar los costos asociados con el ensamblaje
y la distribucion. Los resultados indicaron que las economias de escala tenian un
impacto significativo en las soluciones optimas, especialmente cuando las

instalaciones mas grandes tenian una ventaja de costos. (H. Goetz et al., 2018).

Estas investigaciones demuestran la importancia de considerar la ubicacion éptima
de las instalaciones agropecuarias para maximizar la eficiencia y reducir los costos
en la produccion agropecuaria. Ademas, proporcionan un marco replicable para
evaluar los costos y los impactos de la infraestructura del sistema alimentario, lo
que puede orientar a los responsables de la toma de decisiones en la planificacion

de las instalaciones agropecuarias.

2.4.2 Casos de optimizacién multiobjetivo aplicada al sector primario

La optimizacion multiobjetivo es una técnica que se ha aplicado a diversos sectores,
entre ellos el primario. El objetivo principal de este enfoque es encontrar soluciones
Optimas que equilibren multiples objetivos en los sistemas agricolas, energéticos y
de produccion. Se han dado varios casos de éxito en los que la optimizacién

multiobjetivo se ha aplicado al sector primario. He aqui algunos ejemplos:

Optimizacién multiobjetivo de la operacion en sistemas automatizados de
distribucidn de energia eléctrica: Este caso se centra en la optimizacion de procesos
operativos en sistemas automatizados de distribucién de energia. El estudio
presenta una implementacién metodoldgica que formula el problema como una

tarea de optimizacion multiobjetivo. (Ernesto Galeano & Victor Montoya, 2008).
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Modelo de optimizacion multiobjetivo para la programacion de la produccion
agricola a pequefia escala en Santander, Colombia : Este caso involucra el
desarrollo de un modelo de optimizacion multiobjetivo para la produccion agricola
a pequeria escala en Santander, Colombia. EI modelo busca optimizar la seleccién
de portafolios de cultivos, considerando multiples objetivos. (Leonardo Herrnan,
2008).

Otros ejemplos de optimizacion multiobjetivo aplicada al sector primario incluyen
la optimizacion de la gestion de multiples unidades de tierra con diferentes
caracteristicas y gestion el andlisis de optimizacion multiobjetivo financiera y
renovable (FARMOO) de sistemas fotovoltaicos en explotaciones lecheras y la

optimizacion de sistemas de almacenamiento de energia. (Todman et al., 2019).

La optimizacion multiobjetivo es un tipo de optimizacién vectorial que se ha
aplicado en muchos campos de la ciencia, como la ingenieria, la economia y la
logistica, en los que es necesario tomar decisiones Optimas en presencia de
compromisos entre dos 0 méas objetivos en conflicto. Un problema de optimizacion
multiobjetivo implica multiples funciones objetivo, y en los problemas préacticos
puede haber mas de tres objetivos. Como normalmente existen multiples soluciones
Optimas de Pareto para los problemas de optimizacién multiobjetivo, lo que
significa resolver un problema de este tipo no es tan sencillo como en el caso de un

problema de optimizacién convencional.

2.4.3 Limitaciones y oportunidades en la literatura

La literatura actual sobre la optimizacion y analisis cuantitativo aplicado a la
agricultura y la industria ganadera presenta tanto limitaciones como oportunidades.
Algunas limitaciones incluyen la falta de datos disponibles, especialmente en
regiones menos desarrolladas, y la dificultad de comparar los resultados debido a

las diferencias en los métodos y enfoques utilizados en diferentes estudios.
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Ademas, existe una brecha entre la teoria y la préactica, ya que muchos estudios se
centran en modelos y técnicas teoricas sin considerar plenamente las condiciones y

limitaciones reales de la agricultura y la industria ganadera.

Sin embargo, también existen oportunidades en esta area de investigacion. El
analisis cuantitativo puede ayudar a identificar patrones y tendencias en los datos
agricolas y ganaderos, lo que puede conducir a una mayor eficiencia y
productividad. Ademas, el uso de herramientas de optimizaciéon puede ayudar a
mejorar la toma de decisiones en la gestion de cultivos y la cria de ganado, lo que
puede tener un impacto positivo en la rentabilidad y sostenibilidad de estas

industrias.

Es importante tener en cuenta que la literatura existente puede estar influenciada
por contextos y realidades especificas, como la disponibilidad de recursos, las
practicas agricolas y ganaderas locales, y las politicas gubernamentales. Por lo
tanto, al aprovechar la literatura existente y desarrollar nuevas investigaciones en
este campo, es crucial considerar estas limitaciones y oportunidades para obtener

resultados mas relevantes y aplicables a la agricultura y la industria ganadera.
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CAPITULO 3 METODOLOGIA (INVESTIGACION TECNOLOGICA)

3.1 Descripcion del objeto de estudio

El objeto de estudio es la determinacion de la localizacion 6ptima para la instalacion de un
rastro TIF en el estado de Hidalgo, México.

Una estrategia central en esta investigacion es la optimizacion de la cadena de suministro
de carne bovina al priorizar la localizacion de centros de distribucion y acopio. Esta
decision estratégica busca reducir el costo de inversion global, evitando la necesidad de
establecer multiples rastros costosos. En lugar de ello, el enfoque se centra en determinar
una ubicacion optima para un solo rastro TIF y varios centros de distribucion y acopio.
Estos centros, al actuar como puntos intermedios, tienen el potencial de reducir
significativamente los costos, descentralizando la distribucion y facilitando el acceso al
mercado.

Es fundamental aclarar que, en el contexto de esta investigacion, cuando nos referimos a
'instalacion’, estamos haciendo referencia tanto al rastro Tipo Inspeccion Federal (TIF)
como a los centros de acopio asociados. El rastro TIF es una infraestructura especializada
destinada al procesamiento de ganado para producir carne conforme a estandares rigurosos
de calidad y sanidad. (De Riesgo Compartido, n.d.). Por otro lado, los centros de acopio
actGian como puntos intermedios, donde se recolecta, almacena y, en ocasiones, se procesa

parcialmente la carne antes de su distribucion final. (De Riesgo Compartido, n.d.).

3.2 Disefio teorico del prototipo

El disefio tedrico involucra la aplicacion de modelos cuantitativos para optimizacién de
ubicacion de instalaciones, utilizando datos histéricos y proyectados de produccién

ganadera en la region.
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Se emplean técnicas de series de tiempo para proyecciones, modelado estadistico para las
relaciones entre variables, y algoritmos multiobjetivo para minimizar costos logisticos y

maximizar produccion exportable. (Ver figura 1.1)

3.3 Disefio fisico

El disefio fisico consiste en la implementacion de los modelos y experimentos
computacionales en lenguaje Python, aplicando librerias cientificas como Pandas, Numpy,
SciKit-Learn, Deap, Statsmodels y Ortools.

3.4 Pruebas del prototipo

Se realizan pruebas del prototipo para verificar la efectividad de los algoritmos y la

robustez de los resultados ante distintos parametros.

3.5 Resultados

Se resaltan los resultados obtenidos por cada uno de los codigos, y algunos c6digos son
omitidos por la repeticion que esto conlleva, sin embargo se explican los resultados a

profundidad. Estos se evalGan con paqueterias como SciKit-Learn y statsmodels.

3.6 Recoleccion de datos

Los datos historicos de produccién ganadera en los municipios se obtienen de fuentes
gubernamentales como SIAP y SAGARPA.

3.7 Analisis de datos

Se utiliza el lenguaje Python con librerias como Pandas, Matplotlib y Seaborn para el

analisis descriptivo y visualizacion de datos.
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Se aplican test estadisticos para evaluar supuestos y correlaciones. Los resultados se

presentan en tablas y graficas.

3.8 Modelo de optimizacion

Se construye y entrena un modelo de optimizacion multiobjetivo con el algoritmo NSGA-
Il para minimizar costos logisticos y maximizar produccién exportable. Se construye y
entrena un modelo de optimizacion de rutas por medio de la paqueteria ortools con el
algoritmo path_cheapest_arc para minimizar las distancias. Se seleccionan las mejores
localizaciones de igual modo con algoritmos Kmeans de la paqueteria SciKit-Learn y se

pronostican los datos con herramientas de la misma paqueteria.

3.9 Resultados

El modelo identifica como localizacién éptima el municipio X, con un costo logistico de

Y y una produccion exportable de Z.
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Descripcion

Recoleccion de datos histéricos de produccion ganadera de fuentes gubernamentales:
En este paso, se recopilan datos histéricos de produccion ganadera de fuentes
gubernamentales, como SIACON, SAGARPA e INEGI. Estos datos serviran como
base para el analisis y la optimizacion.

Andlisis y limpieza de datos, identificando y tratando valores faltantes o atipicos:
Los datos recopilados se someten a un proceso de analisis y limpieza. Se identifican
y tratan valores faltantes o atipicos que puedan afectar la calidad de los analisis
posteriores.

Analisis exploratorio con estadistica descriptiva, visualizaciones y correlaciones:
En esta etapa, se realiza un analisis exploratorio de los datos. Se calculan
estadisticas descriptivas, se crean visualizaciones y se examinan las correlaciones
entre variables para comprender mejor la produccién ganadera.

Pruebas de hipotesis para comprobar supuestos como normalidad y estacionariedad:
Se realizan pruebas estadisticas para verificar supuestos importantes en el analisis
de datos, como la normalidad y la estacionariedad. Estas pruebas ayudan a
determinar la aplicabilidad de ciertos métodos estadisticos.

Proyecciones de series de tiempo mediante métodos como tree regressor considerando

estacionalidad:
Se utilizan métodos de proyeccién de series de tiempo, como Tree Regressor y
considerando la estacionalidad, para realizar proyecciones de la produccion
ganadera en el futuro.

Modelado estadistico para entender el comportamiento y relacion entre variables:
Se realiza un modelado estadistico para comprender el comportamiento y las
relaciones entre las variables involucradas en la produccion ganadera.

Calculo de métricas relevantes como distancias y costos de transporte:
Se calculan métricas relevantes, como distancias y costos de transporte, que seran
esenciales para la optimizacién de las rutas de distribucion.

Andlisis cluster jerarquico inicial con dendrograma utilizando distancias euclidianas:
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Se realiza un analisis de cluster jerarquico inicial utilizando distancias euclidianas
para agrupar observaciones similares en grupos.

Andlisis cluster particional para identificar nimero 6ptimo de clusteres:
Se realiza un andlisis de cluster particional para determinar el nimero éptimo de
clusteres que se utilizaran en la optimizacién.

Algoritmo evolutivo NSGA-II para optimizacion multiobjetivo inicial:
Se utiliza el algoritmo evolutivo NSGA-II para realizar una optimizacion
multiobjetivo inicial, considerando multiples criterios y restricciones.

Algoritmos VRP y TSP para optimizar rutas de distribucion:
Se emplean algoritmos de Problema de Enrutamiento de Vehiculos (VRP) y
Problema del Vendedor Viajero (TSP) para optimizar las rutas de distribucion de
los productos ganaderos.

Propuesta de ubicaciones 6ptimas para centros de acopio:
Se proponen ubicaciones Optimas para centros de acopio que faciliten la
distribucion eficiente de los productos ganaderos.

Actualizacion de datos con ubicaciones de centros propuestos:
Se actualizan los datos con las ubicaciones de los centros de acopio propuestos para
refinar el anlisis.

Repeticion del proceso de clustering y optimizacion para ubicacion de rastro:
Se repite el proceso de clustering y optimizacion para identificar la ubicacion
Optima del rastro de procesamiento de carne (TIF).

Identificacion de ubicacion optima para el rastro TIF:
Se determina la ubicacion optima para el rastro de procesamiento de carne (TIF)
basada en el anélisis y la optimizacion previos.

Visualizacion de resultados en mapas interactivos con rutas de distribucion:
Finalmente, los resultados se visualizan en mapas interactivos que muestran las
rutas de distribucién de los productos ganaderos, lo que facilita la toma de

decisiones y la comunicacion de los hallazgos.
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Figura 2
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CAPITULO 4 CASO DE ESTUDIO (UBICACION DE UN RASTRO TIF CON
HERRAMIENTAS DE INTELIGENCIA ARTIFICIAL, ALGORITMOS Y DATA
ANALYTICS)

Para comenzar con el estudio del caso, es vital comprender la necesidad de determinar la
ubicacion oOptima para cualquier instalacién de planta. En este contexto, los métodos
empleados requieren datos cuantitativos (pesos) para la ubicacion. En este caso especifico,
se busca determinar la ubicacion 6ptima de un rastro de Tipo Inspeccion Federal (TIF) en
el Estado de Hidalgo, basdndose en los costos de transporte.

Los rastros TIF tienen la ventaja de que la carne producida puede exportarse al extranjero.
Por lo tanto, es esencial obtener una base de datos que incluya la importacion y exportacion
de carne de los diferentes municipios del Estado de Hidalgo. Ademas, el proyecto requiere
una prediccion para los siguientes siete afios, desde 2023 hasta 2030, tomando en cuenta
las condiciones politicas actuales y futuras. Segiin medios como "El Pais" y el articulo de
Pablo Ferri titulado “Morena consolida su poder territorial de cara a las elecciones de
2024, publicado el 4 de junio de 2023, se espera que el mismo partido contintie

gobernando con condiciones similares.

Dado que la base de datos requerida no existe, se utilizaran diversas herramientas de

prediccion y andlisis de datos para obtener la informacion necesaria.

4.1 Proceso de Recopilacion de Datos

Lo primero que se hara serad obtener la mayor cantidad de datos posibles relacionados con
la produccion de carne en cada municipio del Estado de Hidalgo. La informacidon extraida
proviene del Sistema de Informacién Agroalimentaria de Consulta (SIACON), que

contiene datos de 2006 a 2021, incluyendo:

e Produccion en canal (Ton)

e Produccion en pie (Ton)

o Precio promedio en canal ($/Kg)
o Precio promedio en pie ($/Kg)
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» Valor de la produccién en canal (Miles $)

» Valor de la produccién en pie (Miles $)

o Peso promedio en canal (Kg)

e Peso promedio en pie (Kg)

o Cabezas de ganado bovino (variable objetivo)

Ademas, se buscd informacion sobre la poblacion por municipio y la poblacién masculina
de entre 15 y 64 afios, extraida del INEGI. Para obtener los datos de interés (2006-2021),

se analiz6 la tendencia utilizando la férmula en Excel: TENDENCIA(conocido Yy,

[conocido_x], [nueva_matriz_x], [constante]). (Montgomery et al., 2015)

Finalmente, se organizé la informacién en una tabla de 13 columnas y 1344 filas para su

posterior andlisis en Python, utilizando la paqueteria Pandas. El cddigo para cargar los

datos es el siguiente para obtener la tabla:

# Carga de datos

df = pd.read_excel('/content/drive/MyDrive/Copia de val.xlsx')

df = df.drop('Unnamed: ©', axis = 1)
df
Tabla 1
Tabla de visualizacion rapida de los datos a investigar
Valor de Cabez
Producci ) Precio  Precio la Valor de Peso Peso as de Poblacié
L onen Produc_u prome  prome producci la . prome - prome ganad . n varén
Municipio Afio 6nenpie dioen dioen . producci dioen dioen 0 Poblacion
canal . 6nen ) : . . 15-64
(Ton) (Ton) canal pie canal on en pie canal pie bow_no afios
($/Kg)  ($/Kg) : (Miles $)  (Kg) (Kg)  (Objet
(Miles $) ivo)
0 Acatlan 2006 1,102.68 2,131.75 3029 146 3340393 31,127.71 16128 3118 6837  19,685.00 5438.60
1 Acaxochitln 2006  449.08  860.06 3073 1477 13798.09 1270250 151 28919 2974 3834520 10,213.80
2 Actopan 2006 51459  961.39  31.02 1916 1596112 1842273 22306 41673 2307  50,810.40  14,776.40
3 Ad%“f‘tﬁ:ﬁgga 2006 52645 98918 316 1652 16,635.43 1634001 239.08 449.22 2202  9,044.80  2,477.80
4 Ajacuba 2006  287.01 5365  30.88 1004 886257 1021351 22112 41333 1298  16,107.80  4,748.60
ég Yahualica 2021 13954 26171  67.52 3302 9,420.79 864248 233.34 437.63 598  25246.66  7,468.29
ig Zafzigﬁggde 2021 19244 36328 7869 3975 15143.86 14,438.69 25523 4818 754 3849581 12,026.90
ii Zaﬁsgzzde 2021 13911 26325 7668 3995 10,667.06 10518.04 23819 450.77 584  21,632.94  7,032.53
ﬁ Zempoala 2021 27505  519.33 7684 4023 2113598 20894.87 23814 44964 1155  56228.08  18,699.45
13 Zimapan 2021 117.94 22413 7615 37.06 898052 8306.02 23493 44648 502  39,027.15 11,617.48
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Este estudio preliminar establece la base para el analisis en profundidad de la ubicacion

optima del rastro TIF en Hidalgo, considerando multiples variables y el contexto politico

actual.

4.2 Analisis y Tratamiento de Datos

Una vez recopilados los datos, es esencial inspeccionar su tipo y asegurarse de que sean

coherentes con las necesidades del estudio. Podemos utilizar el siguiente codigo para

imprimir el tipo de datos en el DataFrame:

# Impresion del tipo de datos

df.dtypes

Municipio

Ao

Produccion en canal (Ton)

Produccién en pie (Ton)

Precio promedio en canal ($/Kg)
Precio promedio en pie ($/Kg)

Valor de la produccion en canal (Miles $)
Valor de la produccion en pie (Miles $)
Peso promedio en canal (Kg)

Peso promedio en pie (KQg)

Cabezas de ganado bovino (Objetivo)
Poblacion

Poblacion varon 15-64 afios

object
int64
float64
float64
float64
float64
float64
float64
float64
float64
int64
float64
float64

Los datos de tipo int64 y float64 son coherentes con las expectativas, especialmente la

variable objetivo, que contiene valores enteros. Cualquier inconsistencia en estos tipos

requeriria una investigacion adicional para identificar el origen de la discrepancia.
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4.3 Preparacion de los Datos

Para preparar los datos, primero seleccionamos las columnas relevantes y luego llevamos
a cabo un tratamiento para asegurarnos de que todos los valores sean flotantes, sin espacios

ni comas inapropiadas. (Cruz, 2018) El siguiente cddigo ilustra este proceso:

# Tratamiento de los datos

columnas_produccion = ['Produccién en canal (Ton)', 'Produccién en pie
(Ton)', 'Precio promedio en canal ($/Kg)', 'Precio promedio en pie ($/Kg)’',
'Valor de la produccién en canal (Miles $)', 'Valor de la produccidén en pie
(Miles $)', 'Peso promedio en canal (Kg)', 'Peso promedio en pie (Kg)',

'Cabezas de ganado bovino (Objetivo)', 'Poblacién', 'Poblacién vardén 15-64

anos ']

data = df[columnas_produccion]

data = data.replace(’' ', '', regex=True)
data = data.replace(',', '.', regex=True)
data = data.astype(float)

# Impresion del tipo de datos tratados

data.dtypes

Produccién en canal (Ton) float64
Produccién en pie (Ton) float64
Precio promedio en canal ($/Kg) float64
Precio promedio en pie ($/Kg) float64
Valor de la produccion en canal (Miles $) float64
Valor de la produccion en pie (Miles $) float64
Peso promedio en canal (Kg) float64
Peso promedio en pie (KQg) float64
Cabezas de ganado bovino (Objetivo) float64
Poblacion float64
Poblacion varén 15-64 afios float64

Los datos tratados ahora son todos de tipo float64, como se puede verificar con data.dtypes.
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4.4 Verificacion de Datos Faltantes

Es vital verificar si hay datos faltantes en el conjunto de datos, ya que esto podria afectar
la precision de las series de tiempo. Podemos visualizar los datos faltantes utilizando la
funcién mso.matrix(df). Si no hay faltantes, no se mostraran espacios en las barras. (Davey
& Savla, 2009).

Para corroborar la ausencia de datos faltantes, también podemos imprimirlos de forma
escrita con el siguiente codigo:
# Visualizacion de datos faltantes

mso.matrix(df)

Figura 3
Figura de muestreo de datos faltantes
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Esta seccion del estudio detalla el proceso de inspeccion, preparacién y verificacion de los
datos, asegurando que sean consistentes y adecuados para el analisis de series de tiempo.
Estos pasos son cruciales para establecer una base solida para las etapas posteriores del
estudio de caso. (Davey & Savla, 2009).
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Tabla 2
Tabla de datos faltantes

Variables

Missings

Municipio

Afo

Produccion en canal (Ton)
Produccién en pie (Ton)
Precio promedio en canal ($/Kg)
Precio promedio en pie ($/Kg)
Valor de la produccion en canal (Miles $)
Valor de la produccién en pie (Miles $)
Peso promedio en canal (Kg)

Peso promedio en pie (Kg)

Cabezas de ganado bovino (Objetivo)
Poblacion

Poblacion varén 15-64 afios

OO OO0 OO OCOOOOOoOOo

Nota: Se observa de manera numérica lo que la figura 2 muestra.

4.5 Descripcion y Analisis de los Datos

La proxima etapa en el estudio de caso consiste en describir y analizar los datos

recopilados. Usando el siguiente codigo, podemos obtener una descripcion estadistica de

las variables relevantes:

Tabla 3

Tabla descriptiva de los datos
Produccion  Produccion Preciov Precio' Valor dg ]a Valor dg ]a Peso ) Peso ) Cabezas Poblacién
coadicas - encanalenpie GGl Pol” Pocal Monpe Gncanal enpie oo Poblacon vartnis:

($/Kg) ($/Kg) (Miles $) (Miles $) (Kg) (Kg) (Objetivo)

count 1,344.00 1,34400 1,344.00 1,344.00 1,344.00 1,34400 1,34400 1,344.00 1,344.00 1,344.00 1,344.00
mean 386.1799 736.9463 52.1883 27.3911 19,688.42 19,698.92  234.2362  445.9257 1,658.86 33,236.89  10,264.05
std 281.4833 539.8742 17.7951 8.0314 15,615.76 14,999.06 15.1372 27.9529 1,219.00 41,848.78  13,633.59
min 50.74 95.49 29.58 14.38 2,278.34 2,318.39 138.71 271.37 212 2,573.42 725.1054
25% 182.75 350.3675 33.2175 20.4625 8,533.59 8,850.36  222.5675 424.745 767.75  12,462.50 3,769.70
50% 312.95 594.45 50.13 25.065 15,088.53 15,053.44 233.535 445.27 1,32400 18,656.10 5,621.97
75% 488.4025 930.805 70.2125 34.8725 26,689.79 26,655.89 240.81  456.4925 2,086.00 37,041.14 11,033.16
max 1,927.52 3,821.55 83.88 41.93 104,137.97 94,481.45 287.26 569.53 6,837.00 317,391.56 108,121.00
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A partir de este andlisis, obtenemos una tabla con 11 variables, cada una con 1,344

observaciones. Las estadisticas clave para cada columna se resumen a continuacion:

Produccién en Canal (Ton) y en Pie (Ton)
e Canal: Media = 386.18 Toneladas, Desviacion Estandar = 281.48, Rango = 50.74
a1,927.52.
e Pie: Media = 736.95 Toneladas, Desviacién Estandar = 539.87, Rango = 95.49 a
3,821.55.

Precio Promedio en Canal ($/Kg) y en Pie ($/Kg)
e Canal: Media = $52.19, Desviacion Estandar = $17.80, Rango = $29.58 a $83.88.
e Pie: Media = $27.39, Desviacion Estandar = $8.03, Rango = $14.38 a $41.93.

Valor de la Produccion en Canal (Miles $) y en Pie (Miles $)
e Canal: Media = $19,688.42 miles, Desviacion Estandar = $15,615.76, Rango =
$2,278.34 2 $104,137.97.
e Pie: Media = $19,698.92 miles, Desviacion Estandar = $14,999.06, Rango =
$2,318.39 a $94,481.45.

Peso Promedio en Canal (Kg) y en Pie (Kg)
e Canal: Media =234.24 Kg, Desviacion Estandar = 15.14, Rango = 138.71 a 287.26.
e Pie: Media = 445.93 Kg, Desviacion Estandar = 27.95, Rango = 271.37 a 569.53.

Cabezas de Ganado Bovino (Objetivo), Poblacion y Poblacién Varén 15-64 Afos
e Ganado: Media = 1,658.86 cabezas, Desviacion Estandar = 1,219.00, Rango = 212
a6,837.
e Poblacion: Media = 33,236.89 personas, Desviacion Estandar = 41,848.78, Rango
=2,573.42 a 317,391.56.
e Poblacion Varén: Media = 10,264.05 personas, Desviacion Estandar = 13,633.59,
Rango = 725.11 a 108,121.
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Interpretacion:

e Produccion en Canal y en Pie: Estas cifras representan la cantidad de carne
procesada y sin procesar, con una distribucion amplia en la produccién.

e Precio Promedio: Refleja la valoracion de la carne en diferentes etapas de
procesamiento.

e Valor de la Produccion: Representa el valor monetario total de la carne, con una
variabilidad amplia.

e Peso Promedio: Relacionado con el tamafio promedio de los animales en diferentes
etapas de procesamiento.

e Cabezas de Ganado Bovino: Métrica de cuantificacion de la cantidad de ganado.

e Poblacion y Poblacion Varén 15-64 Afos: Datos demograficos de la region,

relevantes para la mano de obra o el consumo.

Estos datos ofrecen una vision completa de la produccién de ganado bovino en el Estado
de Hidalgo, abarcando desde la cantidad de carne producida hasta los precios y valores de
la produccion, asi como métricas demograficas. La gran variabilidad en estos datos podria
reflejar diferencias significativas en la produccion entre diferentes regiones o periodos de
tiempo, lo cual seré crucial para el analisis posterior en este estudio de caso.

Para observar mas detalladamente de forma visual podemos ocupar una visualizacion
rapida de componentes como esta, para darnos una idea de como estan aproximadamente

distribuidos los datos:
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Figura 4
Figura de visualizacion rapida de los datos
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Nota: Esta figura simplemente sirve para generar una idea de cdmo estan distribuidos los

datos de manera visual, como una forma inicial del EDA.

4.6 Analisis de Correlacion

Para entender como las diferentes variables estan relacionadas entre si, y especialmente
cémo se relacionan con la variable objetivo "Cabezas de ganado bovino (Objetivo)”, se

realiza un andlisis correlacional.
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Figura 5
Figura de la matriz de correlacion entre las variables
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Nota: la matriz ocupa un grafico de calor que representa con los colores mas claros una
relacién mas fuerte entre las variables y mas obscura para una relacion menos fuerte o
nula.

Los coeficientes de correlacion en la matriz indican la fuerza y la direccion de la relacion
lineal entre dos variables. (Hair, 2010). A continuacion, se describen los resultados del

analisis correlacional:
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Produccion y Valor de la Produccion
e Produccion en Canal (Ton): Correlacion = 0.9911. Fuerte correlacion positiva, casi
perfecta.
e Produccion en Pie (Ton): Correlacion = 0.9908. Fuerte correlacion positiva, similar
a la anterior.
e Valor de la Produccién en Canal (Miles $): Correlacién = 0.8305. Fuerte
correlacion positiva.
e Valor de la Produccién en Pie (Miles $): Correlacion = 0.8688. Fuerte correlacion
positiva, ligeramente mayor que la anterior.
Precio Promedio
e Precio Promedio en Canal ($/Kg): Correlacion = -0.1288. Correlacion negativa
débil.
e Precio Promedio en Pie ($/Kg): Correlacion = -0.1460. Correlacion negativa un
poco mas fuerte.
Peso Promedio
e Peso Promedio en Canal (Kg): Correlacion = -0.1293. Correlacién negativa débil.
e Peso Promedio en Pie (Kg): Correlacion = -0.0817. Correlacién negativa ain mas
débil.
Demogréaficas
e Poblacion: Correlacion = 0.2377. Correlacién positiva débil.
e Poblacion Varon 15-64 Afios: Correlacion = 0.2166. Correlacion positiva débil,

similar a la poblacion total.

Interpretacion:

e Produccion y Valor de la Produccion: Estas variables muestran una fuerte
correlacion positiva con la cantidad de cabezas de ganado bovino, indicando que
son buenos predictores de la variable objetivo.

e Precio Promedio y Peso Promedio: La correlacidn negativa debil sugiere que estas

variables no son tan relevantes para predecir la cantidad de ganado bovino.

37



e Demograficas: La correlacion positiva pero débil con la poblacion sugiere una
influencia menor en la variable objetivo, aunque se consideran para tener mas datos

debido a la limitada informacion disponible por la cantidad de municipios.

El objetivo es modelar o predecir la cantidad de cabezas de ganado bovino, las variables
relacionadas con la produccion y el valor de la produccidn serian las mas relevantes. Las
variables de precio, peso y poblacion podrian ser menos significativas, pero ain pueden
ofrecer insights adicionales en el analisis. Este analisis de correlacion proporciona una base
solida para la seleccién de caracteristicas y el modelado en las siguientes etapas del estudio
de caso. (Hair, 2010).

Interpretacion en el Contexto de los Datos

El analisis visual de los datos es esencial para comprender las tendencias, patrones y
relaciones dentro del conjunto de datos. A continuacion, se presentan tres tipos de graficos
que ofrecen diferentes perspectivas sobre los datos: graficas de series de tiempo, gréaficas

de densidad y graficas de correlacion.

4.7 Graficas de Series de Tiempo

Las gréaficas de series de tiempo muestran como han cambiado las diferentes variables de

produccion a lo largo del tiempo. (Montgomery et al., 2015).
Estas graficas ayudan a identificar tendencias, patrones estacionales o anomalias en los

datos, como la fuerte correlacion entre la "Produccion en canal (Ton)" y la variable

objetivo, o las fluctuaciones en los precios promedio.
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Gréfica 1
Series de tiempo para Produccion en canal (Ton)
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Gréfica 2
Series de tiempo para Produccion en pie (Ton)
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Grafica 3
Series de tiempo para Precio promedio en canal ($/Kg)
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Gréfica 4
Series de tiempo para Precio promedio en pie ($/KQg)
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Gréfica 5
Series de tiempo para Valor de la produccion en canal (Miles $)
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Series de tiempo para Valor de la produccion en pie (Miles $)
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Gréfica 7
Series de tiempo para Peso promedio en canal (Kg)
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Gréfica 8
Series de tiempo para Peso promedio en pie (Kg)
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Grafica 9
Series de tiempo para Cabezas de ganado bovino (Objetivo)
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Grafica 10
Series de tiempo para Poblacién

Serie de tiempo para Pablacidn

45000 1

40000 1

35000 4

Poblacién

30000 1

25000 4

2006 2008 2010 2012 2014 2016 2018 2020
Afio

Grafica 11
Series de tiempo para Poblacion varon 15-64 afios
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Estas gréficas de series de tiempo nos permiten observar como han evolucionado diferentes
variables relacionadas con la produccion y comercializacion del ganado bovino a lo largo
de los afios. Cada linea en las graficas representa la evolucion de una variable especifica

en el tiempo, permitiéndonos identificar tendencias, fluctuaciones y posibles patrones que
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podrian estar influenciados por factores externos como cambios en la economia, politicas

agricolas, condiciones climaticas, entre otros.

Por ejemplo, para este caso podemos ver que la serie de tiempo de:

Cabezas de ganado bovino (Objetivo): Esta variable podria estar relacionada con
las metas de produccion o las proyecciones de crecimiento en la industria ganadera.

Cambios en esta linea pueden reflejar estrategias de desarrollo del sector.

Donde la gréfica puede explicarse teniendo en cuenta estas consideraciones:

Linea del Grafico: La linea en si representa la tendencia central de la variable a lo
largo del tiempo. En el contexto de tus gréficas, esta linea indica como ha cambiado
una variable especifica (como la produccion en toneladas, precio promedio por
kilogramo, etc.) en cada afio. Si la linea sube, baja 0 permanece relativamente
plana, nos dice si la variable en cuestion ha aumentado, disminuido o se ha

mantenido estable a lo largo del tiempo.

Parte Sombreada (Rango o Intervalo de Confianza): La parte sombreada alrededor
de la linea representa un intervalo de confianza o un rango de variabilidad de los
datos. Este sombreado da una idea de la incertidumbre o la variabilidad en las
estimaciones de la tendencia central. En términos mas sencillos, muestra cuanto
podrian variar los datos reales en torno a la linea de tendencia. Un area sombreada
mas amplia indica una mayor incertidumbre o variabilidad, mientras que un area
mas estrecha indica que los datos son mas consistentes y hay menos variabilidad

en torno a la tendencia central.

4.8 Gréficas de Densidad

Las gréficas de densidad proporcionan una manera visual de entender la distribucién de

cada variable en el conjunto de datos, revelando informacién sobre la forma, centralidad y

dispersion de los datos.
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Grafica 12

Gréafica de densidad para Produccion en canal (Ton)
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Gréfica 15
Gréafica de densidad para Precio promedio en pie ($/Kg)
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Grafica 16
Grafica de densidad para Valor de la produccion en canal (Miles $)
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Grafica 18
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Grafica 21
Grafica de densidad para Poblacion
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Gréfica de densidad para Poblacion varon 15-64 afos
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Estas graficas ayudan a visualizar como los datos han cambiado a lo largo de los afios y

como fluyen, ofreciendo insights para su analisis.

Las gréficas de densidad muestran la probabilidad relativa de que los valores de una
variable caigan en diferentes rangos. La forma de la gréafica de densidad puede revelar si
los datos siguen una distribucién normal, si hay asimetria o sesgo en los datos, o si hay
maultiples picos 0 modas en la distribucion. (Wickham, 2016). El andlisis de las graficas de
densidad puede ayudar a identificar patrones y caracteristicas importantes de los datos,
como la presencia de valores atipicos, la presencia de diferentes grupos o subpoblaciones,

o la presencia de correlaciones entre variables. (Vanderplas, 2016).

4.9 Gréficas de Correlacion

Las gréficas de correlacién visualizan la relacion entre cada variable de produccion y la

variable objetivo, asi como sus distribuciones individuales.
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Grafica 23
Grafica de correlacion entre Cabezas de ganado bovino (Objetivo) y Produccién en canal
(Ton)

Correlacion entre Cabezas de ganado bovino (Objetivo) y Producciéon en canal (Ton)
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Gréfica 24

Grafica de correlacion entre Cabezas de ganado bovino (Objetivo) y Produccion en pie
(Ton)

Correlacion entre Cabezas de ganado bovino (Objetivo) y Produccién en pie (Ton)
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Gréfica 25
Grafica de correlacion entre Cabezas de ganado bovino (Objetivo) y Precio promedio en
canal ($/Kg)
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Gréfica 26
Grafica de correlacion entre Cabezas de ganado bovino (Objetivo) y Precio promedio en
pie ($/KQ)

Correlacion entre Cabezas de ganado bovino (Objetivo) y Precio promedio en pie ($/Kg)
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Grafica 27

Grafica de correlacion entre Cabezas de ganado bovino (Objetivo) y Valor de la
produccion en canal (Miles $)

Correlacion entre Cabezas de ganado bovino (Objetivo) y Valor de la produccién en canal (Miles $)
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Gréfica de correlacion entre Cabezas de ganado bovino (Objetivo) y Valor de la
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Grafica 29
Grafica de correlacion entre Cabezas de ganado bovino (Objetivo) y Peso promedio en
canal (Kg)

Correlacion entre Cabezas de ganado bovino (Objetivo) y Peso promedio en canal (Kg)
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Gréfica 30
Gréfica de correlacion entre Cabezas de ganado bovino (Objetivo) y Peso promedio en

pie (Kg)
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Grafica 31

Grafica de correlacion entre Cabezas de ganado bovino (Objetivo) y Cabezas de ganado

bovino (Objetivo)

Correlacién entre Cabezas de ganado bovino (Objetivo) y Cabezas de ganado bovino (Objetivo)
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Gréfica 32

Gréfica de correlacion entre Cabezas de ganado bovino (Objetivo) y Poblacion

Correlaciéon entre Cabezas de ganado bovino (Objetivo) v Poblacién
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Grafica 33

Grafica de correlacion entre Cabezas de ganado bovino (Objetivo) y Poblacion vardn 15-

64 afios

Correlacion entre Cabezas de ganado bovino (Objetivo) y Poblacion varén 15-64 anos
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Estas graficas proporcionan insights adicionales:

e Variables con Fuerte Correlacion Positiva: Como la "Produccién en canal (Ton)",
mostraran una clara tendencia ascendente.

e Variables con Correlacion Negativa o Débil: Como los precios y pesos promedio,
mostraran puntos mas dispersos sin una tendencia clara.

e Visualizacion de la Distribucion: Ademas de la relacién bivariada, estas graficas

también muestran la distribucién de ambas variables en los margenes.

La combinacién de andlisis estadistico y visualizacion grafica permite una comprension
profunda y holistica de los datos. Las gréficas de series de tiempo, densidad y correlacion,
cada una ofrece una perspectiva Unica y complementa el andlisis correlacional previo,
enriqueciendo la comprension de las relaciones entre las variables en el conjunto de datos.
(Wilke, 2019).
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4.10 Prueba de Dickey Fuller

La prueba de Dickey-Fuller es esencial para el analisis de series temporales, ya que
proporciona informacién sobre la estacionariedad de las series. La estacionariedad en el
contexto de las series temporales se refiere a una propiedad donde las propiedades
estadisticas de la serie, como la media y la varianza, permanecen constantes en el tiempo.
En una serie estacionaria, no se observan tendencias o patrones a largo plazo que alteren
estas propiedades estadisticas basicas. Esto es importante en el analisis de series temporales
porgque muchos modelos, como los modelos ARIMA, asumen que la serie es estacionaria.
Si una serie no es estacionaria, puede requerir transformaciones, como diferenciacion o
logaritmos, para estabilizar su media y varianza antes de ser utilizada en modelos de series

temporales. (Dickey Fuller, 1979).

Resultados de la Prueba:

Resultados de la prueba de Dickey-Fuller para Produccion en canal (Ton):
Estadistica ADF: -10.105051035527143
p-valor: 1.035203177862712e-17
Valores Criticos:
1%: -3.435
5%: -2.864
10%: -2.568
Resultados de la prueba de Dickey-Fuller para Produccion en pie (Ton):
Estadistica ADF: -10.107719677317675
p-valor: 1.0194514807007446e-17
Valores Criticos:
1%: -3.435
5%: -2.864
10%: -2.568
Resultados de la prueba de Dickey-Fuller para Precio promedio en canal ($/Kg):
Estadistica ADF: -0.5047256837482652
p-valor: 0.8910910071967355
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Valores Criticos:
1%: -3.435
5%: -2.864
10%: -2.568
Resultados de la prueba de Dickey-Fuller para Precio promedio en pie ($/Kg):
Estadistica ADF: -0.5480285413915738
p-valor: 0.8822984420782585
Valores Criticos:
1%: -3.435
5%: -2.864
10%: -2.568
Resultados de la prueba de Dickey-Fuller para Valor de la produccion en canal (Miles
$):
Estadistica ADF: -2.823715764405744
p-valor: 0.054965179385304944
Valores Criticos:
1%: -3.435
5%: -2.864
10%: -2.568
Resultados de la prueba de Dickey-Fuller para Valor de la produccion en pie (Miles
$):
Estadistica ADF: -3.4020785890910865
p-valor: 0.010888216414034875
Valores Criticos:
1%: -3.435
5%: -2.864
10%: -2.568
Resultados de la prueba de Dickey-Fuller para Peso promedio en canal (Kg):
Estadistica ADF: -2.553519635801789
p-valor: 0.10298928028693077

Valores Criticos:
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1%: -3.435
5%: -2.864
10%: -2.568
Resultados de la prueba de Dickey-Fuller para Peso promedio en pie (Kg):
Estadistica ADF: -2.4487691195938117
p-valor: 0.12844192393487158
Valores Criticos:
1%: -3.435
5%: -2.864
10%: -2.568
Resultados de la prueba de Dickey-Fuller para Cabezas de ganado bovino (Objetivo):
Estadistica ADF: -8.605390514638188
p-valor: 6.694085778299656e-14
Valores Criticos:
1%: -3.435
5%: -2.864
10%: -2.568
Resultados de la prueba de Dickey-Fuller para Poblacion:
Estadistica ADF: -6.927470589073135
p-valor: 1.1058194975765377e-09
Valores Criticos:
1%: -3.435
5%: -2.864
10%: -2.568
Resultados de la prueba de Dickey-Fuller para Poblacion varén 15-64 afios:
Estadistica ADF: -6.450894331602224
p-valor: 1.52448433159692¢e-08
Valores Criticos:
1%: -3.435
5%: -2.864
10%: -2.568
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Los resultados incluyen:

Estadistica ADF: Un valor mas negativo indica mas evidencia de estacionariedad.
p-valor: Un p-valor bajo (por ejemplo, < 0.05) indica que la serie es estacionaria.
Valores Criticos: Si la estadistica ADF es menor que estos valores, se rechaza la

hipétesis nula, indicando estacionariedad.

Interpretacion de los Resultados:

Basandonos en los resultados, podemos categorizar las variables en tres grupos:

Series Estacionarias: Incluyen "Produccion en canal (Ton)", "Produccién en pie
(Ton)", "Poblacién™, "Cabezas de ganado bovino (Objetivo)", "Poblacién varon 15-
64 afios". Estas series tienen p-valores muy bajos y estadisticas ADF muy

negativas, lo que significa que hay fuertes evidencias de estacionariedad.

Series No Estacionarias: Comprenden "Precio promedio en canal ($/Kg)", "Precio
promedio en pie ($/Kg)". Estas series tienen p-valores altos, lo que significa que no
hay evidencia suficiente para rechazar la hipétesis nula, y las series pueden no ser

estacionarias.

Series con Resultados Intermedios: Incluyen "Valor de la produccién en canal
(Miles $)", "Valor de la produccion en pie (Miles $)", "Peso promedio en canal
(KQg)", "Peso promedio en pie (Kg)". Estos tienen p-valores intermedios y deben

evaluarse en funcion de los valores criticos y el nivel de significancia elegido.
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4.11 Gréficas de Retraso

Las graficas de retraso son una herramienta esencial en el analisis de series temporales,
ofreciendo una representacion visual de la correlacion temporal en una serie. Permiten
identificar la estructura temporal y revelan como los valores de la serie en diferentes puntos
en el tiempo estan relacionados entre si. (Brockwell & Davis, 2013).
Componentes:

e Valoren t: Representa el valor de la serie en un punto en el tiempo.

o Valor en t+1: Representa el valor de la serie en el siguiente punto en el tiempo.
Interpretacion:
Las gréficas de retraso pueden revelar diferentes patrones:

o Correlacidon Positiva: Agrupacion de puntos a lo largo de una linea diagonal
ascendente, indicando autocorrelacion positiva y una posible tendencia o patron
regular.

o Correlacion Negativa: Agrupacion de puntos a lo largo de una linea diagonal
descendente, reflejando una correlacion negativa entre los valores en tiempos
consecutivos.

o Sin Correlacion: Dispersion de puntos sin un patron claro, sugiriendo que la serie
puede ser mas cercana a un proceso aleatorio.

Aplicacion:
Las graficas de retraso son Utiles para:

« ldentificar la Autocorrelacion: Detectar la estructura temporal en los datos, como
tendencias o patrones estacionales.

o Seleccionar Modelos: Influenciar la seleccién de modelos de series temporales,
como los modelos ARIMA.

o Diagnosticar Problemas: Ayudar a identificar problemas como la no

estacionariedad.
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Gréfica 34
Grafica de retraso para Produccion en canal (Ton)

Valor en t+1 (Produccion en canal (Ton))
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Gréfica 35
Grafica de retraso para Produccion en pie (Ton)
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Gréfica 36
Gréafica de retraso para Precio promedio en canal ($/Kg)
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Gréfica 37
Grafica de retraso para Precio promedio en pie ($/Kg)
Gréafica de retraso para Precio promedio en pie ($/Kg)
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Grafica 38

Grafica de retraso para Valor de la produccion en canal (Miles $)

Grafica de retraso para Valor de la produccién en canal (Miles $)
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Gréfica 40
Gréafica de retraso para Peso promedio en canal (Kg)

Grafica de retraso para Peso promedio en canal (Kg)
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Gréfica 41
Grafica de retraso para Peso promedio en pie (Kg)
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Gréfica 42
Gréafica de retraso para Cabezas de ganado bovino (Objetivo)

Grafica de retraso para Cabezas de ganado bovino (Objetivo)
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Graéfica 43
Gréfica de retraso para Poblacion
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Grafica 44
Grafica de retraso para Poblacion varon 15-64 afios

Grafica de retraso para Poblacién varén 15-64 anos
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Anadlisis de Variables Especificas

e Variables con Fuerte Correlacion Temporal: Por ejemplo, "Produccion en canal
(Ton)" y "Produccion en pie (Ton)" podrian mostrar una fuerte correlacion
temporal.

e Variables con Correlacion Temporal Débil: Algunas variables pueden mostrar una

correlacion débil o negativa sin una tendencia clara.

Las graficas de retraso son una herramienta complementaria valiosa en el analisis de series
temporales, Utiles para identificar la autocorrelacion. Junto con las pruebas de Dickey-
Fuller, las gréficas de correlacion, las gréaficas de densidad y las graficas de series de
tiempo, proporcionan una comprension completa de las propiedades estadisticas y
temporales de las variables, siendo fundamentales para el analisis y modelado adecuado de

las series temporales.
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4.12 Mapa coroplético

El mapa coroplético es una poderosa herramienta de visualizacion que representa variables
en un mapa geografico, permitiendo una comprension mas clara de como una variable
especifica, (Slocum, 2005) en este caso, "Cabezas de ganado bovino (Objetivo)”, esta
distribuida geograficamente.
Interpretacion
e Visualizacion Geogréfica: EI mapa muestra la distribucion de "Cabezas de ganado
bovino (Objetivo)" en los municipios durante un periodo especifico. Los tonos mas
oscuros representan mayores cantidades de ganado, mientras que los tonos mas
claros representan cantidades menores.
e Analisis Regional: Identifica patrones regionales, como areas con alta o baja
produccion de ganado, y revela relaciones geogréaficas.
e Contexto Temporal: Al calcular la mediana para un rango de afios, el mapa refleja
una vista agregada a lo largo del tiempo, Util para identificar tendencias estables.

Figura 6
Mapa coroplético de la produccién media por municipio del 2006 a 2021

Produccién media por municipio de 2006 a 2021 (Cabezas de ganado bovino)
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Nota: Los municipios con mayor tonalidad roja representan mayor produccion.
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4.13 Modelo para Prondstico

La construcciéon de un modelo de pronostico para predecir la variable objetivo, en este
caso, "Cabezas de ganado bovino," es un proceso complejo que involucra multiples etapas.

A continuacion, se resume cada una de estas etapas:

Proposito del Modelo

Obijetivo: Predecir la variable objetivo "Cabezas de ganado bovino™ utilizando variables
seleccionadas basadas en un analisis multivariable previo, considerando la estacionalidad

y el anélisis de residuos.

Preparacion y Limpieza de Datos

e Cargade Datos: Carga de los datos desde un archivo Excel y seleccion de columnas

relevantes.

e Limpieza de Datos: Transformaciones para limpiar y convertir los datos en formato
numeérico. (Galety et al., 2023).

e Division de Datos: Divisibn en conjuntos de entrenamiento y prueba,

seleccionando municipios aleatorios. (Galety et al., 2023).

Seleccién y Entrenamiento del Modelo

e Transformaciones: Aplicacion de transformaciones como OneHotEncoding,
estandarizacion y Box-Cox.

e Feature Engineering: Se ocupa esta técnica con polinomial features para tener mas

datos.

e Modelos Ensamblados: Uso de un ensamble de modelos, incluyendo Gradient
Boosting, Random Forest, Elastic Net, XGBoost y Bagging con Decision Trees.

e Optimizacion de Hiperparametros: Busqueda Bayesiana para encontrar los mejores

hiperparametros, utilizando validacion cruzada y minimizando el MAE, asi como
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GroupKfold para dividir los datos de entrenamiento y validacion cruzada con ayuda
de busqueda bayesiana.

Ajuste y Prediccion: Ajuste del modelo al conjunto de entrenamiento y realizacion
de predicciones en el conjunto de prueba.

Transformaciones

Estas son algunas de las técnicas clave empleadas en el preprocesamiento de datos:

OneHotEncoding: Esta técnica convierte las variables categdricas en un formato
numérico que puede ser proporcionado a los modelos de aprendizaje automatico.
En este caso, se aplica a la columna 'Municipio' para convertir los nombres de los
municipios en vectores binarios, donde cada columna representa un municipio
diferente. Esta técnica se utiliza para evitar la asignacion de un orden o jerarquia a
las categorias y para permitir que los modelos de aprendizaje automatico utilicen
la informacién de todas las categorias. (Vanderplas & VanderPlas, 2016)
Estandarizacion: La estandarizacion se realiza para escalar las variables numéricas,
de modo que tengan una media de 0 y una desviacion estandar de 1. Esto es
fundamental para muchos algoritmos de aprendizaje automatico que son sensibles
a la escala de las caracteristicas.

La puntuacion estandar de una muestra x se calcula como:

(x —w
g = 7
s

donde u es la media de las muestras de entrenamiento o cero si with_mean=False,
y s es la desviacion estandar de las muestras de entrenamiento o uno si
with_std=False. (Sklearn.preprocessing.StandardScaler, s. f.)

Transformacion Box-Cox: Esta transformacion se aplica a ciertas caracteristicas
numéricas para hacer que los datos sean méas cercanos a la normalidad. Esto puede
mejorar el rendimiento de algunos modelos al estabilizar la varianza y hacer que
los datos sean mas simétricos.

La transformada de Box-Cox viene dada por:
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xt -1
y() = <T> © o sil#0
log(x), sil=0
boxcox requiere que los datos de entrada sean positivos. A veces, una
transformacion Box-Cox proporciona un parametro de desplazamiento para
conseguirlo; boxcox no lo hace. Dicho parametro de desplazamiento equivale a
afiadir una constante positiva a x antes de Ilamar a boxcox.
Los limites de confianza devueltos cuando se proporciona alfa dan el intervalo

donde:

A 1
() - Uf) < Exz(l —-a,1),
con lIf la funcion log-verosimilitud y x? la funcion chi-cuadrado. (G. E. P. Box &
D. R. Cox, 1964)

Feature Engineering

Polynomial Features: La creacion de caracteristicas polinomiales es una forma de aumentar

la complejidad del modelo al afiadir potencias de las caracteristicas existentes. (Kuhn &

Johnson, 2021) En este caso, se utiliza un grado de 1, lo que significa que no se estan

afiadiendo caracteristicas polindmicas adicionales. Sin embargo, el cédigo permite la

flexibilidad de experimentar con grados polindmicos mas altos si se desea.

Modelos Ensamblados

Ensamblaje de Modelos: En lugar de utilizar un solo modelo, el codigo utiliza una
combinacién de varios modelos, incluyendo Gradient Boosting, Random Forest,
Elastic Net, XGBoost y Bagging con Decision Trees. Cada uno de estos modelos
tiene sus propias fortalezas y debilidades, y al combinarlos, el modelo ensamblado
puede aprovechar lo mejor de cada uno.

Stacking: En este caso, se utiliza el ensamble de Stacking, donde las predicciones
de varios modelos base se utilizan como entrada para un modelo meta que realiza
la prediccion final. (Y. Cai et al., 2023)
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Validacion Cruzada (Cross Validation)

La validacion cruzada es una técnica esencial para evaluar el rendimiento de un modelo de

aprendizaje automatico. Ayuda a entender como el modelo se comportara en datos no

vistos y permite una evaluacion mas robusta comparada con una simple divisién de

entrenamiento/prueba. (Comp.ai.neural-nets FAQ, Part 3 of 7: GeneralizationSection -

What are cross-validation and bootstrapping?, s. f.)

Optimizacion de Hiperparametros

Busqueda Bayesiana: A diferencia de una busqueda en cuadricula que prueba todas
las combinaciones posibles de hiperparametros, la busqueda Bayesiana utiliza la
informacion de las iteraciones anteriores para elegir los siguientes hiperparametros
a probar. Esto puede llevar a una busqueda mas eficiente y rapida de los mejores
hiperparametros, la estrategia basada en el teorema de bayes donde:

P(datos | H) P(H)

P datos
Esto da como resultado P(H | datos) . La funcion "P()" es una forma de indicar la

P(H | datos) = (

probabilidad y "|* quiere decir "dado que". Por lo tanto, P(H | datos) indica la
probabilidad de que una hipotesis sea verdadera a partir de los datos que hemos
observado.. (Google, 2023).

GroupKFold: En este caso, se utiliza una variante de la validacion cruzada conocida
como GroupKFold. La idea es dividir los datos en k grupos (o "folds™) y entrenar
el modelo en k-1 grupos mientras se valida en el grupo restante. (Hastie et al., 2013)
Esto se repite k veces, con un grupo diferente como conjunto de validacion cada
vez. La métrica de rendimiento (en este caso, MAE) se calcula en cada iteracién y
luego se promedia para obtener una estimacion final del rendimiento del modelo.
Esta técnica de validacion cruzada asegura que los mismos grupos no aparezcan en

los conjuntos de entrenamiento y prueba. En este caso, se utiliza para dividir los
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datos por municipio, asegurando que los datos de un municipio no estén presentes

tanto en el entrenamiento como en la validacién. (Breiman, L. & Spector P., 1992).

Grupos en la Validacion Cruzada: En el contexto de estos datos, los municipios se
utilizan como grupos. Esto significa que todos los datos de un municipio en
particular estaran en el mismo grupo, ya sea en el conjunto de entrenamiento o en
el conjunto de validacion, pero no en ambos. (Rao R. Fung G. & Rosales R., 2008).
Esto es atil cuando hay una estructura de grupo en los datos que se quiere respetar
durante la validacion cruzada, como en este caso, donde los datos estan agrupados
por municipio. (Kohavi R., 1995)

La validacion cruzada con GroupKFold es particularmente Gtil en este contexto
porque asegura que el modelo se evalla de manera justa, teniendo en cuenta la
estructura de grupo en los datos. Ademas, como se realiza dentro de la busqueda
Bayesiana de hiperpardmetros, también ayuda a seleccionar los hiperparametros

que producen un modelo que generaliza bien a nuevos datos. (James et al., 2013).

Ajuste y Prediccion

Entrenamiento y Prueba: Después de seleccionar los mejores hiperparametros, el modelo

se entrena en todo el conjunto de entrenamiento y se realiza una prediccion en el conjunto

de prueba. Las métricas como el MAE son Utiles para evaluar que tan bien el modelo esta

realizando predicciones en datos no vistos. (Breiman L. & Spector P., 1992).

Doénde se ocupan los modelos:

Gradient Boosting

¢Por qué?: Gradient Boosting es un poderoso algoritmo de boosting que construye
arboles en una etapa a la vez, donde cada arbol corrige los errores del anterior.
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e Ventajas: Capacidad para capturar interacciones no lineales y manejar diferentes
tipos de datos. (Natekin A. & Knoll A., 2013).

Random Forest

e ;Por qué?: Random Forest es un algoritmo de bagging que construye maultiples
arboles de decision y promedia sus predicciones.

e Ventajas: Reduce la varianza en comparacion con un solo arbol de decision, lo que

lo hace mas robusto a los datos ruidosos y outliers. (Breiman, 1984).

Elastic Net

e ;Por qué?: Elastic Net es una técnica de regresion regularizada que combina las
penalizaciones L1y L2.

e Ventajas: Puede seleccionar automaticamente caracteristicas Utiles y manejar
multicolinealidad. (Zou & Hastie, 2005)

XGBoost

e ;Por qué?: XGBoost es una implementacién optimizada del algoritmo Gradient
Boosting con regularizacion adicional.

e Ventajas: Rapido, escalable y capaz de modelar relaciones complejas. (Mitchell R
& Frank E., 2017)

Bagging con Decision Trees
e ;Porqué?: Bagging es una técnica de ensamblado que reduce la varianza al entrenar
multiples modelos en subconjuntos aleatorios de datos y promediar sus
predicciones.

e Ventajas: Mejora la robustez y reduce el sobreajuste. (Leo Breiman, 1996).
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Estrategia de Ensamblado

e (Por qué Ensamblar?: El ensamblaje combina las predicciones de mudltiples
modelos para crear un modelo compuesto que a menudo tiene un rendimiento
superior a cualquiera de los modelos individuales.

e Ventajas del Ensamblado: La combinacion de diferentes modelos puede capturar
diferentes aspectos de los datos, lo que aumenta la robustez y mejora la
generalizacion. Los modelos ensamblados suelen ser menos propensos al

sobreajuste y pueden proporcionar una mejor precision.

El uso de estos modelos y su ensamblaje representa una estrategia sofisticada y bien
pensada para crear un modelo que es capaz de capturar relaciones complejas en los datos,
mientras se mantiene robusto y preciso. La diversidad de los modelos en el ensamblaje
permite una representacion més rica de los datos y aumenta la probabilidad de un buen
rendimiento en datos no vistos. (Y. Cai et al., 2023)

En este caso se ocupan los siguientes hiperparametros para justar el modelo dénde bagging

trabaja con valores predeterminados:
Gradient Boosting (model _gb_ )
e max_depth: Controla la profundidad maxima de los arboles individuales. Afecta la
complejidad del modelo y la capacidad de ajustarse a los datos.

e min_samples_split: NUmero minimo de muestras requeridas para dividir un nodo

interno. Ayuda a prevenir el sobreajuste.
Random Forest (model__rf )
e n_estimators: Numero de arboles en el bosque. Mas arboles pueden aumentar la

precision, pero también el tiempo de computo.
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e max_features: NUmero de caracteristicas a considerar en cada division. Controla la

diversidad entre arboles y, por ende, la robustez del modelo.

Elastic Net (model__en_ )

e alpha: Parametro de regularizacion que combina las penalizaciones L1y L2. Ayuda
a prevenir el sobreajuste.
e |1 ratio: Proporcion de la penalizacion L1 en la regularizacion total. Controla la

cantidad de caracteristicas seleccionadas (sparse).

XGBoost (model__xgbh_ )

e learning_rate: Tasa de aprendizaje que controla el aporte de cada arbol. Valores
bajos pueden mejorar la precision, pero requieren mas arboles.

e max_depth: Profundidad méaxima de los arboles. Similar al Gradient Boosting,
controla la complejidad.

e n_estimators: Numero de arboles a construir.

e min_child_weight: Controla el sobreajuste al regular la creacion de nodos hijo.

e gamma: Parametro de regularizacion que controla el ajuste de los arboles.

e subsample: Proporcién de datos de entrenamiento utilizados en cada arbol. Ayuda
a prevenir el sobreajuste.

e colsample_bytree: Proporcion de caracteristicas utilizadas en cada arbol. Aumenta

la diversidad entre arboles.

La eleccion de estos hiperpardmetros esté alineada con el objetivo de crear un modelo que
pueda capturar las relaciones en los datos sin sobreajustar. La sintonizacion de estos
parametros mediante una busqueda Bayesiana permite encontrar la combinacion optima
gue minimice el error en las predicciones, asegurando que el modelo sea lo suficientemente
complejo para ajustarse a los datos, pero no tanto como para perder su capacidad de

generalizacion. (Pedregosa F et al., 2011).
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Cadigo: Ver ANEXO A: CODIGO 1.

Resultado:
Mejor parédmetro encontrado Valor
model __en__alpha 0.0100018
model __en__ |1 ratio 1
model__gb__max_depth 2
model__gb__min_samples_split 5
model__rf _max_features log2
model__rf__n_estimators 50
model__xgb__colsample_bytree 0.9
model__xgb__gamma 0.2
model__xgb__learning_rate 0.046416
model__xgh__max_depth 3
model__xgb__min_child_weight 3
model__xgb__n_estimators 100
model__xgb__subsample 0.5

Lowest MAE found: 82.56182417338664
MAE: 35.51917832583811

Interpretacion de los Resultados

e Mejores Pardmetros Encontrados: Parametros que ofrecen el mejor rendimiento en
la validacion cruzada.

e Error Absoluto Medio (MAE): Representa la diferencia promedio entre las
predicciones y los valores reales.

e Predicciones para Cada Municipio: Predicciones para cada municipio,
considerando una ventana temporal.

e Exportacion de Predicciones: Las predicciones se exportan a un archivo Excel para
andlisis o visualizacion adicionales.

e Lowest MAE found: Este valor se obtiene después de realizar una busqueda
Bayesiana para encontrar el mejor conjunto de hiperparametros para un modelo
apilado  (StackingRegressor) que contiene  GradientBoostingRegressor,
RandomForestRegressor, ElasticNet, XGBRegressor y BaggingRegressor. La
busqueda Bayesiana utiliza validacion cruzada con GroupKFold en 10 divisiones,

y el MAE (Mean Absolute Error) es la métrica de evaluacion. EI "Lowest MAE
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found" representa el mejor (menor) error absoluto medio negativo encontrado en el
proceso de busqueda. Es el error en el conjunto de validacion para el mejor conjunto
de hiperparametros y refleja como se desempefia el modelo en datos no vistos con
ese conjunto particular de hiperpardmetros.

La interpretacion de los resultados, incluyendo la evaluacion del MAE y la exportacion de
las predicciones, proporciona una vision clara del rendimiento del modelo y su
aplicabilidad para tomar decisiones basadas en datos en el contexto de la produccién de

ganado bovino.

Este modelo podria utilizarse para guiar estrategias de produccion, planificacion de
recursos y toma de decisiones en la industria ganadera, aprovechando la rica informacion

contenida en las variables seleccionadas y las técnicas de modelado aplicadas.

4.14 Andlisis de Residuos y Coeficiente de Determinacion R2

En el proceso de modelado, es esencial evaluar no solo la precision de las predicciones
sino también la estructura de los errores o residuos. En este contexto, se lleva a cabo un
analisis especifico para evaluar si hay alguna estructura sistematica en los errores de
prediccion, lo cual podria indicar que el modelo no esta capturando completamente la

informacion en los datos. (Glantz & Slinker, 2000)

Célculo del Coeficiente de Determinacion R2

o Residuos: Diferencia entre los valores observados y los predichos por el modelo.

« Valores Predichos: Los valores predichos por el modelo.

o Regresion Lineal: Ajuste de una regresion lineal entre los residuos y los valores
predichos.

o Coeficiente de Determinacion R2: Medida que indica cuanta variacion en los

residuos es explicada por los valores predichos.
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El coeficiente de determinacion R”™2 es: 0.0003037315900558113

Interpretacion

o Resultado Cercano a Cero: El coeficiente de determinacion R2 es muy cercano a
cero, lo cual indica que los valores predichos no explican practicamente ninguna
variacion en los residuos.

« Ausencia de Estructura Sistematica: La falta de correlacion entre los residuos y los
valores predichos sugiere que los errores de prediccién no tienen una estructura
sistematica.

e Ausencia de Heterocedasticidad: La heterocedasticidad se refiere a la variabilidad
cambiante de los errores de un modelo a lo largo de los niveles de alguna variable
explicativa. La ausencia de heterocedasticidad es una buena sefial, ya que significa
que la varianza de los residuos es aproximadamente constante en relacion con los

valores predichos.

La evaluacion de los residuos y el calculo del coeficiente de determinacion R2
proporcionan evidencia importante sobre la calidad y confiabilidad del modelo. (Glantz &
Slinker, 2000)

En este caso, el analisis mostroé que no hay evidencia significativa de heterocedasticidad,
y los errores de prediccidén no tienen una estructura sistematica que el modelo no esté
capturando. Esto fortalece la confianza en el modelo, cumpliendo con uno de los supuestos

clasicos de la regresion lineal.

La ausencia de sesgo en los errores y la conformidad con los supuestos de la regresion
sugieren que el modelo es solido y confiable para el propésito de pronosticar la variable
objetivo, en este caso, "Cabezas de ganado bovino." La integridad del modelo es crucial
para garantizar que las predicciones sean vélidas y Utiles en el contexto de toma de

decisiones en la industria ganadera. (Glantz & Slinker, 2000)
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4.15 Verificacion

Para verificar que efectivamente se cumplen el supuesto de que las variables trabajadas
afectan a la variable objetivo se toma en cuenta los histogramas de las variables numéricas
y su matriz de correlacion, verificando que como ya se habia descrito en lo anterior donde

se hace la matriz de covarianzas y la parte que se presenta a continuacién concuerdan.

Figura7
Graficos y matriz de resultados
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Nota: las graficas descritas en la figura muestran que los resultados de salida concuerdan
con los datos de entrada, como se muestra en la matriz de covarianzas y en los graficos
posteriores.

4.16 Andlisis de Importancia de Caracteristicas

La importancia de las caracteristicas es una medida que describe el impacto de cada
caracteristica en la prediccion de la variable objetivo en un modelo de aprendizaje

automatico. Permite entender cuéles son las variables més relevantes en el modelo y como
contribuyen a las predicciones.
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En este caso, se utiliza un RandomForestRegressor para entrenar el modelo y obtener las
importancias de las caracteristicas después de aplicar transformaciones y

preprocesamientos.

Proceso de Analisis:

1. Entrenamiento del Pipeline: Entrena el pipeline que incluye todas las
transformaciones y preprocesamientos necesarios.

2. Obtencidon de Nombres de Caracteristicas: Extrae los nombres de las caracteristicas
después del preprocesamiento, incluyendo las categdricas y numéricas
transformadas.

3. Entrenamiento de RandomForestRegressor: Entrena un RandomForestRegressor
utilizando los datos preprocesados.

4. Obtencion de Importancias de Caracteristicas: Extrae las importancias de las
caracteristicas del modelo entrenado.

5. Impresion de Importancias: Imprime las importancias para cada caracteristica.

Resultados:

Municipio Importancia
Acaxochitlan 0.7545
Actopan 0.2408
Agua Blanca de Iturbide 0.0002
Ajacuba 0.0007
Alfajayucan 0.0006
Almoloya 0.0031

Interpretacion:

o Variabilidad en Importancias: Las importancias son significativamente diferentes
entre las caracteristicas, lo que refleja como el preprocesamiento y la
transformacion adecuados pueden cambiar la interpretacion de la importancia en el

modelo.
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e Municipio_Acaxochitlan: Tiene una importancia muy alta, lo que indica que esta
variable categorica transformada juega un papel crucial en la predicciéon de la
variable objetivo.

e Municipio_Agua Blanca de Iturbide: Tiene una importancia relativamente baja, lo
que sugiere que esta categoria especifica no tiene un impacto significativo en la

prediccion.

El andlisis de la importancia de las caracteristicas es una herramienta poderosa para
comprender el funcionamiento interno de un modelo de aprendizaje automatico. En este
caso, revela como diferentes municipios tienen diferentes niveles de importancia en el
modelo, lo que podria ser util para tomar decisiones estratégicas en el contexto de la

produccion de ganado bovino.

La capacidad de identificar y comprender la importancia de diferentes caracteristicas puede
guiar latoma de decisiones, la seleccion de caracteristicas, y proporcionar intuiciones Utiles

para mejorar y afinar el modelo.

4.17 Gréfica de Residuales

La gréafica de residuales es una herramienta importante para diagnosticar y comprender el
comportamiento de los errores en un modelo de regresion. Permite visualizar la
heterocedasticidad en los datos, es decir, la constancia o no constancia de la variabilidad
de los errores en diferentes niveles de las variables explicativas, 0 que estos se ajusten o

no a una distribucion normal. (Kutner et al., 2004).

La heterocedasticidad se refiere a una situacion en la que la variabilidad de los errores (0
residuales) no es constante en todos los niveles de las variables explicativas. Si la
variabilidad de los errores es constante en diferentes niveles de las variables explicativas,
entonces se dice que los errores son homocedasticos. Si la variabilidad de los errores no es
constante en diferentes niveles de las variables explicativas, entonces se dice que los
errores son heterocedasticos. La heterocedasticidad puede ser un problema en la regresion
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lineal, ya que puede afectar la precision de las estimaciones de los parametros del modelo.
(Greene, 2017).

La distribucion normal es una distribucion de probabilidad continua que se utiliza
comunmente en estadistica. Muchos modelos estadisticos, incluyendo la regresion lineal,
asumen que los errores siguen una distribucion normal. Si los errores no siguen una
distribucién normal, entonces los resultados del modelo pueden ser sesgados 0 inexactos.
(Montgomery et al., 2021).

Primero se calcula las predicciones usando el modelo ajustado (pipe) y luego calcula los
residuales restando las predicciones de los valores observados de la variable objetivo.

Posteriormente, se trazan los residuales frente a las predicciones.

Grafica 45
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Interpretacion

e Eje X (Predicciones): Representa los valores predichos por el modelo para la

variable objetivo.
o Eje Y (Residuales): Representa la diferencia entre los valores observados y

predichos (residuales).
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Andlisis

o Sin Heterocedasticidad: Si los puntos en la gréafica estan dispersos de manera
aleatoria y no muestran un patrdn claro, esto indica que no hay heterocedasticidad
significativa. En otras palabras, la variabilidad de los errores es constante en todos
los niveles de las variables explicativas.

» Presencia de Heterocedasticidad: Si los puntos en la grafica muestran un patrén
(por ejemplo, una forma de embudo), esto podria indicar la presencia de
heterocedasticidad. En ese caso, la variabilidad de los errores cambia en diferentes

niveles de las variables explicativas.

Para este caso observamos una posible heterocedasticidad en los datos, sin embargo, con
el r2 y el trabajo con bagging, que es un modelo que trabaja muy bien con las colas, esto

puede que no sea un problema como ya lo sefia el r2. (Koenker R., 1981).

Para poder observar mejor si la heterocedasticidad se cumple podemos ocupar otro test y
después visualizar nuestros datos en una grafica de caja, y ver como se estan haciendo las

transformaciones para, ello empezamos con la prueba de Breusch Pagan:

4.18 Prueba de Breusch-Pagan para Heterocedasticidad

La prueba de Breusch-Pagan es una herramienta estadistica disefiada para detectar la
presencia de heterocedasticidad en un modelo de regresion. (Breusch T. S. & Pagan A. R.,
1979).

Resultados:

Meétrica Valor
LM Statistic 311.6424702
LM-Test p-value  2.54E-27
F-Statistic 4.464397914
F-Test p-value 1.34E-32
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o Estadistica LM: 311.6425. Es una medida que cuantifica la evidencia en contra de
la hipotesis nula de homocedasticidad (variabilidad constante de los errores).

e p-valor de la Prueba LM: 2.54x10—-272.54x10—27. Es un valor extremadamente
pequefio, lo que indica un fuerte rechazo de la hipétesis nula.

o Estadistica F: 4.4644. Similar a la estadistica LM, pero basada en una prueba F en
lugar de una prueba Chi-cuadrado.

e p-valor de la Prueba F: 1.34x10-321.34x10—-32. También un valor

extremadamente pequefio, lo que refuerza el rechazo de la hipotesis nula.

Interpretacion:

Los resultados de la prueba de Breusch-Pagan indican la presencia de heterocedasticidad
en el modelo. Los p-valores extremadamente bajos para ambas pruebas (LM y F) sugieren
gue hay suficiente evidencia para rechazar la hipétesis nula de homocedasticidad. (Greene
W. H., 2002).

La heterocedasticidad detectada por la prueba de Breusch-Pagan podria ser una
preocupacion, ya que viola uno de los supuestos clave de los modelos lineales. La presencia
de heterocedasticidad puede afectar la eficiencia y la validez de las inferencias estadisticas

realizadas a partir del modelo. (Greene W. H., 2002).

4.19 Andlisis de Transformaciones y Heterocedasticidad

Ahora bien, esto entra en contradiccion con la prueba r2, para ello ahora se vera como se

estan haciendo las trasformaciones:
Para ello se imprimen y se describen los variables antes y después de la transformacién

standarscaler y box cox, algoritmos que ayudan a normalizar la varianza y ayudan a reducir

el impacto de la heterocedasticidad:
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Primero observamos si no existen valores infinitos, ya que esto es necesario para que box

cox y standarscaler funcionen o nulos con:

# Valores NaN
print(data_train_transformed.isnull().sum())
# Valores Infinitos

print(np.isinf(data_train_transformed).sum())

Valores NaN

Variable 1 0
Variable 2 0
Variable 5 0
Variable 6 0
Variable 9 (Objetivo) 0

0

0

Variable 10
Variable 11

Valores infinitos

Variable 1 0
Variable 2 0
Variable 5 0
Variable 6 0
Variable 9 (Objetivo) 0

0

0

Variable 10
Variable 11

Donde claramente no existen datos de esta manera para proceder a ver si estos tienen

valores negativos con:

# Verificar si hay valores no positivos

print((data_train <= 0).sum())
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Valores Negativos

Variable 1 0
Variable 2 0
Variable 5 0
Variable 6 0
Variable 9 (Objetivo) 0

0

0

Variable 10
Variable 11

Y se observa que de igual forma no se tienen, ahora bien otra forma seria ver si existen

datos extra que no se estan contemplando con:

# Verificar si hay valores atipicos
for feature in num_features:
print(f"{feature} tiene {data_train[feature].nunique()}

Unicos.")

Variable 1 tiene 1267 valores unicos.
Variable 2 tiene 1268 valores Unicos.
Variable 5 tiene 1279 valores unicos.
Variable 6 tiene 1280 valores Unicos.
Variable 10 tiene 1279 valores Unicos.

Variable 11 tiene 1278 valores Unicos.

valores

Donde se sigue viendo que los datos siguen estando bien para lo que ahora si se procede

con la impresién de los datos transformados con:

# Imprime valores antes de la transformacidn
print(data_train.head())
# Imprime valores despues de la transformaciodn

print(data_train_transformed.head())
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Datos antes de la transformacién

Variable Variable Variable Variable Varéable Variable Variable
1 2 5 6 (Objetivo) 10 11
1102.68 2131.75 33403.93 31127.71 6837 19685 5438.6

449.08 860.06  13798.09 12702.5 2974 38345.2  10213.8
514.59 961.39  15961.12 18422.73 2307 508104  14776.4
526.45 989.18  16635.43 16340.01 2202 9044.8 2477.8
287.01 536.5 8862.57  10213.51 1298 16107.8 4748.6

Datos después de la transformacion

Variable Variable Variable Variable Variable Variable Variable

9
1 2 5 6 (Objetivo) 10 11

1.860398 2.157483 3.770584  3.72035 6837 3.406803 2.633583
1.500308 1.755846 3.178088 3.126563 2974 3.87033  2.993783
1.551794 1.802223 3.270351 3.363215 2307 4.080356  3.221237
1.560514 1.814214 3.296937 3.285405 2202 2.921634 2.229507
1.338359 1567774 2.909681 2.993766 1298 3.276214 2.560398

Y ahora se describen estos datos con:

# Imprime la descripciodn de los datos transformados

print(data_train_transformed.describe())

Estadisticas Variable 1 Variable 2 Variable5 Variable 6 Variable 9 (Objetivo) Variable 10 Variable 11

count 1280 1280 1280 1280 1280 1280 1280
mean 1377041 1.617494  3.264373  3.273078 1682.54297 3.530834 2.784497
std 0.248489  0.275471 0.483845 0.471107 1238.32452 0.601945 0.518985
min 0.807482  0.984597  2.189124  2.197467 212 2.247895 1.686272
25% 1.187051 1.410871 2.898114 2.921754 774.75 3.114774 2.439247
50% 1.368804 1.607561 3.241246  3.245211 1323 3.378275 2.660799
75% 1542611 1.802174 3.617275 3.623283 2156.25 3.863925 3.050809
max 2.110166  2.446299  4.657727  4.575742 6837 5.687126 4.68967
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Para lo que se llega observar que los datos de la variable objetivo tienen un problemay es
que tienen una gran variacion entre sus datos para observar esto podemos graficar un
grafico de caja:

4.20 Grafica de caja de la variable objetivo

Grafica 46
Grafica de caja de la variable objetivo

T T T T T T T
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variable 9 (Objetivo)

Nota: Muestra los valores atipicos en el tercer cuartil.

Interpretacion:

e Mediana: La linea central en el cuadro representa la mediana de la variable
objetivo, que es el valor medio de la distribucion.

e Cuartiles: Las aristas superior e inferior del cuadro representan el tercer y primer
cuartil de la distribucion, respectivamente. La longitud del cuadro (la distancia
entre estos dos cuartiles) se denomina rango intercuartilico y da una idea de la
dispersion de los datos.

e Bigotes: Los "bigotes™ que se extienden desde el cuadro hasta los puntos extremos
representan el rango dentro del cual caen la mayoria de los datos.
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e Valores Atipicos: Los puntos fuera de los bigotes son considerados valores atipicos

y representan observaciones que caen fuera del patron general de distribucion.

Donde se ve que efectivamente estos datos varian bastante con respecto a su media,
explicando la heterocedasticidad de la prueba antes hecha, pero ahora bien haciendo el
analisis de los datos se ve que estos tienen una gran variabilidad debido a que son muy
pocos datos con respecto a cada municipio, ya que se tienen 84 municipios, con 16 datos
(uno por afio) y 7 variables diferentes dandonos, 112 datos por municipio, estos son pocos
datos en este caso, ya que se analizan un total 9408 datos, y existe un gran variabilidad,
cosa que en la vida real, es cierta debido a que cada zona y municipio tiene caracteristicas
diferentes para la produccién ganadera, cosa que explica estos resultados, sin embargo es
importante recalcar que se ocupan modelos robustos resistentes a la heterocedasticidad, o
modelos que trabajan bien con las colas como es bagging, de tal modo que cémo se puede

ver en r2 esto no afecta al modelo.

4.21 Evaluacién del sobreajuste (Overfitting)

Ahora para tener en cuenta también otro de los problemas verificamos si existe overfitting
en las predicciones o bien que el modelo no esté sobre ajustando los datos para esto primero
se compara el MAE promedio y lowest mae obtenido por los hiperparametros del modelo
al ocupar busqueda bayesiana, entonces para el lowest mae encontrado se observa que es
mayor que el mae, para ser exactos nos da Lowest MAE found: 82.56182417338664 y
MAE: 35.51917832583811, lo que nos lleva a suponer que este no existe sobre ajuste,
sin embargo es importante tener en cuenta que el "Lowest MAE found" es el MAE en el
conjunto de validacion, mientras que el MAE es en el conjunto de prueba. (Montesinos
Lopez et al., 2022). Estos conjuntos pueden tener caracteristicas diferentes, lo que podria
explicar la discrepancia en los valores, para darnos certeza de que no existe sobre ajuste se

grafica la curva de aprendizaje:
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4.22 Grafica de la curva de aprendizaje

Gréfica 47
Gréfica de la curva de aprendizaje del modelo
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Interpretacion:

Puntuacion de Entrenamiento (linea roja): Esta linea muestra como se desempefia
el modelo en el conjunto de entrenamiento a medida que aumenta el tamafio del
conjunto de entrenamiento.

Puntuacion de Validacion Cruzada (linea verde): Esta linea muestra como se
desempefia el modelo en el conjunto de validacion a medida que aumenta el tamafio
del conjunto de entrenamiento.

Convergencia de las Lineas: Si las dos lineas convergen y la brecha entre ellas es
pequefia, indica que el modelo tiene un buen equilibrio entre sesgo y varianza, y
que no hay sobreajuste.

Divergencia de las Lineas: Si las lineas no convergen o hay una gran brecha entre
ellas, podria indicar sobreajuste. En este caso, el modelo estaria aprendiendo el

"ruido” en los datos de entrenamiento y no generalizando bien a datos no vistos.
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En este caso se observa gue existe una pequefia brecha, pero no existe una convergencia
de tal modo que puede haber existencia de sobre ajuste por lo que se procederia a imprimir
el mae de los datos entrenados y el mae de los datos de prueba:

Calculo del MAE en el Conjunto de Entrenamiento:

e Predicciones en el Conjunto de Entrenamiento: Se utilizan los datos de
entrenamiento para hacer predicciones utilizando el pipeline previamente
entrenado (modelo).

e Célculo del MAE en el Conjunto de Entrenamiento: Se calcula el MAE
comparando las predicciones con los valores verdaderos en el conjunto de
entrenamiento.

e Resultado:

Test MAE: 35.52917832583811

Caélculo del MAE en el Conjunto de Prueba:

e Predicciones en el Conjunto de Prueba: Se utilizan los datos de prueba para hacer
predicciones utilizando el pipeline previamente entrenado.

e Caélculo del MAE en el Conjunto de Prueba: Se calcula el MAE comparando las
predicciones con los valores verdaderos en el conjunto de prueba.

e Resultado:
Train MAE: 36.95793384371643

Interpretacion:

o Pequefia Diferencia entre MAE de Entrenamiento y Prueba: La diferencia entre el
MAE en el conjunto de entrenamiento y el MAE en el conjunto de prueba es
pequefa. Esto podria indicar que el modelo no esta sobre ajustando los datos, ya
que el rendimiento en los datos de entrenamiento y prueba es similar.

« Consistencia con la Observacién Previa: Aungue la curva de aprendizaje anterior

sugirio una posible existencia de sobreajuste debido a la falta de convergencia, esta
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comparacién de MAE proporciona evidencia adicional que podria refutar esa
preocupacion. La consistencia en el rendimiento entre los conjuntos de
entrenamiento y prueba apoya la idea de que el modelo esta generalizando bien a
datos no vistos.

4.23 Prueba de Dickey-Fuller en los datos de entrada y salida

Teniendo en cuenta que se tienen algunas dudas de como se tiene manejado los datos en
las predicciones se procede a observar como se tienen las salidas de los datos; por ejemplo,
en primera instancia se hara una prueba de Dickey Fuller para comprobar si los datos de

entrada y de salida son o no estacionarios donde para los datos de entrada se obtiene:

Métrica Valor
ADF Statistic -8.61167809
p-value 6.45E-14

Critical Values (1%) -3.43556713
Critical Values (5%) -2.8638439
Critical Values (10%) -2.56799662

Interpretacion:
La estadistica ADF es muy negativa y el p-value es extremadamente bajo, lo cual rechaza
la hipotesis nula de que la serie tiene una raiz unitaria (no estacionaria). Esto indica que la

serie de entrada es estacionaria.

Y para los datos de salida se obtiene:

Métrica Valor
ADF Statistic -6.82448556
p-value 1.96E-09

Critical Values (1%) -3.43350843
Critical Values (5%) -2.86293525
Critical Values (10%) -2.56751277
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Interpretacion:

Similar a los datos de entrada, la estadistica ADF en los datos de salida es negativa y el p-
value es muy bajo. Esto también rechaza la hipdtesis nula, lo cual indica que las

predicciones también son estacionarias.

Conclusion

e Estacionariedad en Entrada y Salida: Tanto los datos de entrada como las
predicciones son estacionarias. Esto significa que las propiedades estadisticas de
estas series no cambian significativamente con el tiempo.

e Implicacién en el Modelado: La estacionariedad en los datos es una propiedad
deseable en muchos modelos de series temporales, ya que facilita la modelizacion
y la interpretacion de los resultados. En este caso, la estacionariedad tanto en los
datos de entrada como en las predicciones podria ser un indicador positivo de la
calidad del modelo.

e Consistencia con el Analisis Previo: Estos resultados estan en linea con el analisis
previo realizado en esta conversacion, proporcionando una vision adicional sobre

la naturaleza de los datos y el rendimiento del modelo.

4.24 Mapa coroplético de la produccion media 2023 - 2030

Ahora se imprime el mapa coroplético de la media de produccién de los datos
pronosticados, que nos ayudara a ver como han cambiado los datos en torno a los datos
antes pronosticados:
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Figura 8
Mapa coroplético de la prediccion por municipio de la produccion media de 2023 a 2030
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4.25 Analisis de los datos pronosticados versus los datos reales

Ahora se imprimiran los datos pronosticados, en este caso se le agregaron los datos de
longitud y latitud para los andlisis y mapas posteriores

Tabla 4
Tabla de la comparacién de datos pronosticados y datos reales

Municipio  Afio Valor_Predicho Latitud Longitud Valor_Real

0 Acatlan 2006 6266.175445 20.145998  -98.438353 6837
1 Acatlan 2007 5198.509671 20.145998  -98.438353 5000
2 Acatlan 2008 4233.374454 20.145998  -98.438353 4020
3 Acatlan 2009 3788.374423 20.145998  -98.438353 3627
4 Acatlan 2010 3680.091953 20.145998  -98.438353 3472
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Se hace el calculo de las comparaciones dandonos como resultado:

Doénde:

Métrica Valor
Calculo del Error Absoluto Medio (MAE) 287.57
Célculo del Error Cuadrado Medio (MSE) 342727.11
Calculo del Error Porcentual Absoluto Medio (MAPE) 21.02%
Calculo del Coeficiente de Determinacion (R?) 0.7692

Célculo del Error Absoluto Medio (MAE): Mide la diferencia promedio en
magnitud entre los valores predichos y reales. Se obtiene un valor de 287.57.
Célculo del Error Cuadrado Medio (MSE): Mide la diferencia cuadrada promedio
entre los valores predichos y reales. Se obtiene un valor de 342727.11.

Célculo del Error Porcentual Absoluto Medio (MAPE): Mide la diferencia
porcentual promedio entre los valores predichos y reales. Se obtiene un valor de
21.02%.

Calculo del Coeficiente de Determinacion (R2): Mide la proporcion de la varianza
en la variable dependiente que es predecible a partir de las variables independientes.

Se obtiene un valor de 0.7692.

Interpretacion:

MAE y MSE: Los valores de MAE y MSE proporcionan una medida de la precision
de las predicciones en términos absolutos y cuadrados, respectivamente. Cuanto
mas bajos sean estos valores, mejor sera la precision del modelo.

MAPE: Un MAPE del 21.02% significa que el modelo tiene un error promedio del
21.02% en sus predicciones. Esto puede considerarse aceptable o no, dependiendo
del contexto y los requisitos del analisis.

R2. Un valor de R? de 0.7692 indica que aproximadamente el 76.92% de la
variabilidad en los datos reales puede ser explicada por el modelo. Esto sugiere una

buena calidad de ajuste, aunque podria haber margen para mejorar.
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Para ver que tan bien estd tomando las tendencias el modelo podemos ocupar esta
comparacion con este grafico donde se compara un municipio aleatorio con sus datos

pronosticados y sus datos reales que en este caso es Apan:

Gréfica 48
Grafica de la comparacién de los valores reales y pronosticados para un municipio
aleatorio, que en este caso es Apan
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Donde se observa perfectamente que el modelo esta capturando las tendencias en los datos.
Concluyendo que este modelo es bastante bueno para pronosticar los datos, ya que junto
con el r2 de .7692 nos podemos dar cuenta que tiene una gran calidad de ajuste en el
supuesto de que cualquier modelo que contenga en comparacién entre sus valores reales y

pronosticados mayor que .5.

El analisis de los datos pronosticados versus los datos reales muestra que el modelo actual
es bastante bueno para pronosticar los datos y capta adecuadamente las tendencias en los
datos. La evaluacion cuantitativa y visual ofrece una comprension completa del

rendimiento del modelo y puede guiar futuros esfuerzos de mejora y ajuste.
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Grafica 49
Grafica del analisis del municipio por medio de filtro Hodrick Prescott para la

visualizacion de la tendencia
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El filtro Hodrick-Prescott (HP) es una herramienta estadistica utilizada para descomponer
una serie temporal en dos componentes: una tendencia (o componente de ciclo de largo
plazo) y un componente ciclico (o fluctuaciones de corto plazo alrededor de esta

tendencia). (Hodrick & Prescott, 1981).

Comparacién Visual en una Grafica: Una vez que tenemos las tendencias suavizadas, las
trazamos junto con los valores originales en un grafico. Esto nos permite comparar

visualmente:

Como evoluciona la tendencia real con respecto a la tendencia pronosticada.

Si el modelo de prediccion esta capturando correctamente la tendencia subyacente de los

datos reales.

Evaluacion de Diferencias: Al observar la diferencia (por ejemplo, la diferencia
porcentual) entre la tendencia real y la tendencia pronosticada, podemos cuantificar qué
tan bien se ajusta el modelo a los datos. Si las diferencias son pequefias, esto sugiere que
el modelo se esta ajustando bien a la tendencia subyacente de los datos reales. Si las

diferencias son grandes, indica que hay areas de mejora en el modelo.
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4.26 Andlisis de posible exportacion o importacion de carne bovina para ubicacion
de rastro TIF

Ahora lo siguiente, con los datos obtenidos del pronéstico se prosigue a sacar una posible
exportacion o importacion de carne bovino de los municipios, esto con la finalidad de
generar una posible localizacion del rastro TIF ya que como antes habiamos mencionado
todo este procedimiento se hizo con la finalidad de tener datos fiables pronosticados que
nos ayuden a ver donde se podria ubicar el rastro y si es una buena opcién o no, por lo
tanto se acomodarian los datos puesto que se tenga una aproximacion a esas exportaciones
e importaciones siguiendo la l6gica de que este supuesto pueda darse de la produccion de

cabezas de bovino menos las cabezas de bovino consumidas.

Tabla s
Tabla del analisis de posible exportacién e importacion de carne bovina

Consumo Cabezas de
Poblacion Poblacion ganado -

de carne - Relacion

. de reses de personas . consumidas
Municipio : . promedio entre ofertay
promedio promedio en Ka. De en demanda
2023-2030 2023-2030 2023_92'030 promedio
2023-2030

Acatlan 3449.277925 22312.04730 341374.3236  1501.762480  1947.515445
Acaxochitlan  871.817114  48605.94865 743671.0143 3271.532594  -2399.715480
Actopan 3050.521069 65226.49865 997965.4293  4390.216059  -1339.694990

Agua Blanca

. 2180.272540 10279.01081 157268.8654  691.851920 1488.420620
de Iturbide

Ajacuba 1929.933842  20282.09865 310316.1093 1365.132224 564.801618

Primero se imprime la tabla, recordando que para sacar las cabezas de consumo promedio
se colocd primero el promedio de poblacion por localidad; sacada por la tendencia
promediada de 2023 a 2030 misma que ya fue explicada en los datos anteriores, para
después ser multiplicada por el consumo altimo registrado de carne de res promedio por
habitante en México; que es de “15.3kg” (esto segiin el compendio estadistico de carne

2022 de la pagina comecarne.org), asi como el resultado ser dividido entre el promedio del
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peso en canal de todos los municipios de los datos ya antes mencionados, en kilogramos;
que es de “227,3157895K g”.

Cabezas de consumo promedio=

(Promedio de poblacién por localidadx 15.3)/227.3157895

Donde:

El "Promedio de poblacién por localidad™ es la tendencia promediada de 2023 a 2030.
El numero 15.3 representa el consumo altimo registrado de carne de res promedio por
habitante en México (en kg).

El nimero 227.3157895 representa el promedio del peso en canal de todos los municipios
(en kg).

Y la definicion de la Relacion entre oferta y demanda; es la poblacién de reses promedio

de 2023 a 2030 menos las cabezas de ganado consumidas en promedio 2022 a 2030.

Relacion entre oferta y demanda
= Poblacion de reses promedio de 2023 — 2030

— Cabezas de ganado consumidas en promedio 2023 — 2030

El anéalisis presentado proporciona una evaluacion detallada de la produccion y consumo
de carne bovina en diferentes municipios. A través de la "Relacién entre oferta y demanda,”
se puede identificar areas donde puede haber un excedente o déficit en la produccion de
carne. Esta informacion es vital para tomar decisiones informadas sobre la ubicacion de un
rastro TIF, asegurando que se coloque en una region donde pueda servir de manera efectiva
a las necesidades locales y contribuir al abastecimiento y procesamiento de carne de

manera eficiente.
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Figura 9
Mapa coroplético de la relacion entre oferta y demanda por municipio
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Nota: Las partes mas obscuras representan una mayor importacion mientras que los tonos

MAs rojos representan mayor exportacion bovina.

Ahora se imprime el mapa coroplético que nos ayudara a ver como estan las exportaciones
e importaciones de cada municipio donde los colores mas oscuros representan las posibles
importaciones en cabezas de ganado y los rojos como posibles exportaciones en cabezas

de ganado

4.27 Analisis de agrupamiento para identificar ubicaciones para centros de
distribucion y acopio

El anélisis de agrupamiento, o clustering, es una técnica de aprendizaje no supervisada que
se utiliza para identificar grupos homogéneos dentro de un conjunto de datos. Ahora se
realiza un analisis de agrupamiento (clustering) para identificar posibles ubicaciones para

los centros de distribucion y acopio en diferentes municipios los cuales serian los
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municipios que posiblemente exportan carne, dado del andlisis anterior. Esto se hace con
la intencion de disminuir los costos relacionados con la entrega de carne por parte de los

ganaderos y mejorar las practicas en el manejo del ganado.

Contexto y Objetivo:

La finalidad de este analisis es determinar ubicaciones dptimas para centros de distribucion
y acopio, que serviran como puntos de recoleccion de ganado y centros de revisado
preliminar para el rastro TIF. Esto permitira una mejor gestion del ganado y una reduccion

de los costos, beneficiando a los ganaderos y contribuyendo a la calidad TIF para la

exportacion.

Tabla 6

Tabla de los pesos y ubicacion de los municipios en el entorno geogréafico

Municipio Latitud Longitud Peso

Acatlan 20.14599753 -98.43835281 1947.515445
Agua Blanca de lturbide 20.34998156 -98.35651984 1488.420620
Ajacuba 20.09268030 -99.12210399 564.8016176
Alfajayucan 20.41015828 -99.34946458 1126.671252
Almoloya 19.70312738 -98.40328030 715.7856113
Atlapexco 21.01745106 -98.34829642 70.18432667
Chapantongo 20.28559483 -99.41319277 2075.752896
Chapulhuacén 21.15787458 -98.90435814 2076.831214
Chilcuautla 20.33143910 -99.23167454 286.4689418
Eloxochitlan 20.74687461 -98.80930520 535.8706135
Huautla 21.03188243 -98.28668517 1531.505859
Huazalingo 20.98056421 -98.50774232 45.81143524
Huehuetla 20.46035677 -98.07859535 1136.262735
Huichapan 20.37553905 -99.65102930 1357.398389
Jacala de Ledezma 21.00849043 -99.18853709 1217.834983
Juarez Hidalgo 20.78338131 -98.82918225 317.6627911
La Mision 21.10140801 -99.12301200 1735.792089
Lolotla 20.84163503 -98.71711415 593.5610713
Metepec 20.23881199 -98.32208348 1375.535971
Molango de Escamilla 20.78658031 -98.73060350 769.5643214
Nicolas Flores 20.76804674 -99.15056418 743.7061007
Nopala de Villagran 20.25195194 -99.64433781 2378.867366
Omitlan de Juarez 20.16956885 -98.64859790 11.74892797
Pacula 21.05029930 -99.29636159 615.0936316
Pisaflores 21.19493683 -99.00590219 1776.225709
San Agustin Metzquititlan 20.53306527 -98.63880134 25.68872557
San Bartolo Tutotepec 20.39915860 -98.20205941 1635.505363
San Felipe Orizatlan 21.17106016 -98.60758905 3193.503324
Santiago de Anaya 20.38273787 -98.96390502 428.2507170
Tasquillo 20.55204235 -99.31248643 506.6549098
Tecozautla 20.53415978 -99.63494250 1068.321568
Tenango de Doria 20.33845235 -98.22670080 393.5998613
Tepetitlan 20.18700312 -99.38024786 693.9012230
Tlahuiltepa 20.92389198 -98.95017064 236.2399636
Villa de Tezontepec 19.87998600 -98.81930736 526.1847575
Xochicoatlan 20.77704277 -98.67966839 164.6085326
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Procesamiento y Analisis:

Conversion Geoespacial: Las coordenadas geogréficas (latitud y longitud) se
convierten a coordenadas cartesianas (X, y, z) para facilitar el analisis espacial.
Preprocesamiento: Las coordenadas cartesianas se escalan usando StandardScaler
para normalizar los datos.

Determinacion del Numero Optimo de Clisteres: Se emplean los métodos de
Elbow y Silhouette para determinar el niamero dptimo de clUsteres. Se grafican los
resultados para visualizar el punto de codo (Elbow) y el puntaje de Silhouette.
(Peter J. Rousseeuw, 1987).( Ketchen D. J. & SHOOK C. L.,1996).

Clustering Jerarquico: Se aplica el clustering jerarquico (Agglomerative
Clustering) y se muestra el dendrograma correspondiente. Se selecciona un nimero
Optimo de clusteres basado en el analisis visual del dendrograma. (Nielsen, 2016)
Aplicacion de KMeans: Se aplica el algoritmo KMeans con el nimero éptimo de
clusteres, considerando también los pesos de cada municipio. Los clUsteres y sus
centroides se visualizan en una gréfica 3D. (Abirami K. & Mayilvahanan P., 2016).
(Di J. & Gou X., 2018).

Visualizacion en el Mapa: Se convierten los centroides de los clusteres a
coordenadas geogréaficas y se visualizan en un mapa interactivo utilizando Folium.
Los municipios se representan como circulos, mientras que los centroides de los

clusteres se muestran como marcadores rojos.

Resultados:

Método de Elbow y Silhouette: Las graficas de Elbow y Silhouette ayudan a
determinar el nimero éptimo de cllsteres. En este caso, se ha seleccionado 14 como
el numero de clusteres, ya que es el nivel de visualizacion que me interesa debido
a la complejidad que existe en cuanto normas y estandares en Hidalgo.

Dendrograma: El dendrograma proporciona una vision jerdrquica de como se

agrupan los municipios, y se anotan los clisteres seleccionados.

100



o Grafica 3D: La visualizacion 3D de los cllsteres y sus centroides permite una
interpretacion espacial de como se agrupan los municipios segun su ubicacion y
peso.

« Mapa Interactivo: EI mapa muestra la distribucion geogréfica de los municipios y

las ubicaciones propuestas para los centros de distribucion y acopio.

Grafica 50
Gréficas del método de Elbow y del método de Silhouette para ubicacion de los centros
Método de Elbow Método de Puntaje de Silhouette
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Nota: En el método de elbow, la parte donde existe un mayor descenso es donde menciona

el mejor resultado mientras que en el de silhouette la parte mayor lo muestra.
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Figura 10
Dendrograma de clustering jerarquico para la ubicacién de los centros

Dendrograma de clustering jerarquico
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Nota: Entre mas se tenga una vision mayor, en este caso representado con lineas azules
muestra el resultado éptimo.

Figura 11
Mapa en 3d para los resultados del algoritmo de clustering para la ubicacion de centros
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Figura 12
Mapa de resultados del algoritmo de clustering para los centros
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Nota: Los circulos azules muestran mayores concentraciones de produccion en diferentes
municipios mientras que las figuras rojas muestran la seleccién de clusteres, o para este
caso los diferentes centros.

Como se puede observar, una vision por parte de los diferentes métodos para ver qué
cantidad de clusteres son los indicados, seria de 3 para este caso, sin embargo, es
importante aclarar que se necesita una visualizacion mayor para poder ver la complejidad
en cuanto distancias y problemas con los ganaderos se refiere, de tal modo que los
ocupados dado el dendrograma para la visualizacion que nos interesa son de 14 clUsteres

mismos que mMas abajo se mencionan en la tabla.
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4.28 Centro de gravedad para identificar ubicaciones para centros de distribucion y
acopio

Para proseguir también se analiza el centro de gravedad, una herramienta de la ingenieria
que nos ayuda a determinar el centro de todos estos datos con relacion a su peso y su
ubicacién geogréfica

Contexto y Obijetivo:

En el &mbito de la logistica y la planificacion, el centro de gravedad es una herramienta
valiosa para determinar una ubicacion 6ptima para, por ejemplo, un centro de distribucion.
En este caso, el centro de gravedad se calcula en funcion de la ubicacidn geogréafica de los
municipios y un peso asociado, lo cual puede representar una medida relevante como la

produccion de carne.

Procesamiento y Analisis:

e Definicion de Datos: Los datos de los municipios, incluyendo su latitud, longitud,
y peso, se definen en un DataFrame de Pandas.

e Funcion Objetivo: Se define una funcion objetivo que calcula la suma ponderada
de las distancias al cuadrado entre una ubicacion dada y todas las ubicaciones de
los municipios. La ponderacion se realiza utilizando el peso asociado a cada
municipio.

e Optimizacién: Se utiliza el algoritmo de Nelder-Mead para minimizar la funcion
objetivo. Esto determina las coordenadas 6ptimas del centro de gravedad. (Nelder
& Mead, 1965)

e Visualizacion en Mapa: Se crea un mapa utilizando Folium, con una capa de mapa
de calor que representa los pesos de los municipios y un marcador que indica la

ubicacion del centro de gravedad.
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Figura 13
Mapa de calor de los resultados de la técnica de centro de gravedad para los centros

‘ \ i ]

Nota: Las verdes azules muestran mayores concentraciones de produccion en diferentes

municipios mientras que las figuras azules muestran la seleccion de la técnica.

Resultados:
e Coordenadas del Centro de Gravedad: Las coordenadas Optimas resultantes
representan el centro de gravedad de los municipios, teniendo en cuenta su

ubicacion y peso.
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e Mapa Interactivo: ElI mapa interactivo muestra la distribucion geografica de los
municipios y la ubicacién central calculada. La capa de mapa de calor representa
la importancia relativa (peso) de cada municipio, mientras que el marcador sefiala

la ubicacion del centro de gravedad.

Ahora teniendo todas las posibles ubicaciones de los posibles centros de distribucion y

acopio los cuales serian estos:

Tabla 7
Tabla de los resultados de las técnicas ocupadas para determinar los centros
Municipio Latitud Longitud

Chapantongo 20.28559483 -99.4131928
Chapulhuacéan 21.15787458 -98.9043581
San Bartolo Tutotepec 20.3991586 -98.2020594
Jacala de Ledezma 21.00849043 -99.1885371
Huejutla de Reyes 21.13959058 -98.4204449
Molango de Escamilla 20.78658031 -98.7306035
Alfajayucan 20.41015828 -99.3494646
Huichapan 20.37553905 -99.6510293
Villa de Tezontepec 19.879986 -98.8193074
Francisco I. Madero ~ 20.24540323 -99.0888141
Acatlan 20.14599753 -98.4383528
Nicolas Flores 20.76804674 -99.1505642
San Felipe Orizatlan ~ 21.17106016 -98.6075891
Tecozautla 20.53415978 -99.6349425
Metztitlan 20.5948676 -98.7642084

Se procede a determinar los municipios aptos con relacion a los clientes, teniendo en cuenta
que la produccion de cada uno de los municipios tiene una produccion de 6602.24979 ya
que seria el resultado de dividir entre los 15 municipios propuestos al total de la demanda
de los posibles clientes de los municipios, que son los 30 municipios con el IDH maés alto
en Hidalgo en este caso que importan carne, ya que se va por el supuesto de que estos
pueden pagar la calidad de la carne TIF, esta informacion obtenida de un pdf del gobierno

del estado de Hidalgo del 2015, (ultima fecha de actualizacién), del IDH por municipio.

Aqui muestro la tabla correspondiente con los datos de los posibles clientes, con sus

respectivas latitudes y longitudes y demandas:
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Tabla 8
Tabla de los posibles clientes basados en el IDH

Municipio Latitud Longitud Demanda
Actopan 20.2691874 -98.9428621 1339.69499
Apan 19.7100318 -98.4523672 2471.98958
Atitalaquia 20.0592979 -99.2211295 557.11692
Atotonilco de Tula 20.0003921 -99.2180777 2713.44028
Emiliano Zapata 19.6573693 -98.5473023 449.384075
Epazoyucan 20.0181109 -98.6360483 602.108129
Francisco I. Madero 20.2454032 -99.0888141 1237.10266
Huejutla de Reyes 21.1395906 -98.4204449 4979.11386
Ixmiquilpan 20.4874612 -99.2158499 2838.44661
Mineral de La Reforma 20.0724348 -98.6958849 15063.6075
Mineral del Monte 20.140557 -98.6714745 408.954391
Mixquiahuala de Juérez 20.2297154 -99.2139797 1416.81818
Pachuca de Soto 20.1269997 -98.7300549 22317.9468
Progreso de Obregon 20.2486801 -99.1894236 1158.82812
San Agustin Tlaxiaca 20.1157998 -98.886755 1756.70618
San Salvador 20.284959 -99.0154511 1244.23329
Santiago Tulantepec de Lugo Guerrero 20.0405075 -98.3573677 1837.63126
Tepeapulco 19.7858894 -98.5530995 2769.98557
Tepeji del Rio de Ocampo 19.9054893 -99.3418244 2968.83737
Tezontepec de Aldama 20.1928939 -99.2727168 1921.07648
Tizayuca 19.8412622 -98.981517 7102.83277
Tlahuelilpan 20.1308266 -99.2345684 389.809182
Tlanalapa 19.8178601 -98.6038007 278.689817
Tlaxcoapan 20.0915563 -99.2213648 353.59823
Tolcayuca 19.9567383 -98.9216934 847.097281
Tula de Allende 20.0714581 -99.3448035 4899.4767
Tulancingo de Bravo 20.1075495 -98.3819646 9277.88531
Zacualtipan de Angeles 20.6454643 -98.6535594 2064.96954
Zapotlan de Juérez 19.9741479 -98.8619187 695.70763
Zempoala 19.9156242 -98.6681116 3070.65811

Nota: La demanda esta dada en cabezas de ganado bovino.

4.29 Algoritmo Evolutivo NSGA 2 para localizar las mejores localizaciones

Para la primera instancia se procedera a ocupar un algoritmo evolutivo para la seleccion
de los mejores municipios con respecto a la distancia y el costo, esto debido a que las
distancias haversine y los célculos hechos son dificiles de trabajar con programacion lineal,
y para la disminucion de dos objetivos, como lo es el costo de la distancia y el costo de la
demanda, por lo que un algoritmo evolutivo NSGA 2 es uno que ayuda mucho en esta
tarea. (Deb K. et al., 2000).
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Cadigo: Ver ANEXO B: CODIGO 2.

Explicacion del cadigo:

1. Importacion de Mdodulos y Datos Iniciales

El cddigo comienza importando las librerias necesarias para ejecutar el algoritmo genético
y trabajar con datos geoespaciales. Luego, se definen dos listas, instalaciones y clientes,
que contienen informacion sobre las ubicaciones y capacidades de las instalaciones y las

ubicaciones y demandas de los clientes, respectivamente.

2. Constantes

Se define COST_MULTIPLIER, una constante utilizada para calcular el costo de exceder
la capacidad de una instalacion. Calcula el costo total basado en cuanto se excede la
capacidad de una instalacion. Si la demanda total asignada a una instalacion excede su
capacidad, entonces hay un costo asociado. El costo es proporcional al exceso de demanda
y se multiplica por COST_MULTIPLIER.

3. Configuracion del Algoritmo Genético
Se configura el algoritmo genético utilizando la biblioteca deap. Se define un tipo de

"aptitud" multiobjetivo (minimizar la distancia y el costo) y un "individuo" que es una lista

de asignaciones de clientes a instalaciones.
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4. Funciones Auxiliares

Se definen varias funciones:

haversine(): Calcula la distancia entre dos puntos geograficos.

calcular_aptitud(): Calcula la aptitud de un individuo basado en la distancia total y el costo
total.

calcular_distancia_demanda_costo(): Calcula la distancia total, la demanda total y el costo
total basado en una solucion dada.

proximidad_geo(): Usa el algoritmo KMeans para agrupar geograficamente los clientes a
las instalaciones.

crear_individuo(): Crea un individuo basado en la agrupacion geogréfica.
custom_mutate(): Define como se mutara un individuo.

custom_mate(): Define como se cruzaran dos individuos.

5. Configuracion del Toolbox del Algoritmo Genético

Aqui se registran las funciones definidas anteriormente en un "toolbox" que luego se

utilizara para ejecutar el algoritmo genético.

6. Evolucion Genética

Se define la funcion perform_evolution(), que realiza la evolucidn genética para encontrar
la solucion Optima. Utiliza seleccién basada en NSGA-II, cruce y mutacion para
evolucionar la poblacion a lo largo de varias generaciones.

7. Funcién Principal

La funcion main() inicializa una poblacion, la evalla y luego realiza la evolucion genética.

Luego, muestra resultados y gréaficos de la evolucion de la aptitud a lo largo de las

generaciones.
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8. Visualizacion

La funcion visualizar_resultados() crea un mapa utilizando folium para visualizar la
solucion optima. Muestra las instalaciones, los clientes y las rutas entre ellos.

Algoritmo Genético:

Un algoritmo genético es un método de optimizacion y busqueda inspirado en el proceso
de seleccion natural. Los individuos de la poblacion son soluciones potenciales al
problema, y se seleccionan para reproducirse y generar descendencia basandose en su
aptitud. Los operadores genéticos incluyen seleccidn, cruce (recombinacion) y mutacion.
(Lange et al., 2023)

En el codigo, cada individuo representa una asignacion de clientes a instalaciones. La
aptitud se basa en la distancia total entre clientes e instalaciones y en un costo asociado

con exceder la capacidad de produccion de una instalacion.

KMeans:

Antes de iniciar el algoritmo genético, se utiliza el algoritmo de agrupacion KMeans para
proporcionar una solucion inicial basada en la proximidad geografica. KMeans intenta
particionar un conjunto de puntos en K grupos (cllsteres), de modo que la suma de las
distancias al cuadrado de los puntos al centroide del clUster sea minima. (Abirami K. &
Mayilvahanan P., 2016). (Di J. & Gou X., 2018).

NSGA-II (Algoritmo Genético de Clasificacion No Dominada Il)

El NSGA-II es un algoritmo para optimizacion multiobjetivo, que busca soluciones que
optimicen varios objetivos al mismo tiempo. Dada la naturaleza conflictiva de algunos
objetivos (por ejemplo, minimizar el costo al tiempo que maximiza la eficiencia), no
siempre hay una tnica solucién éptima. En lugar de eso, se tiene un conjunto de soluciones

Optimas, conocido como el frente de Pareto. (Deb K et al., 2000).
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Caracteristicas principales de NSGA-II:

Seleccién basada en dominancia:

Una solucion A domina a una solucién B si A es al menos igual de buena que B en todos

los objetivos y estrictamente mejor en al menos uno.

NSGA-I1I clasifica las soluciones en diferentes frentes. El frente 1 (F1) es el conjunto de
soluciones no dominadas. Una vez que se identifica F1, se elimina del conjunto y se busca
el siguiente conjunto de soluciones no dominadas (F2), y asi sucesivamente.

Diversidad en el frente de Pareto:

Ademés de la dominancia, NSGA-II introduce una meétrica llamada "distancia de
aglomeracién” para mantener la diversidad en el frente de Pareto. Esta métrica mide cuan

cerca estan las soluciones entre si en el frente.

Las soluciones que estan rodeadas por otras soluciones cercanas se consideran menos
importantes que las que estan solas, ya que representan regiones menos exploradas del

espacio de soluciones.

Operadores genéticos:

NSGA-I1I utiliza operadores de seleccion, cruce y mutacion similares a otros algoritmos
genéticos. Sin embargo, la seleccion se basa en la clasificacion de dominancia y la distancia
de aglomeracion.

Elitismo:

NSGA-I11 es un algoritmo elitista, lo que significa que garantiza que las soluciones de un

frente de Pareto no se pierdan en las generaciones subsiguientes.
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En el cddigo proporcionado, NSGA-I1I es utilizado con la funcion tools.seINSGA2. Los
objetivos que se estan optimizando son la distancia total entre clientes e instalaciones y el

costo total asociado con exceder la capacidad de produccion de una instalacion.
Aplicacion en el Codigo:

En el contexto del problema, el uso de NSGA-II permite encontrar soluciones que
equilibren la distancia y el costo. Por ejemplo, una solucién podria tener una distancia total
minima pero un costo elevado, mientras que otra podria tener un costo mas bajo pero una
distancia mayor. Al utilizar NSGA-I11, se pueden identificar multiples soluciones 6ptimas

que representan diferentes equilibrios entre estos dos objetivos.

Logica Matematica del Cddigo de Algoritmos Genéticos para Asignacién de
Instalaciones a Clientes

1. Datos:

e (I) representa el conjunto de instalaciones 'y ( C ) el conjunto de clientes.

e Cada instalacion (i) en (I) y cada cliente (j) en (C) tienen coordenadas
geograficas dadas por (lat;, lon;) y (lat;, lon;), respectivamente.

e Cadainstalacion (i) tiene una produccion maxima (P;).

e Cada cliente (j ) tiene una demanda (D;).

2. Variables:

e Un individuo se representa como una lista, donde el indice corresponde a un
cliente y el valor en ese indice representa la instalacion asignada a ese cliente.
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3. Funciones:

e Haversine:

Alat Alon
a = sin? (T) + cos(lat,) - cos(lat,) - sin? (—)

2
¢ =2-arctan2 (Va,V1—a)
d=R-c

Donde:

- (Alat = latz - latl)

- (Alon = lon, — lon,)

- (R) esel radio de la Tierra, que es 6371 km.

Por lo tanto:

e Ladistancia entre la instalacion (i) y el cliente (j ) es:

Dados (laty, lon,) y (lat,, lon,):

d;; = R-2-arctan 2 (\/sin2 (%) + cos(lat;) - cos(lat;) - sin® (%)

\/1 — sin” (M) — cos(lat;) - cos(lat;) - sin” (_lonjzloni))

e Proximidad Geografica (KMeans): Proporciona una solucion inicial basada en la
agrupacion geogréfica.
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4. Objetivos:

1. Minimizar la distancia total de asignacion:

min § dinstalacién asignadaa j,j
jec

2. Minimizar el costo total por exceso de demanda:

minz max O,Z si cliente j es atendido por i X Dj — P; | Xx COST_MULTIPLIER

i€l jec
5. Restricciones:

¢ No hay necesidad de una restriccion explicita que garantice que cada cliente esté
asignado a una instalacion porque esta asignacion estd implicita en la
representacion de las soluciones.

6. Operadores Genéticos:

e Mutacion (‘custom_mutate’): Cambia aleatoriamente la asignacion de un cliente
a una instalacion con una probabilidad (indpb) o diciendo que el operador de
mutacion introduce variabilidad de una manera bastante aleatoria, reasignando
clientes a instalaciones al azar basdndose en una probabilidad (indpb). Esto
puede mejorarse considerando un enfoque basado en alguna heuristica o en la
proximidad geogréfica, sin embargo dada las condiciones de posibilidad de
clientes e instalaciones, es mas factible dejar una aleatoriedad, si se quisiera
mejorar dicho enfoque podria verse beneficiado hacer el estudio real de clientes
potenciales y construccidn real de centros.

e Cruce (‘custom_mate’): Intercambia asignaciones entre dos individuos si las
instalaciones asignadas estan geograficamente préximas y ambas instalaciones
pueden satisfacer la demanda del cliente, asegurando que los intercambios sean
viables.
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7. Parametros del Algoritmo:

Tamafio de la poblacién: “tamanio_poblacion'.
Probabilidad de cruce: “probabilidad_cruce’.
Probabilidad de mutacion: “probabilidad_mutacion’.
Numero de generaciones: “generaciones .

8. Proceso del Algoritmo:

Inicializa una poblacion basada en la proximidad geografica.
Evalla cada individuo en la poblacion.

Realiza seleccion, cruce y mutacion para generar la siguiente generacion.

Repite el proceso por un nimero especifico de generaciones.

9. Visualizacion:

Una vez que el algoritmo ha terminado, se puede visualizar el mejor individuo

en un mapa, mostrando las asignaciones de instalaciones a clientes.
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Resultado:

[9,8,98,8,10,9, 12,13,2,9,6,9,0,9,9,8,8,8,0,10,7,8,0, 8, 7, 8, 14, 8, 8]

O©OooNOoOUlh WNEFO

Mejor Individuo (Asignaciones de Clientes a Instalaciones)

Distancia Total
052.3291478267972 km

Mejor Solucidn (Asignaciones)

Cliente
Actopan
Apan
Atitalaquia
Atotonilco de Tula
Emiliano Zapata
Epazoyucan
Francisco |. Madero
Huejutla de Reyes
Ixmiquilpan
Mineral de La Reforma
Mineral del Monte
Mixquiahuala de Juéarez
Pachuca de Soto
Progreso de Obregdn
San Agustin Tlaxiaca
San Salvador
Santiago Tulantepec de Lugo Guerrero
Tepeapulco
Tepeji del Rio de Ocampo
Tezontepec de Aldama
Tizayuca
Tlahuelilpan
Tlanalapa
Tlaxcoapan
Tolcayuca
Tula de Allende
Tulancingo de Bravo
Zacualtipan de Angeles
Zapotlan de Juarez
Zempoala

Instalacion

= = = =
WO T oNOCOONE5 OO0 POOWOoOOW®»ONGRK ©F5 00mwwoowo

Costo Total
56276505.4

Atendido por
Francisco I. Madero
Villa de Tezontepec
Francisco |. Madero
Villa de Tezontepec
Villa de Tezontepec

Acatlan
Francisco |. Madero
San Felipe Orizatlan

Tecozautla

San Bartolo Tutotepec

Francisco I. Madero
Alfajayucan
Francisco I. Madero
Chapantongo
Francisco I. Madero
Francisco |. Madero
Villa de Tezontepec
Villa de Tezontepec
Villa de Tezontepec
Chapantongo
Acatlan
Huichapan
Villa de Tezontepec
Chapantongo
Villa de Tezontepec
Huichapan
Villa de Tezontepec
Metztitlan
Villa de Tezontepec
Villa de Tezontepec
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Grafica b1
Grafica de resultados del algoritmo genético para determinar los centros
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Donde la interpretacion de los valores de la aptitud o el “fitness” y cdmo evolucionan a lo
largo del tiempo dependen del total ponderado entre la distancia y la asignacion de la
produccién. En un problema de optimizacion multiobjetivo como este, se intenta
minimizar (o maximizar) varias medidas al mismo tiempo, ya que se ocupa un algoritmo
NSGA-2, lo que puede llevar a trade-offs (una situacién en la que, para obtener una
ganancia en un aspecto, se debe aceptar una pérdida en entre las diferentes medidas. (Deb
K et al., 2000).

En este caso, la distancia esta disminuyendo y el costo esta aumentando, eso es el resultado
de un compromiso entre minimizar la distancia y minimizar el costo debido al uso del
algoritmo NSGA. Por ejemplo, las soluciones que tienen menores distancias implican
asignar mas clientes a instalaciones mas cercanas, lo que a su vez lleva a exceder la

capacidad de esas instalaciones y, por tanto, aumentar el costo.
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En este caso minimizar la distancia es mas importante que minimizar el costo, entonces

podria ser aceptable que el costo aumente si eso permite reducir la distancia, debido a que

las reses en promedio tienen una calidad mayor al ser sometidas a un estrés menor o0 un

menor viaje. (Koza J. R., 1994).

La distancia total representa la suma de las distancias desde cada centro de
distribucién o acopio hasta sus respectivos clientes asignados, calculada utilizando
la formula de Haversine. La minimizacién de esta distancia es fundamental para
reducir los costos de transporte y garantizar una entrega rapida.

El costo total se calcula como la suma de las penalizaciones por exceder la
capacidad de produccion de los centros de distribucion o acopio. Cada vez que la
demanda asignada a un centro excede su capacidad de produccién, se incurre en un

costo adicional.

La solucion optima encontrada en este caso asigna a cada cliente a un centro de distribucion

0 acopio especifico, de manera que se minimice tanto la distancia total como el costo total,

sujeto a las restricciones de capacidad.

La representacion grafica muestra como la aptitud evoluciona a lo largo de las generaciones

en la optimizacién. En el grafico, podemos observar que:

Promedio Distancia: Representa la distancia promedio en la poblacion en cada
generacion. A medida que las generaciones avanzan, este valor tiende a disminuir,
lo que indica una mejor asignacion de clientes a centros de distribucion y acopio.
Promedio Costo: Representa el costo promedio en la poblacion en cada generacion.
Su evolucion puede variar dependiendo de los trade-offs entre distancia y costo.
Maxima Distancia: Representa la distancia maxima en la poblacion en cada
generacion.

Maéaximo Costo: Representa el costo maximo en la poblacion en cada generacion.

El resultado final ofrece una asignacion detallada de cada cliente a una instalacién

especifica, con una distancia total de 952.3291478267972 y un costo total de
56276505.3995 (cabezas de ganado).
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Esta solucion representa un equilibrio eficiente en términos de Pareto entre la
minimizacion de la distancia y el costo. (Moc W. B. T., 2011).La eleccién de esta solucion
Optima depende de las prioridades y restricciones del problema real, y puede requerir una

consideracién cuidadosa de los aspectos econdmicos, logisticos y operativos.

Es importante recordar que el algoritmo NSGA-II, que se utiliza en este cddigo, no busca
una Unica solucion éptima, sino un conjunto de soluciones que representan diferentes trade-
offs entre los objetivos. Estas soluciones se conocen como el frente de Pareto. Cada
solucion en el frente de Pareto es 6ptima en el sentido de que no se puede mejorar un
objetivo sin empeorar al menos uno de los otros. Por lo tanto, la eleccién de la solucion
final a utilizar dependerd de cuanto valor se asigne a cada uno de los objetivos en el

problema especifico que se esta resolviendo. (Mock W. B. T., 2011)

En este caso, por lo tanto, el valor de "952.3291478267972" es la mejor (menor) distancia

total encontrada por el algoritmo después de todas las generaciones de evolucion.

El costo se calcula con la funcidn calcular_costo_total. Esta funcion calcula la cantidad en
que la demanda total de todas las asignaciones excede la capacidad de la instalacion y
multiplica ese exceso por 1000. Si la demanda no excede la capacidad en ninguna de las
instalaciones, el costo es 0.

Dicho de otra manera, el costo es una penalizacion que se aplica cuando la demanda total
de los clientes asignados a una instalacion excede la capacidad de produccion de esa
instalacion.(Cicirello & Smith, 2000).

El costo en este contexto no se mide en unidades monetarias, sino en términos de la
cantidad en que la demanda total excede la capacidad de la instalacién, y se utiliza para
dirigir el algoritmo genético hacia soluciones en las que todas las asignaciones cumplen

con las restricciones de capacidad.
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Por lo tanto, el costo total de “56276505.3995” significa que la solucion propuesta por el
algoritmo genético asignd demanda a las instalaciones de tal manera que la demanda total

asignada a algunas instalaciones excedié su capacidad de produccién.

El valor exacto del costo total se calcula sumando el exceso de demanda (la cantidad por
la cual la demanda asignada a una instalacion excede su capacidad de produccién) para
todas las instalaciones, y luego multiplicando esa suma por 1000 (segln la implementacion
de la funcidn calcular_costo_total () en el cddigo), esto debido a la forma del algoritmo
donde se multiplica por esa cantidad para que las siguientes generaciones tengan en cuenta

ese multiplicador si es que no son aptas. (Cicirello & Smith, 2000).

Por lo tanto, un costo total de 56276505.3995 sugiere que la demanda total asignada a las
instalaciones excedio la capacidad total de produccion de las instalaciones por 56276.505

toneladas (ya que el costo se calcula multiplicando el exceso de demanda por 1000).

Por lo tanto, aunque el algoritmo genético esta tratando de minimizar tanto la distancia
total como el costo total, en este caso particular, ha encontrado una solucion que minimiza
la distancia total, pero resulta en un exceso de demanda asignada a las instalaciones. Este
es un resultado comun en los problemas de optimizacion multiobjetivo: a menudo hay un

compromiso entre los diferentes objetivos que se estan tratando de minimizar o maximizar.
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Figura 14
Mapa de resultados del algoritmo genético para determinar los centros
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Nota: Los puntos verdes hacen mencion a los posibles centros, mientras que los azules a

los posibles clientes y las lineas azules sus posibles trayectos.

En el mapa se llega a ver l6gicamente cdmo todo lo que se esta diciendo cae en que las
instalaciones con menor cercania son mejores para proveer dicha demanda, aunque hay
que tomar en cuenta gque en este problema no se toman en cuenta clientes reales sino
posibles clientes que probablemente comprarian dicha carne con base en el IDH, y esto
puede no ser una medida que realmente sea verdad en la vida real, sin embargo nos da un
gran aproximado, ya que sabemos que dichos clientes tienen que importar esas cantidades
de carne, ya sean de un rastro TIF o no. Ademas, se tiene que tomar en cuenta qué lo

s clientes asignado solamente son del Estado de Hidalgo, y pueda que esto no sea cierto en
la vida real, ya que un rastro TIF también considera exportar la carne a otros paises.
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4.30 Problema TSP de ida y regreso por un municipio para determinar la
localizacion de los centros

Ahora se procede a resolver un problema de optimizacion de logistica comunmente
enfrentado por empresas de distribucion y transporte. Se busca determinar cual de varias
instalaciones es la mas adecuada para atender a un conjunto de clientes, minimizando la
distancia total de viaje, simulando como si un transporte hiciera un viaje de ida a un
municipio, regresara al centro y pasara al siguiente municipio. Esta simulacion es

especialmente Util debido a la cantidad de reses que pueda llevar un camion.

Para resolver este problema, se aplica el algoritmo de optimizacién de rutas del VVehiculo
de Viaje (Vehicle Routing Problem, VRP) utilizando la biblioteca OR-Tools de Google.
Especificamente, se utiliza la estrategia PATH_CHEAPEST_ARC, que selecciona la arista
mas barata para expandir la solucion en cada iteracion. («Problema con el vendedor en

viajes», s. f.). («Opciones de enrutamiento», s. f.).

Funcionamiento del Cddigo

1. Datos de Entrada: Se definen las coordenadas geograficas de las instalaciones y
clientes en las listas instalaciones y clientes.

2. Calculo de Distancias: Se utiliza la férmula de haversine para calcular la distancia
entre dos puntos en la superficie terrestre.

3. Creacion del Modelo de Datos: Se genera una matriz de distancias que representa
las distancias entre las instalaciones y los clientes.

4. Resolucion del Problema de Enrutamiento: Para cada instalacion, se resuelve un
problema de enrutamiento que calcula la distancia total de viaje para atender a
todos los clientes desde esa instalacion. Se utiliza el algoritmo VRP de OR-Tools
con la estrategia PATH_CHEAPEST_ARC. . («Problema con el vendedor en
viajes», s. f.). («Opciones de enrutamiento», s. f.).

5. Seleccion de la Mejor Instalacion: Se selecciona la instalacion que resulta en la

menor distancia total de viaje.
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6. Visualizacion en Mapa: Se crea un mapa interactivo que muestra las instalaciones,

los clientes y las rutas seleccionadas utilizando la biblioteca folium.

O visto de otra manera:

1.

Importaciones y datos de entrada:

e Se importan las bibliotecas y médulos necesarios.
e Se definen las listas instalaciones y clientes que contienen la informacion de las

instalaciones y los clientes respectivamente.

Funcién haversine:

. Esta funcidn calcula la distancia entre dos puntos geograficos (dadas sus
latitudes y longitudes) usando la formula de haversine. La distancia se devuelve en
kilometros. Funcion create_data_model: Esta funcion crea un modelo de datos a
partir de una lista de ubicaciones. Especificamente, genera una matriz de distancias
que indica la distancia entre cada par de ubicaciones en la lista. Se utiliza la funcion

haversine para calcular las distancias entre ubicaciones.

Funcién main:

. La funcion principal (main) itera sobre cada instalacion y calcula la
distancia total entre dicha instalacion y todos los clientes.
. Para cada instalacion, se crea un modelo de enrutamiento usando ortools y

se resuelve para encontrar la distancia mas corta entre la instalacion y cada cliente.

. Luego, suma las distancias para obtener la distancia total de la ruta para esa
instalacion.
. Si la distancia total para una instalacion es menor que la distancia minima

encontrada hasta ahora, se actualiza la distancia minima y se establece esa

instalacion como la mejor instalacion.
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o Al final del bucle, se imprime la mejor instalacion y su distancia total.

Visualizacion en el mapa:

. Se crea un mapa centrado en la mejor instalacion usando folium.
. Se agregan marcadores para cada instalacion y cliente en el mapa.
. Se conectan la mejor instalacion y cada cliente con lineas en el mapa para

mostrar las rutas.

o Finalmente, se muestra el mapa.

Ejecucion del cédigo:

. Se Ilama a la funcion main para ejecutar el codigo.

El cddigo se basa en una variante del Problema del Viajante de Comercio (TSP). EI TSP
cléasico busca encontrar la ruta mas corta que visita un conjunto de ciudades y regresa al
punto de partida. La variante en cuestion busca encontrar, para cada instalacion, la suma
total de las distancias para visitar a todos los clientes y regresar a la instalacion. La
férmula para calcular la distancia total para una instalacion especifica seria:

DistanciaTotal; =

n
Distancia;;

j=1

Donde:
- (i) esuna instalacion especifica.

- (j) es un cliente especifico.

- (n) es el numero total de clientes.

- (Distancia;;) es la distancia de la instalacion (i) al cliente (j) y de regreso a la
instalacion (i).
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Ademas, para identificar cual de las instalaciones tiene la menor distancia total, se utiliza
la siguiente logica:

MejorInstalacion = mjn DistanciaTotal;
l

Donde:
- (MejorInstalacion) es la instalacion con la menor distancia total.
- (i) recorre todas las instalaciones.

Laestrategia"PATH_CHEAPEST ARC" es una heuristica para resolver el TSP. La idea
es simple: en cada paso, selecciona el arco (o ruta) mas barato disponible y lo agrega a
la solucidn, repitiendo este proceso hasta que todas las ciudades (o puntos) estén en la
ruta.

Matematicamente, la estrategia se puede describir de la siguiente manera:

1. Comenzando desde un nodo inicial (i), busca el nodo () tal que la distancia
(d(i,j)) seaminimay (j ) aun no esté en la ruta.

2. Haz (j) el nuevo nodo actual y repite el paso 1 hasta que todos los nodos estén en la
ruta.

La férmula para encontrar el nodo (j ) en cada paso seria:

j*=arg jggggad @7

Donde:

- () es el nodo seleccionado.

- (i) esel nodo actual.

- (d(i, j)) es ladistancia entre el nodo (i) y el nodo ().

Es importante sefialar que, aunque "PATH_CHEAPEST_ARC" es eficiente y a menudo
produce soluciones de buena calidad, no garantiza la solucion 6ptima. Es una heuristica,
lo que significa que es una aproximacion rapida para encontrar una solucion aceptable,
pero no necesariamente la mejor.
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Cadigo: Ver ANEXO C: CODIGO 3.

Resultado:

Instalacion Distancia total de la ruta (km)
Chapantongo 3898
Chapulhuacén 7296
San Bartolo Tutotepec 5200
Jacala de Ledezma 6644
Huejutla de Reyes 7674
Molango de Escamilla 5154
Alfajayucan 3980
Huichapan 5380
Villa de Tezontepec 2702
Francisco I. Madero 2618
Acatlan 3544
Nicolés Flores 5172
San Felipe Orizatlan 7544
Tecozautla 5754
Metztitlan 4094

Mejor instalacién
Francisco |. Madero 2618
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Figura 15
Mapa de resultados del algoritmo TSP uno a uno para determinar los centros
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Nota: Los resultados se muestran en lineas azules que muestra la ruta a tomar, mientras

que los puntos azules los clientes y la parte en que menciona el nombre es el centro.

Interpretacion de los Resultados

Los resultados muestran la distancia total de la ruta para cada instalacion y la mejor
instalacion encontrada. En este caso especifico, la mejor instalacion es "Francisco I.
Madero", con una distancia total de la ruta de 2618 km.

Este resultado significa que, de todas las instalaciones disponibles, "Francisco I. Madero"

es la mas eficiente en términos de distancia total para atender a los clientes. La seleccién
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de esta instalacion podria llevar a una reduccién significativa en los costos de transporte y

tiempo de entrega.

El codigo es una poderosa herramienta para la planificacion de rutas y la toma de
decisiones en logistica. Utilizando el algoritmo VRP y la estrategia especifica de
PATH_CHEAPEST_ARC, permite a las empresas identificar la mejor ubicacion para la
distribucién, optimizando asi los recursos y mejorando la eficiencia operativa. («Problema

con el enrutamiento del vehiculo», s. f.). («Opciones de enrutamiento», s. f.-b).

4.31 Problema TSP tradicional para la localizacion de los centros

Viéndolo desde este punto con esa variacion, ahora se resolvera viendo el problema de la
manera clasica donde se aborda el problema TSP, o sea que el transporte pasara por todos
los municipios para poder llegar de nuevo al centro, donde lo Unico que se cambia es esa

parte.

Para lo que se obtiene el siguiente resultado:

Instalacion Distancia total de la ruta (km)
Chapantongo 611
Chapulhuacén 590
San Bartolo Tutotepec 649
Jacala de Ledezma 598
Huejutla de Reyes 568
Molango de Escamilla 581
Alfajayucan 580
Huichapan 651
Villa de Tezontepec 608
Francisco |. Madero 580
Acatlan 618
Nicolas Flores 576
San Felipe Orizatlan 576
Tecozautla 645
Metztitlan 581

Mejor instalacion
Huejutla de Reyes 568
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Figura 16
Mapa de resultados del algoritmo TSP normal para determinar los centros
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Nota: Los resultados se muestran en lineas azules que muestra la ruta a tomar.

Donde ahora cdmo podemos ver la mejor instalacion es Huejutla de Reyes con una
distancia total de 568 Km.
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4.32 Problema VRP para la localizacion de los centros

Ahora para checar un problema comdn en las empresas y en este caso para los centros,
seria la de un problema VRP donde en un contexto de logistica y distribucion, las empresas
a menudo enfrentan el desafio de determinar la mejor manera de asignar vehiculos a rutas
y clientes para minimizar la distancia total recorrida. EI c6digo proporcionado aborda este
problema utilizando un enfoque de agrupamiento junto con el problema de enrutamiento
de vehiculos (VRP). La idea es agrupar clientes y asignarlos a instalaciones, y luego
resolver el VRP para cada grupo, teniendo en cuenta una simulacion en donde se tienen
diferentes vehiculos, estos seleccionados por un algoritmo de clustering que tienen la tarea
de tener los mejores municipios con relacion al punto de inicio para despuées pasara por
cada uno de ellos y regresar al punto de origen, esto teniendo en cuenta la ruta optima del
problema TSP. («Problema con el enrutamiento del vehiculo», s.f.). («Opciones de

enrutamiento», s. f.-b).

Funcionamiento del Cddigo

Datos de Entrada: Se definen las coordenadas geogréficas de las instalaciones y clientes.
Célculo de Distancias: Se utiliza la férmula de haversine para calcular la distancia entre
dos puntos en la superficie terrestre.

Agrupamiento de Clientes: Se aplica el algoritmo K-Medoids para agrupar los clientes en
tres grupos. K-Medoids es un método de agrupamiento que selecciona puntos reales del
conjunto de datos como centros.

Resolucion del VRP para Cada Grupo: Para cada instalacion, se resuelve un VRP para cada
grupo de clientes utilizando la estrategia PATH_CHEAPEST_ARC. («Opciones de
enrutamiento», s. f.-b) (Maranzana F. E., 1963). (Park H. S. & Jun C. H., 2009).

Visualizacion en Mapa: Se crea un mapa interactivo utilizando folium para visualizar las

instalaciones, los clientes, y las rutas seleccionadas.
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Dando estos resultados:

Grupo 1 Grupo 2 Grupo 3 Distancia Total

Instalacion (km) (km) (km) (km)
Chapantongo 289.002 336.606 627.173 1252.781
Chapulhuacan 172.921 450.283 733.65 1356.854
San Bartolo
Tutotepec 199.863 468.948 500.955 1169.766
Jacala de Ledezma 209.77 414.207 717.649 1341.626
Huejutla de Reyes 120.089 491.074 656.347 1267.51
Molango de
Escamilla 128.437 392.207 663.398 1184.042
Alfajayucan 263.215 331.671 630.162 1225.048
Huichapan 321.764 388.759 680.27 1390.792
Villa de Tezontepec 292.992 359.698 477.761 1130.451
Francisco |. Madero 244.894 309.621 564.826 1119.342
Acatlan 230.439 414.23 438.3 1082.968
Nicolés Flores 199.848 361.581 665.953 1227.382
San Felipe Orizatlan 138.403 475.148 746.165 1359.716
Tecozautla 305.99 391.98 694.614 1392.584
Metztitlan 143.178 394.51 623.192 1160.879
Acatlan 230.439 414.23 438.3 1082.968

Mejor instalacién
Acatlan 230.439 414.23 438.3 1082.968

Interpretacion de los Resultados

Este estudio presenta una solucion al problema de Ruteo de Vehiculos (VRP) enfocada en
optimizar los costos de transporte, entendiendo que minimizar la distancia total recorrida
es clave para reducir estos costos. En lugar de enfocarnos en minimizar la demanda de los
clientes, el objetivo principal es modelar eficientemente los gastos de transporte. Para
lograr esto, se ha implementado una variante del VRP que incluye una fase de agrupacion

de clientes utilizando el algoritmo K-Medoids.
Se ha dividido los clientes en tres grupos distintos basados en el resultado 6ptimo obtenido

de K-Medoids. La calidad y eficacia de estos grupos se evaluaron utilizando el método de

Silhouette y la visualizacion a través de un Dendrograma.
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Estas herramientas nos permitieron determinar la cohesion interna de los clusteres y
visualizar la estructura jerarquica del agrupamiento. A continuacion, cada grupo de clientes
se asignd a una instalacion especifica, y se optimizaron las rutas de entrega para cada grupo

utilizando el algoritmo VRP de OR-Tools.

Es importante destacar que en un VRP tradicional, es crucial tener informacion detallada
sobre las limitaciones de nimero de vehiculos y su capacidad maxima. Sin embargo, en
nuestro enfoque, hemos priorizado la eficiencia en las rutas de transporte sobre estas
restricciones. Con estos métodos, hemos podido determinar rutas éptimas para cada grupo
de clientes, resultando en una solucion eficiente para el VRP en nuestro caso de estudio.
Las graficas resultantes de los métodos de Silhouette y el Dendrograma, asi como las rutas

optimizadas, proporcionan una vision clara de la efectividad de nuestro enfoque:

Grafica 52

Método de Silhouette para 6ptimo de k para el algoritmo Kmedoids del VRP

Silhouette Method For Optimal k
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Nota: k se refiere a la cantidad de los clusteres y el optimo se define en el punto mas alto

del Silhouette score, que para este caso son 3 clusteres.
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Figura 17

Dendrograma de los clusteres del algortimo Kmdoids del VRP
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estos para visualizar a los datos, este puede ser modificado segun sea necesario.

Tabla 9

Tabla de ejemplificacion de los vehiculos ocupados para cada ruta del VRP

Vehiculos Diarios

Claster Municipios Demanda con capacidad de
Total
48 cabezas
Claster - . <
1 Huejutla de Reyes, Zacualtipan de Angeles 7044.083403 1
Actopan, Atitalaquia, Atotonilco de Tula, Francisco I. Madero,
Claster Ixmiquilpan, Mixquiahuala de Juérez, Progreso de Obregon, San 23038.47899 2
2 Salvador, Tepeji del Rio de Ocampo, Tezontepec de Aldama, '
Tlahuelilpan, Tlaxcoapan, Tula de Allende
Apan, Emiliano Zapata, Epazoyucan, Mineral de La Reforma,
Cluster  Mineral del Monte, Pachuca de Soto, San Agustin Tlaxiaca, Santiago 68951 18439 4

3 Tulantepec de Lugo Guerrero, Tepeapulco, Tizayuca, Tlanalapa,
Tolcayuca, Tulancingo de Bravo, Zapotlan de Juarez, Zempoala

Nota: Esta tabla muestra la demanda total y el numero estimado de vehiculos diarios
necesarios para cada cluster, basandose en una capacidad de vehiculo simulada de 48
cabezas de ganado bovino. Los cdlculos se han realizado sumando las demandas diarias
de cada municipio por cluster, las cuales se obtuvieron dividiendo la demanda anual entre
365 dias. Posteriormente, esta suma se dividio por la capacidad maxima del vehiculo (48
cabezas) y se redondeo al entero superior mas cercano para estimar el numero de
vehiculos necesarios. Es importante destacar que esta simulacion no refleja

necesariamente las capacidades reales de los vehiculos en un contexto practico, ya que en
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la realidad, las capacidades de transporte pueden variar significativamente. Ademas, el
modelo asume una distribucion uniforme de la demanda a lo largo del ario, lo cual podria
no ser el caso en situaciones reales. Por lo tanto, los resultados presentados aqui deben
considerarse como una aproximacion teorica basada en suposiciones simplificadas, utiles
para la comprension y andlisis del problema de Ruteo de Vehiculos en un contexto
académico o de simulacion.
La mejor instalacion encontrada fue "Acatlan", con una distancia total de la ruta de 1082.97
kilometros. Esto significa que, de todas las instalaciones disponibles, Acatlan ofrece la
menor distancia total para atender a todos los grupos de clientes.
Las siguientes son algunas de las distancias para las diferentes instalaciones:

e Chapantongo: 1252.78 kilometros

e Chapulhuacan: 1356.85 kilometros

e Acatlan: 1082.97 kilémetros (mejor instalacion)

o Metztitlan: 1160.88 kilometros
El codigo combina el algoritmo K-Medoids para agrupar a los clientes y el VRP para
determinar la mejor manera de atenderlos desde diferentes instalaciones. La solucion
optimizada puede ayudar a las empresas a reducir significativamente los costos de
transporte y mejorar la eficiencia operativa, en este caso se pretende disminuir el costo para
el rastro TIF pero se menciona el poder de la herramienta. («Problema con el enrutamiento
del vehiculoy, s. f.) («Opciones de enrutamiento», s. f.-b) (Maranzana F. E., 1963). (Park
H. S. & Jun C.H., 2009).
La visualizacion en el mapa proporciona una comprension clara de como se asignan las
rutas y como los clientes se dividen en diferentes grupos, lo cual es valioso para los
planificadores y tomadores de decisiones en la industria de la logistica.
La seleccion de la instalacion "Acatlan" como la mas eficiente en términos de distancia
total puede guiar las decisiones estratégicas en términos de donde enfocar los recursos de
distribucion y como planificar las operaciones de entrega.
Este enfoque combina técnicas de agrupamiento y optimizacion de rutas para proporcionar
una solucion integral a un problema comun en la logistica de distribucion, demostrando el
poder de los métodos de aprendizaje automatico y optimizacion en la toma de decisiones

empresariales.
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Figura 18

Mapa de resultados del algoritmo VRP para determinar los centros 1
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Nota: EI mapa muestra las tres rutas de los posibles 3 grupos de municipios en una linea

rojas, azul y verde desde el punto de partida que es Acatlan que se muestra con un punto

azul y los puntos verdes los posibles clientes, asi como en la parte superior derecha

muestra la seleccion de las rutas de cada grupo.
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Figura 19
Mapa de resultados del algoritmo VRP para determinar los centros 2
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Nota: El mapa muestra una ruta de uno de los tres grupos de municipios.
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Ahora ya se tienen los mejores municipios con relacion a sus costos, esto es especialmente
importante, debido a que estos se compararan con los posibles lugares de localizacion del

rastro, que tendra una agrupacion diferente debido a varias consideraciones.

Para empezar se ilustran los resultados de los mejores centros, estos sacados de los métodos

ya antes mencionados, los cuales son:

Tabla 10

Tabla de los posibles centros basados en los métodos utilizados
Municipio Latitud Longitud
Chapantongo 20.28559483 -99.4131928
Chapulhuacén 21.15787458 -98.9043581
San Bartolo Tutotepec 20.3991586 -98.2020594
Jacala de Ledezma 21.00849043 -99.1885371
Huejutla de Reyes 21.13959058 -98.4204449
Molango de Escamilla 20.78658031 -98.7306035
Alfajayucan 20.41015828 -99.3494646
Huichapan 20.37553905 -99.6510293
Villa de Tezontepec 19.879986 -98.8193074
Francisco I. Madero  20.24540323 -99.0888141
Acatlan 20.14599753 -98.4383528
Nicolas Flores 20.76804674 -99.1505642
San Felipe Orizatlan  21.17106016 -98.6075891
Tecozautla 20.53415978 -99.6349425
Metztitlan 20.5948676 -98.7642084

Ahora bien para poder analizar estos centros en comparacién de las diferentes
localizaciones del rastro tenemos que elegir cuales serian los municipios a considerar, para
ello primero, se veran cuales son los municipios que posiblemente exportan como
anteriormente lo hicimos, pero con un pequefio filtro, con base en el costo de puesta en
marcha de un programa destinado a la identificacion de ganado para rastro TIF; por
ejemplo, que este no contenga algunas enfermedades. Para ello es imprescindible contar
con informacién precisa, dado que esta informacion solamente estd medio puesta a
disposicion y eso por una nota de gobierno federal que se llama: “LA SIERRA Y LA
HUASTECA HIDALGUENSE PODRAN OBTENER RECONOCIMIENTO
INTERNACIONAL PARA EXPORTAR GANADO BOVINO A ESTADOS UNIDOS”,
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donde menciona que el gobierno federal ya invirtié una cantidad de 23 millones de pesos
para la erradicacion de la tuberculosis bovina, lo colocaremos con el planteamiento de que
este gasto no se vaya a hacer por falta de presupuesto en algunos otros municipios y por lo
tanto aumenta considerablemente la posibilidad de éxito para su construccion, por lo que
estos serian los municipios en proceso de reconocimiento para exportar este tipo de
producto: Atlapexco, Huautla, Huazalingo, Huejutla, Jaltocan, San Felipe Orizatlan,
Xochiatipan, Yahualica, Tianguistengo, Lolotla, Calnali, Tlanchinol, Tepehuacan de
Guerrero, Molango de Escamilla, Xochicoatlan, Huehuetla, San Bartolo Tutotepec,
Tenango de Doria, Zacualtipan, San Agustin Metzquititlan, Meztitlan, Eloxochitlan, Juarez
Hidalgo, Tlahuiltepa, y Chapulhuacan. De los cuales esta tabla indica los municipios que
ya probablemente exportan ganado, con sus respectivos pesos, que para este caso serian

las posibles exportaciones:

Tabla 11

Tabla de las posibles ubicaciones de los rastros a evaluar
Municipio Latitud Longitud  Produccion
Atlapexco 21.01745106 -98.3482964 70.18432667
Chapulhuacan 21.15787458 -98.9043581 2076.831214
Eloxochitlan 20.74687461 -98.8093052 535.8706135
Huautla 21.03188243 -98.2866852 1531.505859
Huazalingo 20.98056421 -98.5077423 45.81143524
Huehuetla 20.46035677 -98.0785954 1136.262735
Juérez Hidalgo 20.78338131 -98.8291823 317.6627911
Lolotla 20.84163503 -98.7171142 593.5610713
Molango de Escamilla 20.78658031 -98.7306035 769.5643214
San Agustin Metzquititlan 20.53306527 -98.6388013 25.68872557
San Bartolo Tutotepec 20.3991586 -98.2020594 1635.505363
San Felipe Orizatlan 21.17106016 -98.6075891 3193.503324
Tenango de Doria 20.33845235 -98.2267008 393.5998613
Tlahuiltepa 20.92389198 -98.9501706 236.2399636
Xochicoatlan 20.77704277 -98.6796684 164.6085326

Nota: La produccion esta dada en cabezas de ganado bovino.
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Gréfica 53
Comparacion de la media de la tendencia HP para "Cabezas de ganado bovino™"
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El gréfico ilustra las tendencias en la cantidad de cabezas de ganado bovino en el estado
de Hidalgo. Mientras que la tendencia general para todos los municipios apunta hacia una
disminucion, un grupo seleccionado de municipios muestra un incremento evidente en esta
variable objetivo. Estos municipios, que cuentan con una reserva de agua superior al
promedio y han recibido inversion para fortalecer su area productiva, presentan una
tendencia positiva respaldada por el filtro Hodrick-Prescott. Por lo tanto, resultan ser las

ubicaciones méas adecuadas para el establecimiento de un nuevo rastro.
Teniendo esto en cuenta se procede a generar el mismo proceso que con la eleccién de los

mejores municipios para la ubicacion de los centros. Para lo cual se seguira con la misma

estrategia que la eleccion de los centros, primero empezando por la clusterizacion.
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4.33 Analisis de agrupamiento para identificar ubicaciones para el rastro

Primero cdmo se habia hecho antes, se seleccionan la cantidad de clUsteres y ya que no se
necesita una visualizacion profunda se le hara caso a lo establecido en dendrograma y en
las gréficas de los métodos de Elbow y Silhouette, que para este caso un ideal serian 4,

cémo lo imprime el mapa.

Grafica 54
Graficas del método de Elbow y del método de Silhouette para ubicacion del rastro
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Figura 21

Dendrograma de clustering jerarquico para la ubicacion del rastro
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Figura 22
Mapa en 3d para los resultados del algoritmo de clustering para la ubicacion del rastro

Figura 23
Mapa de resultados del algoritmo de clustering para el rastro
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Ahora bien teniendo estos resultados se procedera cémo lo hicimos anteriormente a sacar

el centro de gravedad que para este caso nos es importante por lo ya antes mencionado.

4.34 Centro de gravedad para identificar ubicaciones para rastros

Figura 24
Mapa de calor de los resultados de la técnica de centro de gravedad para el rastro

Reserva - ¢
de la Biosfera:
Sierra Gorda

Jalpan de

Serra . Landade
Pinal de Amoles

Ya obtenido el centro de gravedad y las posibles localizaciones para el rastro, se obtienen
los siguientes datos:
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Tabla 12
Tabla de las posibles ubicaciones de los rastros a evaluar a partir de los métodos

Municipio Latitud Longitud
San Bartolo Tutotepec 20.3991586 -98.2020594
Huejutla de Reyes 21.13959058 -98.4204449
Molango de Escamilla 20.78658031 -98.7306035
Calnali 20.89743021 -98.5835982
Tlanchinol 20.98951512 -98.6602832

Ahora para proseguir es importante tener estos datos junto con los datos anteriormente
proporcionados de los centros, que ahora para este caso se convertiran en los clientes, para

proceder como anteriormente se propuso con el algoritmo evolutivo.

4.35 Algoritmo Evolutivo NSGA 2 para localizar rastro.

Como se hizo anteriormente para los centros, se eligieron la misma cantidad de produccion
solo que ahora como demanda para el rastro y para equilibrar dicha demanda se puso en
prediccion la cantidad total de la demanda de los clientes divida entre los 5 municipios

dando una produccion de 19,806.74937 por rastro.

Déandonos un resultado de:

Mejor Individuo (Asignaciones de Clientes a Instalaciones)
[2,4,0,4,1,2,2,2,0,2,0,2,1,2,2]

Distancia Total Costo Total
737.6052504804638 km 33011248.95
Mejor Solucién (Asignaciones)

Cliente Instalacién Atendido por
Chapantongo 2 Molango de Escamilla
Chapulhuacén Tlanchinol
San Bartolo Tutotepec San Bartolo Tutotepec
Jacala de Ledezma Tlanchinol

Huejutla de Reyes
Molango de Escamilla
Alfajayucan
Huichapan

Villa de Tezontepec
Francisco |. Madero
10 Acatlan

11 Nicolés Flores

12 San Felipe Orizatlan
13 Tecozautla

14 Metztitlan

Huejutla de Reyes
Molango de Escamilla
Molango de Escamilla
Molango de Escamilla
San Bartolo Tutotepec
Molango de Escamilla
San Bartolo Tutotepec
Molango de Escamilla

Huejutla de Reyes
Molango de Escamilla
Molango de Escamilla
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Grafica b5
Grafica de resultados del algoritmo genético para determinar los centros
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Para lo que se observa que se tiene una distancia total de 737.6052504804638 km para
todos los municipios y que como lo muestra el mapa y los resultados el municipio que en
esta caso no se ocupa seria el del centro de gravedad y que el que tiende a distribuir mejor
los productos es el municipio o en este caso el rastro de Molango de Escamilla incluso
teniendo una mucha mayor distribucion que los rastros de los otros municipios, teniendo
en cuenta que todos los centros tienen la misma cantidad de produccion, con un costo total
para todos de 33011248.950000007 cabezas de ganado por lo cual el rastro elegido por

el algoritmo seria Molango de Escamilla.
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Figura 25
Mapa de resultados del algoritmo genético para determinar el rastro
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4.36 Problema TSP de ida y regreso por un municipio para determinar la
localizacion del rastro.

Ahora se repite el proceso para determinar la localizacion de los centros, se calcula la
distancia total simulando que un transporte fuera de un municipio al rastro y despues fuera
otro, asi sucesivamente hasta terminar con todos los municipios dando como resultado las
distancias totales de estos municipios::

Instalacion Distancia total de la ruta (km)
San Bartolo Tutotepec 2826
Huejutla de Reyes 2760
Calnali 2176
Tlanchinol 2188
Molango de Escamilla 1886
Mejor instalacién
Molango de Escamilla 1886

Resultado que concuerda con el del algoritmo evolutivo, dando como resultado este mapa:
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Figura 26
Mapa de resultados del algoritmo TSP uno a uno para determinar el rastro
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4.37 Problema TSP tradicional para la localizacion del rastro

Ahora como se prosiguio en el problema anterior se da la variacion original del TSP para
la localizacion, donde se obtiene que muchos municipios tienen la misma distancia como
se puede mostrar:

Instalacion Distancia total de la ruta (km)
San Bartolo Tutotepec 523
Huejutla de Reyes 523
Molango de Escamilla 523
Calnali 523
Tlanchinol 525

Donde las mejores ubicaciones serian:
Mejor instalacion: San Bartolo Tutotepec, Huejutla de Reyes, Molango de Escamilla,

Calnali Distancia total de la ruta: 523 km
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Esto debido a que al tomar en cuenta la distancia minima tomando ciertos municipios que
se comparten uno al otro, generarian tal resultado, por ello es importante abordar el
problema de varios lados, ya que la distancia dptima para varios de esos municipios

quedaria de la siguiente manera:

Figura 27
Mapa de resultados del algoritmo TSP normal para determinar el rastro
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4.38 Problema VRP para la localizacion del rastro

Coémo ultima instancia se determinard la ubicacion optima del rastro ocupando un
problema VRP modificado a clustering, donde en este caso se tomara 4 clisteres, esto
debido a las distancias de los centros, de tal modo que se simulara estas 4 rutas 6ptimas
para pasar por los centros seleccionados por el algoritmo, donde se observan estos
resultados:
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Instalacion

San Bartolo
Tutotepec
Huejutla de Reyes
Molango de
Escamilla

Calnali
Tlanchinol
Molango de
Escamilla

Molango de
Escamilla

Grafica 56

Grupo 1
(km)

74.831
233.319
184.754

190.489
215.138

184.754

184.754

Grupo 2
(km)

247.506
100.754
159.62

144.599
122.353

159.62

Mejor instalacion

159.62

Grupo 3
(km)

327.288
224.987
146.784

176.845
171.792

146.784

146.784

Distancia Total

(km)
451.621
524.407
423.909

462.305
467.544

423.909

423.909

Método de Elbow para determinar el ptimo de clisteres del VRP para rastro

Elbow Method For Optimal k

2400 +

2200

2000 +

1800 +

1600

1400

Sum of squared distances

1200

1000 +

800 +

Nota: La k representa el nimero de clusteres y la parte dénde se logra visualizar la caida

mas pronunciada, formando el codo dictamina el nimero 6ptimo de cllsteres.
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Figura 28

Dendrograma para 6ptimo de clusteres del método VRP para el rastro
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Nota: Aqui se logra ver la cantidad de visualizacion que se tiene de acuerdo a los

municipios.
Tabla 13
Tabla de ejemplificacion de los vehiculos ocupados para cada ruta del VRP para el
rastro
Clister Municioios Demanda Vehiculos Diarios con
P Total capacidad de 48 cabezas
Claster Chapantongo, Alfajayucan, Huichapan, Villa de
1 Tezontepec, Francisco |. Madero, Tecozautla 39613.49874 3
Cluster Chapulhuacan, Huejutla de Reyes, San Felipe 19806.74937 2
2 Orizatlén '
Claster  San Bartolo Tutotepec, Jacala de Ledezma, Molango
3 de Escamilla, Acatlan, Nicolas Flores, Metztitlan 3961349874 3

Nota: esto es simplemente una ejemplificacion del posible nimero de vehiculos ocupados.
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Figura 29
Mapa de resultados del algoritmo VRP para determinar el rastro 1
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Nota: EIl mapa muestra una ruta de un grupo.
Figura 30
Mapa de resultados del algoritmo VRP para determinar el rastro 2
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Nota: El mapa muestra dos rutas de 2 de los grupos.
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Figura 31
Mapa de resultados del algoritmo VRP para determinar el rastro 3
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Figura 32
Mapa de resultados del algoritmo VRP para determinar el rastro 4
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Donde se observa de igual manera que la mejor ubicacion seria Molango de Escamilla.

Lugar optimo para la localizacion del rastro.

Teniendo en cuenta que la proyeccion realizada dado el prondstico de las series de tiempo
considerando el promedio de la produccion de cabezas de ganado bovino de 2023 a 2030,
y dado el analisis de las posibles exportaciones, importaciones y produccion entendemos
que la Estimacion de la Demanda Basada en Produccion Proyectada es de:

e Produccion total para todos los municipios: 145634.39 cabezas de ganado.
e Produccion para municipios exportadores: 35367.33 cabezas de ganado.
e Porcentaje estimado destinado a exportacion: aproximadamente 24.29%.

Gréfica 57
Comparacion de Produccién Total vs Produccidn para Exportacion en Hidalgo

Comparacion de Produccion Total vs Producciéon para Exportacién en Hidalgo
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Con estas cifras, la evaluacion de la vialidad de un rastro de tipo inspeccion federal TIF en
Hidalgo es bastante buena, comparandola por ejemplo a una operacion que comprende el
funcionamiento de un rastro de tipo inspeccion federal en el municipio TEJUPILCO,
ESTADO DE MEXICO, que esta considerado en el estudio mostrado por Daniel Jaramillo,
Samuel Rebollar y Jesus Gonzalez, en el analisis de “Modelo base para la estimacion de
ingresos costos e indicadores de rentabilidad del rastro privado Lodo Prieto Tejupilco
Estado de México octubre de 20197 del articulo “ANALISIS POST INVERSION DE UN
RASTRO PRIVADO DE BOVINOS Y PORCINOS EN TEJUPILCO, ESTADO DE
MEXICO”.
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Grafica 58

Comparacion de Produccion para Exportacion: Hidalgo vs Tejupilco

Comparacion de Produccion para Exportacion: Hidalgo vs Tejupilco
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La grafica compara la produccién de Hidalgo destinada a exportacion con el volumen de
sacrificio en Tejupilco. Muestra que la produccion de Hidalgo para exportacion (35,367
cabezas de ganado) es sustancialmente mayor que el volumen de sacrificio anual en
Tejupilco (3,957 cabezas de ganado) (Jaramillo et al., 2020). Este contraste refuerza la idea
de que un rastro TIF en Hidalgo, enfocado en la exportacion, podria tener una operacion
mucho mas grande y potencialmente méas rentable que el caso de Tejupilco, dada la alta
proporcion de produccion destinada a mercados internacionales. Por lo tanto la creacion

de un rastro TIF en Hidalgo es bastante viable.
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CAPITULO 5 CONCLUSIONES

5.1 Conclusiones relativas a objetivos

« Existe evidencia suficiente para afirmar que el andlisis de la produccidn histérica
de ganado bovino en Hidalgo de 2006 a 2021 permite identificar tendencias y
patrones de comportamiento (Objetivo 1).

o Las técnicas de series de tiempo aplicadas generan proyecciones confiables de la
produccion de ganado en la regién hasta 2030, constituyendo una base para estimar
capacidades futuras (Objetivo 2).

o La estimacion de capacidad exportadora actual y futura en cada municipio, con
base en los datos de produccion, es una métrica adecuada para determinar el
potencial productivo (Objetivo 3).

o EIl modelado estadistico demuestra correlaciones significativas entre variables
como produccion, precio promedio y poblacién (Objetivo 4).

o Los algoritmos de optimizacion logran minimizar efectivamente los costos totales
de transporte y distribucion, cumpliendo con las restricciones planteadas (Objetivo
6).

o El analisis comparativo de escenarios permite identificar como ubicacion optima
para el rastro TIF el municipio de Molango de Escamilla, maximizando las
ganancias netas por exportacion (Objetivo 7).

o Se proponen localizaciones estratégicas para centros de acopio en diferentes
municipios, con base en la demanda asignada en el modelo (Objetivo 8).

o La ubicacidon del rastro TIF en Molango de Escamilla resulta la mas adecuada
considerando su proximidad a los centros de acopio propuestos (Objetivo 9).

o EIl modelo desarrollado logra determinar la localizacion 6ptima para el rastro TIF
en el municipio de Molango de Escamilla con base a todos los municipios del
estado Hidalgo, maximizando el potencial exportador y minimizando costos de

transporte (Objetivo general).
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5.2 Aportaciones originales

Integracion de técnicas innovadoras como series de tiempo, modelado estadistico
y optimizacion multiobjetivo para resolucion de problemas de ubicacion de
instalaciones en el sector pecuario.

Determinacion informada de localizacion 6ptima considerando capacidades futuras
y restricciones logisticas.

Metodologia reproducible para maximizar beneficios econémicos y productivos en

la region.

5.3 Limites del modelo

Datos historicos limitados y supuestos necesarios en proyecciones futuras.
Costos estimados con distancias euclidianas en lugar de rutas vehiculares.

Escaso conocimiento publico de planes reales de infraestructura pecuaria.

5.4 Recomendaciones para futuros estudios

Incorporar mayor cantidad de datos historicos y utilizar APIs de mapas para rutas
reales.

Considerar factores ambientales, sociales y politicos.

Evaluar opciones de financiamiento y realizar analisis de factibilidad detallado.

Extender el modelo a otras regiones y casos de estudio en el sector agropecuario.
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ANEXO A: CODIGO 1

Cddigo del desarrollo del modelo de la prediccion de las cabezas de ganado bovino
# Carga el archivo .xlsx

df = pd.read_excel('/content/drive/MyDrive/val.xlsx")

# Define los datos a usar
columnas_produccion = ['Variable 1', 'Variable 2', 'Variable 5', 'Variable
6', 'Variable 9 (Objetivo)', 'Variable 10', 'Variable 11']

data = df[columnas_produccion]

columnas_totales = ['Municipio', 'Afo', 'Variable 1', ‘'Variable 2°',
'Variable 5', 'Variable 6', 'Variable 9 (Objetivo)', 'Variable 10',
"Variable 11']

datos = df[columnas_totales]

# Limpia los datos

data = data.replace(’ ', , regex=True)

data = data.replace(',', '.', regex=True)

data

data.astype(float)

# Define la cantidad de municipios de entrenamiento

num_municipios_entrenamiento = 80

# Define municipios aleatorios
municipios_unicos = datos[ 'Municipio’].unique()

np.random.shuffle(municipios_unicos)
# Define los municipios de entrenamiento y prueba
municipios_entrenamiento = municipios_unicos[:num_municipios_entrenamiento]

municipios_prueba = municipios_unicos[num_municipios_entrenamiento:]

train = datos[datos['Municipio’].isin(municipios_entrenamiento) ]



test = datos[datos['Municipio'].isin(municipios_prueba)]

data_train = data.loc[train.index]

data_test = data.loc[test.index]

# Define la clase para la transformacidén Box-Cox
class BoxCoxTransformer(BaseEstimator, TransformerMixin):
def _init (self, features, lmbda=0.15):
self.features = features
self.lmbda = 1lmbda

def fit(self, X, y=None):

return self

def boxcoxlp(self, x, lmbda):
if 1lmbda != @:
return (x + 1)**1mbda - 1
else:

return np.log(x + 1)

def transform(self, X, y=None):
X = X.copy()
for feature in self.features:
X.loc[:, feature] = self.boxcoxlp(X[feature], self.lmbda)

return X

# Procesamiento de la Data

categorical_features = [ 'Municipio']

categorical transformer = OneHotEncoder(handle_unknown='ignore',

sparse_output=False)

polynomial_ transformer = PolynomialFeatures(degree=1)

preprocessor = ColumnTransformer(



transformers=[
('cat', categorical_transformer, categorical_features)],

remainder=StandardScaler())

# Aplica tranformacién Box-Cox
num_features = ['Variable 1', 'Variable 2', 'Variable 5', 'Variable 6',
'Variable 10', 'Variable 11']

boxcox_transformer = BoxCoxTransformer(features=num_features)

# Selecciona las mejoras caracteristicas
k =7

feature_selector = SelectKBest(f_regression, k=k)

# Inicia el modelo

modell = GradientBoostingRegressor()

model2 = RandomForestRegressor()

model3 = ElasticNet(max_iter=50000, 11 ratio=1)

modeld4 = XGBRegressor()

bagging_model = BaggingRegressor(estimator=DecisionTreeRegressor(),

n_estimators=10)

# Stackea multiples modelos
stacked _models = StackingRegressor(estimators=[('gb', modell), ('rf’',

model2), ('en', model3), ('xgb', model4d), ('bagging', bagging model)])

# Define el pipeline

pipe = Pipeline(steps=[('boxcox_transformer', boxcox_transformer),
('preprocessor', preprocessor),
('polynomial_transformer', polynomial_transformer),
('feature_selector', feature_selector),

('model’, stacked_models)])

# Ajusta los hiperparametros del modelo
parameters = {

'model gb max_ depth': [1, 2, 3, 4],



'model gb min_samples_split': [2, 3, 5, 7, 1@],
'model__rf__n_estimators': [10, 30, 50, 70, 100, 150, 200],
'model rf_ max_features': ['sqgrt', 'log2', None],
'model en_ alpha': np.logspace(-5, 0, num=20),
'model en_ 11 ratio': np.linspace(@, 1, num=20),

'model xgb learning rate': np.logspace(-3, 0, num=10),
'model_xgb_max_depth': [3, 5, 7, 9],

'model xgb n_estimators': [50, 100, 150, 200],

'model xgb min_child _weight': [1, 3, 5],

'model__xgb_ gamma': [0, 0.1, 0.2],
'model__xgb_subsample': [0.5, 0.7, 0.9],

"'model xgb colsample bytree': [0.5, 0.7, 0.9]

group_kfold = GroupKFold(n_splits=10)

# Rendimiento de busqueda bayesiana con cross validation

search = BayesSearchCV(pipe, parameters, n_iter=50,
scoring="neg_mean_absolute_error', cv=group_kfold, n_jobs=-1)
search.fit(train.drop('Variable 9 (Objetivo)', axis=1), train['variable 9
(Objetivo) '], groups=train['Municipio'])

print("Best parameters found: ", search.best params_)

print("Lowest MAE found: ", np.abs(search.best score_ ))

pipe.set params(**search.best _params )
pipe.fit(train.drop('Variable 9 (Objetivo)', axis=1), train['Variable 9
(Objetivo)'])

predictions = pipe.predict(test.drop('Variable 9 (Objetivo)', axis=1))
mae = mean_absolute_error(test['Variable 9 (Objetivo)'], predictions)

print("MAE: ", mae)

# Hacer predicciones para cada municipio



predictions = []
for municipio in municipios_unicos:
municipio data = datos[datos[ 'Municipio'] == municipio]

municipio_data = municipio_data[columnas_totales]

x_test = []
for i in range(7, len(municipio_data)):
x_test.append(municipio_data.iloc[i-7:i, :])

x_test = pd.concat(x_test)

if x_test.shape[0] > @:
predicted values = pipe.predict(x_test.drop('Variable 9
(Objetivo)', axis=1))

for i in range(min(len(predicted_values), 25)):
year = 2006 + i
value = predicted values[i]
predictions.append([municipio, year, value])
else:
print(f"No hay suficientes datos para hacer una prediccién para

{municipio}.")

# Convierte las predicciones en un DataFrame

predictions_df = pd.DataFrame(predictions)

predictions df = pd.DataFrame(predictions, columns=['Municipio', ‘'Afo’,
'Valor'])

predictions_df.to_excel( 'predicciones.xlsx', index=False)



ANEXO B: CODIGO 2

Cddigo de algoritmo evolutivo

from deap import base, creator, tools, algorithms
import random

import numpy as np

from math import radians, sin, cos, sqrt, atan2
import folium

from sklearn.cluster import KMeans

import matplotlib.pyplot as plt

# datos

instalaciones = [

{"Municipio": "Chapantongo", "Latitud": 20.28559483, "Longitud": -
99.41319277, "Produccidén": 6602.24979},

{"Municipio": "Chapulhuacan", "Latitud": 21.15787458, "Longitud": -
98.90435814, "Produccidén": 6602.24979},

{"Municipio": "San Bartolo Tutotepec”, "Latitud":  20.3991586,

"Longitud": -98.20205941, "Produccién": 6602.24979},

{"Municipio": "Jacala de Ledezma", "Latitud": 21.00849043, "Longitud":
-99.18853709, "Produccioén": 6602.24979}%,

{"Municipio": "Huejutla de Reyes", "Latitud": 21.13959058, "Longitud":
-98.42044493, "Produccidn": 6602.24979},

{"Municipio”: "Molango de Escamilla", "Latitud": 20.78658031,
"Longitud": -98.7306035, "Produccidén": 6602.24979}%,

{"Municipio": "Alfajayucan", "Latitud": 20.41015828, "Longitud": -
99.34946458, "Produccidén": 6602.24979},

{"Municipio": "Huichapan", "Latitud": 20.37553905, “Longitud": -
99.6510293, "Produccidén": 6602.24979},

{"Municipio": "Villa de Tezontepec", "Latitud": 19.879986, "Longitud":
-98.81930736, "Produccioén": 6602.24979}%,

{"Municipio”: "Francisco I. Madero", "Latitud": 20.24540323, "Longitud":
-99.08881409, "Produccion": 6602.24979}%,
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{"Municipio": "Acatlan", “Latitud": 20.14599753, "Longitud": -
98.43835281, "Produccidn": 6602.24979},

{"Municipio”: "Nicolas Flores"™, "Latitud": 20.76804674, "Longitud":
99.15056418, "Produccién": 6602.24979},

{"Municipio": "San Felipe Orizatlan", "Latitud": 21.17106016,
"Longitud": -98.60758905, "Produccidn": 6602.24979},

{"Municipio": "Tecozautla", "Latitud": 20.53415978, "Longitud": -
99.6349425, "Produccidén": 6602.24979},

{"Municipio": "Metztitlan", “Latitud": 20.5948676, “Longitud": -
98.7642084, "Produccidén": 6602.24979}

]

clientes = [

{"Municipio”: "Actopan", "Latitud": 20.26918743, "Longitud": -
98.94286206, "Demanda": 1339.69499},

{"Municipio": "Apan", "Latitud": 19.71003178, "Longitud": -98.45236722,
"Demanda": 2471.989578},

{"Municipio": "Atitalaquia", "Latitud": 20.05929791, "Longitud": -
99.22112947, "Demanda": 557.1169201},

{"Municipio™: "Atotonilco de Tula", "Latitud": 20.00039212, "Longitud":
-99.21807773, "Demanda": 2713.440279},

{"Municipio": "Emiliano Zapata", "Latitud": 19.65736929, "Longitud": -
98.54730232, "Demanda": 449.384075},

{"Municipio": "Epazoyucan", ‘"Latitud": 20.01811094, "Longitud": -
98.63604826, "Demanda": 602.1081288}%,

{"Municipio”: "Francisco I. Madero", "Latitud": 20.24540323, "Longitud":
-99.08881409, "Demanda": 1237.102658},

{"Municipio": "Huejutla de Reyes", "Latitud": 21.13959058, "Longitud":
-98.42044493, "Demanda": 4979.113861},

{"Municipio": "Ixmiquilpan", "Latitud": 20.4874612, "Longitud": -
99.21584985, "Demanda": 2838.446607},
{"Municipio”: "Mineral de La Reforma"”, "Latitud": 20.07243478,

"Longitud": -98.69588487, "Demanda": 15063.60747},
{"Municipio”: "Mineral del Monte", "Latitud": 20.14055695, "Longitud":
-98.67147452, "Demanda": 408.9543905},
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{"Municipio": "Mixquiahuala de Judrez", “Latitud":

"Longitud": -99.21397966, "Demanda": 1416.818176},

{"Municipio"”: "Pachuca de Soto", "Latitud": 20.12699971,

98.73005493, "Demanda": 22317.94682},

20.229715

"Longitud":

36,

{"Municipio": "Progreso de Obregén", "Latitud": 20.24868014, "Longitud":

-99.18942359, "Demanda": 1158.828115},

{"Municipio": "San Agustin Tlaxiaca", "Latitud": 20.1157998, "Longitud":

-98.88675497, "Demanda": 1756.706179},

{"Municipio": "San Salvador", "Latitud": 20.28495895, "Longitud": -
99.0154511, "Demanda": 1244.233287},
{"Municipio": "Santiago Tulantepec de Lugo Guerrero", "Latitu

20.04050747, "lLongitud": -98.35736774, "Demanda": 1837.631258},

{"Municipio": "Tepeapulco", "Latitud": 19.7858894,
98.5530995, "Demanda": 2769.985565},

{"Municipio": "Tepeji del Rio de Ocampo", "Latitud"
"Longitud": -99.34182441, "Demanda": 2968.837365},

{"Municipio": "Tezontepec de Aldama", "Latitud":
"Longitud": -99.27271678, "Demanda": 1921.076482},
{"Municipio": "Tizayuca", "Latitud": 19.84126223,

98.98151696, "Demanda": 7102.832774},
{"Municipio": "Tlahuelilpan", "Latitud": 20.13082664,
99.23456837, "Demanda": 389.8091821},

{"Municipio"”: "Tlanalapa"”, "Latitud": 19.81786009,
98.60380072, "Demanda": 278.6898165},

{"Municipio"”: "Tlaxcoapan", "Latitud": 20.09155632,
99.2213648, "Demanda": 353.5982297},

{"Municipio": "Tolcayuca", "Latitud": 19.95673828,

98.9216934, "Demanda": 847.0972813},

{"Municipio”: "Tula de Allende", "Latitud": 20.07145808,

99.34480352, "Demanda": 4899.476703},

"Longitud":

¢ 19.905489

20.192893

"Longitud":

"Longitud":

"Longitud":

"Longitud":

"Longitud":

"Longitud":

d":

31,

91,

{"Municipio": "Tulancingo de Bravo", "Latitud": 20.10754951, "Longitud":

-98.38196463, "Demanda": 9277.88531},
{"Municipio": "Zacualtipan de Angeles", "Latitud":

"Longitud": -98.6535594, "Demanda": 2064.969542},

20.645464

31,
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{"Municipio": "Zapotlan de Juarez", "Latitud": 19.97414785, "Longitud":
-98.8619187, "Demanda": 695.7076297},

{"Municipio™: "Zempoala", "Latitud": 19.91562419, “Longitud": -
98.66811157, "Demanda": 3070.658113}
]

# Constantes

COST_MULTIPLIER = 1000

# Crear el tipo de fitness y el tipo de individuo
creator.create("FitnessMulti”, base.Fitness, weights=(-1.0, -1.0))

creator.create("Individual"”, list, fitness=creator.FitnessMulti)

# Definicidn de las funciones
def haversine(latl, lonl, lat2, lon2):

R = 6371.0 # radio de la Tierra en km

dlon = radians(lon2) - radians(lonl)

dlat = radians(lat2) - radians(latl)

a = sin(dlat / 2)**2 + cos(radians(latl)) * cos(radians(lat2)) * sin(dlon
/ 2)**2

c = 2 * atan2(sqrt(a), sqrt(l - a))

return R * c

def calcular_aptitud(individual):

distancia_total, demanda_total, costo_total
calcular _distancia_demanda_costo(individual)

return distancia_total, costo_total

def calcular_distancia_demanda_costo(individual):

distancia_total = ©

demanda_total = [0] * len(instalaciones)

capacidad _total = [instalacion["Produccioéon”] for instalacion in
instalaciones]

costo_total = 0

for i, cliente in enumerate(clientes):
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instalacion_seleccionada = instalaciones[individual[i] %
len(instalaciones)]
distancia_total += haversine(instalacion_seleccionada["Latitud"],
instalacion_seleccionada["Longitud"],
cliente["Latitud"],
cliente["Longitud"])
demanda_total[individual[i] % len(instalaciones)] +=

cliente["Demanda"]

for i in range(len(instalaciones)):
if demanda_total[i] > capacidad_total[i]:
costo total += (demanda_total[i] - capacidad_total[i]) *
COST_MULTIPLIER

return distancia_ total, demanda_total, costo_total

def proximidad_geo():
X = [[cliente["Latitud"], cliente["Longitud"]] for cliente in clientes]
kmeans = KMeans(n_clusters=len(instalaciones), n_init=10).fit(X)
individual = kmeans.labels_

return individual.tolist()

def crear_individuo():

return proximidad_geo()

def custom _mutate(individual, indpb):
for i in range(len(individual)):
if random.random() < indpb:
individual[i] = random.randint(@, len(instalaciones) - 1)

return individual,

def custom _mate(indl, ind2):
for i in range(len(indl)):
if abs(instalaciones[ind1[i]]["Latitud"] -
instalaciones[ind2[i]]["Latitud"]) < 0.05 and
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abs(instalaciones[ind1[i]]["Longitud"] -
instalaciones[ind2[i]]["Longitud"]) < ©.05:

if clientes[i]["Demanda"] <=
instalaciones[ind2[i]][ 'Produccidn’] and clientes[i]["Demanda"] <=
instalaciones[ind1[i]][ 'Produccidn’]:

ind1[i], ind2[i] = ind2[i], ind1[i]
return indl, ind2

toolbox = base.Toolbox()
toolbox.register("individual", tools.initIterate, creator.Individual,
crear_individuo)
toolbox.register("population”, tools.initRepeat, list, toolbox.individual)
toolbox.register("mate", custom mate)
toolbox.register("mutate"”, custom_mutate, indpb=0.05)
toolbox.register("select”, tools.selNSGA2)
toolbox.register("evaluate"”, calcular_aptitud)
tamanio_poblacion = 500
probabilidad cruce = 0.9
probabilidad_mutacion = 0.01

generaciones = 1000

def init_population():

return toolbox.population(n=tamanio_poblacion)

def evaluate_population(poblacion):
fitnesses = list(map(toolbox.evaluate, poblacion))
for ind, fit in zip(poblacion, fitnesses):
ind.fitness.values = fit

return poblacion

def perform_evolution(poblacion):
hof = tools.ParetoFront()
stats = tools.Statistics(lambda ind: ind.fitness.values)
stats.register("avg", np.mean, axis=0)
stats.register("std", np.std, axis=0)

stats.register("min", np.min, axis=0)
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stats.register("max", np.max, axis=0)
logbook = tools.Logbook()

logbook.headel" = ngenn’ "an", "Std", llminll’ max

# Evaluar la poblacidén inicial

poblacion = evaluate population(poblacion)

# Actualizar la logbook y el Frente de Pareto con la poblacién inicial
record = stats.compile(poblacion)
logbook.record(gen=0, **record)

hof.update(poblacion)

# Comenzar la evolucion
for gen in range(l, generaciones + 1):
offspring = algorithms.varOr(poblacion, toolbox,
lambda_=tamanio_poblacion, cxpb=probabilidad_cruce,

mutpb=probabilidad mutacion)

# Evaluar los individuos

invalid_ind = [ind for ind in offspring if not ind.fitness.valid]
fitnesses = map(toolbox.evaluate, invalid_ind)

for ind, fit in zip(invalid_ind, fitnesses):

ind.fitness.values = fit

# Actualizar la poblacidn
poblacion[:] = toolbox.select(offspring + poblacion,

k=tamanio_poblacion)
# Actualizar la logbook y el Frente de Pareto
hof.update(poblacion)
record = stats.compile(poblacion)

logbook.record(gen=gen, **record)

return poblacion, hof, logbook
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def main():
poblacion = init_population()

poblacion, hof, logbook = perform_evolution(poblacion)

# Imprimir el mejor individuo encontrado
mejor_ind = tools.selBest(poblacion, 1)[9]

print("Mejor individuo es , mejor_ind, con aptitud: ,

mejor_ind.fitness.values[@])

# Imprimir la mejor solucidn encontrada
print("La mejor solucioén es:")
for i, cliente in enumerate(clientes):

print("Cliente", i, "asignado a la instalacion", mejor_ind[i])

# Mostrar las rutas de la solucidn
for i, cliente in enumerate(clientes):
print(f"Cliente {cliente[ "Municipio']} atendido por

{instalaciones[mejor_ind[i]][ 'Municipio']}")

# Grafica la evoluciodn

gen, avg, min_, max_ = logbook.select("gen", "avg", "min", "max"

avg_dist = [a[@] for a in avg]
avg _cost = [a[l] for a in avg]
max_dist = [m[@] for m in max_]
max_cost = [m[1] for m in max_]

plt.figure()

plt.semilogy(gen, avg dist, label="Promedio Distancia")
plt.semilogy(gen, avg _cost, label="Promedio Costo")
plt.semilogy(gen, max dist, label="Maxima Distancia")
plt.semilogy(gen, max_cost, label="Maximo Costo")
plt.xlabel("Generacion")

plt.ylabel("Vvalor")

plt.legend()

plt.show()
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return poblacion, logbook, hof

if _name__ == "_main__":

main()

def visualizar_resultados(mejor_ind):

# Crear un mapa centrado en la ubicacidén media de todas las instalaciones
y clientes
lat_media = sum(inst["Latitud"] for inst in instalaciones + clientes) /
len(instalaciones + clientes)
lon_media = sum(inst["Longitud"] for inst in instalaciones + clientes)
/ len(instalaciones + clientes)

mapa = folium.Map(location=[lat_media, lon_media], zoom_start=6)

# Agregar marcadores para las instalaciones
for i, inst in enumerate(instalaciones):
folium.Marker([inst["Latitud"], inst["Longitud"]],

popup=f"Instalacién {i}", icon=folium.Icon(color="green")).add_to(mapa)

# Agregar marcadores para los clientes y lineas para representar 1las
asignaciones de clientes a instalaciones
for i, cliente in enumerate(clientes):
folium.Marker([cliente["Latitud"], cliente["Longitud"]],
popup=f"Cliente {i}").add_to(mapa)
folium.PolylLine([(cliente["Latitud"], cliente["Longitud"]),
(instalaciones[mejor_ind[i]]["Latitud"],

instalaciones[mejor_ind[i]]["Longitud"])], color="blue").add to(mapa)

# Mostrar el mapa

return mapa

if _name__ == "_main__":
poblacion, logbook, hof = main()
mejor_ind = hof[0]

mapa = visualizar_resultados(mejor_ind)

display(mapa)
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ANEXO C: CODIGO 3

Cddigo de para resolver el problema TSP y VRP

from ortools.constraint_solver import routing_enums_pb2
from ortools.constraint_solver import pywrapcp

from math import radians, cos, sin, asin, sqrt

import numpy as np

import folium

instalaciones = |

{"Municipio": "Chapantongo", "Latitud": 20.28559483, "Longitud": -
99.41319277},

{"Municipio”: "Chapulhuacan", "Latitud": 21.15787458, "Longitud": -
98.90435814},

{"Municipio": "San Bartolo Tutotepec”, "Latitud": 20.3991586,

"Longitud": -98.20205941},

{"Municipio": "Jacala de Ledezma", "Latitud": 21.00849043, "Longitud":
-99.18853709},

{"Municipio": "Huejutla de Reyes", "Latitud": 21.13959058, "Longitud":
-98.42044493},

{"Municipio": "Molango de Escamilla", "Latitud": 20.78658031,
"Longitud": -98.7306035},

{"Municipio": "Alfajayucan", "Latitud": 20.41015828, "Longitud": -
99.34946458}%,

{"Municipio": "Huichapan", “Latitud": 20.37553905, “Longitud": -

99.6510293},

{"Municipio": "Villa de Tezontepec"”, "Latitud": 19.879986, "Longitud":
-98.81930736},

{"Municipio": "Francisco I. Madero", "Latitud": 20.24540323, "Longitud":
-99.08881409},

{"Municipio": "Acatlan", "Latitud": 20.14599753, "Longitud": -
98.43835281},

{"Municipio”: "Nicolas Flores", "Latitud": 20.76804674, "Longitud":
99.15056418},
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{"Municipio":

"San Felipe Orizatlan", "Latitud": 21.17106016,

"Longitud": -98.60758905},

{"Municipio”:

99.6349425},

{"Municipio":

98.7642084}
]

clientes = [

{"Municipio”:

98.94286206},

{"Municipio":

98.45236722}%,

{"Municipio":

99.22112947},

{"Municipio":

-99.21807773},

{"Municipio":

98.54730232},

{"Municipio":

98.63604826},

{"Municipio":

-99.08881409},

{"Municipio”:

-98.42044493%,

{"Municipio":

99.21584985},

{"Municipio":

"Tecozautla", "Latitud": 20.53415978, "Longitud": -

"Metztitlan", “Latitud": 20.5948676, "Longitud": -

"Actopan", "Latitud": 20.26918743, ‘"Longitud": -

"Apan", "Latitud": 19.71003178, "Longitud": -

"Atitalaquia", "Latitud": 20.05929791, "Longitud": -

"Atotonilco de Tula", "Latitud": 20.00039212, "Longitud":

"Emiliano Zapata", "Latitud": 19.65736929, "Longitud":

"Epazoyucan", "Latitud": 20.01811094, "Longitud": -

"Francisco I. Madero", "Latitud": 20.24540323, "Longitud":

"Huejutla de Reyes", "Latitud": 21.13959058, "Longitud":

"Ixmiquilpan", "Latitud": 20.4874612, "Longitud": -

"Mineral de La Reforma", "Latitud": 20.07243478,

"Longitud": -98.69588487},

{"Municipio”:

-98.67147452%,

{"Municipio":

"Mineral del Monte", "Latitud": 20.14055695, "Longitud":

"Mixquiahuala de Judrez", “Latitud": 20.22971536,

"Longitud": -99.21397966},

{"Municipio":

98.73005493},

"Pachuca de Soto", "Latitud": 20.12699971, "Longitud": -
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{"Municipio":

-99.18942359},

{"Municipio”:

-98.88675497},

{"Municipio":

99.0154511}%,

{"Municipio":

"San Salvador",

"Santiago

Tulantepec

"Progreso de Obregén", "Latitud":

"San Agustin Tlaxiaca", "Latitud":

"Latitud":

de

20.04050747, "Longitud": -98.35736774},

{"Municipio”:

98.5530995},

{"Municipio":

"Tepeapulco",

"Tepeji

"Longitud": -99.34182441},

{"Municipio":

"Tezontepec

"Longitud": -99.27271678},

{"Municipio":

98.98151696},

{"Municipio":

99.23456837},

{"Municipio":

98.60380072},

{"Municipio":

99.2213648},

{"Municipio”:

98.9216934}%,

{"Municipio":

99.34480352},

{"Municipio":

-98.38196463},

{"Municipio”:

"Tizayuca",

"Tlahuelilpan",

"Tlanalapa",

"Tlaxcoapan",

"Tolcayuca",

"Latitud":

"Tula de Allende",

"Zacualtipan

"Longitud": -98.6535594},

de

"Tulancingo de Bravo", "Latitud":

Angeles'

'
J

20.28495895,

Lugo Guerrero",

19.7858894,

"Latitud":

20.24868014,

20.1157998,

20.10754951,

"Longitud":

"Longitud":

"Longitud":

"Latitud":

"Longitud": -

del Rio de Ocampo", "Latitud": 19.90548931,
de Aldama", "Latitud": 20.19289391,
"Latitud": 19.84126223, “Longitud": -

"Latitud": 20.13082664, "Longitud": -
"Latitud": 19.81786009, "Longitud": -
"Latitud": 20.09155632, "Longitud": -
"Latitud": 19.95673828, "Longitud": -

"Latitud": 20.07145808, "Longitud": -

"Longitud":

20.64546431,

{"Municipio": "Zapotlan de Juarez", "Latitud": 19.97414785, "Longitud":

-98.8619187},

{"Municipio":

98.66811157}
]

"Zempoala",

"Latitud":

19.91562419,

"Longitud": -
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# Funciones para crear los datos del problema.
def haversine(locl, loc2):
lonl, latl = locl["Longitud"], locl["Latitud"]
lon2, lat2 = loc2["Longitud"], loc2["Latitud"]
# Convertir grados a radianes.
lonl, latl, lon2, lat2 = map(radians, [lonl, latl, lon2, lat2])

# Formula de haversine.

dlon = lon2 - lonl

dlat = lat2 - latil

a = sin(dlat/2)**2 + cos(latl) * cos(lat2) * sin(dlon/2)**2
c = 2 * asin(sqgrt(a))

r = 6371 # Radio de la tierra en kildmetros.

return c * r
def create_data_model(locations):

data = {}

data[ 'distance_matrix'] = [[@]*1en(locations) for _ in
range(len(locations))]

for i in range(len(locations)):

for j in range(len(locations)):
data[ 'distance_matrix'][i][j] = int(haversine(locations[i],

locations[j]))

return data

def main():
best_instalacion = None # Variable para almacenar la mejor instalaciodn
min_distance = float('inf') # Inicializar 1la distancia minima como
infinito

for i in range(len(instalaciones)):

total_distance = 0

for j in range(len(clientes)):
locations = [instalaciones[i], clientes[]j], instalaciones[i]]
# Crear el modelo de datos.
data = create_data_model(locations)
# Crear el problema de enrutamiento.
manager =

pywrapcp.RoutingIndexManager(len(data[ 'distance_matrix']), 1, 9)
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routing = pywrapcp.RoutingModel(manager)
def distance _callback(from_index, to_index):
return
data[ 'distance_matrix'][manager.IndexToNode(from_index)][manager.IndexToNo
de(to_index)]
transit_callback_index =

routing.RegisterTransitCallback(distance_callback)

routing.SetArcCostEvaluatorOfAllVehicles(transit_callback_index)
search_parameters = pywrapcp.DefaultRoutingSearchParameters()
search_parameters.first_solution_strategy =
(routing_enums_pb2.FirstSolutionStrategy.PATH_CHEAPEST_ARC)
# Resolver el problema.
solution = routing.SolveWithParameters(search_parameters)
# Calcular la distancia total de la ruta.
if solution:
total_distance += solution.ObjectiveValue()
# Actualizar la mejor instalacién si se encuentra una distancia
menor.
if total_distance < min_distance:
min_distance = total_distance
best_instalacion = instalaciones[i]
# Imprimir la instalacion y la distancia total de la ruta.
print(f"Instalacidn: {instalaciones[i][ 'Municipio']}, Distancia
total de la ruta: {total_distance} km")
if best_instalacion is not None:
print(f"\nMejor instalaciodn: {best_instalacion[ 'Municipio’']},
Distancia total de la ruta: {min_distance} km")
else:
print("No se encontrdé una mejor instalacioén.")
# Crear un mapa centrado en la mejor instalaciodn
mapa = folium.Map(location=[best_instalacion["Latitud"],
best_instalacion["Longitud"]], zoom_start=10)
# Agregar marcadores para las instalaciones

for instalacion in instalaciones:
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distancia = haversine(best_instalacion, instalacion)
folium.Marker(
location=[instalacion["Latitud"], instalacion["Longitud"]],
tooltip=f"Distancia: {distancia:.2f} km"
) .add_to(mapa)
# Agregar marcadores para los clientes
for cliente in clientes:
folium.Marker(
location=[cliente["Latitud"], cliente["Longitud"]],
tooltip=cliente["Municipio"]
) .add_to(mapa)
# Conectar la mejor instalacidn con los clientes utilizando lineas
for cliente in clientes:
folium.PolyLine(
locations=[
[best_instalacion["Latitud"],
best_instalacion["Longitud"]],
[cliente["Latitud"], cliente["Longitud"]]
I
color="blue",
weight=2,
opacity=0.7
).add_to(mapa)
# Mostrar el mapa
display(mapa)

main()
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