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cuando todo era dif́ıcil y me dedicaron solo palabras de aliento para continuar

adelante. Porque no me dejaron rendirme y me exhortaron a que concluyera lo que
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Resumen

En los últimos años, la Teoŕıa de Respuesta al Ítem, o (IRT) por sus siglas en inglés, ha
tomado gran auge al ser aplicada en los sistemas informáticos dedicados a hacer evalua-
ciones o exámenes, estos sistemas son conocidos como Test Adaptables Computarizados
(CAT en inglés).

Dentro de esta área de la informática, la forma en la que se realiza la evaluación
incluye la selección de un modelo psicométrico. Existen diferentes modelos, algunos de
ellos son de tipo loǵıstico, los cuales se encuentran definidos en términos de paráme-
tros, cada parámetro tiene su correspondiente interpretación en los resultados que la
evaluación arroja; sin embargo, no existe una razón de peso que indique cuáles de éstos
parámetros son los mejores.

Se dice que los modelos paramétricos de estimación de Bayes son mejores dado
que aportan mayor información, y dentro de estos los más usados son la Estimación A
Posteriori (EAP) y la Estimación Máxima A Posteriori (MAP).

El objetivo de este trabajo se centra en estudiar la técnica MAP, sus principales
caracteŕısticas y los problemas que presentan a la hora de su aplicación, como son:
(i) Falta de información para garantizar el uso de una distribución prior en espećıfico.

(ii) Falta de evidencia que relacione la situación real y la simulación.

(iii) La elección de la distribución prior no es trivial ya que impacta de manera directa
sobre la estimación de la habilidad del sujeto que realiza la prueba o test.

Dicho lo anterior, en este trabajo se propone el uso del concepto de entroṕıa como
una alternativa para construir distribuciones prior de manera teórica, pudiendo estas
ser usadas dentro de la técnica MAP para el cálculo de habilidades dentro de sistemas
de evaluación adaptables computarizados.

Aunado a lo anterior, se contempla la posibilidad de que dentro del contexto de la
evaluación pudieran existir datos que produzcan distribuciones multimodales o asimétri-
cas, es decir, sesgadas. Entonces la aplicación de la técnica MAP conducirá a una esti-
mación de la habilidad, mediante los parámetros de los modelos psicométricos usados
por el sistema de evaluación adaptable, mucho más apegada a la realidad y en conse-
cuencia permitirá arrojar datos más confiables en el ámbito de la prueba que se esté
realizando.
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1.2. Problemática . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 2

1.2.1. Planteamiento del problema . . . . . . . . . . . . . . . . . . . . . 3
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Caṕıtulo 1

Introducción

En este caṕıtulo se presenta la problemática central de este trabajo y la propuesta
de solución que se da a la misma. Se plantean los objetivos a perseguir tanto generales
como particulares, aśı como también las metas que se alcanzarán. Por otro lado, se da
una semblanza de los caṕıtulos que conforman esta tesis doctoral.

1.1. Presentación

Desde sus inicios en los años 60’s hasta la actualidad, la teoŕıa de respuesta al ı́tem,
o (IRT) por sus siglas en inglés, ha experimentado un progreso incesante en diferentes
aplicaciones. Una de estas aplicaciones se ha visto reforzada por el acelerado desarrollo
tecnológico en el área de la computación, ya que esto ha permitido la construcción de
los sistemas informáticos dedicados a hacer evaluaciones o exámenes, los cuales son
conocidos como Test Adaptables Computarizados (ó CAT por sus siglas en inglés).

En este tipo de sistemas informáticos se requiere de la selección de un modelo psi-
cométrico para poder realizar la evaluación. La IRT tiene dentro de sus fundamentos la
existencia de algunos modelos que son de tipo loǵıstico, los cuales se definen mediante
parámetros. Cada parámetro tiene una interpretación que corresponde con los resul-
tados que se obtienen de la evaluación para un contexto dado o área de conocimiento
previamente seleccionada.

Los modelos más conocidos son los denominados 1PL, 2PL y 3PL, aunque también
se han llegado a proponer los modelos 4PL y 5PL. El número que antecede en cada
nombre está asociado con el número de parámetros que definen la estructura del modelo,
el cual es de carácter loǵıstico y su principal orientación es reducir el tiempo en los
cálculos computacionales durante el proceso de evaluación.

Particularmente interesantes son los modelos 3PL y 4PL, ya que contienen paráme-
tros poco usuales cognitivamente hablando. Por supuesto, la selección del modelo puede
sustentarse desde un punto de vista teórico o bien desde un punto de vista experimen-
tal. Sin importar qué modelo se escoja, se requiere aplicar un procedimiento apropiado
para determinar en forma confiable los parámetros correspondientes.
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El problema al cual se enfrenta el administrador de la evaluación consiste en la
determinación de los valores de estos parámetros. Para resolverlo, existen al menos
dos procedimientos conocidos como Estimación por Máxima Verosimilitud (MLE) y
estimación por Maximum a Posteriori (MAP). Particularmente, el primero necesita
de una función de densidad conjunta, mientras que el último emplea un método de
estimación paramétrica basado en inferencia Bayesiana.

El principal inconveniente que se le encuentra a la técnica basada en MLE, es
que falla cuando el examinando aporta solamente respuestas correctas o solamente
incorrectas a todos los ı́tems de una prueba. La solución a este problema está dada por
el uso de información previa sobre la distribución de la habilidad del examinando, lo
que conduce al concepto de distribución prior. T́ıpicamente se asume una distribución
normal (48).

Estos modelos de estimación paramétrica basados en inferencia Bayesiana son me-
jores en comparación con los basados en Máxima Verosimilitud y en la literatura sobre
el tema se puede encontrar una comparación de ambas técnicas (79). Sin embargo, su
empleo requiere también resolver ciertas dificultades, una de las cuales se encuentra
asociada a la selección adecuada de una distribución prior. Una dificultad adicional es
la que se refiere a la posible obtención de distribuciones a posteriori que sean multimo-
dales (31, 53).

Como es sabido, la presencia de dos o más modos en una distribución a posteriori
puede conducir a estimaciones paramétricas que no sean las adecuadas debido a la
existencia de un igual número de máximos locales, dificultando aśı la localización de
extremos absolutos y por lo tanto, la determinación de los parámetros adecuados (53).

Hasta donde se sabe, actualmente no se cuenta con criterios que permitan determi-
nar qué estructuras de la distribución prior pueden conducir a la obtención de distribu-
ciones a posteriori multimodales y con sesgos, sin mencionar los criterios que permitan
seleccionar el extremo óptimo de la distribución a posteriori.

En este trabajo de investigación se presenta una alternativa para la estimación de
parámetros de modelos psicométricos usados en un proceso de evaluación adaptable,
aplicando el concepto de entroṕıa para la construcción de distribuciones prior, ocupando
estas últimas en la técnica máximum a posteriori.

1.2. Problemática

En la actualidad no existen criterios que indiquen bajo qué condiciones se obtienen
distribuciones a posteriori multimodales y/o asimétricas, es decir, sesgadas, especifi-
cando previamente las condiciones que llevan a descubrir esta caracteŕıstica. Esto re-
presenta una situación que afecta negativamente el proceso de evaluación de un sistema
CAT.

Por tal motivo, la propuesta de solución que contempla el uso de modelos psicométri-
cos alternativos y la aplicación de distribuciones prior, debe incluir aquellos trabajos
en los que se establecen teoremas que provean criterios para detectar condiciones que
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indiquen la presencia de múltiples modos en distribuciones a posteriori, resaltando el
hecho de que el análisis tiene que realizarse usando algunos modelos psicométricos.

Es decir, se debe dar una idea del tipo de distribuciones prior que se puedan utilizar
en la técnica MAP. Ligado a ello, se tienen que mencionar también aquellos teoremas
que detectan la presencia de sesgos positivos o negativos en la distribución a posteriori
(8, 12, 21, 22, 25, 30, 41, 60, 62, 70, 71, 76).

1.2.1. Planteamiento del problema

La estimación de la habilidad de un sujeto de prueba presenta problemas al inicio
del proceso de la evaluación cuando se emplea el método de máxima verosimilitud,
espećıficamente cuando el evaluando responde correcta o bien incorrectamente a to-
dos los ı́tems de la prueba. Una situación similar ocurre cuando todos los evaluandos
responden correcta o incorrectamente a por lo menos alguno de los ı́tems.

Esto representa un serio problema y dentro de la literatura se puede encontrar que
se han propuesto alternativas heuŕısticas para resolver este problema y también algunas
opciones basadas en inferencia Bayesiana(72). De manera particular, la técnica MAP
sugiere la introducción del concepto de distribución prior.

Sin embargo, aún dentro de este contexto no se tiene suficiente información acerca
de la mejor distribución prior que debe seleccionarse. Debido a su naturaleza de corte
Bayesiana, la técnica MAP requiere un conocimiento previo de la distribución prior, la
cual contiene información estad́ıstica inicial acerca de la habilidad del sujeto examinado.

T́ıpicamente se utiliza una distribución normal (48, 65, 79), pero no hay evidencia de
que esto sea necesariamente lo correcto, incluso aparentemente no existe forma alguna
que sustente la decisión de optar por un tipo de distribución prior en lugar de otro. Este
es un punto muy importante ya que la elección inicial de la distribución prior afecta
de manera directa el cálculo de la estimación de la habilidad y de otros parámetros.

Por supuesto, también debe considerarse en lo anterior la estructura del modelo
psicométrico sobre el cual se basa la inferencia Bayesiana. Una selección adecuada de
estructura debe proporcionar una interpretación cognitiva de cada uno de sus paráme-
tros, predecir las consecuencias de emplear un modelo psicométrico con las caracteŕısti-
cas seleccionadas, aśı como la relación que guardan estas opciones con la caracteŕısticas
de multimodalidad y sesgos en la distribución a posteriori, la cual se usará finalmen-
te para estimar los parámetros, entre los cuales se encuentra incluida la habilidad del
sujeto de prueba y los que definen al modelo psicométrico seleccionado.

En este punto radica la importancia del problema, ya que se debe de saber, qué
forma debe tener la distribución prior para que se logren estos efectos. Por tal motivo,
un concepto sumamente importante es el que se refiere al criterio para seleccionar
una buena distribución prior. Existen algunos autores que definen algunos de estos
criterios y dan ejemplos bastante ilustrativos acerca de la forma en que la selección
de la distribución prior afecta la distribución a posteriori (9, 44). Sin embargo, en
esta investigacion se trabaja principalmente con el concepto de entroṕıa, de primera
instancia con el concepto propuesto por Shannon (11).
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1.2.2. Hipótesis

El concepto de entroṕıa está ı́ntimamente ligado al de distribución prior y la dis-
tribución a posteriori. Una definición general de entroṕıa da un mayor conocimiento
acerca de las propiedades que deben de tener las distribuciones prior y a posteriori
mencionadas para obtener estimaciones de habilidad y paramétricas que sean confia-
bles.

En particular, existen definiciones de entroṕıa que incluyen además de la de Shan-
non, a la de Renyi y algunas generalizaciones.

En el presente trabajo, se propone la utilización de diferentes distribuciones prior
para la técnica MAP, con la finalidad de establecer la relación entre diferentes conjuntos
prior y la aparición de varios modos y sesgos en las distribuciones a posteriori, y cómo
ello afecta el cálculo de los parámetros requeridos. La decisión que permitirá seleccionar
la distribución prior más adecuada estará basada en el concepto de entroṕıa aplicado
a la información previa que se tenga a la mano sobre la población de examinandos a
evaluar.

En otras palabras, aquella distribución que contemple la evidencia con la que se
cuenta y que máximize el grado de entroṕıa será una buena elección (33). Debido a
que en la literatura no existe información suficiente que permita establecer la relación
entre la elección de una distribución prior y la aparición de modos o sesgos, resulta
conveniente su estudio para su posterior experimentación sobre un sistema CAT real.

1.3. Objetivos

El objetivo general de este trabajo es definir desde un punto de vista teórico las
condiciones bajo las cuales las distribuciones prior conducen a la existencia de dis-
tribuciones a posteriori con efectos de multimodalidad y/o sesgo, aplicando para ello
criterios entrópicos, usando estos conceptos en la estimación de parámetros de modelos
psicométricos generalizados de Rasch.

Los objetivos espećıficos son:

1. Evaluar el impacto de algunas distribuciones prior en el cálculo de la habilidad
del sujeto de prueba, aplicando los principios de la teoŕıa de respuesta al ı́tem al
diseño de un sistema de evaluación adaptable computarizado.

2. Analizar el comportamiento de algunas distribuciones prior en el cálculo de los
parámetros del modelo loǵıstico al utilizar los modelos 3PL, 4PL o modelos de
más parámetros al aplicar la técnica MAP.

3. Proponer modelos más generales a los que existen en la literatura que puedan
considerar la multimodalidad y el sesgo dentro de los parámetros que definen su
estructura.
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4. Determinar los criterios bajo los cuales se selecciona correctamente la distribución
prior aplicando el concepto de entroṕıa.

5. Diseñar y desarrollar una propuesta de arquitectura para un sistema de evaluación
adaptable computarizado denominado Ariya, siguiendo las últimas tendencias
en desarrollo de sistemas basados en la web, usando como infraestructura una
plataforma de cómputo en la nube.

1.4. Motivación

Ya se sabe que la determinación de la distribución prior es experimental o a través
de consulta a expertos. Sin embargo, poco se ha hecho en relación con el papel que juega
el concepto de entroṕıa en la búsqueda de una distribución prior adecuada. En este
sentido, se requiere del conocimiento previo acerca de la forma en que la distribución
prior se comporta o, en ausencia de esto, las propiedades que ésta pueda tener (el caso
más simple es aquel en el que se sabe que la probabilidad total tiene que ser igual
a la unidad, pero puede haber algunas otras propiedades asumidas como conocidas)
(10, 33).

Menos aún se ha experimentado con diferentes conceptos de entroṕıa (además de la
de Shannon) y el efecto de cada una de ellas en la estimación de los parámetros y las
formas de distribución prior y, consecuentemente, en las distribuciones a posteriori.

El concepto de distribución prior juega un papel fundamental en la inferencia Ba-
yesiana, por lo que es importante primeramente determinar experimentalmente cómo
obtener dichas distribuciones y también cuáles seŕıan los métodos teóricos para obte-
ner algo similar. Para la construcción de una distribución prior, se necesita primero
especificar la variable aleatoria, en el caso que se plantea en este trabajo existen varias
posibilidades en este sentido.

Sin embargo, en una primera instancia se asume que las distribuciones prior deben
estar relacionadas con los parámetros del modelo psicométrico seleccionado y la variable
o rasgo latente que se desea evaluar asociada al examinando. Desde este punto de vista,
en la literatura existen algunos trabajos relacionados con la construcción experimental
de las correspondientes distribuciones prior (3, 15, 40, 66).

Adicionalmente, y como alternativa al caso de construcción experimental de una
distribución prior, se opta también por consultar expertos en el dominio del conoci-
miento que se está evaluando. Con base en una información apropiada, estos expertos
son capaces de opinar acerca de la forma o estructura que debe tener la distribución
prior(3, 40).

Algunos intentos teóricos para determinar la estructura de la distribución prior em-
pleando el concepto de entroṕıa (33) se han realizado, aunque no conectados con la idea
de evaluación adaptable computarizada. Adicionalmente, no se conoce algún procedi-
miento que integre los resultados del proceso experimental, además de posiblemente la
opinión de expertos, y que con una base teórica, se logren especificar las caracteŕısticas
o condiciones bajo las cuales se obtengan distribuciones prior adecuadas; es decir, que
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conduzcan a distribuciones a posteriori sin sesgos, sin multimodalidad y a estimaciones
que sean confiables.

Son bastante conocidas algunas de las bondades y dificultades a las que conduce la
selección de una distribución prior, algunas de las cuales ya han sido comentadas en
los párrafos anteriores. Desde un punto de vista teórico, existen algunas contribuciones
en las que se trata el tema sobre distribuciones prior informativas y no informativas,
y que son utilizados como ejemplos académicos para demostrar los efectos que tiene la
distribución prior en la distribución a posteriori (74).

1.5. Metodoloǵıa

La manera en la que este trabajo se realizó tomó como base el método cient́ıfico.
Partiendo de la investigación en el área de los sistemas evaluadores adaptables compu-
tarizados, se llegó a la formulación de la hipótesis, la cual surge a través de la curiosidad
por aportar mejoras a este tipo de sistemas ocupando metodoloǵıas alternativas que
permitan enriquecer el desempeño computacional de los algoritmos involucrados en el
proceso de evaluación adaptable.

Tras realizar el estudio pertinente del estado del arte sobre los modelos psicométricos
involucrados en el proceso de calibración de los ı́tems y de la evaluación misma, fue
posible proponer nuevos modelos de 6 parámetros, que aportan mejoras en el manejo de
los posibles escenarios reales que un administrador de la evaluación pudiera encontrar.

Aunado a esto, la experimentación realizada con datos simulados, hizo posible la
comprobación de la hipótesis inicial sobre la relación del concepto de entroṕıa con la
construcción de distribuciones prior la cual arrojó interesantes y novedosos resultados
con el apoyo del concepto de ı́ndice de divergencia de Kullback–Leibler cuando se
utilizan las técnicas Maximum A Posteriori ó Expectation A Posteriori. El proceso se
puede observar en la figura 1.1.

En suma a lo anterior, no se debe dejar de lado el hecho de que el seguimiento en la
aplicación de los conceptos de linearización, entroṕıa, distribución prior y distribución
a posteriori, indicaron las pautas a seguir para en su momento tomar o corregir la ĺınea
por la cual habŕıa de ir este trabajo.

Esto es, poder implementar la técnica de Maximum A Posteriori con las distribu-
ciones prior que se encontraron a través del uso del concepto de entroṕıa junto con
los nuevos modelos 6PL que se obtuvieron como una generalización a los ya existen-
tes, mismos que permiten ajustarse a situaciones reales donde existe la posibilidad de
obtener distribuciones asimétricas y además multimodales.

1.5.1. Administración de la calidad

El trabajo se dividió en cuatro tópicos fundamentales; a saber, modelo psicométrico,
distribución prior, distribución a posteriori y entroṕıa. Este orden no fue arbitrario,
parte considerando los temas básicos y termina con los más complejos. Esto facilitó la
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Problema

con MLE

Info previa

Máx entroṕıa

Kullback–LeiblerDist prior

Aplicar MAP

Figura 1.1: Metodoloǵıa de solución usada en este trabajo de tesis

comprensión y por ende, el desarrollo de la investigación, ya que se fue trabajando de
manera tal que al final todos los conceptos estuvieran totalmente relacionados.

Además, cada uno de los tópicos fue analizado en el estado del arte siempre tratando
de encontrar su relación con el área de la IRT si es que era posible. La idea era encontrar
el soporte teórico para cada uno de los conceptos que se fueron trabajando.

Por otro lado, se consideraron otros aspectos importantes tales como, la pertinencia
de la investigación dentro del ámbito de la IRT, la existencia de un soporte rico en ma-
teriales bibliográficos que ayude a sustentar la formalidad del trabajo de investigación,
la claridad de la redacción de las ideas, su aportación y la validación de las mismas
mediante la publicación de al menos un art́ıculo con arbitraje.

1.5.2. Infraestructura

Para la ejecución del proyecto se contó con el equipamiento del Laboratorio de Proce-
samiento Paralelo Virtual e Inteligente, perteneciente al Cuerpo Académico de Compu-
tación Inteligente, en el cual hay tres estaciones de trabajo, dos servidores donde se
encuentra alojado el prototipo del sistema de evaluación llamado Ariya de manera lo-
cal. Se implementó también el prototipo del sistema de evaluación adaptable dentro de
un servicio cómputo en la nube para poder utilizar caracteŕısticas de alto rendimiento
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y crecimiento bajo demanda.
El servicio que se utiliza y donde actualmente quedó implementado el prototipo es

la nube ofrecida por la empresa Microsoft llamada Azure. Asimismo, se contó con una
conexión de banda ancha de Internet, una computadora personal con caracteŕısticas
de última generación. Todo el software que se utilizó se encuentra reglamentado de
acuerdo al tipo de licencia aplicable a cada uno de ellos.

Para el desarrollo del prototipo del sistema CAT dentro del servicio de cómputo en
la nube se contó con la participación de alumnos de la Ingenieŕıa en Sistemas Compu-
tacionales de la Universidad Politécnica de Tulancingo, quienes estuvieron liderados
por el titular de este proyecto para realizar la implementación del diseño propuesto.

1.6. Contribuciones

El presente trabajo será de gran aportación dentro del área de CAT e IRT ya
que a la fecha no se tiene conocimiento de que exista algo similar en el estado del
arte. Los modelos propuestos que contienen 6 parámetros son un aporte al área de los
sistemas evaluadores adaptables y serán también de utilidad en ambientes de e-learning
y sistemas tutoriales inteligentes, por mencionar algunos. Además, las propiedades de
estos modelos para poder realizar comparaciones entre examinandos y entre los propios
ı́tems de la prueba son otra aportación que enriquece a este trabajo.

Aunado a esto, está el hecho de que los modelos de 6 parámetros pueden ajustarse
mejor a condiciones de evalución donde se presenten distribuciones asimétricas, es decir
sesgadas y ademas exista multimodalidad. Este ajuste dará la posibilidad de una inter-
pretación cognitiva de los parámetros del modelo al ámbito del área de conocimiento
que se esté evaluando.

Además de lo anterior, también es importante mencionar la propuesta de algunas
distribuciones prior, las cuales consideran en su estructura algún tipo de información
previa que se puede llegar a tener referente a los examinandos. Cabe destacar la im-
portancia del uso del concepto de entroṕıa para poder construir tales distribuciones
garantizando que aporten la mayor información posible. Tales distribuciones son rele-
vantes para poder utilizar la técnica MAP en la estimación de los parámetros de los
modelos y aśı obtener estimaciones más confiables desde el punto de vista cognitivo.

En suma a lo anterior, la experimentación se sometió a la evaluación de expertos
del área mediante la redacción de por lo menos un art́ıculo de alto impacto que dio
sustento al trabajo realizado y además validó de cierta manera las aportaciones que se
describen en esta investigación.

1.7. Estructura de la tesis

El presente documento se encuentra dividido para una mejor lectura y comprensión
en las secciones que se describen a continuación.
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En el caṕıtulo 2 se concentra el marco teórico que da sustento al trabajo que se
realizó, mencionando las técnicas estudiadas durante la realización de esta investiga-
ción. Haciendo un énfasis en el método Maximum A Posteriori y en los modelos psi-
cométricos utilizados dentro de la Teoŕıa de Respuesta al Ítem que sirvieron como base
para obtener modelos más generales. Igualmente es importante mencionar los conceptos
de linearización, distribución prior y entroṕıa entre otros que se ocuparon a lo largo
del trabajo de investigación.

A continuación en el caṕıtulo 3 se detalla el desarrollo del trabajo y las aportaciones
teóricas del mismo. La propuesta de nuevos modelos psicométricos más generales que
tratan con los efectos de multimodalidad y sesgo de las distribuciones a posteriori.
Asimismo, se menciona el planteamiento de la construcción de las distribuciones prior
utilizando el concepto de entroṕıa clásica de Shannon y también otros conceptos de
entroṕıa que aparecen en la literatura tales como la entroṕıa de Renyi, la entroṕıa
residual acumulada, entre otras.

En el caṕıtulo 4 se muestran los resultados que se obtuvieron en esta investiga-
ción aplicando las distribuciones prior generadas usando entroṕıa y los modelos psi-
cométricos propuestos en la investigación. Se menciona el análisis realizado aśı como la
validación de los resultados obtenidos de manera sintética.

Finalmente, se comentan las conclusiones a las que se llegaron después de haber
hecho la presente investigación y se dan algunas propuestas de trabajo futuro sobre el
área de estudio que sirvió como base para este trabajo de tesis doctoral.
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Caṕıtulo 2

Marco teórico

El presente trabajo de tesis se desarrolla en el marco de las Ciencias de la Computación.
Dentro de este campo del saber se encuentra un área que en los últimos tiempos, debido
a la popularidad de la digitalización de procesos, ha tomado gran auge. Esta área se
denomina “Evaluación Adaptable Computarizada”, también conocida en inglés como
CAT, y trata de la aplicación de nuevas técnicas informáticas para realizar el proceso
de aplicación de un examen.

En otras palabras, lo que comunmente se hace a lápiz y papel, ahora se hace en
computadora. Pero la novedad no termina ah́ı, sino que además este examen digitalizado
permite que el evaluador pueda introducir nuevas mécanicas de calificación del examen,
incluso algunas de ellas orientadas a la aplicación de técnicas de Inteligencia Artificial
que permitan no solo obtener una calificación subjetiva numericamente hablando, sino
que aparte se puedan establecer ciertos criterios que proporcionen mayor información
sobre la situación de la persona o sujeto que está realizando la prueba o examen.

Aspectos tales como la distracción, la severidad de las preguntas de la prueba, la
adivinación de respuestas, por mencionar algunos. Mediante la aplicación de modernas
técnicas se pueden considerar variables que sin duda alguna juegan un papel muy
importante a la hora de responder un examen.

2.1. La Teoŕıa de Respuesta al Ítem

La Teoŕıa de Respuesta al Ítem, o IRT por sus siglas en inglés, aporta algunas de es-
tas técnicas novedosas a los evaluadores adaptables. Aunque no es la unica técnica que
se utiliza para la creación de evaluadores adaptables, ya que existen otras, particular-
mente interesantes aquellas que son no paramétricas (19). La IRT es de especial interés
ya que permite la utilización de técnicas basadas en estadistica inferencial utilizando el
Teorema de Bayes.

La IRT habla en especial del uso de la probabilidad condicional como parte esencial
del proceso de calificación de un examen. La probabilidad se aplica a la hora de calificar
incluso una pregunta o reactivo, la cual adopta el nombre de ı́tem y está conformado por
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dos partes principales, el tallo y las respuestas. Cuando se tiene un conjunto suficien-
temente grande de ı́tems en un tópico espećıfico se le denomina pool y debe pasar por
un proceso de calibración para conocer los grados de dificultad de cada ı́tem mediante
la construcción de sus curvas caracteŕısticas.

Además, se tiene también la aplicación de un modelo psicométrico el cual contie-
ne un número de parámetros los cuales se habrán de estimar para poder calcular la
habilidad del examinando dentro del proceso de evaluación. Para tener una idea más
clara, la figura 2.1 muestra los componentes principales de manera general del proceso
de aplicación de una prueba usando la IRT.

Figura 2.1: Secuencia de pasos de una prueba en la IRT.

Según lo que se plantea en el estado del arte, los elementos matemáticos reque-
ridos para sustentar el presente proyecto que se propone incluyen a la Teoŕıa de la
Probabilidad, Inferencia Bayesiana, Estad́ıstica Paramétrica y no Paramétrica, Diseño
de Experimentos, Teoŕıa de la Información (Entroṕıa), Optimización (Análisis de Re-
gresión Lineal y no Lineal), Teoŕıa de Transformaciones y Teoŕıa de la Medición.

Por otro lado, también se requiere un conocimiento sólido en la parte de desarrollo
tecnológico, como son Lenguajes de Programación (como son Java, C++, PHP, Ac-
tionScript, Flash), Manejadores de Bases de Datos Relacionales (MySQL), Sistemas
Operativos ( Linux, Windows), Seguridad (Firewall) y documentos PDF.

Todos estos conocimientos especializados serán requeridos para diseñar y construir
una plataforma CAT que permita realizar las pruebas y en consecuencia obtener los
resultados que demuestren la certeza de las hipótesis de esta tesis.

2.2. Modelos Psicométricos

Una de las fases iniciales de todo sistema CAT es la que se conoce como Calibración.
Los sistemas CAT que tienen como base la IRT ocupan modelos psicométricos para
realizar este proceso que consiste en dar respuesta a todos los ı́tems relacionados con
el tema que se quiere evaluar, lo cual permite ajustar los valores de dificultad de cada
uno de ellos.
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El modelo psicométrico contiene una cantidad de parámetros cuyos valores deben ser
encontrados para sintonizar los ı́tems con el modelo seleccionado. Esta fase es analoga
a la fase de entrenamiento de una red neuronal ya que el sistema CAT debe contar con
los valores iniciales de los parámetros del modelo antes de poder efectuar la evaluación
adaptable.

Los modelos psicométricos de respuesta al ı́tem son una pieza importante no so-
lamente para la IRT, sino también para la implementación de evaluadores adaptables
computarizados. Estos modelos tienen un sustento estad́ıstico y los más conocidos son
los denominados 1PL, 2PL y 3PL, aunque se han llegado a proponer los modelos 4PL
y 5PL.

El número que aparece como prefijo en el nombre, se refiere a la cantidad de paráme-
tros que definen al modelo, el cual se considera loǵıstico, y está orientado a disminuir los
recursos de cómputo (tiempo) durante un proceso de evaluación, aunque sus paráme-
tros tienen una interpretación cognitiva real. En las siguientes secciones se abordará la
descripción particular de los modelos piscométricos ya que es de gran relevancia conocer
su estructura y los parámetros que los conforman.

Una formulación Bayesiana empleando estos modelos permite determinar los valores
de estos parámetros, aunque a costa de introducir requerimientos adicionales, como la
construcción apropiada de distribuciones prior y también de desarrollar técnicas de
selección de modelos, para decidir cuál de ellos es el más adecuado en el ajuste de un
conjunto de datos dado (64).

La teoŕıa Bayesiana se puede aplicar en principio empleando directamente el modelo
psicométrico seleccionado, aunque existen otras corrientes que aseguran que es mejor
hacerlo sobre una representación lineal del mismo. Esta linearización es relativamente
fácil de obtener para los modelos 1PL y 2PL, y no queda claro cómo se puede hacer
para los modelos 3PL y 4PL y mucho menos para el 5PL.

Si se utiliza directamente el modelo seleccionado para aplicar el teorema de Bayes,
con el cual se estimen los parámetros, entonces aparecen de manera natural los concep-
tos de distribución prior y distribución a posteriori, como se muestra a continuación
(10).

2.2.1. Modelo 1PL o modelo de Rasch

El modelo clásico de la IRT se conoce como 1PL o modelo de Rasch en honor al
f́ısico danés Goerge Rasch quien lo propuso (57). El término 1 precisa el hecho de que
este modelo contiene solo un parámetro el cual está asociado con la dificultad del ı́tem.
El modelo 1PL es el modelo psicométrico más simple y está definido por la ecuación
(2.1)

pi(x = 1|θ, µi) =
1

1 + e−(θ−µi)
, (2.1)

donde pi(x = 1|θ, µ) denota la probabilidad de respuesta correcta de un examinado al
i–ésimo ı́tem, dado que θ es la habilidad del examinado y µi es la dificultad del ı́tem.
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Especificamente, en el modelo original de Rasch, la probabilidad de una respuesta
correcta está modelada como una función loǵıstica de la diferencia entre la habilidad del
examinado y la dificultad del ı́tem. La gráfica resultante de esto es una curva loǵıstica
o curva con forma de s y un ejemplo es el que se muestra en la figura 2.2.
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Figura 2.2: Curva loǵıstica del modelo de Rasch.

A pesar de ser el más sencillo de los modelos por contener solo un parámetro aso-
ciado a la dificultad del ı́tem, este modelo de Rasch es muy robusto debido a que
cumple con varias propiedades siendo una de las más importantes la llamada “compa-
ración invariante”también conocida como “objetividad espećıfica”. Esta caracteŕıstica
permite relizar una comparación entre el desempeño de dos estudiantes cualquiera o el
desempeño entre dos ı́tems cualquiera dentro de una prueba(32, 67).

En aras de establecer una definición formal de la objetividad espećıfica, se debe
recordar lo siguiente. El modelo psicométrico verifica que p : E × I −→ (a, b), donde E
e I son los conjuntos de examinados y de ı́tems dentro de la prueba, respectivamente,
y (a, b) ⊆ [0, 1].

La objetividad espećıfica del modelo asume la existencia de una función, χ : (a, b)×
(a, b) −→ R, y define una función vectorial multivariable p : (E×I)×(E×I) −→ (a, b)×
(a, b), donde p((r, u), (s, v)) = (p(r, u), p(s, v)), de tal manera que la composición de
las funciones c = χ ◦ p : (E × I)× (E × I) −→ R compara el par (r, u) con el par (s, v)
bajo las siguientes condiciones:

1. La comparación de cualesquiera dos objetos r, s ∈ E es independiente de la elec-
ción u, v ∈ I, u = v, y de cualquier otro elemento t ∈ E, t ̸= r, s.

2. La comparación de cualesquiera dos objetos u, v ∈ I es independiente de la elec-
ción r, s ∈ E, r = s, y de cualquier otro elemento w ∈ I, w ̸= u, v.
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La función de comparación c es objetivamente espećıfica dentro del marco de referencia
definido por E, I y p. La función c de la primer condición no necesita ser igual a la
función c de la segunda condición; i.e., la función χ de la primer condición puede ser muy
diferente de la función χ de la segunda condición. Sin embargo, el modelo psicométrico
p es siempre el mismo.

2.2.2. Otros modelos con más parámetros

Existen otros modelos que consideran otros parámetros con su correspondiente in-
terpretación cognitiva. Estos modelos pueden ser considerados generalizaciones del mo-
delo original de Rasch, pues cada uno contiene al anterior dentro de su definición. Por
ejemplo, la deficnión del modelo 2PL considera dentro de si al modelo 1PL original.

Modelo 2PL

Aśı como el parámetro del 1PL está asociado a la dificultad del ı́tem, el modelo 2PL
o modelo de Birnbaum generaliza al modelo de Rasch permitiendo a los ı́tems variar
no sólo en términos de la dificultad µi sino también en la capacidad de discriminación
α entre examinados con diferentes habilidades (49).

La función de distribución acumulativa o CDF de sus siglas en inglés del modelo
2PL está definida por la ecuación 2.2.

p(x = 1|θ, µ, α) = 1

1 + e−α(θ−µ)
(2.2)

Modelo 3PL

En la realidad, cuando se aplica un examen a una población de estudiantes y la
prueba presenta ı́tems dicotómicos de opción multiple, considerando de todas las op-
ciones que solo una es la correcta, es facil suponer que puede existir la probabilidad de
que la respuesta para tal ı́tem pueda darse de manera aleatoria, es decir, tratando de
adivinar la respuesta correcta de entre todas las opciones.

Este fenómeno en donde cabe la posibilidad de que el examinado encuentre la res-
puesta correcta adivinando no está considerado ni por el modelo 1PL ni por el 2PL.
Añadiendo otro parámetro al modelo 2PL que represente la contribución de la adivina-
ción o también llamado pseudo-azar a la probabilidad de respuesta correcta, se puede
corregir está situación (28).

En 1968, Allan Birnbaum(5) fue el primero en proponer está modificación al modelo
loǵıstico de dos parámetros. Él añadió el parámetro c que representa la forma binomial
del parámetro de pseudo-azar como se muestra en la ecuación 2.3.

p(x = 1|θ, µ, α, c) = ci + (1− ci)
1

1 + e−αi(θ−µi)
, (2.3)
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donde ci es el parámetro de pseudo-azar para el ı́tem i o también conocido como la
probabilidad de contestar correctamente el ı́tem i por mera adivinación. Con 0 < ci < 1
aunque algunos autores afirman que en la práctica se tiene 0 < ci < 0.35 (16).

Modelo 4PL

En 1981, Barton y Lord (6) exploraron de manera emṕırica la posibilidad de incluir
un cuarto parámetro al modelo 3PL existente. La razón de esto está justificada por
el hecho de que el modelo 3PL castiga considerablemente a aquellos estudiantes que
poseen una alta habilidad pero se equivocan al contestar un ı́tem con baja dificultad.

En otras palabras, el modelo 3PL ubica las habilidades de los estudiantes menos
competentes que adivinan correctamente un ı́tem dif́ıcil, pero asigna de manera efectiva
una probabilidad de cero a los estudiantes más competentes al contestar incorrecta-
mente un ı́tem fácil. Para abordar este supuesto, los autores estimaron el modelo 4PL
mediante la ecuación 2.4.

p(x = 1|θ, µ, α, c) = ci + (d− ci)
1

1 + e−αi(θ−µi)
. (2.4)

El parámetro d es la aśıntota superior y toma valores por debajo de 1, es decir, d < 1 y
cuando d = 1, el modelo se comporta como el 3PL. En la literatura se puede encontrar
que este modelo es poco usado, principalmente por la dificultad de implementación
que supone el modelo en si; sin embargo, con los recientes avances en cómputo de alto
procesamiento se está retomando el interés en el potencial de aplicación del modelo, cf.
por ejemplo en (54).

2.2.3. Estimación Bayesiana de Parámetros

Todos los modelos psicométricos, de los cuales se ha venido hablando en las secciones
anteriores contienen dentro de su estructura un conjunto finito de parámatros, los
cuales toman una interpretación cognitiva de acuerdo al contexto dentro del cual se esté
aplicando el modelo. Sin embargo, la estimación de los valores de dichos parámetros no
es trivial y existen al menos dos enfoques para realizar éste proceso.

El primero enfoque es utilizar un método experimental basado en el análisis de los
datos con los que se esté trabajando. El segundo enfoque es usar algún método basado
en inferencia Bayesiana. Uno de los métodos más usados es el de Máximum A Posteriori
(MAP), el cual toma como base al Teorema de Bayes.

Ésta técnica permite hacer una estimación tomando en cuenta la información previa
que se tenga sobre el evento del cual estemos trabajando. Para dar una idea más clara,
se tiene la siguiente ecucación 2.5

P (A ∩B|C) = P (B|A ∩ C)P (A|C), (2.5)

puesto que A ∩B = B ∩A, al aplicar la regla del producto se tiene 2.6,

P (B|A ∩ C)P (A|C) = P (A|B ∩ C)P (B|C), (2.6)
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lo que conduce al Teorema de Bayes

P (A|B ∩ C) =
P (B|A ∩ C)P (A|C)

P (B|C) . (2.7)

La ecuación (2.7) da la definición de la distribución a posteriori en términos de la
distribución prior, la cual se encuentra en el numerador del lado derecho de la ecuación.
El trabajo del autor Bretthorts (10) es interesante porque liga el concepto de entroṕıa
con la determinación de los parámetros requeridos en la distribución a posteriori a
través de la especificación de la información dada por la distribución prior, dando aśı
una alternativa al método clásico (MLE).

En este sentido, es también interesante investigar acerca de las diferentes definiciones
de entroṕıa, más allá de la definición dada por Shannon, y las implicaciones que cada
una de ellas tiene sobre la determinación de las distribuciones prior. Este tema es
tratado en parte por el autor Jaynes (33).

Según la ecuación (2.7), la forma de la distribución prior es importante porque
afecta a la distribución a posteriori. Por ejemplo, podŕıan existir distribuciones prior
que produzcan distribuciones a posteriori multimodales o incluso sesgadas (77).

Dentro de este trabajo de investigación, el uso de la técnica MAP supone un conjun-
to de elementos necesarios para su correcta aplicación dentro de un sistema CAT, tales
como el concepto de entroṕıa, los modelos psicométricos o el proceso de calibración
entre otros. Dichos elementos se pueden observar en la figura 2.3.

2.3. Entroṕıa y Distribución Prior

Existen diferentes ejemplos de distribución prior y entre ellos se pueden encontrar a las
distribuciones Beta, Gamma, Dirichlet y Normal (74). Sin embargo, no existe dentro
de la teoŕıa de probabilidades y dentro de la inferencia Bayesiana, la cual se supedita
solamente a la regla producto, la regla suma y el Teorema de Bayes, un método que
enuncie cómo asignar probabilidades, a no ser que se haga experimentalmente o, a la
manera Laplaciana, la cual sugiere que estas probabilidades se asocian a cierto grado
de creencia (10).

Opcionalmente, se pueden emplear también algunos principios de optimización de
funciones que de alguna forma dependen de la distribución de probabilidad que se
intenta encontrar. Un ejemplo de una función con esta caracteŕıstica es la entroṕıa y el
interés consiste en determinar las condiciones bajo las cuales es máxima (1, 2, 10, 11,
13, 14, 18, 20, 23, 24, 26, 29, 33, 34, 35, 36, 38, 39, 42, 43, 45, 50, 51, 52, 59, 73, 75).

El concepto de entroṕıa propuesto por Shannon (2) es el más usado dentro de la
literatura, aunque como ya se ha mencionado en otras secciones de este trabajo, exis-
ten muchos otros conceptos generalizados de entroṕıa. En este trabajo, los conceptos
entrópicos fueron parte sustancial para poder llegar al proceso de creación de distri-
buciones prior tal y como se puede observar en el art́ıculo que se desarrolló y que se
encuentra en el anexo A.1.
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Máxima

Verosi-

militud

(MLE)

Estimadores

Modelos

Psi-

cométri-

cos

Entroṕıa
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El concepto de entroṕıa esta fuertemente ligado al uso de la probabilidad, ya que
una de sus funciones es manejar una gran cantidad de eventos que son casuales, pero
que de manera conjunta pueden ser predecibles en términos de probabilidad. Esto va
de la mano con el hecho de que para construir una distribución prior se debe partir de
información que provenga de la muestra de individuos que serán evaluados dentro de un
CAT, y tal información será mucho más rica en tanto mayor sea su grado de desorden,
es decir, en tanto mayor sea la cantidad de eventos casuales que estén relacionados
con la población a evaluar, esto dará una gran aportación para poder plantear una
distribución prior y que se ajuste al contexto de la población que se está evaluando.

2.4. Bimodalidad

El concepto de bimodalidad se refiere a la existencia de una distribución de proba-
bilidad continua con dos modos diferentes. Un ejemplo de ello se puede apreciar en la
figura 2.4.

Figura 2.4: Distribución de probabilidad con bimodalidad.

Existen dentro de la literatura, algunos trabajos que proponen pruebas de bimo-
dalidad a los datos. Algunas de estas pruebas son, por ejemplo, la prueba de la figura
compleja de Rey-Osterrieth, la prueba de nombres de Boston, la prueba Dip de Har-
tigans, la prueba de exceso de masa, la prueba de existencia de modos, entre otras
(53).
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2.5. El proceso de calibración

El procedimiento de calibración de ı́tems en los test adaptables computarizados
tiene una gran importancia, ya que es incuestionable su influencia en la determinación
confiable de la estimación de la habilidad de los sujetos examinados en un área dada del
conocimiento. El procedimiento de calibración de ı́tems es una etapa importante en el
desarrollo y aplicación de un sistema de evaluación adaptable computarizado y el nivel
de importancia puede ser comparado con el proceso de entrenamiento en la construcción
de una red neuronal artificial, por ejemplo, donde un excelente entrenamiento es una
condición necesaria para un desempeño confiable de la red.

En este sentido, el proceso de calibración de ı́tems puede ser identificado como el
proceso de entrenamiento de un sistema de evaluación adaptable computarizado cuya
finalidad es ajustar los valores de los parámetros de los módelos psicométricos usados
para ser usados al principio del proceso de evaluación. Este proceso permite generar una
clasificación de ı́tems con base en su complejidad, nivel de discriminación, entre otras
posibles caracteŕısticas a elegir dependiendo el algoritmo utilizado en este proceso.

Aśı como el proceso de entrenamiento supervisado en las redes neuronales artificia-
les, la calibración de ı́tems requiere que existan datos previos con la intención principal
de ajustar esos datos a un modelo psicométrico dado. En el área de las redes neuronales
artificiales, el entrenamiento supervisado asume el conocimiento del estimulo de entra-
da y el correspondiente estimulo de salida, con el próposito principal de comparar la
salida teórica de una red neuronal previamente definida en arquitectura con el estimulo
de salida deseado, cuando alguno de los estimulos de entrada activa la dinámica de la
red propuesta.

La perfecta descripción de los datos de entrada y salida es la mayor ventaja en este
caso del entrenamiento supervisado, el cual no se encuentra directamente en el proceso
de entrenamiento de un sistema de evaluación adaptable computarizado.

Antes que nada, el proceso de calibración de ı́tems necesita la realización de un
experimento con una muestra representativa de la población de examinados, donde se
asume serán evaluados en un área del conocimiento previamente seleccionada, con la
idea central de medir un constructo dado o rasgo latente, que para efectos de este tra-
bajo será el relacionado con la habilidad conceptual sobre el manejo de tipos primitivos
de datos en el lenguaje de programación Java.

De acuerdo a la Teoŕıa de Respuesta al Ítem, un examinado tiene una cantidad del
rasgo latente que está siendo medido y el experimento está orientado a determinar su
valor. Además, el experimento también asume la existencia de un conjunto propio de
ı́tems, el cual define el instrumento de medición del constructo dado.

El conjunto de ı́tems que define al instrumento de medición es útil para obtener las
respuestas que vienen de cada uno de los examinados y esas respuestas son los indica-
dores directamente relacionados con el constructo que se está midiendo. La respuesta
depende del tipo de ı́tem, por ejemplo una prueba construida con ı́tems dicotómicos
debeŕıa aceptar configuraciones de respuestas definidas por valores falso o verdadero (0
ó 1). Los ı́tems politómicos definen pruebas con configuraciones de respuestas mucho
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más complejas. En este trabajo solo se consideran ı́tems dicotómicos.
Para un ı́tem dado en la prueba, el cluster de respuestas correctas e incorrectas es la

base para desarrollar la calibración de los ı́tems, la cual asume un modelo psicométri-
co previamente propuesto para definir teóricamente la probabilidad de una respuesta
correcta, dada la habilidad del examinado y el conjunto de parámetros que definen al
modelo psicométrico.

En este sentido, a lo largo del proceso de calibración se obtiene la curva caracteŕıstica
del ı́tem para cada uno de los ı́tems de la prueba. En este trabajo de investigación
se buscó la manera de tener un modelo psicométrico lo más general posible, por está
razón se propusieron dos nuevos modelos de 6 parámetros como se describe en secciones
posteriores.

En suma, el conjunto de respuestas provenientes de cada examinado define una
colección de configuraciones, la cual se usa para estimar la habilidad del sujeto y la
probabilidad de respuesta correcta para cada ı́tem en la prueba. El conjunto de pares
ordenados (habilidad, probabilidad) se usa entonces para ajustar los datos obtenidos
al modelo psicométrico propuesto. Los valores de los parámetros para cada ı́tem en la
prueba proveen el resultado final de la calibración. Esos son los tópicos a ser analizados
en las secciones siguientes acerca de la propuesta de diseño experimental.

Sin embargo, el proceso de calibración asume una selección propia del modelo psi-
cométrico, la cual se debe ajustar a los datos experimentales obtenidos. En términos
generales, se aplican los modelos psicométricos tradicionales por su relativa simplici-
dad para calcular computacionalmente los valores de los parámetros y por el cómputo
rápido de las habilidades durante la fase de evaluaciones reales.

La falta de una completa flexibilidad es uno de los principales problemas de los
modelos psicométricos tradicionales. Esta caracteŕıstica hace dif́ıcil la aproximación de
algunos tipos de datos experimentales o simulados donde el sesgo y/o la multimodalidad
pueden existir. De aqúı que, al menos el análisis teórico requiera la propuesta de nuevos
modelos psicométricos donde se pueda abordar este problema.
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Caṕıtulo 3

Desarrollo y Formalización

3.1. Propuesta de nuevos modelos psicométricos

La selección de un modelo psicométrico apropiado al contexto en el cual se esté
realizando la evaluación es una parte clave dentro de un sistema CAT. No obstante, la
elección puede llegar a complicarse cuando se trata de modelar situaciones de la vida real
donde se encuentran presentes los efectos de multimodalidad y sesgo. Esta complicación
surge como consecuencia del hecho de que los modelos clasicos basados en Rasch no
llegan a poder modelar estos comportamientos. Incluso los modelos de 4 parámetros
no contemplan dentro de sus estructuras la posibilidad de manejar datos con tales
caracteŕısticas. Existe un modelo de 5 parámetros (27) con el cual se pretende modelar
el sesgo de los datos. Sin embargo, no contempla la posibilidad de la multimodalidad.
Resulta conveniente entonces pensar, que si se añaden más parámetros a un modelo
es posible considerar la multimodalidad dentro de la estructura, lo cual conducirá a
que la curva ajuste mejor en aquellos conjuntos de datos cuya naturaleza involucre la
existencia de la multimodalidad y los sesgos. Claro, se debe tener en cuenta el hecho
de que se puede caer en una sobre-parametrización lo cual puede volver muy dif́ıcil el
cálculo de los parámetros del propio modelo que se proponga.

3.1.1. Modelos Generalizados

Algunos autores han explicado las razones por la cuales proponer formulaciones
alternativas más sofisticadas al modelo de Rasch, con la principal intención de incluir
el posible sesgo de los datos experimentales (7). En (32) se propone una extensión
del concepto de objetividad espećıfica, dando la posibilidad de comparar tres o más
elementos en los conjuntos de estudiantes E o de ı́tems I, e incluso en (67) el concepto
de objetividad espećıfica se excluye como un requerimiento necesario, lo cual conduce
a la idea de modelos de pseudo-Rasch.

Un módelo general relativamente simple se puede proponer a partir de una ligera
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modificación a otra función definida por (27),

p(x = 1|θ, µ, α, a, c, d, g) = d+ (a− d)pg
(
x = 1

∣∣∣∣θ, µ+
1

α
lnc, α

)
, (3.1)

donde la Función de Distribución Cumulativa (CDF), p, en el lado derecho de (3.1),
está dada por el modelo 2PL, el cual se define por la ecuación 3.2

p(x = 1|θ, µ, α) = 1

1 + e−α(θ−µ)
. (3.2)

3.2. Análisis de los modelos propuestos

En este escenario, multiples alternativas de modelos psicométricos son posibles. Sin
embargo, para mantener la fortaleza del modelo de Rasch (56, 58) se deben introducir
algunas restricciones. Por ejemplo,

i) el modelo propuesto debe ser parte de un marco de referencia con objetividad
espećıfica , aún con el modelo extendido, el cual admite la comparación entre
dos, tres o más elementos de E o de I,

ii) el modelo también debe ser muy flexible para admitir sesgo y algún tipo de
multimodalidad que pudiera posiblemente mostrar la habilidad y,

iii) finalmente, el modelo propuesto debe verificar que el modelo de Rasch cae como
un caso particular.

El modelo dado por (3.1) contiene seis parámetros µ, α, a, c, d y g, y verifica el cum-
plimiento de las restricciones anteriores. De hecho, la interpretación de los parámetros
µ, α, a y d, coincide con la que se da a los parámetros en los ya bien conocidos modelos
1PL, 2PL, 3PL y 4PL (27, 28). En suma a lo anterior, el modelo de Rasch, aśı como
los modelos 2PL, 3PL y 4PL, son casos particulares de este modelo más general 6PL
definido por (3.1).

Para ilustrar la comprobación de la restricción iii), se puede obtener de (3.1) el
modelo de Rasch si se toma α = 1, a = 1, c = 1, d = 0, g = 1 y µ ∈ (−∞,+∞). Cuando
el valor requerido de α ∈ (0,+∞) se toma en lugar de α = 1, se obtiene el modelo 2PL.
También a partir de (3.1) el modelo 3PL se puede obtener cuando a = 1, c = 1, g = 1
y µ ∈ (−∞,+∞), α ∈ (0,+∞), d ∈ (0, 1). Finalmente, cuando 0 < d < a < 1, entonces
se obtiene el modelo 4PL también.

Además. con el modelo dado por (3.1), llamado de aqúı en adelante modelo 6PL
extendido de Rasch, la interpretación de los nuevos parámetros c y g incluye el concepto
de sesgo de los datos experimentales, ya que, el parámetro c implica una corrección al
término de la dificultad µ. Sin embargo, se puede probar que el modelo no produce
sesgos simétricos (el sesgo a la izquierda no es una imagen espejo del sesgo a la derecha)
cómo se puede apreciar en la figura 3.1.
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Figura 3.1: Curva caracteŕıstica del ı́tem usando el modelo 6PL Extendido de Rasch.

3.2.1. Modelo 6PL Extendido

Uno de los primeros avances que se obtuvo dentro de la presente investigación, fue
la construcción de un modelo psicométrico de seis parámetros que se pudiera adaptar
al concepto orginal del modelo de Rasch, es decir, que cumpliera con las restricciones
del propio modelo original y que en consecuencia fuese una generalización del mismo.
Si bien es cierto, la idea de tener un mayor número de parámetros con respecto a los
modelos ya existentes representa una complejidad aún mayor para su implementación,
pero el hecho de que a costa de estos nuevos parámetros se pueda contemplar dentro
del modelado la posible existencia de resultados con naturaleza bimodal y sesgada es
algo novedoso en el campo de la IRT y de los sistemas CAT.

El cambio de concavidad y el comportamiento simétrico relativo a las aśıntotas
superior e inferior, respectivamente definido por las ecuación 3.3

ĺım
θ→±∞

p(x = 1|θ, µ, α, a, d, c, g) =
{

a
d

, (3.3)

son dos puntos importante a considerar en el comportamiento del modelo 6PL exten-
dido de Rasch. En esta parte de la discusión, se analizan las condiciones para aplicar
de manera exitosa esta CDF como un modelo psicométrico propio, matemáticamente
hablando.

Para hacer esto, en el análisis del comportamiento de la función se involucran la
primera y segunda derivadas y se puede probar fácilmente que la CDF (3.1) es una
función incremental. Por otro lado, el cambio de concavidad ocurre en el punto simple
θ = µ + 1

α ln(cg) dentro del dominio de la CDF (3.1) y d + a−d
(1+g−1)g

es el valor de

la función en este punto. Ahora, la condición de crecimiento rápido de la CDF esta
establecida a través de la definición de un parámetro positivo κ tal que,
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κ

αg(a− d)
≤ pg

(
x = 1

∣∣∣∣θ, µ+
1

α
lnc, α

)
− pg+1

(
x = 1

∣∣∣∣θ, µ+
1

α
lnc, α

)
. (3.4)

Entonces, el conjunto de habilidades θ que satisfacen esta desigualdad se vuelven
el intervalo donde la CDF (3.1) crece rápidamente. Ya que esta CDF es una función
incremental, entonces las ráıces de la igualdad en la inecuación (3.4) definen el infimum
y el supremum del intervalo. La desigualdad (3.4) también puede ser vista como la
especificación del limite inferior dado por κ

αg(a−d) al polinomio f(x) = xg − xg+1 en el

intervalo real (0, 1), con potencia real g, 0 < g. La derivada de este polinomio esta dada
por 3.5

d

dx
f(x) = (g + 1)xg−1

(
g

g + 1
− x

)
, (3.5)

la cual es siempre positiva en el intervalo
(
0, g

g+1

)
(función incremental f) y negativa

en el intervalo
(

g
g+1 , 1

)
(función decremental f).

Si 0 < g < 1, entonces la función f no tiene cambio de concavidad y es siemre
concava hacia abajo (ya que su segunda derivada es siempre negativa). Por otro lado,
si 1 < g, entonces la función f cambia de ser concava hacia arriba a ser concava hacia
abajo en el punto cŕıtico θ = g−1

g+1 . El punto θ = g
g+1 en el dominio de f es un punto

cŕıtico donde donde la función f tiene un valor maximum para valores arbitrarios del
parámetro g, 0 < g. Esto significa, que la función definida por la igualdad en (3.4)
tiene solamente dos raices reales si la constante κ

αg(a−d) satisface las condiciones que se

mencionan posteriormente. De hecho, el punto cŕıtico g
g+1 está asociado con elmaximum

de f(x) en el intervalo (0, 1), y estemaximum acquiere el valor 1
g+1

(
g

g+1

)g
. Por lo tanto,

la condicion para la existencia de las dos ráıces reales está dada por 3.6

0 <
κ

α(a− d)
<

(
g

g + 1

)g+1

. (3.6)

El comportamiento asimétrico de la función f asegura que las dos ráıces son asimétri-
cas con respecto al punto g

g+1 . Este comportamiento de f implica la posibilidad de
obtener una Función de Densidad de Probabilidad (PDF) sesgada para la CDF (3.1);
sin embargo, el comportamiento de este sesgo no es completamente simétrico, en el
sentido ya explicado al principio de esta sección.

Para probar la existencia de un sesgo asimétrico para el modelo 6PL extendido de
Rasch se considera el valor de esta función en el punto θ = µ+ 1

α ln(cg), donde aparece
el cambio de concavidad. La distancia entre el punto (µ + 1

α ln(cg), d) en la aśıntota
inferior y el punto donde aparece el cambio de concavidad esta dada por la expresión

a−d
(1+g−1)g

, la cual significa que la distancia es proporcional a a− d, donde la proporción

está definida por la expresión 1(
1+ 1

g

)g .

Notese que el parámentro g tiene un limite inferior igual a cero, pero puede crecer sin
limite, aśı que es interesante saber los limites de esta proporción. Usando la definición
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de la base del logaritmo natural y la regla de L’Hopital’s, es relativamente sencillo notar
que esos limites son 1 y 1

e , donde g → 0 y g → +∞, respectivamente.
Entonces, la distancia entre el punto en la aśıntota inferior, (µ + 1

α ln(cg), d), y el
punto en la CDF donde ocurre el cambio de concavidad, puede ser tan grande como
a−d o tan pequeño como 1

e (a−d), lo cual significa que el sesgo a la derecha de la CDF
no es necesariamente simétrico al sesgo a la izquierda del mismo modelo de la CDF.

3.2.2. El modelo 6PL Extendido de Rasch y la objetividad espećıfica

El comportamiento de este modelo es muy complejo, y es dif́ıcil, si no imposible,
manejar de manera directa el concepto de objetividad espećıfica. Sin embargo, la función
se puede aproximar mediante una función por partes definida como a continuación se
muestra en 3.7 en algunos intervalos de las habilidades

p(x = 1|θ, µ, α, a, c, d, g) ≈





1
1+exp(−α(θ−µ− 1

α
ln c))

, si µ+ 1
α
ln c ≪ θ

1
exp(−αg(θ−µ− 1

α
ln c))

, si θ ≪ µ+ 1
α
ln c

1
2g(1− 1

2
g)

· 1

1+exp

(
−α

(
θ−µ− 1

α
ln cg

2(1− 1
2
g)

)) , en otro caso.

(3.7)
La definición por partes de la función p(x = 1|θ, µ, α, a, c, d, g) y la idea de una

objetividad espećıfica, permiten comparar tres habilidades escogidas arbitrariamente y
dos ı́tems seleccionados arbitrariamente. Se debe resaltar que la elección de cualesquie-
ra dos expresiones de la definición por partes de la función p(x = 1|θ, µ, α, a, c, d, g)
representa exactamente la misma CDF, aśı que el concepto de objetividad espećıfica
está correctamente aplicado en tal sentido.

Luego entonces, la comparación de las tres habilidades se puede realizar mediante
la definición de la función 3.8 con χ : (0, 1)× (0, 1)× (0, 1) −→ R,

χ(x1, x2, x3) =
ln
(

x1
1−x1

· 1−x2
x2

)

ln
(

x1
1−x1

· 1−x3
x3

)
,

(3.8)

y a través de asumir que la objetividad espećıfica elimina cualquier factor de escala
en cualquier expresión de la definición por partes de la CDF. Aśı que, por ejemplo,
c((r, u), (s, u), (t, u)) = θr−θs

θr−θt
. De manera similar, dos ı́tems se pueden comparar a

través de la definición de la función 3.9 con χ : (0, 1)× (0, 1)× (0, 1)× (0, 1) −→ R,

χ(x1, x2, x3, x4) =
ln
(

x1
1−x1

· 1−x2
x2

)

ln
(

x3
1−x3

· 1−x4
x4

)
,

(3.9)

y la idea de objetividad espećıfica ya sugerida. Además, dos ı́tems pueden ser compa-
rados tomando en cuenta la misma expresión, o cualesquiera dos expresiones de la defini-
ción por partes de la CDF, c((r, u), (s, u), (r, v), (r, v)) = αu

αv
ó c((r, u), (s, u), (r, v), (r, v)) =

αugu
αv

.
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Estos resultados implican que un simple ı́tem se puede comparar consigo mismo a
través de definir subdominios, dejando en claro que un ı́tem puede tener capacidades
diferentes de discriminación. Además, dos ı́tems diferentes (u, v) pueden ser comparados
tomando alguno de los siguientes ı́ndices αu

αv
, αugu

αv
, αv
αugu

, αv
αu

y un solo ı́tem u con los

ı́ndices gu,
1
gu
.

3.2.3. Modelo 6PL Flexible

En (61) se propone otra CDF con seis parámetros en un contexto diferente, y esta
función está definida por,

p(x = 1|θ, µ, α, β, k, a, d) = d+
a− d

1 + e−α(θ−µ)

1+ek(θ−µ) +
e−β(θ−µ)

1+e−k(θ−µ)

, (3.10)

donde la definición de k = 2αβ
|α+β| especif́ıca una restricción a los posibles valores de k.

Sin embargo, el modelo que se propone en este trabajo requiere solamente que 0 ≤ d <
a ≤ 1, µ ∈ (−∞,+∞) y no impone restricciones en los posibles valores de k. Es de
notar que el modelo satisface los dos comportamientos asintóticos cuando θ → ±∞ y
que el modelo de Rasch se puede obtener como un caso particular cuando a = 1, d =
0, k = 0 y α = β. Los posibles valores de α y β son deducidos a partir del análisis
del comportamiento asintótico de la función (3.10). Este análisis muestra que 0 < α y
0 < β.

El Modelo 6PL Flexible y la Objetividad Espećıfica

La condición de objetividad espećıfica está de alguna forma relacionada intimamen-

te con el concepto de función inversa. Aśı que, dada la CDF (3.10), uno de los posibles

medios para encontrar la transformación adecuada, que conduzca a la propiedad obje-

tividad espećıfica, consiste en encontrar las raices de la ecuación (3.11)

1 +
1

1 + ek(θ−µ)
e−α(θ−µ) +

1

1 + e−k(θ−µ)
e−β(θ−µ) =

a− d

p(x = 1|θ, µ, α, β, k, a, d)− d
, (3.11)

la cual resulta tras algunas manipulaciones sobre la ecuación (3.10).
A primera vista, puede resultar muy dif́ıcil encontrar una expresión anaĺıtica de las

posibles raices de (3.11). Sin embargo, el análisis asintótico arroja alguna luz sobre el
comportamiento del lado izquierdo de (3.11) en los limites k −→ ±∞ y θ −→ ±∞.

Las condiciones especificadas en la Tabla 3.1 dicen que, para algunos parámetros
adecuados α, β, k, existen regiones en el dominio de la función p(x = 1|θ, µ, α, β, k, a, d)
donde la objetividad espećıfica se logra. Aśı que, por ejemplo, las condiciones α >
0, β > 0 y k ≫ 1 definen el comportamiento asintótico 1 + e−α(θ−µ) del lado izquierdo
de (3.11) en un intervalo (−∞, θ∗), donde θ∗ < µ.
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Tabla 3.1: Comportamiento asintótico del lado izquierdo del modelo 6PL Flexible.

Aunque ir significa ‘valor irrestricto’, se asume que α > 0 y β > 0 para satisfacer el

comportamiento asintótico de la función (3.10).

k θ α β Comportamiento Asintótico Comentarios

+∞
−∞
+∞

+

ir

ir

+

1 + e−α(θ−µ)

1 + e−β(θ−µ)
Estas condiciones impli-

can la existencia de inter-

valos a la izquierda y de-

recha de θ = µ donde la

CDF dada por (3.10) se

vuelve incremental y con

comportamiento comple-

jo en un vecindario de

θ = µ

−∞
−∞
+∞

ir

+

+

ir

1 + e−β(θ−µ)

1 + e−α(θ−µ)
Comentarios similares a

la fila anterior

Un análisis similar en algún intervalo (θ∗∗,+∞), donde µ < θ∗∗, muestra también
la existencia de la objetividad espećıfica. Por simetŕıa, uno debeŕıa esperar resultados
similares cuando k ≪ −1, con el comportamiento asintótico espećıficado por la segunda
fila de la Tabla 3.1. Aśı que, tres regiones en el dominio de la definición de la CDF (3.10)
especifican el comportamiento del modelo.

Entonces, el modelo 6PL flexible puede ser aproximado por una función exponencial
por partes como sigue en 3.12,

p(x = 1|θ, µ, α, β, k, a, d) ≈





1
1+e−α(θ−µ) if θ ∈ Iα(µ, k),

1

1+e−
α+β
2 (θ−µ)

if θ ∈ Iα+β
2

(µ, k),

1
1+e−β(θ−µ) if θ ∈ Iβ(µ, k),

(3.12)

donde los intervalos Iα(µ, k), Iα+β
2

(k), Iβ(µ, k) dependen de los parámetros µ y k. Es de

notar que, Iα(µ, k) ∩ Iα+β
2

(µ, k) = ∅, Iα(µ, k) ∩ Iβ(µ, k) = ∅, Iβ(µ, k) ∩ Iα+β
2

(µ, k) = ∅ y
también Iα(µ, k) ∪ Iα+β

2
(µ, k) ∪ Iβ(µ, k) = R. Esta representación sugiere que el ı́tem

contiene tres parámetros discriminantes, dados por α, β y α+β
2 .

Entonces, la función de comparación es similar a la función del modelo 6PL extendi-
do de Rasch y tres habilidades y dos ı́tems pueden ser comparados usando las funciones
definidas en la ecuación (3.8) y la ecuación (3.9), respectivamente. Sean µu, αu, βu, ku
los parámetros del ı́tem u y θr, θs, θt, las habilidades arbitrarias de tres examinandos
diferentes. Entonces la función de comparación se evalúa como sigue en 3.13,
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c((r, u), (s, u), (t, u)) =
θr − θs
θr − θt

(3.13)

De manera similar, para poder comparar dos ı́tems, se consideran solamente los
examinandos r y s y los ı́tems u and v. Entonces,

c(p(r, u), p(s, u), p(r, v), p(s, v)) =
γu
γv

, (3.14)

3.14 compara dos ı́tems arbitrarios, sin considerar las caracteŕısticas de los examinan-
dos. La comparación se puede obtener de la siguiente manera, αu

(αv+βv
2 )

, βu

(αv+βv
2 )

, αu
βv

, βu

αv
,

(αu+βu
2 )
βv

,
(αu+βu

2 )
αv

, αu
αv

, βu

βv
,
(αu+βu

2 )
(αv+βv

2 )
o incluso dentro del mismo ı́tem puede haber compa-

raciones por regiones, αu

(αu+βu
2 )

, βu

(αu+βu
2 )

, αu
βu

, βu

αu
,
(αu+βu

2 )
βu

,
(αu+βu

2 )
αu

.

3.3. Construcción de Distribuciones Prior

El teorema de Bayes como se ha comentado en el Caṕıtulo 2, contempla el uso de
una distribución llamada prior, con la cual es posible calcular la llamada distribución
a posteriori. No obstante, la selección de la distribución prior no es trivial y se debe
garantizar que aporte la mayor cantidad de información sobre los examinandos. Para
tal efecto, el concepto de entroṕıa ha sido utilizado en algunos trabajos [referencia]
como una alternativa para la construcción de distribuciones prior informativas. Para
enriquecer estas propuestas, se puede utilizar el concepto de máxima entroṕıa, lo cual
supone la utilización de alguna técnica de optimización para maximizar la información
que arrojará la entroṕıa sobre la información previa con la que se cuente respecto a los
examinandos en la muestra que se esté evaluando.

Un ejemplo podŕıa ser identificar a buenos programadores dentro de un grupo de
alumnos de algún programa de estudios en Ciencias Computacionales. La calificación
promedio puede ser importante para saber si un sujeto tiene mayor habilidad en pro-
gramación. T́ıpicamente, aquellos examinandos con mejores promedios de calificación,
tienden a ser buenos programando, pero esto es solo una suposición emṕırica, se re-
quiere mayor formalidad para sustentar tal aseveración. Es aqúı donde el concepto de
entroṕıa puede arrojar mayor claridad sobre esta información previa.

Retomando el ejemplo anterior, se podŕıa considerar la proporción de hombres y
mujeres en la muestra de examinandos como otro dato relevante además del promedio.
Aqúı nuevamente el concepto de entroṕıa puede arrojar resultados favorables al respecto
que aporten una mayor claridad para la construcción de la distribución prior.

La formulación de esto que se ha dicho en parrafos anteriores, está dada en principio
por la aplicación del concepto de entroṕıa de Shannon (33), el cual esta dado por la
siguiente ecuación,
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L = máx
pi

{
−

n∑

i=1

pi ln pi + λ0

(
n∑

i=1

pi − 1

)}
, (3.15)

donde −
n∑

i=1
pi ln pi es la entroṕıa de Shannon y

n∑
i=1

pi − 1 es la condición de que la suma

de las probabilidades es 1.
Con la ecuación anterior lo que se pretende es poder agregar más restricciones

que representen cierta información obtenida de manera preliminar de los sujetos de la
muestra.

Por ejemplo el género es un factor importante a considerar, ya que las proporciones
de hombres y mujeres dentro de una población no es la misma. Y esto se puede ver
mucho más marcadamente cuando se habla de una carrera del área de la Ingenieŕıa,
como por ejemplo la ciencias computacionales. Si se toma esta información obtenida a
partir de una muestra de la población de estudiantes, se podŕıa decir que

L = máx
pi

{
−

2∑

i=1

pi ln pi + λ0

(
2∑

i=1

pi − 1

)
+ λ1 (p1 − ap2)

}
. (3.16)

Asumiendo que Mujeres = 1 y Hombres = 2, y donde a es una constante de pro-
porcionalidad y a = p1

p2
.

Sin embargo, la manera de obtener información previa de los examinandos puede
llegar a ser muy diversa, por ejemplo, si se aplicara una encuesta, se podŕıa llegar a tener
una mezcla entre tipos de datos cualitativos (categóricos) y cuantitativos (numéricos),
lo cual hace complejo la inclusión de más restricciones. En tal caso lo que se sugiere
hacer es realizar un Análisis de Componentes Principales (PCA) sobre los datos de la
encuesta a fin de reducir la dimensionalidad y extraer los datos más representativos.
Esto tampoco resulta trivial ya que la mezcla de los datos complica más la aplicación
de dicha técnica. No obstante existe una alternativa, la cual implica el estudio de la
técnica PCAmix (), la cual según la literatura puede separar los componentes principales
de ambos tipos de datos y ayudar a reducir considerablemente la dimensionalidad del
problema. Este es un posible camino experimental que se sugiere explorar como trabajo
futuro a esta tesis.
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Caṕıtulo 4

Experimentación y Resultados

4.1. Resultados

Los hallazgos que se fueron realizando durante la realización de este trabajo de
tesis son muy ricos en posibilidades para ser tomados como nuevos puntos de partida
en investigaciones posteriores. Además, la posibilidad de contar con una propuesta al
menos teórica sobre el cálculo de distribuciones prior, ha permitido realizar algunos
cálculos sintéticos sobre el uso de estas distribuciones en conjunto con la técnica MAP
o EAP aplicando los modelos psicométricos de Rasch generalizados.

El cálculo de las habilidades de examinados en un sistema CAT requiere, como se
ha venido platicando de la selección un módelo psicométrico a ser resuelto a la hora de
aplicarse los ı́tems dentro de la prueba. Tomando los resultados que se han encontrado
durante la presente investigación, es pertinente mencionar que los módelos psicométricos
propuestos con 6 parámetros arrojan luz sobre la posibilidad de que sirvan de apoyo
para trabajar con aquellas circusntancias donde exista una multimodalidad o sesgo en
los resultados que arroje la prueba que se esté realizando.

Para poder realizar con mayor efectividad la prueba se debe considerar un buen
diseño experimental. Existen algunos trabajos que consideran procedimientos estándar
para plantear un buen diseño como se menciona en (17, 37, 80), donde se discute sobre
los materiales necesarios y se describe como estos deben ser preparados.

Modelos Psicométricos

Para efectos de este trabajo, si se hablará de utilizar un diseño experimental, se
puede considerar la forma general que incluye seis parámetros en la siguiente ecuación

P (X = 1|θ, a, b, c, d, f, g) = d+
a− d(

1 + ceb(θ−f)
)g , (4.1)

donde f ∈ (−∞,+∞), 0 ≤ d < a ≤ 1, b < 0, 0 < c, 0 < g y a, d representan las
aśıntotas horizontales superior e inferior respectivamente. Esta ecuación es llamada
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modelo psicométrico 6PL e incluye a los otros modelos llamados 1PL, 2PL, 3PL, 4PL
y 5PL.

Cada ı́tem en la prueba tiene una ecuación como ésta y el proceso de calibración se
encarga de encontrar los valores adecuados para los parámetros. La interpretación de ca-
da parámetro de la ecuación es particularmente importante. Por ejemplo, el parámetro
f representa la dificultad del ı́tem, el cual mide cuanta dificultad encuentra el exami-
nando para contestar correctamente a tal ı́tem, cuando se compara con su habilidad.

El parámetro b es llamado el discriminante y mide que tanto el ı́tem discrimina
entre los examinados. Valores altos de este parámetro discriminan mejor que los valores
bajos. Por ejemplo, valores bajos de este parámetro hacen dificil discriminar entre dos
examinandos con habilidades notablemente diferentes, ya que las probabilidades de
responder correctamente al ı́tem son casi iguales. Ítems con un alto valor discriminante
son más valiosos que los que tienen un valor bajo.

Por otro lado, otras alternativas de funciones de distribución acumulada parecen
ser mucho más complicadas (4), mientras que otras están entre los dos puntos de vista
como por ejemplo la que se menciona en (61).

La segunda referencia en el párrafo anterior propone una función de distribución
acumulativa en la forma,

f(x) = d+
a− d

1 + ep3(x−p4)

1+ek(x−p4)
+ ek(x−p4)ep5(x−p4)

1+ek(x−p4)

,

= d+
(a− d)

(
1 + ek(x−p4)

)

1 + ek(x−p4) + ep3(x−p4) + ek(x−p4)ep5(x−p4)
, (4.2)

donde los autores del art́ıculo sugieren que k = 2p3p5
|p3+p5| y ésta propuesta de diseño

experimental requiere que 0 ≤ d < a ≤ 1, p3 < 0, p4 ∈ (−∞,+∞), y p5 < 0. Se ha
de notar también que este modelo satisface los dos principales requerimientos de esta
propuesta de diseño experimental; a saber

ĺım
x−→−∞

f(x) = d (4.3)

y
ĺım

x−→+∞
f(x) = a (4.4)

Además, este diseño experimental no introduce ninguna restricción dentro del paráme-
tro k, y este parámetro k irrestricto provee más flexibilidad al modelo, haciendo posible
obtener comportamientos complejos de la función de distribución cumulativa y la fun-
ción de densidad de probabilidad, donde esta complejidad está definida por la presencia
de sesgos y multimodalidad.

Algoritmos y heuŕısticas

La lista de materiales de un buen diseño experimental incluye los algoritmos o
heuŕısticas para procesar los datos crudos. Existen al menos dos caminos para procesar
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los datos. Un camino para procesar los datos no requiere más consideraciones y cal-
cula directamente las variables importantes considerando los datos experimentales (las
respuestas a cada ı́tem provenientes de cada examinando) (69).

El segundo camino incluye la especificación de un modelo psicométrico y la idea de
máxima verosimilitud. Es importante decir que el patrón de respuestas por examinado
no tiene ningún efecto en ambos casos de procesamiento de datos, sin embargo, seŕıa
muy interesante incluir está caracteŕıstica en un trabajo futuro.

Como un ejemplo de datos crudos, la tabla 4.1 muestra los resultados después de
aplicar, de manera simulada, una prueba o test definido por veinte ı́tems dicotómicos
a un conjunto de quince examinados. Las habilidades de los estudiantes fueron selec-
cionadas de manera aleatoria dentro del intervalo [−3, 3] de manera uniforme, donde
las unidades de las habilidades están dadas en logits. Las respuesta del examinando fue
producida a través de la aplicación del modelo loǵıstico de dos parámetros y la selección
aleatoria de un número real en el intervalo [0, 1] de manera uniforme.

La simulación requiere veinte valores del par de parámetros llamados dificultad del
ı́tem y discriminante del examinando; en otras palabras, un valor para este par de
parámetros por cada ı́tem en la prueba. Por supuesto, en una situación real se asume
que estos parámetros no son conocidos y el proceso de calibración debe estimar su valor.

Dentro de la simulación, la dificultad del ı́tem esta definida mediante una selección
aleatoria de un número real en el intervalo [−3,+3] de manera uniforme, donde los
logits son las unidades de la dificultad del ı́tem. De manera similar, el discriminante
del examinando esta definido mediante una selección aleatoria de un número real en el
intervalo (0, 5) de manera uniforme y este parámetro es adimensional.

No obstante, ¿cómo puede uno obtener una distribución de 0′s y 1′s para lograr
un tipo dado de distribución? La respuesta es relativamente simple, y esta dada por el
Algoritmo 1

¿Cómo obtener un histograma simulado que represente la posible frecuencia de las
habilidades de un grupo de examinados respondiendo a un ı́tem? Esta es otra pregunta
interesante. Otra vez, el ı́tem en particular está representado por un conjunto conocido
de parámetros µ, α, a, d, β, c, g que definen al correspondiente modelo psicómetrico. La
respuesta a esta pregunta está dada por el algoritmo 2.

La discusión anterior permite trabajar con datos simulados, haciendo posible asumir
las circunstancias necesarias de una prueba en las que el beneficio de contar con un
buen diseño experimental apoya de manera contundente la propuesta de usar modelos
psicométricos de seis parámetros para el cálculo de las habilidades de los examinados.
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Algoritmo 1 Algoritmo para obtener respuestas con una distribución acumulativa

dada.

Entrada: Una CDF dada P (X = 1|θ,p).
Salida: Conjunto de respuestas correctas e incorrectas siguiendo la distribución dada

P (X = 1|θ,p).
1: procedure Distribución(P (X = 1|θ,p))
2: θ ← {θ1, θ2, . . . , θm}%define uniformemente el conjunto de habilidades

3: p ← {p1,p2, . . . ,pn}%define uniformemente el conjunto de vectores de los

parámetros

4: for i = 1 to Nitems do

5: for j = 1 to Nexaminandos do

6: r ← rand%selecciona uniformemente un número en el intervalo (0, 1)

7: pij = P (X = 1|θj ,pi) %calcula la probabilidad de respuesta correcta

8: if pij < r then

9: resp← 0

10: else

11: resp← 1%correcto si la probabilidad de éxito es mayor que r
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Algoritmo 2 Algoritmo para obtener habilidades de los examinandos con alguna

frecuencia a un ı́tem dado.

Entrada: Dada una CDF P (X = 1|θ,p).
Salida: El conjunto de habilidades siguiendo la distribución P (X = 1|θ,p) dada.
1: procedure Densidad(P (X = 1|θ,p))
2: P ← {P1, P2, . . . , Pm}%define uniformemente el conjunto de probabilidades en

(0, 1)

3: p← {p1, p2, . . . , pn}%define uniformemente el vector de parámetros

4: for i = 1 to Nprobs do

5: Pi = P (X = 1|θ,p)%cálcula las raices de esta ecuación, variable θ

6: abilities← roots%almacena las habilidades

7: return el conjunto de habilidades

Por otro lado, es importante mencionar que dentro de los procesos de la prueba
CAT se requiere realizar la calibración de los ı́tems. En este sentido, los factores que
participan a lo largo del proceso de calibración son múltiples y variados. Tales facto-
res incluyen las respuestas del examinado, la estructura de los ı́tems (complejidad, la
cual incluye a la dificultad), el número de ı́tems, el número de examinados, el área de
conocimiento a evaluar, el nivel de conocimiento de los estudiantes, el examinador, etc.

Además, las variables independientes están definidas por las respuestas a cada ı́tem,
el contenido de los ı́tems, el número de ı́tems, el número de examinados, el tiempo de
la prueba, etc. Los parámetros de los ı́tems y la probabilidad de respuesta correcta al
ı́tem define las variables dependientes.

Sin embargo, estas variables dependientes son útiles para definir variables más es-
tructuradas con las cuales, al mismo tiempo, se vuelven las nuevas variables dependien-
tes. Por ejemplo, la suma total de errores cuadrados, donde el error está dado por la
diferencia entre los valores teóricos y los valores experimentales de la probabilidad P .

4.2. Cálculo de la distribución prior usando el concepto

de entroṕıa

Cuando se quiere explicar alguna relación entre rasgos latentes de los individuos,
por ejemplo, caracteŕısticas o atributos no observables y sus manifestaciones (resulta-
dos observados, respuestas o desempeño), entonces la IRT se convierte en una valiosa
herramienta formal.
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IRT como se ha mencionado anteriormente dentro de este documento, es una familia
de modelos para analizar y predecir el comportamiento de las variables involucradas,
y sus aplicaciones cubren diferentes escenarios de evaluación, exposición del ı́tem, el
control y la calibración de ı́tems y la generación automática de ı́tems son solo algunos
ejemplos de estos escenarios y las variables involucradas.

Desde un punto de vista teórico, existen varios modelos conocidos para analizar estos
temas y herramientas potencialmente útiles para proponer soluciones novedosas (46).
Estos modelos consideran un conjunto de ı́tems para definir un instrumento de medición.
Un conjunto de parámetros especif́ıca las caracteŕısticas del ı́tem que dependen de la
aplicación en particular.

Los resultados de la aplicación del instrumento de medición proporcionan informa-
ción sobre el rasgo latente del examinado. La IRT supone que los valores del constructo
latente (por ejemplo, estrés, conocimiento, valores de actitudes) y los valores de los
parámetros de algunos ı́tems son organizados en un continuo inobservable como varia-
bles aleatorias. Aśı, la IRT ayuda a establecer la posición o valor del rasgo latente del
examinado en ese continuo considerando las caracteŕısticas de los ı́tems y la calidad de
las respuestas a ellos (60, 78).

Incluir ı́tems con diferentes formatos de presentación y respuesta, examinados y
examinadores, son sólo una parte del escenario de evaluación. En particular, los sistemas
CAT son una área donde la aplicación de la IRT es de gran utilidad para automatizar
las evaluaciones de desempeño. En general, la IRT y su aplicación en los sistemas CAT
suponen la existencia de un conjunto de ı́tems que por construcción tiene cardinalidad
finita.

El proceso CAT supone que, a través de la experimentación, el pool contiene ı́tems
calibrados (grupo de ı́tems calibrados o CIP en inglés), es decir, un experimento previo
proporciona información sobre los valores de los parámetros de los ı́tems que definen
su caracteŕısticas correspondientes.

El proceso de calibración de ı́tems implica un análisis estad́ıstico de las respuestas
que surgen de un conjunto de sujetos de prueba y el ajuste de los datos experimentales
a un modelos de función de distribución cumulativa sigmoidea (CDF) asignado a cada
ı́tem. Este procedimiento define los parámetros correspondientes al ı́tem y, por lo tanto,
la curva caracteŕıstica del ı́tem (ICC), la cual depende de la habilidad como rasgo
latente.

Los parámetros de una ICC tienen una interpretación en términos de la dificultad
del ı́tem y su capacidad de discriminación, entre otros, e influyen en la determinación
del valor del rasgo latente que se está analizando.

Hay algunos modelos de ICC bien conocidos, como el 1PL, 2PL y 3PL, aunque
se pueden encontrar 4PL y modelos 5PL también. Naturalmente, el modelo 1PL (mo-
delo loǵıstico de un parámetro) y 2PL (modelo loǵıstico de dos parámetros) son los
modelos más simples ya que sus parámetros tienen una interpretación directa y sus
relaciones con el proceso de búsqueda del rasgo latente son claras. Tales modelos ya
fueron mencionados en las ecuaciones 2.1 y 2.2 en el Caṕıtulo 2 de este trabajo.

Geométricamente, la curva caracteŕıstica de un ı́tem con dificultad µ1 difiere de otro
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Figura 4.1: Efecto del valor de dificultad µ y el valor discriminante α de una CCI en el

caso de los modelos de rasgos latentes 1PL y 2PL.

asociado con un elemento con dificultad µ2 mediante un simple desplazamiento hacia
la izquierda o hacia la derecha en el dominio de la ICC, que viene dado por los valores
de los rasgos latentes, dependiendo de si µ1 < µ2 o µ2 < µ1, respectivamente, como se
muestra en la Figura 4.1.

Por otro lado, el modelo de rasgo latente 2PL tiene una regla de correspondencia
dada por la Ecuación (2.2), donde el parámetro α representa la capacidad discriminato-
ria del ı́tem; es decir, qué tan bien diferencia entre los examinados que tienen un rasgo
latente mayor que la dificultad µ y aquellos que tienen una habilidad menor que µ.

En este caso, las gráficas de dos ı́tems difieren no sólo por el desplazamiento produ-
cido por el parámetro de dificultad µ, sino también por la tasa creciente de la función,
que es proporcional al parámetro α (ver Figura 4.1).

Después de que el sistema CAT plantea el primer ı́tem al examinado y obtiene la
respuesta, el siguiente paso es seleccionar un segundo ı́tem dentro del CIP con ciertas
caracteŕısticas dependiendo de si la respuesta es correcta o incorrecta. Después de res-
ponder el segundo ı́tem, el sistema selecciona el tercer ı́tem en función de las respuestas
dadas a los dos primeros ı́tems, cuyas respuestas ya se tienen registradas.

Las configuraciones posibles están en el siguiente conjunto: f(correcto, correcto), (co-
rrecto, incorrecto), (incorrecto, correcto), (incorrecto, incorrecto), y aśı sucesivamente
hasta finalizar el proceso de evaluación de un examinado.

Cuando un examinado ha respondido n ı́tems, el número de configuraciones de n
ensayos de tipo Bernoulli que son elementos del conjunto derivado es 2n. En cada caso,
una trayectoria sui generis conduce al valor estimado del rasgo latente theta asociado
con ese examinado en espećıfico. Naturalmente, y como se ha dicho a lo largo de este
trabajo, el tipo de ı́tems que se han manejado son dicotómicos.
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Instituciones de educación superior

La Universidad Autónoma del Estado de Hidalgo y la Universidad Politécnica de
Tulancingo son las dos instituciones de educación superior que de manera conjunta
comenzaron con el desarrollo de un prototipo de sistema evaluador adaptable para
poder ser usado en investigaciones futuras.

Alumnos de la Ingenieŕıa en Sistemas Computacionales de la Universidad Politécni-
ca de Tulancingo, participaron conformando diferentes equipos de trabajo y en múlti-
ples fases del desarrollo de este prototipo, el cual fue construido con una orientación
a la web, siguiendo los estándares de arquitectura y diseño de sistemas actuales en la
industria del desarrollo de software.

Las dos instituciones están ubicadas en el Estado de Hidalgo, México. Espećıfica-
mente la Universidad Autónoma del Estado de Hidalgo está localizada en la ciudad de
Pachuca de Soto, mientras que la Universidad Politécnica de Tulancingo está situada
en la ciudad de Tulancingo de Bravo.

La Universidad Autónoma del Estado de Hidalgo es más vieja que la Universidad
Politécnica de Tulancingo y la carrera de Ciencias Computacionales ha sido ofrecida por
casi veinte años. Por otro lado, la Universidad Politécnica de Tulancingo ha ofertado
la carrera profesional de Sistemas Computacionales por los últimos quince años.

Los datos anteriores sirven como contexto para ubicar la alianza que se realizó
entre investigadores de ambas instituciones con la finalidad de construir un prototipo
actualizado de sistema CAT que siguiera en su diseño y construcción las tendencias
más actuales de desarrollo de software aplicables a este tipo de sistema. Cabe señalar
que el desarrollo del software estuvo a cargo del autor de este trabajo y forma parte de
los resultados logrados a lo largo del desarrollo de esta tesis.

En párrafos posteriores se abordará un poco más a fondo el prototipo desarrollado
de sistema CAT.

4.3. Prueba de Distribuciones Prior

La posibilidad de encontrar información que presente en su naturaleza una forma de
distribución bimodal, puede arrojar luz en el camino de la búsqueda de distribuciones
prior que se puedan aplicar en la estimación de habilidades utilizando la técnica de
Maximum Aposteriori.

En la búsqueda realizada en el marco de este trabajo de tesis para encontrar di-
ferente tipos de distribuciones prior, fue necesario investigar sobre aquellos tipos de
pruebas cuyos resultados presentaran algún comportamiento en la distribución de los
datos de sus resultados que no sean de tipo normal.

Por ejemplo, la presencia de bimodalidad está reportada en la literatura en los
resultados de la llamada prueba de la figura compleja de Rey-Osterrieth (55). Por otro
lado, se han encontrado resultados al menos bimodales en la pruebas conocidas como
Boston Naming y Mouse Tracking entre otras (47).
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Durante la realización de este trabajo, se realizaron pruebas a una población de
estudiantes del área de informática de dos instituciones de educación superior. Se tomó
una muestra de alumnos de la carrera de Licenciatura en Ciencias Computacionales
perteneciente al Instituto de Ciencias Básicas e Ingenieŕıas de la Universidad Autónoma
del Estado de Hidalgo. Asimismo, se tomó una muestra de alumnos de la carrera de
Ingenieŕıa en Sistemas Computacionales perteneciente a la División de Ingeneŕıas de la
Universidad Politécnica de Tulancingo.

Las evaluaciones realizadas a ambas poblaciones consistieron en la aplicación de
la conocida prueba de la figura compleja de Rey-Osterrieth, la cual, de acuerdo a lo
reportado en la literatura, se puede encontrar un comportamiento bimodal en el análisis
de sus resultados.

La aplicación de esta prueba fue una manera de poder obtener datos reales con
bimodalidad para garantizar que una prueba podia contener este tipo de naturaleza en
su distribución de resultados y que esto sirviera como punto de partida para la creación
de distribuciones prior de manera experimental.

No obstante, aunque los resultados no fueron del todo favorables, en el sentido de
que fue muy pequeña la población que realizó la prueba, estos resultados sirvieron para
trabajar en la comprobación de la existencia de bimodalidad, el cual fue un trabajo de
investigación que sirvió como tesis de titulación de maestŕıa de un alumno de la Uni-
versidad Politécnica de Tulancingo, titulado ”Detección de multimodalidad aplicando
un estimador de densidad de npucleo en resultados de la prueba de Rey-Osterrieth”.

En tal investigación se propone el uso de estimadores de densidad de núcleo para
poder garantizar la naturaleza bimodal de una distribución de datos, entre estos esti-
madores destaca la ecuación de Silverman (68). Cabe mencionar que el asesor de dicho
trabajo de tesis fue el autor de este proyecto de investigación doctoral.

4.3.1. La prueba de Rey-Osterrieth

Entre los resultados que se obtuvieron al trabajar con el estimador de densidad de
núcleo para los datos obtenidos de la aplicación de la prueba de Rey-Osterrieth a los
alumnos de las instituciones de educación superior mencionadas párrafos arriba destaca
la comprobación de la existencia de bimodalidad en los datos obtenidos de la prueba.

Lo anterior sirve como punto de partida para poder formular una propuesta de
trabajo futuro, en la que se pueda tomar esta prueba como parte de un experimento
posible dentro de un sistema CAT, aplicando los modelos psicométricos de seis paráme-
tros. En el caso de está investigación realizar tal experimentación quedaba fuera del
alcance propuesto para este proyecto.

No obstante, el prototipo de sistema CAT desarrollado se preparó de tal manera
que pudiera permitir la aplicación de este tipo de prueba, al menos en el sentido de
mostrar v́ıa computadora la figura, y poder capturar los dibujos realizados a través de
un dispositivo táctil o de dibujo digital.

En la figura 4.3 se pueden apreciar los resultados obtenidos al realizar una regre-
sión lineal utilizando los datos de las pruebas de la figura compleja provenientes de
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la exerimentación que se llevó a cabo con estudiantes de la carrera de Ingenieŕıa en
Sistemas Computacionales de la Universidad Politécnica de Tulancingo y de la carrera
de Licenciatura en Ciencias Computacionales de la Universidad Autónoma del Estado
de Hidalgo.

En conjunto con los datos que aparecen en el estado del arte en los árticulos (63) y
(55) los cuales mencionan las medias de los resultados en los puntajes de la prueba de
la figura compleja de Rey-Osterrieth en la fase de dibujar de memoria la figura.

La experimentación se realizó primeramente tomando un grupo de alumnos de oc-
tavo semestre de la carrera de Licenciatura en Sistemas Computacionales de la Uni-
versidad Autónoma del Estado de Hidalgo. El experimento consistió en presentarles la
figura compleja de Rey-Osterrieth proyectandola mediante la computadora y un cañon
proyector.

Se les dio a los alumnos la instrucción de copiar la figura directamente de lo que
estaban viendo, esto constituye la primer fase de la prueba. Posteriormente se retiró la
proyección y se dio un tiempo de descanso libre a los alumnos de 20 minutos, pasado este
tiempo se les pidió que volvieran a dibujar la figura que vieron pero está vez ocupando
solo su memoria.

Esta misma prueba se volvió a llevar a cabo en una segunda institución de educación
superior, la Universidad Politécnica de Tulancingo, donde también se cuenta con una
carrera afin a la computación. Se tomaron tres grupos de la Ingenieŕıa en Sistemas
Computacionales. Con cada grupo se comenzó presentandoles la figura compleja de Rey-
Osterrieth y permitiendoles que realizaran la fase de copia. Posteriormente se procedio
a la fase de dibujo de la figura pero desde la memoria.

Los resultados que se obtuvieron se unieron con los obtenidos de la primer institu-
ción y se procedió a realizar la calificación de cada uno de ellos. Para esto se utilizó la
escala de 36 puntos según lo indica (63).

Según lo reportado en la literatura la prueba de la Figura Compleja de Rey-
Osterrieth arroja resultados cuya naturaleza es bimodal. Lo que se pretende al realizar
esta experimentación es tener un sustento real de que al aplicar una prueba a un grupo
de alumnos se pueden obtener resultados cuyas distribuciones no sean necesariamente
normales, sino que pueden aparecer más de un modo y estos a su vez pueden presentar
un sesgo positivo o negativo.

Según algunos investigadores este tipo de distribuciones no se puede presentar en
resultados de exámenes basados en IRT; sin embargo, este experimento demuestra que
si puede haber contextos donde se encuentren este tipo de distribuciones multimodales
y sesgadas y por lo tanto la selección de un modelo psicométrico tendŕıa que considerar
esta posibilidad.

Esta selección de dicho modelo podŕıa incluir a aquellos que sean de más de tres
parámetros siendo opciones a considerar los modelos psicométricos de cuatro, cinco o
incluso seis parámetros como los que se proponen dentro del marco de esta tesis.
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Figura 4.4: La figura compleja de Rey-Osterrieth

4.4. Sistema de Evaluación Adaptable Ariya 3.0

Dentro de los alcances de este trabajo de tesis, se encuentra la propuesta e imple-
mentación de una arquitectura de sistema CAT que sirva como punto de partida para
realizar investigaciones posteriores sobre los hallazgos encontrados en este trabajo de
tesis.

El resultado propuesto es una plataforma de evaluación adaptable computariza-
da, la cual pudiera ser utilizada para la aplicación de exámenes en ĺınea, aplicando
algún modelo de teoŕıa de respuesta al ı́tem y con algoritmos de calibración de ı́tems
previamente cargados.

Asimismo, la plataforma debeŕıa ser capaz de permitir la selección de diferentes
modelos psicométricos para realizar el proceso de evaluación, todo esto como trabajo
futuro, ya que el objetivo era definir la arquitectura y tener la idea de la infraestructura
y su desempeño al estar alojada en un servidor creado dentro de la plataforma de un
proveedor de servicios de cómputo en la nube.

La plataforma propuesta se denomina Ariya 3.0, y tiene por objetivo la gestión de
instituciones de educación superior, carreras, asignaturas, exámenes, temas, subtemas
y constructos para la creación de ı́tems que permitan hacer evaluación adaptable y
determinar la habilidad de los estudiantes en algún tópico o área del conocimiento en
particular.

Las siguientes imágenes muestran algunas interfaces de la plataforma Ariya 3.0, de-
sarrollada durante la ejecución de este trabajo de investigación, como una colaboración
entre la Universidad Politécnica de Tulancingo y la Universidad Autónoma del Esta-
do de Hidalgo. Cabe hacer la aclaración, que el prototipo es meramente para validar
la propuesta de la arquitectura y su correspondiente infraestructura, queda fuera del
alcance de este trabajo el realizar la carga de los algoritmos de evaluación adaptable,
quedando como un posible trabajo futuro de investigación.
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Figura 4.5: Login de la Plataforma Ariya 3.0 para Evaluación Adaptable

En primera instancia y por manejo de seguridad, el sistema cuenta con un inicio de
sesión que válida al usuario como registrado y con un rol espećıfico para tener acceso
a los recursos de la plataforma como se muestra en la figura 4.5.

Para poder dar de alta a los usuarios, la plataforma debe registrar a través del
administrador del sistema a un administrador por institución educativa, quien será el
responsable de dar de alta a su vez a profesores y estudiantes de su institución. Para
realizar tal registro, se deben llenar algunos datos de identificación de la institución,
con la finalidad de poder crear su propio espacio de trabajo dentro del sistema. Esto
se muestra en la figura 4.6.

Como se menciona en párrafos arriba, el proyecto de plataforma Ariya 3.0 fue de-
sarrollado por alumnos de la Universidad Politécnica de Tulancingo como un prototipo
de cascaron no funcional para poder ser montado dentro del proveedor de servicios de
cómputo en la nube. En particular se eligió la plataforma Microsoft Azure como pro-
veedor por ser en la que más experiencia se tiene. Algunos de los alumnos que fueron
parte del desarrollo se pueden observar en la figura 4.7.

El diagrama de la arquitectura propuesta en este trabajo esta dado por la siguiente
imagen 4.8, en el cual se pueden observar todos los elementos que están involucrados
en la infraestructura que debe ser montada dentro de los servidores de nube, a fin de
poder garantizar el correcto desempeño de la plataforma a la hora de trabajar con
grandes cantidades de alumnos, pertenecientes a diversas instituciones de educación o
capacitación.
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Figura 4.6: Registro de insttuciones en la Plataforma Ariya 3.0 para Evaluación Adaptable

Figura 4.7: Desarrolladores a lo largo del tiempo de la Plataforma Ariya 3.0 para Eva-

luación Adaptable
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Figura 4.8: Arquitectura de implementación dentro de un proveedor de servicios de nube

para un sistema CAT.

4.4.1. Alternativas de posibles trabajos futuros

Como parte de los trabajos que se fueron realizando durante este proyecto de in-
vestigación, se fueron abriendo caminos diversos en los cuales se presentaron ideas
interesantes para continuar la investigación; sin embargo, de este cumulo de ideas que
se originaron, algunas tuvieron que ser dejadas para trabajo futuro dados los tiempos
previstos para la culminación de esta tesis.

No obstante, y para no perder estás ideas que resultan muy interesantes para ser
exploradas, se creó un mapa mental que permita almacenarlas para poder trabajarlas
posteriormente y no perder todos los avances que se lograron en estos tópicos hallados
durante esta investigación.

Estos trabajos futuros se abordarán a más detalle en el siguiente Caṕıtulo.
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Figura 4.9: Mapa mental que concentra los conceptos explorados a lo largo de la realiza-

ción de este trabajo de investigación de tesis doctoral.

50



Caṕıtulo 5

Conclusiones y Trabajo Futuro

En el contexto actual de la computación aplicada a la evaluación, existen los siste-
mas de evaluación adaptable computarizada, los cuales tienen como principal objetivo
romper con el paradigma de que el alumno debe ajustarse al examen. La idea detrás de
estos sistemas es que el examen se adapte al alumno propiciando con esto que el resulta-
do de una evaluación sea más confiable y se apegue al nivel de habilidad o conocimiento
que posee realmente un sujeto que está siendo examinado.

El desarrollo de estos sistemas no es trivial ya que como se menciona a lo largo de
este documento, se requiere hacer uso de modelos psicométricos cuya complejidad radica
en el número de parámetros que posean. Matemáticamente hablando, entre mayor sea el
número de parámetros que maneje el modelo, mayor será su complejidad. En términos
de cómputo, eso implicará mayor tiempo de procesamiento para resolver el modelo, el
cuál se realiza con cada ı́tem que el estudiante responda para poder aśı determinar cuál
será el nuevo ı́tem a responder.

Actualmente, la capacidad de los equipos de cómputo ha crecido favorablemente ha-
ciendo posible realizar muchos más cálculos complejos en menor tiempo, lo que beneficia
directamente el uso de modelos de más de un parámetro en un sistema CAT. Con esto
en mente, se puede decir que, es factible usar modelos psicométricos de varios paráme-
tros que se ajusten a aquellos escenarios de evaluación cuya naturaleza presente datos
multimodales o sesgados, pues la capacidad de cómputo ya no será un impedimento,
sino tan solo un elemento más a considerar.

En este trabajo de investigación, se realizaron algunas sugerencias interesantes desde
el punto de vista de la innovación en el ámbito de los sistemas evaluadores adaptables,
entre ellas destacan la propuesta de nuevos módelos psicométricos cuyos parámetros
están orientados a trabajar con la multimodalidad. Asimismo, la iniciativa de usar el
concepto de entroṕıa para el cálculo de distribuciones prior que sirvan como semi-
lla de inicio para el cálculo de los parámetros loǵısticos de módelos psicométricos en
evaluaciones donde se utilice la estimación por Maximum A Posteriori.

Y no se debe olvidar que el propósito de estos hallazgos es poder ser usados dentro
de un sistema CAT, para lo cual se sugiere dentro de este documento, la arquitectura
basada en cómputo de nube para su implementación, de tal manera que se puedan
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aprovechar las capacidades de escalamiento en cuanto a procesamiento, almacenamiento
y memoria, ofrecidas por los proveedores de servicios de nube.

Lo anterior con la finalidad de poder enfrentar escenarios donde miles de usuarios
estén resolviendo exámenes dentro de la plataforma de manera simultanea, garantizando
que cada examen se ajustará eficientemente al nivel de habilidad con el que cuente cada
estudiante.

Dicho lo anterior, se puede mencionar que, el presente trabajo de tesis resultó muy
interesante en su realización ya que abre diversos caminos para continuar con las in-
vestigaciones de manera experimental sobre el uso de distribuciones prior usando la
técnica MAP en un sistema CAT implementado con la arquitectura propuesta en este
documento.

Como se puede observar, las aportaciones que se han encontrado favorecen bastante
los objetivos iniciales, entre los que se encontraban ahondar sobre el manejo de modelos
psicométricos que puedan lidiar con la multimodalidad y el sesgo en pruebas que resul-
ten tener esta naturaleza en la obtención de los datos de las habilidades de los sujetos de
evaluación. Lo anterior dentro de las una pruebas realizadas en un sistema CAT, y para
tal propósito se proponen dos nuevos modelos psicométricos ricos en caracteŕısticas que
pueden ser exploradas con mayor profundidad de manera experimental.

La definición de dos nuevos modelos generalizados de Rasch que contienen 6 paráme-
tros que se adaptan a la multimodalidad y sesgos de los datos, cumpliendo con la pro-
piedad de objetividad especifica propuesta por Rasch, es uno de los principales aportes
de este trabajo de investigación. Esto se complementa con la posibilidad que ofrecen
estos módelos de poder hacer comparaciones a mayor profundida, como por ejemplo,
comparar un ı́tem consigo mismo a través de su capacidad discriminante en subdomi-
nios.

La posibilidad de comparar examinados o ı́tems a través de la objetividad especifica
aún cuando no pertenezcan a la misma región asintótica también es otro aporte que se
debe resaltar entre otros puntos que fueron reportados mediante la publicación de un
art́ıculo de congreso internacional, mismo que se anexa en este documento A.1.

Por otro lado, es muy importante resaltar como un gran hallazgo, el aporte del
cálculo de distribuciones prior usando el criterio de entroṕıa, esto es muy relevante, ya
que abre la puerta a posibles exploraciones sobre el uso de otras definiciones entrópicas
que puedan crear distribuciones prior que al ser usadas en MAP dentro de un CAT
arrojen resultados que pudieran adaptarse de mejor manera a la multimodalidad y el
sesgo.

Esto dará un mayor grado de confiabilidad a los exámenes en donde sea implemen-
tado, pues los resultados estarán mucho más apegados a la naturaleza de la prueba
misma y a los niveles reales de habilidad de los estudiantes evaluados, pues la infor-
mación previa usada en la construcción de tales distribuciones prior favorece en gran
medida este ajuste en los resultados.

En este apartado cabe hacer mención, que se logró demostrar a través de la teoŕıa
de maximización de la entroṕıa, un conjunto dado de restricciones, y aplicando experi-
mentación númerica, que es posible realizar el cálculo de una distribución apriori que

52



pueda ser usada en un sistema CAT mediante inferencia Bayesiana.
También se demostró que con el concepto de entroṕıa aunado a la apropiada selec-

ción de restricciones se pueden resumir los datos experimentales a través de la especifi-
cación de funciones ı́ndice que estén relacionadas con los hábitos de estudio, los niveles
de comprensión, la deserción del curso escolar y la reprobación de los cursos.

Esta aportación de las funciones ı́ndice es particularmente interesante, pues dichas
funciones sugieren formas de cómo construir cuestionarios que aporten información del
propósito del ı́ndice, por ejemplo, la deserción o permanencia de los estudiantes dentro
de un curso o asignatura determinada.

Lo dicho en los párrafos anteriores, se reportó y validó mediante la publicación
de un art́ıculo de revista internacional con arbitraje y factor de impacto, mismo que
se encuentra anexo a este trabajo. Esto da certeza, validez y originalidad al trabajo
realizado en el sentido del cálculo de las distribuciones prior dentro de este documento
de tesis A.1.

No menos importante es también, la propuesta de arquitectura de un sistema CAT
tomando como infraestructura un servicio de cómputo en la nube para potencializar
la capacidad de cómputo que se puede ofrecer al usar modelos psicométricos de cuatro
o más parámetros con la finalidad de arrojar resultados mucho más confiables en las
evaluaciones realizadas dentro del sistema CAT.

En este caso, la arquitectura o marco de trabajo propuesto lleva por nombre Ariya
3.0 y fue el resultado de analizar versiones anteriores del sistema dentro de un ambiente
de cómputo en la nube, para poder optimizar la arquitectura y poder proponer aśı una
infraestructura que permita su escalamiento de acuerdo al exponencial crecimiento de
uso que puede llegar a tener un sistema de esta naturaleza. Esto se logró reportar
también gracias a la publicación de un art́ıculo de revista nacional, mismo que se anexa
en este documento.

Finalmente y como trabajo futuro se propone realizar experimentación para probar
el funcionamiento de los ı́ndices de comparación propuestos por el modelo 6PL Flexible,
ya que seŕıa novedoso encontrar ı́ndices que se adapten mucho mejor a las condiciones
de problemas reales de evaluación. Dada la capacidad de estos ı́ndices para poder rea-
lizar comparaciones entre ı́tems y entre examinandos, resulta interesante realizar más
investigación al respecto de su utilidad en un caso experimental.

Asimismo, queda abierta la posibilidad de continuar la investigación sobre la ĺınea
del análisis de componentes principales con datos mezclados usando el método PCAmix,
ya que esto podŕıa arrojar luz en el cálculo de manera experimental de distribuciones
prior aplicando el concepto de entroṕıa, para ser usadas en el sistema CAT de acuerdo
a lo propuesto en este trabajo.

Esto último teniendo la posibilidad de ser integrado como nuevas funcionalidades
al marco de trabajo propuesto mediante el sistema de evaluación adaptable Ariya 3.0.
Donde se podŕıa crear un test usando la figura compleja de Rey-Osterrieth para obtener
resultados experimentales que presenten multimodalidad y poder aplicar los nuevos mo-
delos psicométricos en conjunto con las distribuciones prior propuestas bajo el concepto
de entroṕıa.
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Apéndice A
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Abstract: To derive a latent trait (for instance ability) in a computer adaptive testing (CAT) framework,
the obtained results from a model must have a direct relationship to the examinees’ response to a
set of items presented. The set of items is previously calibrated to decide which item to present
to the examinee in the next evaluation question. Some useful models are more naturally based on
conditional probability in order to involve previously obtained hits/misses. In this paper, we integrate
an experimental part, obtaining the information related to the examinee’s academic performance,
with a theoretical contribution of maximum entropy. Some academic performance index functions
are built to support the experimental part and then explain under what conditions one can use
constrained prior distributions. Additionally, we highlight that heuristic prior distributions might not
properly work in all likely cases, and when to use personalized prior distributions instead. Finally, the
inclusion of the performance index functions, arising from current experimental studies and historical
records, are integrated into a theoretical part based on entropy maximization and its relationship
with a CAT process.

Keywords: entropy; CAT; Kullback–Leibler divergence; likelihood function; maximum a posteriori;
expectation a posteriori; Bayesian inference; performance index function; item response theory; item
characteristic curve

1. Introduction

When one wants to explain some relationship between latent traits of individuals,
for instance, unobservable characteristics or attributes and their manifestations (observed
outcomes, responses, or performance), then item response theory (IRT) becomes a valu-
able formal tool. IRT is a family of models to analyze and predict the behavior of the
involved variables, and their applications cover different assessment scenarios. Item ex-
posure control, item calibration, and automatic item generation are only some examples
of these scenarios and the involved variables. From a theoretical point of view, there are
several well-known models to analyze these topics and potentially helpful tools to propose
novelty solutions [1–5]. These models consider a set of items to define a measurement
instrument. One set of parameters specifies the item’s characteristics that depend on the
particular application. The results of the application of the measurement instrument pro-
vide information about the examinee’s latent trait. IRT assumes that the latent construct
values (e.g., stress, knowledge, attitudes values) and some items’ parameter values are
organized in an unobservable continuum as random variables. Thus, IRT helps to establish
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the position or value of the examinee’s latent trait on that continuum by considering the
items’ characteristics and the quality of responses to them [6,7].

Items with different presentation and answer formats, examinees, and examiners are
just a part of the assessment scenario. Particularly, computer adaptive testing (CAT) is an
area where the application of IRT is highly useful to automatize performance assessments.

In general, IRT and its application to CAT assume the existence of a pool of items that
by construction has finite cardinality. The CAT process supposes that, through experimen-
tation, the pool contains calibrated items (calibrated items pool or CIP), i.e., a previous
experiment provides information about the values of the items’ parameters that define its
corresponding characteristics.

The item calibration process entails a statistical analysis of the responses arising from
a set of test subjects, and the fitting of the experimental data to a sigmoidal cumulative
distribution function (CDF) model assigned to every item. This procedure defines the
corresponding item’s parameters and, therefore, the item characteristic curve (ICC) which
depends on the latent trait as ability. The parameters of an ICC have an interpretation
in terms of the item’s difficulty and the item’s discrimination capability, among others,
and they influence the determination of the value of the latent trait under analysis. There are
some well-known ICC models, such as 1PL, 2PL, and 3PL, although one can find 4PL and
5PL models, too. Naturally, 1PL (one-parameter logistic model) and 2PL (two-parameter
logistic model) are the simplest models since their parameters have a direct interpretation
and their relationships with the process of searching for the latent trait are clear.

Equation (1) defines the general structure for the 2PL model and gives the conditional
probability of correctly answering an item with known difficulty and discriminant:

P(θ|µ, α) =
1

1 + e−α(θ−µ)
, (1)

where the parameters µ and α represent, respectively, the item’s difficulty and the item’s
discriminant, and θ refers to the examinee’s ability.

An examinee participating in a CAT has to pass through three steps.

1. Assignment of an initial estimate of the examinee’s ability or the item’s difficulty, since
the system needs to know the characteristics of the first item in the evaluation process.

2. The system saves the examinee’s response, decides if the examinee gave a correct
answer or not, and builds the response pattern for this specific testing process.

3. The system considers the response pattern and the selected latent trait model to build
a likelihood function, intending to decide what proper item (calibrated) must come
next. There are several methods to do this, and here we apply the definition of the
prior distribution. After deciding what item comes next, the CAT procedure poses
this item to the examinee, and the testing returns to the second step again. Our main
contribution aims to solve some problems in this step.

A reliable estimate of the next question to be presented, for instance, through the con-
cept of the maximum likelihood function, requires at least two responses to the presented
items in the evaluation process. One of the items needs to have a right answer, and the
other an incorrect one. Only in this case, the likelihood function will have an extreme point
in the set of values of abilities and, therefore, a maximum value at this point.

Note that in the event that all the answers obtained were correct (or incorrect), the like-
lihood function is just a sigmoid (the ICC of the items) that does not have extreme points
in the domain of the examinee’s ability. Because of this reason, it becomes impossible to
compute the next estimation of the examinee’s ability.

To overcome the difficulty of estimating the next examinee’s ability by just using the
likelihood function, some authors have proposed different options:

1. The use of two fictitious items with high and low probabilities to ensure that the
examinee answers alternatively correctly and incorrectly to the items.
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2. The use of heuristic formulas to estimate the examinee’s latent trait until a maximum
likelihood makes it possible to estimate the value.

3. To define prior distributions until one can apply a likelihood function to estimate
the examinee’s ability. This proposal relates directly to the statement of the research
problem in this paper.

The first option has the inconvenience that the estimated latent trait value after apply-
ing the first non-fictitious item reaches very extreme values, and the second non-fictitious
item of the CAT process provides more information for that extreme value of ability. Thus,
the second non-fictitious item becomes less informative for the final ability value and it
does not contribute considerably to the test precision [8,9].

The second option has the inconvenience that in some circumstances the CAT process
does not converge, although when the increment (or decrement) of the latent trait value is
variable this phenomenon does not occur [8,9].

Finally, the third option has several inconveniences:

(i) A general use of prior information in educational assessment appears to be inhib-
ited solely by the assumption that including a priori information on test scores in
performance assessment may be unfair to students [10].

(ii) Assuming that regular evaluation practices include information provided by the exam-
inee (regarding past experiences) or collected from multiple sources in the assessment
procedure without specifying the type of the sources [10].

Additionally, there is not much information about the potential risks when prior
information is not perfectly accurate. Overconfidence in inaccurate prior information may
in fact increase test length and/or lead to severely biased final latent trait estimates. In this
event, then the system could, for example, select an incorrect starting point or introduce
bias in the trait estimation process, and provide items that do not match the participant’s
trait level [10]. On the other hand, the level trait does not depend solely on the examinee’s
performance but on the values of mean and variance that one assigns to the trait’s prior
distribution in the population [8].

From a theoretical point of view, depending on the established a priori distribution,
one can obtain a multimodal posterior so that the Bayesian MAP estimation might refer to
a local maximum [8].

Finally, in some cases, the Bayesian procedures provide estimation with a specific
regression toward the mean of the prior distribution of the latent trait. This phenomenon
can favor examinees with low levels and affect examinees with high ability [8].

There are several advantages and drawbacks of introducing information before starting
an adaptable evaluation process. The usual way of building prior distributions lends itself
to subjectivities, even though the benefits in the administration of the evaluation are
undoubted [11,12]. However, the subjectivity inherent in the prior distribution can be
minimized as long as reasonable evidence supports the distribution proposal [11].

In this work, we address the role that the entropy can play in the reduction of this sub-
jectivity in the construction of the prior distribution by using a set of proposed constraints
related to entropy. Any distribution must satisfy these constraints that consider, for instance,
its first and second moments and the academic framework such as, for example, school
dropout and failure, among others.

1.1. Problem Statement

The use of Bayesian statistical inference in the CAT process is delicate and has to
justify the application of essential components such as the prior distribution [13]. Differ-
ent theoretical and experimental techniques exist to determine the prior distribution to
initialize the CAT process. Some authors suggest that physical, mathematical, engineering,
expert opinion models, historical data under similar circumstances, or other reasonable
information can support the prior proposal [13]. Thus, we formally introduce the models
related to academic performance, for example, the failure rate, the dropout rate, the study
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habits index, and the subject comprehension index, among others, to further specify the
structure of the prior distribution by using the concept of entropy.

1.1.1. Preliminaries

The estimation of the ability of a test subject presents problems at the beginning of
the evaluation process when using the maximum likelihood method and when the exami-
nee responds correctly or incorrectly to all the test items. Several proposals solving this
problem have been published and there are some options based on Bayesian inference [14].
In particular, the MAP or EAP techniques use the concept of the prior distribution, with the
drawback that the definition of the structure of this distribution can lead to subjectivities.

1.1.2. Originality

Within the given context, there is not enough information about the best prior distribu-
tion to be selected. Due to the Bayesian nature, MAP or EAP techniques require previous
knowledge of the prior distribution, which contains initial statistical information about the
ability of the examined subject.

One typically uses a normal distribution [15–17], but there is no evidence that this is
necessarily correct since there is no reliable way to support the decision to opt for one prior
type of distribution over another. The initial choice of the a priori distribution is paramount
since it directly affects the calculation of the skill estimate and other parameters.

Furthermore, the structure of the psychometric model supporting the Bayesian infer-
ence process must be considered. An adequate structure selection provides an appropriate
interpretation of each item’s characteristics, predicts the consequences of using a psycho-
metric model with the selected characteristics, and ensures the relationship between these
options and the multimodality and bias characteristics in the a posteriori distribution that
finally helps to estimate the corresponding latent trait [18–21].

1.1.3. Impact

In order to solve the former problems, one must then propose the form of the prior
distribution through formal criteria to select good prior distributions. Some authors define
some non-formal criteria and give quite illustrative examples of how the selection of a priori
distribution affects the posterior distribution [22,23]. However, this research paper works
mainly with the concept of entropy and, in a first instance, with the definition proposed by
Shannon [24].

1.2. Article Structure

The paper is organized as follows: Section 2 focuses on a short hypothesis or conjecture
statement and the paper’s objectives. Section 3 contains a brief discussion about some
works on the importance of the prior distribution and the most common assumptions that
the researchers make on its structure. This part also discusses the role that entropy could
play in determining the a priori distribution and the previous work in this regard, but not
within the framework of a CAT.

Section 4 briefly describes the differences between the 1PL and 2PL latent trait models
and explains the meanings of the difficulty and discriminant parameters. Through these
models and definitions, the concepts of maximization a posteriori, or MAP, and expectation
a posteriori, or EAP, and their relationships with the prior distribution are introduced.

In addition, one recalls Shannon’s concept of entropy and states the ansatz (assump-
tions about the form of an unknown function, made to facilitate the solution of a problem)
that give rise to the proposed method for estimating the prior distribution. Section 5
illustrates our numerical experimentation results, and provides and discusses the findings
about the structures of the a priori distributions obtained through the proposed method.
Finally, Section 6 synthesizes the results from numerical experiments and remarks some
comments about the future work within the topic of the paper.
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2. Hypothesis or Conjecture Statement

The specification of the prior distribution is a problem that does not have a straight-
forward solution in a CAT process. Part of this is due to the lack of formal procedures to
get an analytical form of the distribution since there is no standard procedure on how the
required information, to start the CAT process, can be integrated into a methodology to get
an approximation to the model defining acceptable prior distributions.

2.1. Hypothesis Statement

If there is no formal procedure to determine prior distributions to initialize the CAT
process, and Shannon’s entropy plays the role of the objective function depending on
the a priori information distribution, which is subject to constraints of normality, mean
values, and variance of the ability, in addition to the satisfaction of academic performance
constraints considering failure, study habits, subject comprehension, and dropout rates
of the course of interest, among others, then the formal finding of a prior distribution to
initialize a CAT process is possible.

2.2. Objectives

Our general objective is to build informative prior distribution functions by con-
sidering the maximization of Shannon’s entropy as a cost function that depends on the
distribution of a priori information, subject to normality, mean, variance, and academic
performance constraints, to obtain formal prior distribution expressions. The specific
objectives are the following:

1. To propose an ansatz about the school performance of the examinees, considering
that they must be random functions depending on the random variable defined by
the latent trait θ and some specific parameters, through the analysis of qualitative
results obtained by various authors and, with these results, subsequently introduce
distribution constraints based on the proposed assumptions.

2. To build an objective function to maximize entropy by considering the definition of
entropy and the proposed ansatz in objective 1, and to obtain a methodology building
and applying prior distributions in the CAT process.

3. To obtain experimental results numerically by simulating the behavior of the CAT
process, to later make comparisons of the advantages and disadvantages of different
scenarios that use prior distribution estimations.

3. State of the Art

The determination of the a priori distribution is experimental or through consultation
with experts. However, regarding the role that entropy can play in searching for an adequate
prior distribution, one can find a few research works on the topic. In this sense, to know
how the a priori distribution behaves, one needs prior knowledge of the properties that
it may have (the normality of the distribution is the simplest example of this knowledge,
but there may be some other properties that are possible to know beforehand) [25,26].

The concept of prior distribution plays a fundamental role in Bayesian inference, so
experimental determination of how to obtain these distributions and what theoretical
methods should be to get something similar are paramount. To build a prior distribution, it
is first necessary to specify representative random variables. In this sense, there are several
possibilities that this paper introduces.

In the first instance, one assumes that the prior distributions must be related to the
parameters of the selected psychometric model and the examinee’s latent trait variable to
evaluate as proposed in [27–30] through the experimental construction of the corresponding
prior distributions.

Additionally, one can consult experts in the knowledge domain to evaluate in order
to obtain an opinion about the form or structure that the a priori distribution should
have [28,30].
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Despite not being connected to CAT systems, one can find in the literature some
theoretical attempts to determine the structure of the prior distribution using the concept
of entropy [26]. In addition to possibly getting the expert’s opinion, no known procedure
integrates the results of the experimental process which, with a theoretical basis, can specify
the characteristics or conditions under which one can obtain adequate prior distributions;
that is, leading to unbiased posterior distributions, without multimodality, and to reliable
latent trait estimates [18–21].

From a theoretical point of view, some contributions have dealt with the topic of
informative and non-informative prior distributions, and they apply these definitions as
academic examples to show the effects that the a priori distribution has over the a posteriori
distribution [31].

In practice, heuristic distribution applications are analyzed when they are not sup-
ported by experimental data. In fact, some authors state that the practical consequences of
using a prior distribution can depend on data. A heuristic distribution, such as the uniform
or the normal with zero mean and unitary variance, can lead to nonsense inferences even
when it has a large sample size. Currently, the study of prior distributions becomes relevant
to analyze problems inside the frontiers of applied statistics [32,33].

In this sense, our paper integrates the experimental part of obtaining information
related to the examinee’s academic performance into the theory of maximum entropy.
The structure of the academic performance index functions supports this experimental part,
which, as an additional result, explains under what conditions one can use heuristics priors.
Additionally, the paper remarks that the heuristic prior distributions could not properly
work in all the cases and that one must consider personalized prior distributions instead.
Finally, the inclusion of the performance index functions, arising from current experimental
studies and historical records, are integrated into a theoretical part based on the entropy
maximization and its relationship with a CAT process.

4. Modeling Initialization of the Evaluation Process

Geometrically, the characteristic curve of an item with difficulty µ1 differs from another
associated with an item with difficulty µ2 by a simple shift to the left or right on the domain
of the ICC, which is given by the latent trait values, depending on whether µ1 < µ2 or
µ2 < µ1, respectively, as shown in Figure 1. On the other hand, the 2PL latent trait model
has a correspondence rule given by Equation (1), where the parameter α represents the
discriminatory capacity of the item; that is, how well it differentiates between examinees
who have a latent trait greater than difficulty µ and those who have an ability less than µ.
In this case, the graphs of two items differ not only by the displacement produced by the
difficulty parameter µ but also by the function’s increasing rate, which is proportional to
the parameter α (see Figure 1).

After the CAT system poses the first item to the examinee and obtains the answer, then
the next step selects a second item within the CIP with characteristics depending on whether
the answer is correct or incorrect. After answering the second item, the system selects
the third item depending on the answers given to the first two items, whose response’s
configurations are in the following set:

{(correct, correct), (correct, incorrect), (incorrect, correct), (incorrect, incorrect)},

and so on until the evaluation process of an examinee ends.
When an examinee has answered n items, the number of configurations of n Bernoulli-

like trials that are elements in the derived set is 2n. In each case, a sui generis trajectory leads
to the estimated value of the latent trait θ associated with the specific examinee. Naturally,
in this case, the items are dichotomous.

69



Entropy 2023, 25, 50 7 of 21

µ1 µ2
0

1

latent trait θ/logits

P
(θ
|µ

,α
)

P(θ|µ1, α = 1)
P(θ|µ1 + ∆µ, α = 1)

P(θ|µ1, α + ∆α)

Figure 1. Effect of the difficulty value µ and the discriminant value α of an ICC in the case of the 1PL
and 2PL latent trait models.

One of the main characteristics of a CAT is that the test should have the smallest
possible number of items and still estimate the value of the specific ability, i.e., the selection
of the n items in a particular sequence is not arbitrary. Given the response sequence for the
first n− 1 items, it is possible to estimate the (n− 1)-th value of the latent trait θ, which
has the symbolic representation θn−1.

By knowing this estimate of the latent trait at iteration (n− 1)-th, the CIP provides the
next most informative item [8,34,35]. Fortunately, the Fisher’s information index gives a
criterion to select the most informative one (see Equation (2)),

I(θ) =

(
d
dθ P(θ|~p)

)2

P(θ|~p)Q(θ|~p) , (2)

where ~p is the vector of parameters defining the structure of the latent trait model corre-
spondence rule and Q(θ|~p) = 1− P(θ|~p). For the 1PL and 2PL models, I(θ) is given by
Equations (3) and (4), respectively.

I(θ) = P(θ|µ)Q(θ|µ), (3)

I(θ) = αP(θ|µ, α)Q(θ|µ, α). (4)

Under the condition of independence and identical distribution of the items in the CIP,
it is possible to build a likelihood function with the first (n− 1) ICCs that the CAT system
has applied up to the current answered items. In the best case, this likelihood function will
have extreme points in the domain given by the latent feature values, implying that the
likelihood function has at least one maximum [20,36].

However, the worst-case scenario is that all the first (n− 1) items have a correct answer
or all have a wrong answer. If one of these situations occurs, then building a likelihood
function with a maximum, at least, is impossible. How does one determine the estimate of
the latent trait value, in this case, to continue with the adaptive testing process?

There are several solution proposals to this problem, but a natural one [37] involves
statistical information before the start of the evaluation process by using a Bayesian pro-
cedure. The idea is to use a prior distribution with which it is possible to use Bayesian
argumentation to obtain estimates of the latent trait. Algorithm 1 provides a simple outline
of this process.
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Algorithm 1 Outline of the computerized adaptive assessment process.

1: procedure EVALUATIONPROCESS
2: item1 ← select the first item with parameters ~p1
3: top: response← reply to item i− th, 1 ≤ i
4: θ ← estimate latent trait based on the pattern of first responses to the i items
5: if pattern is all correct or incorrect then
6: return use prior distribution and Bayes
7: else
8: return use Maximum Likelihood estimation
9: itemi+1 ← select item with a higher Fisher information in the Items Pool

10: goto top

Note that the selection of the first item in step 2 of Algorithm 1 can proceed in at least
one of two possible manners, namely

1. To calculate an estimate of the latent trait θ before starting the evaluation process
and, with this estimate, to determine the item with the maximum Fisher information
within the CIP [37].

2. To compute an estimate of the parameters of the first item (difficulty, discriminant,
guessing, etc.) following some of the methods in [37].

Step 5 is central to the Algorithm 1 since Bayes’ Theorem requires a prior distribution.
Bayes’ theorem involves the use of a prior distribution to calculate the so-called

posterior distribution. However, selecting an a priori distribution is not trivial, and one
must ensure that this distribution provides the highest amount of information about each
of the examinees.

The following steps are essential to the understanding of our methodology:

1. To know the relationships among the a posteriori probabilities, the prior probability
and the likelihood function.

2. Find the a priori probability and its closest dependence on an academic framework.
3. The analysis of discrete and continuous cases (the latter being of greater interest).

Regarding the first step, and given in Equation (5),

p(θ|~p) = L(~p|θ)
p(~p)

· p(θ), (5)

we note that the likelihood function L(~p|θ) is the product of the item characteristic curves
that arise throughout a specific individual evaluation pattern result. In this case, p(θ)
directly gives the prior distribution.

Thus, the prior distribution is a function of the latent ability or trait θ. Finally, the tran-
sition from the discrete case to the continuous one is provided by:

S(p) = −
∫ +∞

−∞
p(x) log p(x)dx, (6)

which may be subject to constraints of the form

∫ +∞

−∞
f (x)p(x)dx = 〈 f (X)〉, (7)

where 〈 f (X)〉 is the expectation of the random variable defined as f (X), where X is a
random variable whose values x′s define the population of interest. Equation (7) provides
the general form of the constraints.

At this stage of the CAT process, the prior distribution p(θ) and the likelihood function
L(~p|θ) are available to compute the posterior distribution p(θ|~u) through Equation (5).
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Once one calculates the posterior distribution, then estimates the next latent trait value,
there are two possibilities:

• Determine the extreme point in the domain of the posterior distribution and compute
the maximum value of the distribution at this extreme value.

• Determine the mean value of the latent trait population along the whole domain of
the posterior distribution.

In order to sketch how the informative prior distribution can be related to the academic
framework of the examinees, we propose several ansatzes.

Ansatz for Different Indices of Student Performance as a Function of the Ability θ

Some works use the concept of entropy [38] as an alternative for the construction of
informative prior distributions. In this paper we introduce the maximum entropy through
the application of optimization techniques to maximize the information that the entropy
will yield concerning the specific examinee.

In addition to the distribution normality constraint, the latent trait mean and variance
specifications, we analyze the contribution of special examinees’ academic performance
constraints to properly determine the population distribution through entropy maximiza-
tion. In this sense, we apply the concept of an index (a random variable), depending on the
ability θ.

By defining entropy as a cost function, entropy maximization considers that this func-
tion is subject to a list of constraints other than the constraints based on normality and first
and second moments. The additional elements of the list of restrictions include the dropout
rate, the failure rate, and the habits of study rates from one or more courses belonging to
an examinee’s record. Additionally, one can consider the index of understanding of topics
that an examinee has in a historical academic record.

To relate study habits rate and its relationship to an ability function, several au-
thors [39–43] have identified some factors between good habits and excellent academic
achievement:

1. Attend classes regularly.
2. Take notes while teaching.
3. Concentrate on studying.
4. Study with a view to gaining meaning, not storing facts.
5. Prepare a schedule.
6. Follow the schedule.
7. Have appropriate rest periods.
8. Facing problems considering the home environment and planning.
9. Facing the challenges posed by the school environment.
10. Keep a daily update of the work done.

The statistical results in [39] confirm that the study habits index is indeed an increasing
function of ability, as illustrated in Figure 2a. By applying methodologies such as those
indicated by the authors in [44,45], one can adequately prepare a questionnaire including
questions related to the preceding list.

On the other hand, a lack of academic and social skills leads to the student being
unable to process the information transmitted by the instructor [46]. Then, we can infer
that the understanding of topics is related to the student’s ability, as Figure 2b illustrates.

By means of Figure 2a, we state that the study habits index behaves sigmoidally
depending on the examinee’s ability with the following correspondence rule

f (θ) = Bh +
1− Bh

1 + bhe−ahθ
, 0 < ah. (8)
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Meanwhile, Figure 2b states that the rate of topic comprehension by students also has
a sigmoidal behavior as follows

g(θ) = Bc +
1− Bc

1 + bce−acθ
, 0 < ac. (9)
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Figure 2. Assumed behavior for some of the indices that can be included as constraints for the
determination of the prior distribution by means of entropy. (a) Study habit index f as a function of
ability θ. (b) Subject comprehension index g as a function of ability θ. (c) Course dropout rate F as a
function of ability θ. (d) Course failure rate G as a function of ability θ.

In order to be rational, we consider the good study habits rate in conjunction with the
students’ failure rate as a function of the ability θ as follows:

1. For a randomly selected group of students, determine their abilities θ1, θ2, . . . , θn.
2. For each of the selected examinees, as indicated in the former point 1, investigate the

total number of failed subjects throughout their academic history.
3. With the assigned ability, the quotient of the total number of failed subjects and the

total number of subjects taken or studied (considering even repetitions or recursing)
define the failure rate for a specific examinee.

The third step is reinforced by the results published in [47], where they claim that
low levels of ability tend to cause dropout from a course, if not from the school itself.
The failure rate has an identical behavior and, for all these reasons, Figure 2c and Figure 2d,
respectively, postulate that the dropout (F(θ)) and failure (G(θ)) from a course decrease
exponentially with the ability of the student. The following correspondence rules illustrate
these functions:

F(θ) = 1− 1− Bd

1 + bde−adθ
, 0 < ad, (10)

G(θ) = 1− 1− Br

1 + bre−arθ
, 0 < ar. (11)
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In all cases, note that the ability θ is a random variable and that the functions f , g, F,
and G are, therefore, random variables. In summary, the graphs in Figure 2 are the results
of ansatzes here proposed to illustrate the behaviors of the random variables f , g, F, and G.

Taking into account the postulated index functions and Equations (6) and (7), the La-
grangian L to optimize, is given by Equation (12).

L(p(·)) = −
∫ +∞

−∞
p(θ) log p(θ)dθ + λ0

(∫ +∞

−∞
p(θ)dθ − 1

)
+ λ1

(∫ +∞

−∞
θp(θ)dθ − θ̂p

)

+ λ2

(∫ +∞

−∞

(
θ − θ̂p

)2
p(θ)dθ − σ̂2

p

)
+ λ3

(∫ +∞

−∞

(
Bh +

1− Bh

1 + bhe−ahθ

)
p(θ)dθ − Ch

)
(12)

+ λ4

(∫ +∞

−∞

(
Bc +

1− Bc

1 + bce−acθ

)
p(θ)dθ − Cc

)
+ λ5

(∫ +∞

−∞

(
1− 1− Bd

1 + bde−adθ

)
p(θ)dθ − Cd

)

+ λ6

(∫ +∞

−∞

(
1− 1− Br

1 + bre−arθ

)
p(θ)dθ − Cr

)
,

where Table A1 in Appendix A provides the meaning of the symbols appearing in
the equations.

Without loss of generality and for reasons of simplicity, one only considers the con-
straint referring to the course failure rate G(θ) so that the maximization of entropy solves
the set of non-linear equations defined by Equations (13)–(16) through:

∫ +∞

−∞
e
−1+λ0+λ1θ+λ2(θ−θ̂p)2+λ6

(
1− 1−Br

1+bre−arθ

)

dθ − 1 = 0, (13)

∫ +∞

−∞
θe
−1+λ0+λ1θ+λ2(θ−θ̂p)2+λ6

(
1− 1−Br

1+bre−arθ

)

dθ − θ̂p = 0, (14)

∫ +∞

−∞
(θ − θ̂p)

2e
−1+λ0+λ1θ+λ2(θ−θ̂p)2+λ6

(
1− 1−Br

1+bre−arθ

)

dθ − σ̂2
p = 0, (15)

∫ +∞

−∞

(
1− 1− Br

1 + bre−arθ

)
e
−1+λ0+λ1θ+λ2(θ−θ̂p)2+λ7

(
1− 1−Br

1+bre−arθ

)

dθ − Cr = 0. (16)

Note that Equation (6), both for the discrete (with summatory symbol instead of
integral) and continuous cases can be considered as a measure of the misinformation
(un-informativeness) that the prior distribution p(θ) provides about how the latent trait θ
distributes [38,48]. This result is also supported by a research paper [48] where they state
that the entropy maximization due to the constrained non-uniform prior distribution being
equivalent to minimizing the distance between this distribution and an unconstrained
uniform a priori distribution with no other constraint than a normalization process.

5. Results

Algorithm 2 illustrates our general procedure to select the a priori distribution. Line
1 of the algorithm assigns an initial estimation of the latent trait average θ̂p and variance
average σ̂2

p . Additionally, the performance index function structures are defined as closely
related to the experimental procedures (academic) already mentioned. Finally, lines 5 to
8 find the conditions to properly select an a priori distribution satisfying the normaliza-
tion, ability’s average value, variance’s average value, and average values of expected
performance index functions.

There are assumptions or inconveniences that appear when one applies a MAP or
EAP technique at the initialization of the CAT process, considering that one does not
know something about the prior distribution when the CAT system provides the first item.
However, fortunately, there are several ways to solve this problem [8,35,49]. In this work,
one proposes an initial ability equal to the value θ̂p given to the constraint in Equation (14).
Thus we can apply Algorithm 3 to simulate the CAT process.
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Algorithm 2 Diagram of the prior distribution search process.

1: procedure SEARCHPRIOR
2: θ∗p ← θ̂p . assign average of given skill in restriction (14)
3: σ2∗

p ← σ̂2
p . assigns expected variance in constraint (15)

4: ~p← defines index parameters used in constraints
5: top:
6: s← solve system of nonlinear equations defined by constraints
7: if unsatisfied constraints then
8: goto top
9: return~l . returns Lagrange multipliers

Algorithm 3 Scheme of the CAT process using Bayesian estimation with prior distribution.

1: procedure ADAPTABLEEVALUATIONPROCESSWITHPRIOR
2: responses← []
3: θ∗ ← θ̂p . allocates average of given skill in constraint (14)
4: p(θ)← determine prior distribution maximizing entropy with constraints
5: top:
6: i← max

Pool
{I(θ∗)}

7: r ← reply to item i, 1 ≤ i
8: responses← concat(responses, r) . update response history
9: L(~p|θ)← determines the likelihood function as a product of ICCs

10: if responses are all correct or incorrect then . uses Bayesian inference
11: p(θ|~p)← L(~p|θ)p(θ)
12: p(θ|~p)← kp(θ|~p) . normalizes posterior distribution

13: θ∗ ←
∫ +∞

−∞
θp(θ|~p)dθ . compute average skill with new distribution

14: p(θ)← p(θ|~p)
15: else
16: θ∗ ← use Maximum Likelihood estimation as usual
17: goto top.
18: return θ∗

After running a sequence of simulations under the directions of Algorithm 3, one
obtains as examples the corresponding CAT processes that Figures 3–5 show. Table 1
gives some numerical results, whereas the third experiment shows the complete running.
The following list synthesizes the obtained results of the corresponding simulation process.

1. After several iterations, the CAT system always tends to the maximum Fisher’s
information index, regardless of the intermediate value of the estimated ability θ.
Thus, the final selected item has a difficulty µ (see Figures 3–5).

2. When the study habits index function discriminates well and plays the role of one
constraint in entropy maximization, one can expect a bimodal a priori distribution as
acceptable (see Figure 3)

3. A possible behavior in the initialization of the CAT process when the discriminating
power of the study habits index function is not high or low can be found in Figure 4.
Note that the a priori distribution shows some non-null skewness.

4. A failure rate with a lower discrimination index provides an initial prior distribution
with almost null skewness. So, in practice, when one takes a normal or Gaussian
prior distribution N (θ; µ, σ) with a high variance σ2 [50] or a uniform distribution
U (a, b), a � b, one also assumes that the examinees’ failure records are the same.
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Figure 3. Starting of the CAT for the first experiment. Table 1 shows the expected and computed
parameters from entropy maximization and the simulation process.
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Figure 4. Starting of the CAT for the second experiment. Table 1 shows the expected and computed
parameters from entropy maximization and the simulation process.

76



Entropy 2023, 25, 50 14 of 21

−12 −10 −8 −6 −4 −2 0 2 4 6 8 10 12

0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

latent trait θ/logits

G
(θ
),
P
i(
θ|µ

,α
),
p i
(θ
)

G(θ)

pi(θ) o pi(θ|µ, α), 1 ≤ i ≤ 10

L(µ, α|θ)
Pi(θ|µ, α), 1 ≤ i ≤ 10

Figure 5. Starting of the CAT for the third experiment. Table 1 shows the expected and computed
parameters from entropy maximization and the simulation process.

Table 1. Results of numerical experimentation. The parameters values of the Start Parameters
column assume that they come from estimations and/or experiments. The parameters values of
the prior properties column assume that they come from the computation of the corresponding
integral expression containing the computed prior distribution (first terms in left-hand sides of
Equations (13)–(16)). The numerical experimentation of a running for a CAT in Experiment 3 assumes
the existence of a pool of 1000 calibrated items.

Experiment Start Parameters prior properties Lagrange’s multipliers

1 θ∗p σ∗2p ar br Br C∗r normality θ σ2 Cr skewness λ1 λ2 λ3 λ4

1 4 1 1 0 0.6 1.18 0.98 3.99 0.47 3.66 −6.60 2.12 −0.40 13.74

Experiment Start Parameters Properties prior Lagrange’s multipliers

2 θ∗p σ∗2p ar br Br C∗r normality θ σ2 Cr skewness λ1 λ2 λ3 λ4

1 4 0.6 0.25 0.125 0.6 1.20 0.96 3.99 0.34 −2.00 −1.34 0.16 −0.19 3.62

Experiment Start Parameters Properties prior Lagrange’s multipliers

3 θ∗p σ∗2p ar br Br C∗r normality θ σ2 Cr skewness λ1 λ2 λ3 λ4

3 1 0.05 0.025 0.25 0.3 1.00 3.00 1.00 0.27 −0.04 −3.49 0.00 −0.5 13.46

1000 difficulties in items Pool

iteration θ∗p µ∗p normality map eap

1 3 2.9978 1.00411027 2.99 3.00159777

2 3.3222 3.3207 1.00 3.32 3.32218745

3 3.8357 3.8430 1.00 3.82 3.83572950

4 4.3893 3.9851 1.00 4.36 4.38926317

5 4.8986 3.9851 1.00 4.85 4.89863112

6 5.3412 3.9851 1.00 5.29 5.34123495

7 5.7224 3.9851 1.00 5.67 5.72237081

There are several fine details to work out when one uses a priori distributions [51];
however, in this paper, we provide a unified approach to derive prior distributions with a
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less subjective selection of the distribution when the initialization of the CAT process uses
Bayesian estimation [52,53].

There is a large number of research papers published about the advantages and
drawbacks on the use of a priori distributions topic, but the techniques used there are based
on heuristics to build the Bayesian inference procedure within the initialization of the CAT
process in some special cases [51,54].

In order to compare likely differences between the results of heuristic techniques and
our methodology, a useful tool to be used is the Kullback–Leibler (KL) divergence index.
This index measures the divergence of the expected amount of extra information required
to obtain population samples that follow the prior distribution p(θ) when using population
samples that follow a distribution q(θ) [55].

The KL divergence measure is defined by Equation (17).

DKL(p(θ)||q(θ) =
∫ +∞

−∞
p(θ) ln

p(θ)
q(θ)

dθ. (17)

In this sense, the information is more ordered when one applies the prior distribution
obtained with our method than with the popular unconstrained heuristic distributions.
One should expect this result since the introduction of constraints orders the information
under analysis. In this manner, p(θ) represents a “realistic” data distribution or a precisely
calculated theoretical distribution and the typical distribution q(θ) represents a description
or approximation of p(θ) (see [55]).

Through Table 1, a correspondence rule for the a priori distribution p(θ) can be defined
such as Table 2 illustrates. Therefore, the two measures given by Equations (18) and (19)
considering the normal and uniform distributions, respectively, can be calculated.

DKL(p(θ)||N (θ; µ, σ)) =
∫ +∞

−∞
p(θ) ln

p(θ)
N (θ; µ, σ)

dθ, (18)

DKL(p(θ)||U (θ; a, b)) =
∫ +∞

−∞
p(θ) ln

p(θ)
U (θ; a, b)

dθ. (19)

Table 2. A priori distributions distances with respect to heuristics ones for every experiment in
Table 1.

Experiment p(θ) q(θ) KL Distance

1 e
−1+λ1+λ2θ+λ3(θ−θ∗p)

2
+λ4

(
1− 1−Br

1+bre−arθ

)

N (θ; 1, 2) 3.5402

U (θ; 1− 2.225, 1 + 2.225) 0.73339

2 e
−1+λ1+λ2θ+λ3(θ−θ∗p)

2
+λ4

(
1− 1−Br

1+bre−arθ

)

N (θ; 1, 2) 2.4119

U (θ; 1− 2.385, 1 + 2.385) 0.077474

3 e
−1+λ1+λ2θ+λ3(θ−θ∗p)

2
+λ4

(
1− 1−Br

1+bre−arθ

)

N (θ; 3, 1) 0.069902

U (θ; 3− 1.7375, 3 + 1.7375) 0.084054

From Table 2, note that the distance given by the KL divergence in the first experiment
when comparing the prior distribution with the Gaussian distribution N (θ; µ, σ) suggests
that to analyze the population with this last distribution, one should expect an amount
of 3.5402 extra information to include the data population related to the first distribution.
Figure 6a–c compare the three distributions for every experiment in Table 2, and show their
respective KL measures.
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Figure 6. KL distance between each of the initial prior distributions p(θ) from each experiment
and the classic distributions N (θ; µ, σ) and U (θ; a, b). (a) First experiment: p(θ) vs. N (θ; 1, 2) and
U (θ; a, b). (b) Second experiment: p(θ) vs. N (θ; 1, 2) and U (θ; a, b). (c) Third experiment: p(θ) vs.
N (θ; 3, 1) and U (θ; a, b).

In the first experiment, when one compares the distribution U (θ; 1− 2.225, 1 + 2.225),
the a priori distribution p(θ) also has a KL divergence equal to 0.73339. On the other hand,
for the second experiment, KL divergences become equal to 2.4119 and 0.077474 when
one, respectively, approximates through N (θ; 1, 2) and U (θ, 1− 2.385, 1 + 2.385). Finally,
for the third experiment, the KL divergences equal to 0.069902 and 0.084054 when one,
respectively, approximates through N (θ; 3, 1) and U (θ; 3− 1.7375, 3 + 1.7375).

Intervals (a, b) for every uniform distribution are calculated by looking for the lower
distance between the corresponding p(θ) and U (θ; a, b) distributions. Note that the third
experiment results agree with the heuristic suggestion of using the normal, or uniform
distributions, as good approximations to the prior distribution. So, the alternative is
acceptable when the course failure index function does not discriminate well.

6. Conclusions

In this paper, we demonstrate that through the theory of entropy maximization, a given
set of constraints, and under numerical experimentation, the computation of an a priori
distribution to initialize a CAT process by using Bayesian inference can be carried out.
Furthermore, the examinee’s performance index functions define the constraints, and they
complement the usual distribution constraints (normality, first and second moment, etc.).

We also show that through the entropy theory, the selection of appropriate constraints
summarizes experimental data through the specification of index functions related to study
habits, comprehension levels, course dropout, and lecture failure.

A given set of constraints can produce a set of acceptable or unacceptable a priori
distributions, so one needs to look for a stop criterion in searching for the optimal set
of parameters that defines the distributions through entropy maximization. To define
the stop criterion, we verify how the estimated set of distribution parameters and those
that define the constraints are close enough to the expected values used in the constraints
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definition. Thus, the most appropriate distribution is chosen and, under the assumption of
responding correctly to the first items in the testing process, we can verify its latent trait
prediction capability.

Index functions playing the role of constraints with acceptable discrimination proper-
ties produce a priori distributions with bimodality, as one can expect, so that the obtained
distribution estimates reasonable latent trait values along the simulation of the CAT process.

In summary, entropy maximization can be used inside the frame of a CAT to derive
more generalized a priori distributions through constraint specifications related to index
functions. This method can provide a unified approach to derive a priori distributions for
initializing the CAT process through a Bayesian inference procedure.
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Abbreviations
The following abbreviations are used in this manuscript:

1PL One-Parameter Logistic
2PL Two-Parameter Logistic
CAT Computer Adaptive Testing
CIP Calibrated Item Pool
EAP Expectation a posteriori
IRT Item Response Theory
ICC Item Characteristic Curve
KL Kullback–Leibler
MAP maximum a posteriori
w.r.to with respect to

Appendix A. Table of Symbols

Table A1. Summary of all the symbols used in the paper, their location and meaning.

Symbol Meaning Pages Where the
Symbol Appears

e Base of the natural logarithm 2

θ
Examinee’s ability or latent trait to be estimated in
the CAT process 2–6, 10, 12–16

θi Examinee’s ability at i-th iteration 6

µ
Item’s difficulty playing the role of a parameter in
the definition of the ICC that the CDF P defines 2, 5, 6, 15, 16

µi, i = 1, 2, . . . Difficulty of item i 5

α
Item’s discriminant playing the role of a parameter
in the definition of the ICC that the PDF P defines 5, 6, 13, 14
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Table A1. Cont.

Symbol Meaning Pages Where the
Symbol Appears

P

Conditional cumulative distribution function for
computing the probability that the examinee with
ability θ gives a correct answer to an item, given
that the item’s difficulty is µ and (possibly) the
discriminant is α

2, 5, 6

Q

It is equal to 1− P; in other words, it represents the
probability that the examinee with ability θ gives
an incorrect answer to an item, given that the item’s
difficulty is µ and (possibly) the discriminant is α

6

∆µ Increment of item’s difficulty 6

∆α Increment of item’s discriminant 5

n = 1, 2, . . . Number of items at iteration n, or n-th iteration,
in the CAT process 6

I

Fisher’s information, as a function of the exami-
nee’s ability θ, is useful to compute the amount of
information that a given item provides about the θ
estimate by knowing the current value of θ

6

~p Vector of parameters (item’s difficulty, item’s dis-
criminant, etc.) that defines the model P 6, 12

p

If p depends on θ, then it represents a prior dis-
tribution; otherwise, if p depends on θ given the
vector of parameters ~p, then it represents a posteri-
ori distribution

7, 16

L

Likelihood function depends on the vector of pa-
rameters ~p given the examinee’s ability θ, L(~pi, i =

1, 2, . . . , n|θ) ∝
n

∏
i=1

Pk
i (θ|~pi)Qn−k

i (θ|~pi), where k rep-

resents the number of correct answers that an ex-
aminee gives to n items

7

f , g, F, G Performance indexes are functions of a random
variable X 7

S Entropy 7

L Lagrangian 8, 11

λ Lagrange multiplier 8, 11

Bi, bi, ai,
where

i = h, c, d, r

Parameters defining performance index func-
tion: study habit, subject comprehension, course
dropout rate, and course failure rate, respectively

10

θ̂p

Initial estimation of the latent trait θ, just before
starting the CAT process, the subindex p comes
from the word prior

11, 12

σ̂2
p

Initial estimation of the variance σ2 of the distribu-
tion of the latent trait θ, the subindex p comes from
the word prior

11, 12

s It contains the solution to entropy maximization
under the given constraints 12

~l
Vector of Lagrange multipliers after satisfying en-
tropy maximization under given constraints 12
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Table A1. Cont.

Symbol Meaning Pages Where the
Symbol Appears

θ∗

Initial estimation of the latent trait θ, just before
starting the CAT process, or expectation a posteri-
ori of the latent trait along the CAT process, or the
extreme point of the ability values θ, along the CAT
process, where the a posteriori distribution has a
maximum

12, 13

U Uniform distribution 13, 15, 16

N Normal distribution 13, 15, 16

a, b with a < b lower and upper bounds, respectively, that define
the uniform distribution 15, 16

σ2, σ
Variance and standard deviation estimation, respec-
tively, for a priori distribution 13, 15

Cr
Estimation of the course failure rate average by
means of the estimated a priori distribution 11, 13

C∗r
Course failure rate estimation coming from the ex-
perimental results for obtaining the course failure
rate index function

11, 13
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Abstract. The design of a Computer Adaptive Testing (CAT) system
assumes the existence of an item pool containing properly calibrated
items. The calibration is based on an Item Characteristic Curve (ICC).
In this paper two mathematical ICC models, and how these models prop-
erly fit into the concept of extended Rasch specific objectivity, are under
analysis. The results make clear that the comparison between two items
depends on subdomains of the complete domain of the corresponding
ICC’s. The introduced models are also useful to describe the characteris-
tics of skewness and bimodality in the population, where classical models
commonly fail.

Keywords: Computer Adaptive Testing · Specific objectivity · Item
Characteristic Curve · Skewness · Bimodality

1 Introduction

Computer Adaptive Testing (CAT) is an example of a Computer Based Test
(CBT) and is one of the main trending topics in the area of knowledge testing [1]
and, more recently, in e–learning or in Intelligent Tutoring Systems scenarios [2].
The Item Response Theory (IRT) defines the theoretical basis of a CAT imple-
mentation [3], which assumes the existence of a repository of items that is used
during the testing process of a particular examinee. Every item in the repository
must be calibrated at the initial steps of the implementation of the CAT system,
based on the specification of a psychometric model. The calibration process is
achieved to determine the parameters values defined by a psychometric model
previously defined and, in general, the parameters values change from one item
to another. In fact, the calibration stage can be compared with the learning stage
of an artificial intelligent system, and this is one of the main reasons to make a
reliable calibration process.

c© Springer International Publishing Switzerland 2015
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The psychometric model used in the process depends on the specific scenario
where the CAT system is applied. Usually, its structure is defined by a sigmoidal
or logistic function, which depends on the examinee’s ability and contains one or
more parameters. Hence, an item designer could find models of one, two, three
or four parameters, depending on the chosen model called 1PL, 2PL, 3PL and
4PL model, respectively.

For 1PL model, also known as the Rasch’s model, ideal experimental condi-
tions are assumed, while for the remaining models some additional item proper-
ties are highlighten which are useful to describe the item’s capability to clearly
distinguish among the examinees’ abilities, the degree of item guessing and the
degree of item inattention.

However, when considering some simulated or real experimental results, these
models can have a lower performance when skewed and/or multimodal behaviors
are included in the statistical characteristics of the population. The knowledge
of the distribution behavior becomes a very important question when student
achievement is involved. A distribution with bimodality in this kind of context
can be useful to predict failures of the lower sub–population in future testing
processes, and to make more reliable item calibrations. There are some inter-
esting examples in the literature where dealing with these failures is a very
important question for solving several academic problems [4–6].

The choose of a suitable psychometric model structure and its parameters is
a sine qua non condition in order to provide reliable information concerned with
the examinee’s ability, item’s and test’s difficulty, among others.

Furthermore, the values of the item’s parameters are related to this kind of
information, and once that the parameters values are obtained, they are very
useful in e–learning scenarios, Intelligent Tutoring Systems or Computer Adap-
tive Testing Systems, where an immediate and reliable diagnostic is required for
giving a support to the teaching–learning or testing process [7].

The finding of meaningful interpretations of the parameters in the model
can be also very useful to make the best decisions in this sense. The constraint
models (for instance, 2PL/MML framework), nonparametric function estimates
and others flexible models, such as Ramsay–curves and splines, do not provide a
direct way of doing this. On the other hand, the cited examples are real contexts
where constraint models like 2PL/MML are not enough to describe them.

As a matter of fact, it is well known that traditional psychometric models
provide an interpretation of every item’s parameter in terms of the item’s diffi-
culty, item’s discriminant, degree of item guessing, and so on [8]. In this paper,
the properties of two generalized sigmoidal psychometric models are analyzed
and shown to be more flexible than the previous ones, meaning that they could
be applied in more complex testing scenarios, where some aspects of skewness
and bimodality can be included.

The analysis of our models is made on the basis of the mathematical behavior,
which is described not only by the latent trait variable or examinee’s ability, but
by the parameters, as well. The concept of specific objectivity is also used as a
mean of validation of our models.
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234 J. Suárez–Cansino et al.

1.1 Standard Psychometric Models and Specific Objectivity

The 1PL model is the simplest psychometric model and is defined by the Equa-
tion (1)

pi(x = 1|θ, μi) =
1

1 + e−(θ−μi)
(1)

where pi(x = 1|θ, μ) denotes the probability of a correct response of the exami-
nee to the i–th item, given that θ is the examinee’s ability and μi is the item’s
difficulty. An important characteristic of this model is that the specific objectiv-
ity is verified, since it allows a comparison of both the performance of any two
examinees and of any two items in one test [9,10].

In order to state a formal definition of specific objectivity, let us recall the
following. The psychometric model verifies p : E × I −→ (a, b), where E and I
are the sets of examinees and items in the test, respectively, and (a, b) ⊆ [0, 1].
The specific objectivity of the model assumes the existence of a function, χ :
(a, b) × (a, b) −→ R, and defines a multivariable vector function p : (E × I) ×
(E × I) −→ (a, b) × (a, b), where p((r, u), (s, v)) = (p(r, u), p(s, v)), such that
the composition of functions c = χ ◦ p : (E × I) × (E × I) −→ R compares the
pair (r, u) with the pair (s, v) under one of the following conditions [9,10],

1. The comparison of any two objects r, s ∈ E is independent of the choice
u, v ∈ I, u = v, and of any other element t ∈ E, t �= r, s.

2. The comparison of any two objects u, v ∈ I is independent of the choice
r, s ∈ E, r = s, and of any other element w ∈ I, w �= u, v.

Comparing function c is specifically objective within the frame of reference
defined by E, I and p. The function c of the first condition does not need to
be equal to the function c of the second condition; i.e., the function χ of the
first condition can be quite different of the function χ of the second condition.
However, the psychometric model p is always the same.

1.2 Generalized Models

Some authors have explained the reasons for proposing more sophisticated alter-
natives formulations to the Rasch model, with the main intention of including
the possible skewness of the experimental data [11]. In [9] it is proposed an
extension of the specific objectivity concept, giving the possibility of comparing
three or more elements in the sets E or I, and even in [10] the specific objec-
tivity concept is excluded as a necessary requirement, which leads to the idea of
pseudo–Rasch models.

Example 1. A relatively simple general model can be proposed, which is a slight
modification of another function by [12],

p(x = 1|θ, μ, α, a, c, d, g) = d + (a − d)pg

(
x = 1

∣∣∣∣θ, μ +
1

α
lnc, α

)
(2)
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where the Cumulative Distribution Function (CDF), p, on the right hand side
of (2), is given by the 2PL model, as defined by (3),

p(x = 1|θ, μ, α) =
1

1 + e−α(θ−μ)
. (3)

2 Analysis of the Proposed Models

In this scenario, several alternatives of psychometric models are possible. How-
ever, in order to keep the strength of Rasch’s model [13,14] some constraints are
introduced. For instance,

(i) the proposed model must be part of a frame of reference with specific objec-
tivity, even with the extended one, which admits the comparison among two,
three or more elements of E or I,

(ii) the model also must be quite flexible to admit skewness and some multi-
modality that the ability could possibly show and,

(iii) finally, the proposed model must verify the Rasch’s model as a particular
case.

The model given by (2) contains six parameters μ, α, a, c, d and g, and it
verifies the constraints mentioned before. As a matter of fact, the interpretation
of parameters μ, α, a and d, coincides with that given to the parameters in the
very well known 1PL, 2PL, 3PL and 4PL models [12,15]. In addition to that, the
Rasch’s model, along with the 2PL, 3PL and 4PL models, are particular cases
of the more general 6PL model defined by (2).

Furthermore, with the model given by (2), hereafter called extended 6PL
Rasch’s model, the interpretation of the new parameters c and g includes the
concept of skewness of the experimental data, since the parameter c implies a
correction term to the difficulty μ. However, it can be proved that the model
does not produce symmetrical skews (the left skew is not a mirror image of the
right skew).

2.1 Behavior of the Extended 6PL Rasch’s Model

The change of concavity and the symmetrical behavior relative to the upper and
lower asymptotes, respectively defined by the equations (4),

lim
θ→±∞

p(x = 1|θ, μ, α, a, d, c, g) =

{
a
d

(4)

are two important points to be considered in the behavior of the extended 6PL
Rasch’s model. At this stage of the discussion, let us analyze conditions to success-
fully apply this CDF as a proper psychometric model, mathematically speaking.

In order to do so, in the analysis of the function behavior first and second deriv-
atives are involved and it can be easily proved that the CDF (2) is an increasing
function. On the other hand, the change of concavity occurs at the single point
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θ = μ + 1
α ln(cg) in the domain of the CDF (2) and d + a−d

(1+g−1)g is the value

of the function at this point. Now, the condition of rapid growing of the CDF is
established through the definition of a positive parameter κ such that,

κ

αg(a − d)
≤ pg

(
x = 1

∣∣∣∣θ, μ +
1

α
lnc, α

)
− pg+1

(
x = 1

∣∣∣∣θ, μ +
1

α
lnc, α

)
(5)

Then, the set of abilities θ satisfying this inequality becomes the interval
where the CDF (2) grows rapidly. Since this CDF is an increasing function, then
the roots of the equality in inequation (5) define the infimum and supremum
of the interval. Inequality (5) can also be seen as the specification of the lower
bound given by κ

αg(a−d) to the polynomial f(x) = xg − xg+1 in the real unit

interval (0, 1), with real power g, 0 < g. The derivative of this polynomial is
given by (6)

d

dx
f(x) = (g + 1)xg−1

(
g

g + 1
− x

)
, (6)

which is always positive in the interval
(
0, g

g+1

)
(increasing function f) and

negative in the interval
(

g
g+1 , 1

)
(decreasing function f).

If 0 < g < 1, then the function f does not have a change of concavity and
is always concave downward (since its second derivative is always negative). On
the other hand, if 1 < g, then the function f changes from being concave upward
to be concave downward at the critical point θ = g−1

g+1 . The point θ = g
g+1 in the

domain of f is a critical point where the function f has a maximum value for
arbitrary values of the parameter g, 0 < g. This means that the function defined
by the equality in (5) has only two real roots if the constant κ

αg(a−d) satisfies the

conditions (7),

0 <
κ

α(a − d)
<

(
g

g + 1

)g+1

(7)

The asymmetrical behavior of the function f ensures that the two roots are
asymmetrical with respect to the point g

g+1 . This behavior of f implies the

possibility of obtaining a skewed Probability Density Function (PDF) for the
CDF (2); however, the behavior of this skewness is not completely symmetrical,
in the sense already explained at the beginning of this section.

The prove of the existence of an asymmetrical skewness for the extended 6PL
Rasch’s model considers the value of this function at the point θ = μ+ 1

α ln(cg),
where the change of concavity appears. The distance between the point (μ +
1
α ln(cg), d) on the lower asymptote and the point where the change of concavity

appears is given by the expression a−d
(1+g−1)g , which means that the distance is

proportional to a− d, where the proportion is defined by the expression 1

(1+ 1
g )

g .

Note that the parameter g has a lower bound equal to zero, but it can grow
without limit, so that it is interesting to know the bounds of this proportion.
By using the definition of the basis of the natural logarithm and the L’Hopital’s
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rule, it is relatively easy to notice that these limits are 1 and 1
e , when g → 0 and

g → +∞, respectively.
Thus, the distance between the point on the lower asymptote, (μ+ 1

α ln(cg), d),
and the point on the CDF where the change of concavity occurs, can be as long
as a − d or as short as 1

e (a − d), which means that the right skewness of the
CDF is not necessarily symmetrical to the left skewness of the same model of
the CDF.

2.2 The Extended 6PL Rasch’s Model and Specific Objectivity

The behavior of this model is quite complex, and it is difficult, if not impossible,
to handle in a direct way the concept of specific objectivity. However, the function
can be approximated by the piecewise function (8), which is defined in some
interval of abilities,

p(x = 1|θ, μ, α, a, c, d, g) ≈

⎧
⎪⎪⎪⎪⎪⎨

⎪⎪⎪⎪⎪⎩

1

1+exp
(

−α
(

θ−μ− 1
α

ln c
)) , if μ + 1

α ln c � θ

1

exp
(

−αg
(

θ−μ− 1
α

ln c
)) , if θ � μ + 1

α ln c

1

2g
(
1− 1

2
g
) · 1

1+exp

⎛

⎝−α

⎛

⎝θ−μ− 1
α

ln
cg

2
(
1− 1

2
g
)

⎞

⎠

⎞

⎠

, otherwise
(8)

The piecewise definition of the function p(x = 1|θ, μ, α, a, c, d, g) and the
idea of an extended specific objectivity permit to compare three arbitrarily
chosen abilities and two arbitrarily chosen items. It should be noticed that
the choice of any two expressions of the piecewise definition of the function
p(x = 1|θ, μ, α, a, c, d, g) represents to exactly the same CDF, so that the con-
cept of specific objectivity is properly applied in this sense.

Hence, the comparison of three abilities can be made by means of the follow-
ing definition of the function χ : (0, 1) × (0, 1) × (0, 1) −→ R,

χ(x1, x2, x3) =
ln

(
x1

1−x1
· 1−x2

x2

)

ln
(

x1

1−x1
· 1−x3

x3

) (9)

and through the assumption that the specific objectivity gets rid of any scale
factor in any expression of the piecewise definition of the CDF. So, for example,
c((r, u), (s, u), (t, u)) = θr−θs

θr−θt
. Similarly, two items can be compared through the

following definition of the function χ : (0, 1) × (0, 1) × (0, 1) × (0, 1) −→ R,

χ(x1, x2, x3, x4) =
ln

(
x1

1−x1
· 1−x2

x2

)

ln
(

x3

1−x3
· 1−x4

x4

) (10)

and the idea of specific objectivity already suggested. Therefore, two items can
be compared considering the same expression, or any two expressions, of the
piecewise definition of the CDF, as follows, c((r, u), (s, u), (r, v), (r, v)) = αu

αv
or

c((r, u), (s, u), (r, v), (r, v)) = αugu

αv
.
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These results imply that one single item can be compared with itself through
subdomain definitions, making clear that one item can have different discrimi-
nant capabilities. Therefore, two different items (u, v) can be compared taking
some of the following indexes αu

αv
, αugu

αv
, αv

αugu
, αv

αu
and one single item u with the

indexes gu, 1
gu

.

2.3 An Improved and More Flexible 6PL Model

The authors in reference [16] propose another CDF with six parameters in a
different context, and this function is defined as follows,

p(x = 1|θ, μ, α, β, k, a, d) = d +
a − d

1 + e−α(θ−μ)

1+ek(θ−μ) + e−β(θ−μ)

1+e−k(θ−μ)

(11)

where the definition k = 2αβ
|α+β| specifies a constraint on the possible values

of k. However, the model discussed in this work only requires that 0 ≤ d <
a ≤ 1, μ ∈ (−∞,+∞) and does not impose constraints on the possible values
of k. Notice also that the model satisfies the two asymptotic behaviors when
θ → ±∞ and that the Rasch’s model can be obtained as a particular case when
a = 1, d = 0, k = 0 and α = β. The possible values of α and β are deduced from
an analysis of the asymptotic behavior of the function (11). This analysis shows
that 0 < α and 0 < β.

2.4 The Flexible 6PL Model and Specific Objectivity

The condition of specific objectivity is in some way intimately related to the
concept of inverse function. So that, given the CDF (11), one possible means to
find the proper transformation, leading to the property of specific objectivity,
consists in finding the roots of the equation (12)

1 +
1

1 + ek(θ−μ)
e

−α(θ−μ)
+

1

1 + e−k(θ−μ)
e

−β(θ−μ)
=

a − d

p(x = 1|θ, μ, α, β, k, a, d) − d
(12)

which comes after some manipulation over the Equation (11).
At first sight, it might be quite difficult to find an analytical expression of

the possible roots of (12). However, the asymptotic analysis shed some light on
the behavior of the left side of (12) in the limits k −→ ±∞ and θ −→ ±∞.

Conditions specified by Table 1 say that, for some proper parameters α, β, k,
there are regions in the domain of the function p(x = 1|θ, μ, α, β, k, a, d) where
the specific objectivity is achieved. So, for example, the conditions α > 0, β > 0
and k 	 1 define the asymptotic behavior 1 + e−α(θ−μ) of the left side of (12)
in an interval (−∞, θ∗), where θ∗ < μ.

A similar analysis on some interval (θ∗∗,+∞), where μ < θ∗∗, shows the
existence of specific objectivity, as well. By symmetry, one should expect similar
results when k 
 −1, with the asymptotic behavior specified by the second row
of the Table 1. So, three regions in the domain of definition of the CDF (11)
specify the approximated behavior of the model.
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Table 1. The asymptotic behavior of the left side of the Equation (12). Although ur
means ‘unrestricted value’, it is assumed that α > 0 and β > 0 to satisfy the asymptotic
behavior of the function (11).

k θ α β Asymptotic behavior Comments

+∞ −∞ + ur 1 + e−α(θ−μ)

+∞ ur + 1 + e−β(θ−μ)

These conditions imply the existence of
intervals to the left and right of θ = μ
where the CDF given by (11) becomes
increasing and with complex behavior in
a neighborhood of θ = μ

−∞ −∞ ur + 1 + e−β(θ−μ) Similar comments to previous row

+∞ + ur 1 + e−α(θ−μ)

Thus, the flexible 6PL model can be approximated by the piecewise expo-
nential function (13),

p(x = 1|θ, μ, α, β, k, a, d) ≈

⎧
⎪⎨
⎪⎩

1
1+e−α(θ−μ) if θ ∈ Iα(μ, k),

1

1+e− α+β
2

(θ−μ)
if θ ∈ Iα+β

2
(μ, k),

1
1+e−β(θ−μ) if θ ∈ Iβ(μ, k),

(13)

where the intervals Iα(μ, k), Iα+β
2

(k), Iβ(μ, k) depend on the parameters μ and k.

Note that Iα(μ, k)∩Iα+β
2

(μ, k) = ∅, Iα(μ, k)∩Iβ(μ, k) = ∅, Iβ(μ, k)∩Iα+β
2

(μ, k) =

∅ and also Iα(μ, k)∪Iα+β
2

(μ, k)∪Iβ(μ, k) = R. This representation suggests that

the item contains three discriminant parameters, as given by α, β and α+β
2 .

Thus, the comparison function is similar to the function of the extended
Rasch 6PL model and three abilities and two items can be compared by using
the functions defined in the Equation (9) and the Equation (10), respectively.
Let μu, αu, βu, ku be the parameters of the item u and θr, θs, θt, which are the
abilities of three arbitrary and different examinees. Then the comparison function
is evaluated as follows,

c((r, u), (s, u), (t, u)) =
θr − θs

θr − θt
(14)

Similarly, in order to compare two items, let us consider only the examinees
r and s and the items u and v. Then,

c(p(r, u), p(s, u), p(r, v), p(s, v)) =
γu

γv
, (15)

compares two arbitrary items, without considering the examinee’s character-
istics. The comparisons can be obtained as follows, αu

(αv+βv
2 )

, βu

(αv+βv
2 )

, αu

βv
, βu

αv
,

(αu+βu
2 )

βv
,
(αu+βu

2 )
αv

, αu

αv
, βu

βv
,
(αu+βu

2 )
(αv+βv

2 )
or even within the same item it could be there

comparisons by regions, αu

(αu+βu
2 )

, βu

(αu+βu
2 )

, αu

βu
, βu

αu
,
(αu+βu

2 )
βu

,
(αu+βu

2 )
αu

.
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3 Simulation Results

In order to get a glimpse of the possible conclusions coming from the theoretical
analysis of both models, in the following, a discussion of some results obtained
by a numerical simulation, is given.

The simulation can be implemented in two ways that assume the definition
of the samples of examinees and items. The examinees’ abilities and items’ para-
meters represent the examinees and items, respectively. Given an examinee and
an item, the probability of correct response is computed through the a priori
definition of the psychometric model, as well.

However, these definitions are given with simulation purposes, since in a
real calibration process they are unknown and need to be determined. Both
approaches have some advantages and drawbacks and proceed as follows.

3.1 Complete Simulation Process

The experimental setting of the simulation considers the number of examinees,
M , and items, N , as two variables running into proper sample sizes. The simula-
tion defines a test with these examinees and items, whose abilities and parame-
ters, respectively, are unknown. However, for simulation purposes, their values
are randomly generated by a normal or uniform distribution, within a priori
bounded real intervals or just considering some well–known finite sets of real
numbers, cf. [17–19].

After defining the mechanism to generate the unknown variables and para-
meters, the definition of another mechanism to generate the items’ responses
is performed. This kind of simulation can involve the generation of examinees’
responses based on the application of the CDF (11) along with uniformly and
randomly generated values in the unit interval (0, 1).

Given an examinee and an item, which are respectively represented by θ
and a set of the parameter’s values (μ, α, β, k, a, d), the probability of successful
response is computed through the model (11). So, the result is compared against
r, which is a number randomly selected with uniform distribution from the unit
interval (0, 1). If r ≤ p, then the response is assumed correct, otherwise the
response is incorrect.

Responses are then processed to obtain the experimental values of the exami-
nee’s abilities, the item’s difficulties and the probabilities of successful responses.
However, this procedure does not necessarily ensure that the experimental prob-
abilities of successful response are properly fitted into the generating CDF (11).
Nevertheless, the acquisition of simulated experimental raw data is one of the
main advantages of this procedure. These data can then be fitted into a proper
psychometric model to obtain the estimated items’ parameters.

3.2 Partial Simulation Process

Unlike the complete simulation process, the partial simulation does not require
to generate items’ responses. The probabilities of correct responses are not exper-
imentally computed, but they are directly given by the CDF (11), and slightly
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modified through a normal or uniformly distributed random noise. In other
words, the procedure assumes that a set of responses are previously given and
that a calibration process has been made to get the experimental probabilities
of a successful response.

For a given simulated ability θ, the corresponding noised probability p(θ) of
a correct response is a random variable with normal distribution N (p(θ), σc) in
some subinterval of the unit interval [0, 1], or a random variable with skewed
normal distribution N (0, σl) in a neighborhood of 0, or a random variable with
skewed normal distribution N (1, σr) in a neighborhood of 1. The Fig. 1 shows
this kind of behavior in the experimental probability with error.

The lack of a specific set of experimental responses, to explain where these
probabilities are coming from, is one of the main inconvenience of this method.
However, there are some possibilities to analyze the fit of the data to others dif-
ferent psychometric models, by making some comparisons against the generating
function p(x = 1|θ, μ, α, β, k, a, d).
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Fig. 1. Experimental probabilities are produced with three different PDF’s. The prob-
abilities closer to the asymptotes of the ICC are produced with skew normal distribu-
tions.

3.3 Presentation of Experimental Results

Based on some previous results in the literature on the topic [17,19], the exam-
inees’ abilities are assumed to have a normal distribution N (0, 1) and a sample
size of 80 examinees has been chosen. Nevertheless, in a real situation, skewness
and multimodality appear. Then, the function p(x = 1|θ, μ, α, β, k, a, d) should
be adopted during the simulation. Hereafter, the comparison between the 2PL
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model, the extended 6PL Rasch model and the flexible 6PL model considers the
data produced by a partial simulation process.

Within ideal circumstances, the experimental data should fit properly the
2PL, the 6PL extended Rasch and the 6PL flexible models. The ideal situation
assumes the lack of skewness and multimodality, and this situation is precisely
considered by any of the different versions of the original Rasch model (1PL, 2PL,
3PL and 4PL models). Furthermore, in Subsection Behavior of the extended 6PL
Rasch’s model and Subsection An improved and more flexible 6PL model it is
shown that some kind of skewness and multimodality in experimental data com-
ing from a population, can be properly represented into the extended 6PL Rasch
and the flexible 6PL models. In Fig. 2 this behavior is shown, where simulated
data were generated with the CDF

p(x = 1|θ) =
1

1 +
(
1 − 1

1+e−10θ

)
e−θ + e−5θ

1+e−10θ

(16)

The PDF associated with this CDF contains some degree of skewness and a
bimodality as Fig. 3 illustrates (curve with label ‘original’).
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Fig. 2. Experimental simulated probabilities are generated with the CDF (16) and
random noise given by PDF in Fig. 1.

Notice that in Fig. 3 the ‘flexible’ 6PL model with four fixed parameters
(β = 5, k = 10, a = 1, d = 0), and two parameters (μ, α) determined by curve
fitting, achieves a better approximation than 2PL and extended 6PL Rasch’s
models.

On the other hand, the ‘extended’ 6PL Rasch’s model with four fixed para-
meters (a = 1, d = 0, c = 0.004, g = 0.05), and two parameters (μ, α) determined
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Fig. 3. The PDF’s of the corresponding CDF’s shown by the Fig. 2. The PDF coming
from the fitted 6PL flexible CDF exactly fits the PDF coming from the CDF (16).

by curve fitting, performes better than 2PL Rasch’s model, but does not improve
over the ‘extended’ 6PL with four fixed parameters.

Finally, in Fig. 3 it is also shown that the simulated data fit better to the
PDF from the flexible 6PL model, which contains skewness and bimodality. On
the other hand, the extended 6PL Rasch’s model contains the skewed behavior
of the experimental data. The 2PL Rasch’s model cannot predict these kind of
behaviors.

The Akaike Information Criterion (AIC) and the Bayesian Information Cri-
terion (BIC) are two importante statistical methods to test the performance of
fit [20–22]. The first method includes a penalization for overparameterization
and, along with BIC, respectively produce the results 151.7, 151.18 and 151.29,
when the 2PL Rasch’s model, the flexible model and the extended 6PL Rasch’s
model consider only the two parameters (μ, α), while the rest of the parameters
are fixed.

However, the 2PL Rasch’s model is outperforming when, in the parameter
estimation, the fitting of the whole set of parameters is considered. The 2PL
Rasch’s model produce similar results by using both AIC and BIC. Since AIC
includes a penalization for overparameterization, it should be expected that the
2PL Rasch’s model is more efficient. This result changes through the application
of the following three steps, where the inattention and guessing parameters are
set to 1 and 0, respectively

1. Fit the models with the presence of the corresponding set of fitting para-
meters; in other words, the fitting process must consider as unknown two
parameters for the 2PL Rasch model and four parameters for the extended
6PL Rasch’s model, and the flexible 6PL model.
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2. Keep the unknown parameters μ, α and fix the rest of the unknown parame-
ters to their values already found in the first step.

3. Fit again the models considering only the parameters μ, α as unknown. In
this situation the penalization for overparameterization becomes identical in
the three models, and the statistical tests AIC and BIC consider only the
mean square error as a criterion for goodness of fit.

3.4 Computation of Item’s Discriminant

The results of the simulation can also be useful to illustrate the computation
of the item’s discriminant in subdomains of abilities. For example, the Fig. 2
shows an item characteristic curve based on the flexible 6PL model, where
α = 0.96792, β = 4.8961, so that the item distinguishes to a greater degree for
higher abilities and to a lower extent for smaller abilities; i.e., β

α = 5.0584, β
γ =

1.6699, γ
α = 3.0292, where γ = α+β

2 .

3.5 Abilities and Parameters Estimation

The proposed models can actually be estimated and the number of observations
needed to make the estimation can be acceptably good, since the maximum
likelihood method leads to a system of decoupled nonlinear equations; namely,
M equations for abilities θ need to be solved, where some seeds are required
for the 6N parameters, and 6N equations involving the parameters μ,α,β,k,a
and d, need to be solved assuming the abilities’ values already found in the first
step,

Particularly, the estimated ability of the i–th examinee can be computed by
finding the roots of the equation i–th in the given system of decoupled nonlinear
equations. Of course, the standard assumptions given in the literature must be
also applied to get the required results (for instance, every examinee provide a
correct response and one incorrect response, at least, to one pair of items in the
set of items) [3,23,24].

The decoupled aspect of the nonlinear system of equations concerning the
parameters of the items, leads to similar comments to those given at the end of
the previous paragraph, although a system of six coupled nonlinear equations per
item needs to be solved. In this case, it is very useful to know that the parameters
αi, βi, ai and di for item i–th need to satisfy the constraints 0 < αi, 0 < βi and
0 ≤ di < ai ≤ 1.

Although the topic on root finding is currently under research by the authors
of this paper, it is possible to get some information about this problem, based on
the comments already made in the previous paragraphs, and the realization of
relatively simple simulated examples. One example considers the case where 45 is
the number of examinees and items. Assumming that the items’ parameters are
known, a single iteration estimates the abilities with an rms error equal to 0.03.
The second example considers the case where 20 is the number of examinees and
15 is the number of items. The example applies two iterations to estimate the
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examinees’ abilities, assuming that at the first iteration the items’ parameters
are known. The estimate of the abilities at the first iteration produces an rms
error equal to 0.01 in the values, while the estimate of the parameters in the
same iteration produces an rms error equal to 0.09 in the values. Finally, the
second iteration produces an estimate of abilities with an rms error equal to 0.07
in the values. The correlation coefficient between the estimated abilities in the
first and the second iterations acquires the value 0.93, which is acceptably fine.
Figure 4 shows the results after the second iteration in the abilities values for
the case of 20 examinees and 15 items.

The extended 6PL Rasch’s model has an identifibiality problem for its ability
and difficulty parameter θ and μ + 1

α lnc, respectively, since the CDF remains
the same when they are substituted by the corresponding expressions θ + δ and
μ + 1

α lnc + δ, 0 < δ [25]. This is a location identifiability, but there is a scale
identifiability as well, since the CDF also remains the same through the scaling
α
κ , θκ,

(
μ + 1

α lnc
)
κ, where 0 < κ. A popular practice to solve the problem of

identifiability defines the mean and standard deviation of the parameters θ’s
equal to zero and one across the test takers in the sample, respectively [25].
This procedure is usually applied in the cases of the 2PL and 3PL models,
where a similar expression as a function of the ability θ and the parameters
α and μ produce the identifiability problem, as well. However, there are some
other possibilities of useful restrictions giving equally good estimates [25]. On
the other hand, the approximation of the flexible 6PL model suggests also that
the same set of restrictions should yield acceptable results.
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Fig. 4. Correlation between the abilities’ estimates in first and second iterations in
the case of 20 examinees and 15 items. The correlation coefficient is equal to 0.93 and
the linear fit is given by the function 1.6θ + 0.57, where θ is the ability after the first
iteration.
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4 Conclusion

In addition to the possibility of the item’s difficulty, the item’s discriminant, the
item guessing and the item inattention, some complex testing scenarios need to
be considered in contexts where multimodality and skewness can be found. Thus,
traditional psychometric models are not useful any more to cope with this prob-
lem. Particularly, two well–known psychometric models have been analyzed here.
Every model is defined by six parameters, where four parameters are associated
with the difficulty, discriminant, guessing and inattention, and the others could
be associated with distribution skewness and bimodality from population under
analysis. A direct extension of the usual psychometric 1PL, 2PL, 3PL and 4PL
models is introduced, and the new models so defined use parameters to control
the characteristics of bimodality and skewness in the distribution functions.

Naturally, the models performance depend on the accomplishment of a spe-
cific objectivity. In this sense, the concept of specific objectivity is also modified
giving models that satisfy the specified requirements, at least in some intervals
of ability in the worst case, as represented by the extended 6PL Rasch’s model.
Furthermore, as a drawback, the degree of skewness is constrained under the
extended 6PL Rasch’s model, which is avoided with the flexible 6PL model.

The identification of two and three values of the item’s discriminant for a
single item is an interesting result arising from the extended 6PL Rasch’s model
and the flexible 6PL model, respectively. Another result is that the value of
the item’s discriminant is found to depend on the interval where the ability
belongs to. The redefinition of a specific objectivity suggests that two arbitrary
items can be compared in four and nine different ways, respectively, for the 6PL
Rasch’s and flexible models, which depend on the selected values of the items’
discriminants. Particularly, both models give the possibility of comparing one
single item with itself, through its discriminant capabilities by subdomains.

The possibility of comparing examinees or items through the constraint of
specific objectivity, even though they do not belong to the same asymptotic
region, is one important point to remark. The partial specific objectivity in some
models, or even the absence of this property, has suggested the introduction of
pseudo–Rasch models [10].

The authors of the reference [26] introduce less restrictive ICC’s to IRT mod-
els through the definition (17),

p(x = 1|θ, μ, α) = d + (a − d)F (m) (17)

where m = α(θ − μ) and F (x) = 1
(1+e−x)λ , 0 < λ. On the other hand, the

proposed extended 6PL Rasch’s model is given by the function (18),

p(x = 1|θ, μ, α, a, c, d, g) = d + (a − d)pg

(
x = 1

∣∣∣∣θ, μ +
1

α
lnc, α

)
, 0 < g, c (18)

where p(x = 1|θ, μ, α) is defined through the equation (3).
The value of the item’s difficulty is the main difference between the two

models. The authors of reference [26] assume that μ is the item’s difficulty, while
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the extended 6PL Rasch’s model assumes that the difficulty is given by the
expression μ + 1

α lnc. The presence of the parameter c implies the existence of
right or left skewness in the PDF. So that, in this work, just one function for the
CDF contains the left and right skewed behavior reported by Bolfarine et. al.,
who uses two CDF’s to describe it. On the other hand, the parameter g plays
exactly the same role in both models, which means that the two lead to similar
conclusions about the comparison of items or examinees in subdomains.
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Abstract. Computer Adaptive Testing (CAT) is an example of a Com-
puter Based Test (CBT) and is one of the main trending topics in
the area of knowledge testing and, more recently, in e–learning or in
Intelligent Tutoring Systems scenarios. The Item Response Theory (IRT)
defines the theoretical basis of a CAT implementation, which assumes
the existence of a repository of properly calibrated items that is used
during the testing process of a particular examinee. The calibration and
adaptation are based on an Item Characteristic Curve (ICC) related
to an specific model, being Rasch’s models the most widely used. CAT
systems require high computational cost to implement the calibration
and evaluation processes and the amount of concurrent users at a time
could be large enough. Thus, the platform must support high concurrency
and availability to perform a desired level of functionality. Technological
tendencies in computing offer each time better platforms to develop and
manage big collections of data for its processing and relevant information
extraction. This paper presents a perspective of using new technologies in
CAT as an alternative of implementation. Particularly, the use of a cloud
computing platform as current alternative for online CAT systems using
the capabilities of multicore processing and big amount of RAM that
offers the cloud, to resolve the proper mathematical equations related to
psychometric models and the operations described in their algorithms in
a real evaluation scheme.

Keywords: Computer adaptive testing, item response theory, cloud
computing, big data, multicore processing

1 Introduction

Computer Adaptive Testing (CAT) is an example of an informatic system ori-
ented to knowledge, skills and behavior explorations, among others questions,
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related to a person in an specific working area. Recently, this kind of systems
has become very well known in online e–learning scenarios, as a result of the
several benefits that these platforms provide in comparison with those given
by Classical Testing Systems (CTS) [8]. CAT systems assume the existence of a
pool of perfectly calibrated items, which are used during the testing of an specific
person. The calibration process allows to determine the value of the parameters
associated to certain psychometric features of the examinees and the items.

The essential idea in CAT systems consists in presenting to a given examinee
one item after another, depending on the responses given to previous items
along the testing process. If the response is incorrect, then the next item has
a lower difficulty than the current one; on the other hand, if the response is
correct, then the next item has a higher difficulty. This characteristic makes the
entire process adaptable, which means that the item presentation adapts to the
examinees’ knowledge, in opposition to what classical testing does.

The implementation of this kind of environment is not trivial, since mathe-
matical models and sophisticated algorithms are used for items’ calibration and
the adapting testing process itself. Particularly, the calibration process requires
to find the solutions of a system of non–linear equations, while the adaptive
testing computation needs at least to search for the solution of one non–linear
function in quasi real time. In addition to this, the users can access the system
in a concurrent way, which obviously impacts the system’s and the hosting
platform’s performances.

Currently, there do exist informatics environments where a CAT system can
be hosted with the aforementioned features, and they provide services over the
Internet. In this sense, technological advances have changed the paradigm of
implementing the solution in–house (‘on–premises’) to implement the solution
on the Cloud (‘off–premises’).

Cloud computing is every day a more often used concept in computer systems.
The Cloud–based service providers offer each time more and better management
options, as well as benefits related to the accessible cost which depends of the
user needs. So that nowadays it is possible that every individual has her/his own
personal Cloud, which makes a proper environment for the hosting, creation and
maintenance of applications for a wide variety of topics such as, for example,
the automatized testing systems [8]. Cloud computing is an information service
that offers software, platforms and infrastructure to an organization. Cloud
computing technology incorporates different types of private, community, public
and hybrid Clouds [8].

In the technology industry, Cloud computing is exponentially changing the
implementation of information technology services. This is due to the fact that
Cloud computing is a new information technology platform, that will positively
change the nature of information management systems in the organizations.

The Cloud, which is another name for Cloud computing, is sometimes referred
to as utility computing, since it uses interconnects networked devices to share
information resources [12]. The online software and virtual maintenance of Inter-
net infrastructure are among the benefits of Cloud computing for organizations,
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and they can be synchronized from any geographic location [1].
Cloud computing uses the power of large computing devices that work on

a common software format making parallel networks possible [10]. The large
processing power of Cloud computing makes multiple systems on the Internet
work by the interaction with virtual physical resources that conform the service
architecture. In [1] Cloud computing is defined as Internet–based applications
that can provide different information systems services including networking,
filing and storage.

The innovation of using Cloud computing as a platform for the implementa-
tion of an information system inside an organization is due to the simplicity of
configuring and programming the features that the providers offer [12], since by
combining different hardware and software modalities in a virtual environment
can increase the efficiency [4]. The authors in reference [1] highlight that cloud
computing is the on–demand and expandable technology service offered over the
Internet from data centers.

The next sections in this paper are organized in the following manner. In
the second section the problem of the implementation of a CAT system in
on–premises enviroments is explained. The third section deals with the solution
proposal that involves the use of Cloud computing. The fourth section gives
an introduction to CAT systems and its relationship with Cloud computing is
explained. The fifth section shows and explains some screen test of the imple-
mentation of a prototype of CAT in Microsoft Azure Cloud platform. Finally,
the sixth section provides some conclusions.

2 The Problem

Computer Adaptive Testing (CAT) is a technique that assumes the construction
of items related to a previously given knowledge topic, which are then used to
evaluate the abilities of a person in the aforementioned topic. This technique
allows to finish the testing process in several ways and one of them consists
in verifying that the most recent abilitie’s values do not change within a given
precision.

CAT systems based on IRT require a great computing capacity, since they are
platforms that need high processing, availability and concurrence capacity. These
needs arise from the fact that a proper CAT system requires the calibration of
huge amount of items, which are related to a psychometric model containing a
finite number of parameters, whose values depend on the corresponding item. In
real scenarios, there does exist the possibility of handling at least one hundred
items in a calibration process at a given instant of time, which means that
one hundred parameters are required in the simplest case of the 1PL model or
Rasch’s psychometric model. In addition to this, and as a consequence of mobile
devices development, CAT system must allow that the users access the testing
service from any smart device, like cellphones or tablets, producing in this way
the possibility of a huge demand on the part of the users and, as a consequence,
a high concurrence of simultaneous access to the platform.
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Even worse, a CAT system considers three main actors or user types; namely,
the administrators, the evaluators and the examinees. Furthermore, since the
system can offer the service to different educational institutions, which can con-
sider very diverse topics of any knowledge area, several students and evaluators
can access the system over the Internet demanding a very robust hardware and
software infrastructure for the correct function of the platform, and as a support
for the future growing on the demand of the users.

Therefore, CAT systems pose the problem of satisfying the need of great
power of processing while granting a high availability, a flexible growing storage,
an acceptable bandwidth size to support the high concurrence and a management
easiness in the whole resources for the good platform’s performance. These needs
are not easily obtained under the standard use of personal servers landed on–
premises and some services offered by the Internet providers.

3 Use of the Cloud Computing as an Alternative Solution

As it has been written above, the implementation of a CAT system nowadays
presents several challenges, mainly those related to the requirements of hardware
and software introduced at the end of the previous section. For this to be
successfully solved, this paper presents an alternative of solution through the
use of a Cloud Computing infrastructure currently offered by Microsoft, which
is called Azure. The reason of using this particular cloud computing provider
is centered mainly on the author’s knowledge about Microsoft’s technologies;
however, future work implies to make a deeper analysis about the features that
other providers offer, in order to determine which one could fit the best for a
CAT system implementation.

4 Computer Adaptive Testing Systems and their
Relationship with Cloud Computing

CAT systems are platforms for testing some given knowledge areas commonly
used in e–learning or Intelligent Tutoring systems (ITR) [5]. A CAT system
has a very solid mathematical support tipically defined by the Item Response
Theory (IRT), which contains the basis for the implementation of a calibra-
tion mechanism for the items that will conform the tests [9]. In other words,
the system must initially contain a repository of calibrated items, which are
fitted through a calibration algorithm previously selected. The algorithms for
calibration require the specification of a psychometric model, which is defined
in terms of parameters. In consequence, the calibration process searches for the
proper values of the parameters related to every item, based on the selected
psychometric model. The selection of the psychometric model depends on the
scenario where the test is applied, and the system must give reliable information
about the abilities of the examinee, the dificulty of the items and the test in
general.
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When the values for the parameters are obtained, then these values can be
useful in e–learning environments, Intelligent Tutoring Systems and CAT sys-
tems, which are examples of scenarios where a reliable and inmediate diagnostic
is required to give support to the teaching–learning process.[7].

However, the implementation of a CAT system is not trivial since, as it has
been aforementioned in this work, the system must completely cover the specific
requirements to grant the correct operation of a platform of this kind. Nowa-
days, the digital revolution has transformed even the manner of teaching in the
classroom and the testing of students, in such a way that a present–day testing
mechanism is needed to bring both, the institutions and the students, to carry
out these testing process by means of their digital devices. Internet is the more
immediate alternative by making use of Cloud Computing service providers. In
this way, a CAT system can be configured inside a platform that uses virtual
physical resources, which interact in the infrastructure already hosted in a data
center having the necessary support to host big amounts of informations systems,
giving facilities for the access, configuration and management on the part of the
users through a big bandwidth.

4.1 The Cloud and the Virtual Machines

Nowadays the cloud providers offer, as part of their services, the possibility of
creating virtual machines with several combinations of resources that include
memory sizes, hard disk storage capacity and the number of processor cores to
be used. These benefits are important points to consider, when the creation of an
online platform allowing the test of abilities in some knowledge topic is desired.

The considerations must include the high disponibility of the platform, which
is granted by the right configuration of the virtual machine, the installation of
an operating system in server version, the adequate assignment of the storage
capacity, given that the system will have an extense number of items inside a
repository and these items might contain hypermedia; in other words the items
can include, in addition to plain text, embedded images, audio files, video or
PDF documents. Then the necessary storage for all those items demands to the
platform a big space in virtual hard disk.

On the other hand, it should carry out the right installation and configuration
of the database manager, since it must create a database of non–calibrated items,
a database of calibrated items, a database of testing results and a database
with the information of the users and their access keys to the system. This
represents an exponential growing in the databases due to the amount of users
per educational institution having access to the platform.

Furthermore, there is the need of processing the CAT algorithms of the tests
currently taken, applying the selected psychometric model and calculating the
best item item choice along the test process. This leads to think in the concept
of a real time system such as in the concurrency of the users, since in a same
instant of time, the system could be testing a big amount of persons belonging
to different educational institutions located in several geographic points [2], in
different topics or knowledge areas, accessing from several types of digital and
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mobile devices. By being a platform online that is processing the answers for all
the items in an intelligent manner, it requires a huge processing power, which
tipically is expressed by the number of cores of the processor that can be assigned
in the virtual machine.

If all these things will be implemented in only one physical server, like used
to be so, then it will lead to the fast saturation of the capabilities and, in
consequence, to the impossibility to bring a testing service of high availability
with no possible scaling to cover the needs. Moreover, the considerations of
publishing a system of this kind over the Internet must include the security topic,
since the security of the already stored information should be granted [11][13],
and the privacy of the registered users data should be kept, as well. Some of the
concerns and effects occurring when the Cloud Computing is used as a host of
a system with educational orientation can be find in some references [1].

4.2 Microsoft Azure as a Cloud Computing Platform

Azure is the cloud portal of Microsoft and offers very good options of services
with a relative low cost in accordance to the needs that somebody may have. In
other words, Azure allows to the users the creation of virtual machines, web sites,
mobile services, among others, in a wide gamma of options that the management
portal has. If advanced services to create Internet based systems are required,
then Azure is one of the main platforms for Cloud Computing that can be used
nowadays.

The present work precisely suggests how well the implementation of a pro-
totype of adaptive testing system, in the cloud of Azure, allows the use of
features of scalability that guarantee the correct operation of the platform, the
high concurrency and enough space for data storage, which give an advice that
this kind of implementations are an excellent alternative to get the computing
capabilities that a CAT system really needs.

4.3 Architecture of CAT System in the Cloud

Some research results show an architecture of adaptive testing mounted over
a web access platform [6]. However, the work uses the traditional structure
consisting of a server in–house which, through a public IP over TCP/IP protocol,
makes the system accessible from any device. The present work proposes a similar
architecture, but inside the space offered by one Cloud service provider, which
allows inmediate scalability, growing flexibility in the virtual physical resources
on–demand, in addition to better bandwidths that can satisfy the high traffic
and the user’s concurrency.

The Fig. 1 shows the architecture that has been designed for the implemen-
tation of the Ariya Framework in the Cloud Computing service of Microsoft
Azure.
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Fig. 1. Architecture diagram of the Framework Ariya in Azure

5 Implementation of the Framework Ariya in the Azure’s
Cloud

The implementation of the Framework Ariya in the cloud of Azure uses a
Bizspark program consumer account to access the Azure management portal.
Once inside the portal, the configuration of a virtual machine type A4 with 8
processor cores and 14GB of RAM memory is carried out . There is a fee for
using the features of the cloud, but thinking in terms of the capabilities offered,
like high processing and big RAM amount, the cost is worth to be payed. On the
other hand, if one thinks for a while that the service will be given to different
educational institutions to make their corresponding tests over this platform, it
makes sense to think that the cost of the initial operation will be covered by the
payed cuotes of rent for the Framework Ariya, as well.

With no doubt, the making of a business model to offer the services of the
platform Ariya is necessary; however, the discussion about this component is
left as a future work since the correct configuration of the prototype, and the
making of the corresponding tests to garantee the right operation, should be
made beforehand. The Fig. 2 shows the screencapture where the registration of
a new cloud service for the Framework Ariya, inside the portal of Azure, appears.

5.1 Configuration of the Virtual Environment in Azure for the
Framework Ariya

The Fig. 3 shows the screen capture of the virtual machine configured with the
features previously described, relative to the Azure’s management portal. The
Fig. 4 shows the register of a virtual hard disk asociated to the platform Ariya
with a Linux operating system. A version of Ubuntu server as the host for the
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Fig. 2. Ariya cloud service in the portal of Azure

Fig. 3. Configuration of the virtual machine for the Framework Ariya in Azure
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Fig. 4. Disk of the operating system assigned to Ariya’s virtual machine

Fig. 5. Start user interface of the Framework Ariya
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CAT system has been configured in this implementation.
The start screen of the user interface for the Ariya system, ready to be

accessed by a user through her/his user name and password, can be appreciated
in the Fig. 5.

6 Conclusions

This work presents a proposal of implementation for a CAT system using the ben-
efits that the Cloud Computing service providers offer nowadays. In particular,
the use of the Microsoft Azure cloud service case is shown. The implementation
of the Framework Ariya offers a pilot test of how this kind of adaptive testing
systems could be worked in order to bring to the users the functionalities when
this kind of platforms is used. The easiness for accessing the system from any
digital or mobile smart device that the users can already own is among these
functionalities, since this characteristic does not require the installation of any
additional software, it is enough to have an Internet connection and to access
from the web browser of the device.

The implementation of the CAT system in the Cloud allows the use of
the great processing power of the multicore processors, from which the virtual
machines can be configured, in addition to the sharing of storage space in the
database and in the hard disk for the calibrated items, the richness of multimedia
contents and the results of the tests. The adaptive testing mechanism will use
the resources of processing power in order to calculate, almost in real time, the
results of the adaptive testing and the items’ calibration.

Furthermore, this paper discusses the implementation of a prototype of the
Framework Ariya which intents to have all the elements of a fully operational
CAT system, so that the adaptive evaluation tests using different psychometric
models can be made in a future work, integrating inclusive more complex and
resource demanding mathematical techniques [3].
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