
.

UNIVERSIDAD AUTÓNOMA
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Resumen

CONTROL INTELIGENTE DE SISTEMAS NO LINEALES

EMPLEANDO REDES NEURONALES ARTIFICIALES

DE TERCERA GENERACIÓN

Se presenta el diseño e implementación de un control inteligente para sistemas no li-

neales de naturaleza estable de tipo SISO, involucrando al área de las redes neuronales

artificiales de tercera generación. La identificación y control del sistema propuesto,

se logra por medio de neuronas artificiales de tercera generación, y posteriormente se

prueba dicha arquitectura bajo diferentes tipos de entrenamiento y modelos neurona-

les para comprobar su eficacia, esta propuesta va más allá de buscar sólo la creación de

un control adaptable aplicable a sistemas no lineales, sino que se busca que este con-

trol tenga un mejor desempeño contra los controles neuronales existentes hasta ahora.

Se espera que esto ocurra pues las redes neuronales de tercera generación tienen una

gran similitud con las redes neuronales biológicas, esto les da una gran velocidad de

procesamiento y versatilidad a la adaptación, en comparación con sus antecesoras.

Se presentan los resultados obtenidos bajo los siguientes casos:

Control de un sistema no lineal de primer orden.

Entrenamiento: Algoritmo SpikeProp, Algoritmo Regla Delta Generalizada

Modelos: Perfect Integrate and Fire (PIF), Leaky Integrate and Fire (LIF),

Izhikevich

Finalmente, se realizó una interfaz de usuario en la plataforma de Laboratorio de

Instrumentación Virtual (LabVIEW) 2011, con la cual es posible implementar este

tipo de redes neuronales artificiales a sistemas f́ısicos, como lo es el motor de corriente

directa y el péndulo invertido.



Abstract

INTELLIGENT CONTROL OF NONLINEAR SYSTEMS

USING ARTIFICIAL NEURAL NETWORKS OF THIRD

GENERATION

This thesis presents the design and implementation of a SISO type intelligent control

for nonlinear systems of a stable nature, which involves the field of third generation of

artificial neural networks. The identification and control of the proposed system are

achieved through third generation artificial neurons, which define a feedforward arti-

ficial neural network architecture. The Perfect Integrator, the Leaky Integrator and

the Izhikevich models respectively define three different variants of the feedforward

architecture.

The supervised training of the network considers two encoding types of the firing

neurons; namely, one known as Delay Coding (in fact, this encoding is a kind of

Temporal Encoding) and the other known as a train of pulses (in fact, this encoding

is a kind of Frequency Rate). The combination of the supervised training along with

the corresponding encoding define the SpikeProp and the Generalized Delta Rule

training algorithms.

Hence, the proposed artificial neural network architectures are tested under several

conditions to estimate their performance in the control of a dynamical system of first

order.

The thesis not only creates an adaptable control, which is applicable to nonlinear

systems, but also achieves a better performance when compared against the current

existing controls, based on second generation artificial neural.

Since the third generation artificial neural networks have a great similarity with

the biological neural networks, they have an acceptable velocity of processing and

versatil adaptability, which improves the well known performance of the second ge-
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neration of artificial neural networks.

We present the results obtained for the following cases:

Control of a nonlinear system to first order.

Training: SpikeProp algorithm, Generalized Delta Rule algorithm.

Models: PIF, LIF, Ihzikevich.

Finally, a user interface was designed in LabVIEW 2011 platform, which is im-

plemented for the control of physic systems using the third generation of artificial

neuronal networks.
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1.1.1. Descripción de la problemática . . . . . . . . . . . . . . . . . 2

1.1.2. Planteamiento del problema . . . . . . . . . . . . . . . . . . . 3
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Caṕıtulo 1

Introducción

1.1. Introducción

En los últimos años, se ha incrementado el estudio y aplicación de las Redes Neu-

ronales Artificiales (RNA) en las áreas de cómputo inteligente y control, esto debido

principalmente a su capacidad de aprendizaje y su gran versatilidad en la identifi-

cación de sistemas y ahora que ha surgido la nueva generación de redes neuronales

artificiales, se tiene una herramienta más poderosa para el control de una gran can-

tidad de sistemas dinámicos, por lo que se vaticina un auge en el interés de esta área

en particular.

En la industria se usan una gran diversidad de máquinas, con distintas caracte-

ŕısticas tanto mecánicas como eléctricas y diversas configuraciones, lo cual, implica

excesivo trabajo por parte de los ingenieros si se desean implementar leyes de con-

trol basadas en el modelo de este tipo de sistemas, lo que significa que realicen una

serie de pruebas y cálculos para la identificación paramétrica, y puesta en marcha de

procesos industriales, cabe mencionar que si la dinámica de la planta cambia ya sea

por el desgaste intŕınseco del sistema generado por fricción, o por esfuerzos axiales no

contemplados provenientes de sistemas periféricos, o simplemente la vida útil de al-

gún componente se agota, la representación matemática que se propuso a priori para

modelar la dinámica del sistema ya no será la correcta. Razones por las cuales surge

la idea de proponer un algoritmo de identificación y control auto ajustable, el cual no

sólo eliminará la tediosa tarea de obtener el modelo matemático de la planta, sino que

no importa cuánto cambie la dinámica o la referencia, la señal de control siempre será

la adecuada. Para comprobar la eficacia del algoritmo propuesto con redes neuronales

de tercera generación en sistemas reales, se realizan las pertinentes pruebas con dos

modelos f́ısicos, el Motor de Corriente Directa (MCD) y Péndulo Invertido.
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2 Caṕıtulo 1: Introducción

1.1.1. Descripción de la problemática

Existen diferentes alternativas para controlar un sistema. Estas alternativas inclu-

yen el modelado del sistema a través de ecuaciones diferenciales, teoŕıa de la probabi-

lidad o métodos estocásticos, o bien el análisis, diseño e instrumentación de modelos

basados en redes neuronales artificiales, o modelos difusos, o modelos neuro-difusos,

entre otros.

Aunque no necesariamente se requiere del modelo matemático de la planta para

aplicarle una ley de control adecuada, si es necesario el formular un sistema de ecua-

ciones diferenciales para el diseño de un modelo matemático. La opción de controlar

un sistema a través de su modelo, tiene el problema de que se debe proponer adecua-

damente el sistema con ecuaciones diferenciales que lo describen correctamente. Lo

cual no es tan sencillo, ya que se requiere de un conocimiento profundo de las posibles

fuerzas y variables dinámicas, aśı como de los valores de los diferentes parámetros y

la interpretación f́ısica de éstos. Sin mencionar las condiciones iniciales y de frontera

adecuadas, aśı como la posible dificultad en encontrar una solución anaĺıtica a las

ecuaciones diferenciales, o la posible dificultad en instrumentar un método numérico

apropiado.

Cuando se opta por las alternativas que ofrecen las redes neuronales artificiales y

la lógica difusa, entre otras, se requiere de una fase de entrenamiento que puede ser

supervisado o no supervisado. En el aprendizaje supervisado, se requiere, además de

los datos de entrada, la existencia de un supervisor que de alguna manera indica si

las salidas del sistema son las correctas o no son las correctas. Generalmente, la defi-

nición del supervisor se obtiene, en parte, especificando la salida deseada para cada

una de las entradas al sistema, las cuales son parte del conjunto de datos de entre-

namiento. De esta forma, si {x1,x2, . . . ,xn} define el conjunto de datos de entrada

para el entrenamiento, entonces se debe tener el correspondiente conjunto de datos

de salida {y1,y2, . . . ,yn} para el entrenamiento. La dimensión de los datos de salida

no necesariamente es igual a la dimensión de los datos de entrada. La definición del

supervisor continúa ahora a través de la construcción de una función de error cua-

drado total, E2(x,y,w). La determinación de los parámetros w se logra a través del

entrenamiento supervisado. En el caso de las redes neuronales artificiales de segunda

generación, esto se logra encontrando el gradiente de la función E2(x,y,w). Sin em-

bargo, una aplicación directa de esto conduce a problemas de convergencia durante

el proceso de entrenamiento, motivo por el cual se han sugerido variantes al esquema

original momentum, tasa variable de aprendizaje, gradiente conjugado, algoritmo de

Levenberg-Marquardt, entre otros [27].
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Se pueden encontrar también algunas dificultades cuando se opta por modelos

lógico difusos. Estos modelos han sido catalogados por algunos autores como poco

flexibles, además de que el costo del tiempo de implementación de este tipo de alter-

nativas aumenta considerablemente en situaciones de sintonización [2]. Este mismo

autor resalta otros diferentes inconvenientes de un modelo lógico difuso.

1.1.2. Planteamiento del problema

Las técnicas tradicionales para el control de un sistema, requieren en su mayo-

ŕıa definir una correcta representación matemática de éste, dicha representación está

constituida por variables y parámetros que, durante la fase de modelado, resultan

dif́ıciles de especificar u obtener, además de que generalmente un gran porcentaje de

estos parámetros pueden cambiar por factores inherentes a la planta, como calor, hu-

medad, fricción y/o vida útil de sus componentes. Por lo que su modelo se encuentra

en constante cambio, esto puede dificultar el control que se le aplica al sistema pues

en determinados casos puede ser necesario reformular las ecuaciones que en algún

momento representaron correctamente su dinámica.

En el presente trabajo de tesis se plantea el siguiente problema: El cómo controlar

sistemas no lineales donde se asume, que no se conoce su modelo matemático.

1.2. Hipótesis

Las caracteŕısticas no lineales que poseen las redes neuronales artificiales de ter-

cera generación aunado con la mayor similitud que existe entre su dinámica y la

dinámica de las redes neuronales biológicas reales, hacen que ésta generación de redes

neuronales artificiales sea el candidato ideal para analizar e instrumentar un control

inteligente aplicado a sistemas no lineales, las caracteŕısticas intŕınsecas de plasticidad

y memoria que poseen las redes neuronales artificiales de tercera generación proveen

una mejoŕıa en comparación con las cualidades de las redes neuronales artificiales

de generaciones anteriores. Dicha mejoŕıa se manifiesta en el número de neuronas

implementadas para la resolución de un mismo problema, el número de iteraciones

requeridas para converger a la referencia deseada y por ende se reduce el número de

iteraciones para determinar apropiadamente los pesos presinápticos, para el caso de

aprendizaje supervisado.
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1.3. Justificación

En la actualidad los modelos que mejor representan al comportamiento de las

redes neuronales biológicas están dados por las redes neuronales de pulsos [39], este

tipo de modelos tienen un sustento matemático basado en ecuaciones diferenciales

y haciendo uso de sus capacidades de aprendizaje para la identificación de plantas

dinámicas, se puede usar en forma efectiva en el control de estos sistemas.

La aplicación de redes neuronales de tercera generación ha conducido a proponer

modificaciones al algoritmo de Levenberg-Marquardt, las cuales ofrecen una mejora

en la tasa de convergencia cuando se compara con el método Levenberg-Marquardt

(LM) tradicional y tiene un menor costo computacional, además de que requiere una

menor cantidad de memoria [61]. También se ha propuesto el algoritmo denominado

SWAT(Synaptic Weight Association Training) que se construye a partir de la com-

binación del método BCM (Bienenstock-Cooper-Munro) y del método STDP(Spike

Timing Dependent Plasticity), el cual garantiza una convergencia de hasta un 96.2 %,

que es mucho mayor en comparación con otros algoritmos de entrenamiento para re-

des neuronales de pulso [33].

El área de la optimización de algoritmos de redes neuronales se tiene el PSO(Particle

Swarm Optimization) para entrenamiento de redes neuronales de tipo Spike de forma

óptima, los resultados muestran que este método produce una secuencia de pulsos

muy similar a la secuencia de pulsos de salida deseada, reduciendo el error de conver-

gencia, con un menor número de ciclos de ejecución en comparación a entrenamientos

clásicos, esto asegura que el tiempo de convergencia disminuya [4].

Otro algoritmo de entrenamiento para redes neuronales de tercera generación es

CS(Cuckoo Search Algorithm) el cual es un novedoso método meta-heuŕıstico basa-

do en un comportamiento anidado, este algoritmo ha sido aplicado para la solución

de problemas de optimización y promete grandes resultados en el campo de las re-

des neuronales artificiales, especialmente durante el ajuste de los pesos sinápticos [57].

Además aprovechando el método de supervisión remota llamado ReSuMe(Remote

Supervised Method), el cual bajo la combinación de tres neuronas (neurona de en-

trada, neurona de aprendizaje y la neurona de entrenamiento de pulsos deseados), es

posible obtener un tren de pulsos deseados en las neuronas de aprendizaje con una

precisión muy alta [45].
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1.4. Resultados obtenidos

Se presentan los objetivos espećıficos que se obtuvieron a lo largo del desarrollo

de la tesis los cuales en conjunto sirven como piezas claves para finalmente alcanzar

el objetivo global.

Objetivo general

Implementar las redes neuronales de tercera generación para el control de sistemas

no lineales tipo SISOde naturaleza estable.

Objetivos espećıficos

Los objetivos espećıficos de la tesis son los siguientes:

Identificar el modelo dinámico de una planta no lineal por medio de

redes neuronales de tercera generación. Implementando diferentes algo-

ritmos de entrenamiento como lo es SpikeProp (El algoritmo de entrenamiento

SpikeProp se sustenta en una actualización de los pesos sinápticos basada en

la relación que existe entre todas las neuronas pre sinápticas y post sinápti-

cas que se encuentran en la correspondiente pre y post ramificación de cada

neurona) [51], QuickProp (Entrenamiento basado en SpikeProp, pero con una

convergencia más rápida pues se anticipa la dinámica de la evolución de los pe-

sos) [14], Re.Su.Me. (El método Re.Su.Me. es un nuevo método de aprendizaje

supervisado, que implementa las reglas Hebbianas con un novedoso concepto de

supervisión remota. El error generado en el tiempo de aprendizaje inicia con

valores relativamente pequeños y tiende a cero con el transcurso del tiempo.

Además de poseer la cualidad de tener un control multivariable, gracias a que

su supervisión remota puede aplicarse a un número de salidas y no sólo en una,

como otros métodos de entrenamiento [45]). SWAT (Synaptic Weight Associa-

tion Training) para redes neuronales de tercera generación (en el caso particular

del entrenamiento SWAT se conoce como un tipo de regla que produce una dis-

tribución unimodal de pesos, donde la dimensión de la ventana de plasticidad

asociada es modulada causando la estabilidad después de un peŕıodo de entre-

namiento. Por lo que es un método que garantiza una rápida convergencia aśı

como muy exacta)[33].

Hallar la mejor ecuación para la codificación y decodificación de se-

ñales entrada y salida, respectivamente. Las neuronas de tercera generación

o neuronas Spike reciben su nombre por su particular forma de transmitir in-

formación por medio de pulsos, y no sólo la frecuencia de los pulsos se puede
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interpretar como información (Codificación por tasa [52]) sino también el tiem-

po en que una neurona tarda en saturarse o el tiempo que a ésta le lleva en

disipar su propia carga eléctrica (Codificación temporal [54]), aśı pues la obten-

ción del método correcto de codificación y decodificación en entrada y salida

respectivamente de la red neuronal son otros dos objetivos particulares para la

tesis.

Controlar un sistema dinámico en simulación, uno de los objetivos es-

pećıficos más relevantes es el de unir el conocimiento de las redes neuronales

artificiales de tercera generación con el área de la ingenieŕıa de control. Este

tipo de sinergia se ha llevado a cabo utilizando redes neuronales de segunda

generación en conjunto con un control PID [26] o utilizando el error generado

por la diferencia entre la salida de la planta retroalimentada y la referencia,

como el propio error de la red, este control es llevado a cabo con los algoritmos

de entrenamiento previamente mencionados [47].

Realizar trabajo experimental del control de velocidad de un MCD y posi-

ción de un péndulo invertido con el algoritmo propuesto.

Comparar los tiempos y exactitud de convergencia para el control de

sistemas no lineales entre redes neuronales artificiales de tercera generación y

algoritmos existentes. Este objetivo particular se realiza para poder corroborar

que la implementación de redes neuronales de tercera generación ofrece resulta-

dos que superan a los algoritmos convencionales e incluso a las redes neuronales

de segunda generación, para un mismo problema, enfocados al tiempo de con-

vergencia a una referencia.

1.5. Organización de la tesis

En el Caṕıtulo 2, se analizan los trabajos relacionados con el desarrollo de esta

investigación. En el Caṕıtulo 3, se da un panorama general de lo que son las redes

neuronales artificiales de tercera generación, y se da una revisión a los trabajos que

sobresalen para el diseño y desarrollo de arquitecturas de redes neuronales de tercera

generación. En el Caṕıtulo 4, se muestran los resultados, aplicando la arquitectura

propuesta entrelazando las redes neuronales artificiales de tercera generación y el área

de control, con diferentes arquitecturas de entrenamiento y modelos neuronales. En el

mismo caṕıtulo se realizan las conclusiones y trabajos futuros, consecuencias de esta

tesis de maestŕıa. En el Anexo A se muestran de manera general los pasos y resultados

que se desarrollaron para llegar finalmente al control PID-S. Finalmente en el Anexo

B se realiza una comparación entre el PID-S y el control más implementado en la

industria, el PIDclásico.



Caṕıtulo 2

Estudio del estado del arte

El objetivo del presente caṕıtulo es mostrar las ventajas y desventajas reportadas

en los trabajos de investigación, que se han venido realizando sobre las redes neuro-

nales artificiales, enfocadas hacia el área de control.

La organización de este caṕıtulo es la siguiente: en la Sección 2.1 se da una breve

introducción sobre las áreas de intersección en las que se desarrolla este trabajo. En

la Sección 2.2 se presentan las ventajas y desventajas que muestran cada uno de

los trabajos de investigación que están directamente relacionados con este trabajo

de tesis. En la Sección 2.3 se describen las herramientas teóricas que se emplearán

para resolver el problema, finalmente, en la Sección 2.4 se resumen los comentarios

de los trabajos de investigación sobre los cuales se formuló el punto de partida para

la realización de la presenta tesis.

2.1. Introducción

A continuación se mencionan algunos trabajos relacionados con la propuesta a

desarrollar, aśı como aplicaciones que se han elaborado utilizando redes neuronales

de tercera y segunda generación enfocadas al control y resolución a problemas de

ingenieŕıa.

La unidad fundamental de procesamiento del sistema nervioso central es la neu-

rona, en la cual se ha fijado particular interés por emular su funcionamiento [62], de

esta manera surge la inquietud por la creación del modelado matemático de las redes

neuronales reales, el cual es una relación entrada-salida cuya dinámica compite con

la de sus equivalentes biológicas, pues la información no está contenida en el valor del

pulso sino en la frecuencia de este [28].

7
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2.2. Trabajos relevantes

La implementación de las redes neuronales artificiales en el área de control de plan-

tas dinámicas, ha ido en auge en los últimos años, esto debido a su gran capacidad

de adaptación y gran flexibilidad para la identificación de sistemas no importando su

orden.

Un arreglo de redes neuronales artificiales de segunda generación puede contro-

lar una planta no lineal adaptándose a cambios suaves en el modelo [12], pero si la

señal de referencia y/o el cambio del modelo no son derivables temporalmente, el

control ocasiona que la variable de proceso tenga un sobre impulso el cual podŕıa

llevar al sistema a una zona inestable, para evitar esto, se ha complementado la teo-

ŕıa de redes neuronales con controles lineales. Debido a estas necesidades, las redes

neuronales han sido enfocadas a mejorar el control PID de ganancias ajustables, las

cuales ofrecen una mejor respuesta en comparación con teoŕıas de auto ajustes clá-

sicos como cancelación y reasignación de polos [22], además se ha demostrado que

son superiores en lo que se refiere al tiempo y valor de convergencia contra técnicas

más complejas como lo es la sintonización de ganancias por Ziegler-Nichols o LGR[15].

El control conocido como GPIDNN soporta de una mejor manera los retardos

inherentes del sistema, antes de que éste se haga inestable [65], esto por la mayor ve-

locidad de procesamiento de las redes neuronales artificiales de segunda generación en

comparación con las técnicas clásicas antes mencionadas. Pero ahora con esta nueva

generación de redes neuronales se demuestra que no es necesario complementarlas con

algún otro tipo de controlador como lo es el PID pues sólo con una neurona de tercera

generación se puede controlar un sistema de primer orden, como se verá más adelante.

La implementación de redes neuronales de tercera generación para el control de

una planta de primer orden ya se ha llevado a cabo [47], arrojando muy buenos re-

sultados cuando se utiliza una ecuación diferencial de segundo orden como señal de

referencia, es pertinente mencionar que la identificación y control de sistemas dinámi-

cos sólo se ha realizado en simulación. Por lo que está tesis no sólo busca llevar a una

implementación f́ısica de una planta, sino que se aventura a modificar la arquitectura

convencional para optimizar el control.

Existen diferentes métodos para entrenar redes neuronales de tipo Spike y cada

uno contiene ventajas y desventajas. La velocidad de entrenamiento y la exactitud

de la señal de salida con respecto a la señal deseada son factores importantes en este

trabajo. Por lo que se implementarán los algoritmos de entrenamiento SpikeProp y

entrenamiento de la Regla Delta Generalizada para la identificación y control de un
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sistema f́ısico en tiempo real, ambos métodos manejan de forma superior tanto el

tiempo de convergencia, como la precisión del valor de salida con respecto a otros

tipos de entrenamiento para clasificación y/o salidas condicionadas en neuronas de

pulso, aunque en este trabajo estos métodos son aplicados a la identificación y con-

trol de un sistema f́ısico, el desempeño de las redes neuronales artificiales de tercera

generación es el adecuado pues se conservan las caracteŕısticas y cualidades de estos

entrenamientos.

2.3. Marco teórico

Las herramientas teóricas que se emplearán para resolver el problema, sugieren

primero un estudio a los sistemas dinámicos, tanto lineales [5] como no lineales [55],

para comprender su comportamiento y las implicaciones de un control en sistemas

dinámicos por redes neuronales artificiales de tercera generación, lo cual nos lleva al

estudio sobre los controles clásicos involucrados [42], por otra parte se estudian las

dinámicas de las redes neuronales artificiales de segunda [17] y tercera generación [62],

y más espećıficamente con un enfoque a la identificación de sistemas en tiempo real

[47], [21]. Posterior a la selección del algoritmo de control se realiza la comparación

en simulación con un sistema no lineal por lo que es necesario poseer conocimiento

acerca del proceso de modelado e identificación de sistemas dinámicos [36].

Para la etapa de implementación f́ısica del control sólo se necesita conocer sobre

dos áreas espećıficas, electrónica, de la cual surgirá la etapa de potencia e interface

necesaria [9] y programación para cargar la lógica del PID-Spike a la tarjeta de ad-

quisición [20].

Como se puede apreciar la teoŕıa que respalda a este trabajo abarca desde la parte

teórica y va sustentando al mismo hasta poder implementarlo f́ısicamente.

2.4. Comentarios

Las redes neuronales de tercera generación representan el siguiente paso en la evo-

lución del control inteligente, su gran similitud con las redes neuronales biológicas

reales forjan grandes ventajas en la implementación.

Al emular lo que a la naturaleza le llevó miles de años de evolución no sólo nos

acerca más a entender el funcionamiento del comportamiento del cerebro humano real,
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sino que matemáticamente aprenden, recuerdan y evolucionan con una velocidad y

exactitud superior a sus antecesoras de segunda generación.

Aunque por otro lado las principales desventajas de las redes neuronales de tercera

generación son:

La escasez de la información sobre el tema. Las redes neuronales de ter-

cera generación, son un área nueva de investigación activa, surgieron alrededor

del 2000 y escasamente se comprende su funcionamiento, pues aún se siguen

diseñando algoritmos de entrenamiento y modelos neuronales, más eficientes en

tiempo de convergencia y costo computacional, sin contar que las aplicaciones

en la ingenieŕıa de control son prácticamente inexistentes.

La salida de las neuronas son acotadas respecto a sus entradas. Aun-

que las redes neuronales de tercera generación tienen una gran flexibilidad a la

adaptación, su salida depende directamente de la entrada al menos en la codi-

ficación temporal, es decir la salida codificada de una neurona en su ventana

de tiempo puede no cubrir todos los valores de ésta, sólo un subconjunto de la

misma.



Caṕıtulo 3

Redes neuronales de tercera

generación

Las redes neuronales Spike o de pulsos han sido llamadas como redes neuronales

artificiales de tercera generación cuando la información viaja en pulsos temporales.

Existen diversos tipos de modelos matemáticos que representan la dinámica de las

neuronas, los cuales son categorizados en base a su nivel de abstracción, de igual for-

ma los métodos de entrenamiento pueden ser separados en dos bloques principales,

entrenamiento supervisado y no supervisado. Esta tesis se enfoca en el entrenamiento

supervisado, donde una nueva arquitectura es propuesta, para el control de máquinas

eléctricas, basada en una retroalimentación a la red neuronal dependiente del error

generado por la diferencia de la señal de referencia y la salida del sistema, esto para

que la señal de control converja de una manera más rápida a la referencia dada.

Este caṕıtulo se organiza de la siguiente manera, en la Sección 3.1 se aborda un

panorama general sobre las redes neuronales y se divide en varias subsecciones, en

donde cada una explica tanto el comportamiento y caracteŕısticas de una neurona

real, aśı como las caracteŕısticas y comportamiento de las neuronas artificiales. En la

Sección 3.2 se discute sobre los modelos neuronales más utilizados hasta ahora, ya

sea por su facilidad en su implementación computacional o por su similitud con las

neuronas biológicas. La Sección 3.3 aborda el tema de la codificación y decodificación

necesaria para ligar los modelos neuronales con algún otro tipo de sistemas. En la

Sección 3.4 se encuentran los métodos de entrenamiento que utilizan las neuronas

artificiales de tercera generación, la sección naturalmente se divide en aprendizajes

supervisados y no supervisados, las cuales se subdividen en dos ejemplos de cada uno.

Finalmente en la Sección 3.5 se realizan algunos comentarios respecto a este caṕıtulo.

11
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3.1. Introducción

Las redes neuronales de tercera generación han sido una importante parte de la in-

teligencia artificial y han sido usadas extensamente en algoritmos de reconocimiento,

diagnóstico médico, análisis de imágenes, finanzas, predicción del clima, y muchas de

las ciencias computacionales y por supuesto en tareas de ingenieŕıa, aunque a diferen-

cia de los procesos computacionales convencionales son implementadas masivamente

con una distribución paralela, para ser capaz de aprender a través de su capacidad

de plasticidad sináptica. Wolfgang en uno de sus trabajos publicados [39], divide las

redes neuronales artificiales dentro de tres generaciones, basadas en qué tanto se acer-

can éstas a las neuronas biológicas reales.

La primera generación de las redes neuronales artificiales con un modelo neuronal

de umbral fue usada por McCulloch-Pits en 1943. Su modelo conocido también como

perceptrón sólo teńıa dos estados (“alto” o “bajo”), basadas en la suma de las seña-

les de entrada multiplicadas por sus pesos, este tipo de redes neuronales artificiales

pueden instrumentar funciones booleanas, su principal desventaja es que no tienen la

capacidad de aprender, pues sus pesos sinápticos no evolucionan.

La segunda generación de redes neuronales artificiales utiliza funciones de activa-

ción sigmoideas con cambio de umbral, esta segunda generación es mucho más pode-

rosa que las neuronas de primera generación, y desde la era de la computación digital

la capacidad de procesamiento ha permitido que el número de neuronas para resolver

un mismo problema se reduzca, en comparación con la computación analógica [60].

Además en esta generación surge un nuevo algoritmo de aprendizaje supervisado para

su implementación, llamado propagación del error hacia atrás, basado en el gradiente

descendiente, el cual va ajustando los pesos proporcionalmente al gradiente del error

que existe a la salida. Desde un punto de vista biológico la segunda generación de

redes neuronales artificiales es más realista que la primera generación pues la segunda

generación posee la cualidad de aprender y la primera no [39].

Comparado con una computadora a la que le toma alrededor de tres segundos rea-

lizar el reconocimiento facial de alguna persona, las neuronas situadas en la corteza

cerebral tienen un funcionamiento más rápido, pues para realizar dicho reconocimien-

to le toma al cerebro humano alrededor de 100ms, esto significa que el tiempo de

procesamiento por neurona hacia sus millones de neuronas periféricas no sobrepasa

los 10ms [50]. Los resultados experimentales muestran que la ventana de tiempo para

la codificación en el cerebro es muy pequeña. Esto no significa que la codificación no

sea significativa biológicamente hablando. Esta aseveración puede ser probada expe-

rimentalmente, por ejemplo en el caso de los receptores de presión en una sanguijuela
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[18], donde mayor número de pulsos produce un est́ımulo mayor, durante una estimu-

lación periódica.

Investigaciones muestran que las neuronas reales se comunican por pulsos, cono-

cidos como potencial de acción, y que todos los pulsos producidos en el cerebro son

muy parecidos entre śı, los cuales están contenidos en una ventana de tiempo de 1 a

2 ms de duración y con una amplitud alrededor de los 100mV [62]. La información es

codificada en relación al tiempo en el que ocurren los pulsos y no por el valor de los

pulsos en śı, todos estos resultados experimentales brindaron la información necesaria

para que surgiera la tercer generación de redes neuronales artificiales. Las cuales se

acercan aún más al comportamiento biológico real. Pues sus señales codifican informa-

ción temporal, lo cual significa que manejan información espacio-temporal. Wolfgang

[38], en uno de sus trabajos, muestra que es posible simular disparos sigmoideos con

información de pulso temporales.

3.1.1. La neurona real

Todas las neuronas reales, normalmente están divididas en tres partes; las dendri-

tas, el soma y el axón, además de un proceso propio de éstas llamado sinapsis. Gene-

ralmente, las dendritas son quienes reciben la información de las neuronas periféricas

conectadas a éstas, el soma es donde todas las señales recibidas de las dendritas se acu-

mulan y procesan, y finalmente el axón es el segmento de la neurona donde las señales

de salida son emitidas y conducidas hacia las dendritas de las próximas neuronas. El

proceso de la sinapsis ocurre siempre entre dos neuronas y es el momento justo donde

la información (pulso eléctrico) de una neurona pasa a otra; si la neurona “J” emite

un pulso que cruza la sinapsis hacia la neurona “I”, entonces se dice que la neurona

que emite el pulso (la neurona “J”) es una neurona presináptica y consecuentemente

la neurona que recibe el pulso (la neurona “I”) es llamada una neurona postsináptica.

Hodgkin y Huxley [29] encontraron de manera experimental, que el axón de un

calamar gigante maneja información codificada por trenes de pulsos [40], Figura 3.1.

3.1.2. Potencial de la membrana

Todas las neuronas están rodeadas por iones positivos y negativos. En su interior

hay un exceso de cargas negativas y en el exterior hay un exceso de carga positiva.

Ambas cargas generan el potencial de membrana.
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Figura 3.1: A. Se muestra un ejemplo de la acción potencial neuronal, la cual prác-

ticamente es un pulso de voltaje con una duración de 1-2 ms, y una amplitud de

100 mV. B. Transmisión de la señal (información) de la neurona presináptica J a la

neurona postsináptica I, donde la sinapsis entre estas neuronas es denotada por el

ćırculo negro [62].



Caṕıtulo 3: Redes neuronales de tercera generación 15

El potencial de cada membrana puede ser calculado por la siguiente ecuación:

Vm = Vin − Vout (3.1)

donde Vin es la carga negativa dentro de la célula y Vout es la carga positiva fuera de

la célula

Cuando el potencial de la membrana se encuentra en reposo, es decir cuando no

ha recibido ninguna señal de entrada, se le conoce como potencial de reposo y nor-

malmente se encuentra alrededor de los −60mV a los −70mV .

El fenómeno en el cual el potencial de la membrana rebasa el potencial de reposo

es llamado depolarización. Al fenómeno opuesto se le conoce como hiperpolarización.

Cuando la depolarización rebasa el valor cŕıtico, conocido también como umbral,

la célula produce una acción potencial (un pulso) [18], Figura 1.2. Si el potencial

de membrana recibe un impulso esto causará depolarización o hiperpolarización y

si después de este suceso, la neurona no experimenta ninguna señal de entrada, el

potencial de la membrana regresará lentamente a su potencial de reposo, recordemos

que esto ocurre en las neuronas biológicas reales y no imperiosamente en los modelos

matemáticos propuestos.

3.1.3. La acción potencial

Como se ha visto anteriormente, cuando el potencial de membrana rebasa el valor

cŕıtico llamado umbral se emite una acción potencial, también conocido como pulso,

esto es causado por el movimiento de iones que cruza la membrana a través de algún

canal en una ventana de voltaje [18]. El pulso generado en una neurona es idéntico

al de cualquier otra, aśı como la señal que se mueve de la neurona presináptica a la

neurona postsináptica [62]. El conjunto de pulsos emitidos por la neurona dentro de

una ventana de tiempo arbitraria, es nombrado tren de pulsos y se puede representar

por la siguiente ecuación.

Fi = t1i , t
2
i , . . . , t

(n)
i (3.2)

El sub́ındice i define el número de neurona y el supeŕındice es el pulso emitido por

la neurona en el instante de tiempo t, siendo n el pulso más reciente emitido por la

enésima neurona.

Exactamente después de la transmisión del pulso de la neurona presináptica a

la neurona postsináptica, el potencial de la membrana se desploma y ocurre una fa-

se de alta hiperpolarización debajo del valor del potencial de reposo para después
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lentamente regresar al potencial de reposo. Durante ese tiempo no es posible que la

neurona emita un segundo pulso, no importa que tan fuerte sea el conjunto de señales

de entrada. Esto biológicamente ocurre porque los canales de iones se abren instantá-

neamente cuando un pulso es generado [62]. El tiempo mı́nimo que transcurre entre

dos pulsos emitidos consecutivamente por la misma neurona se denomina periodo de

refracción absoluta y el fenómeno que ocurre cuando el potencial de membrana está

por debajo del potencial de receso esto siempre después de que un pulso es emitido,

se conoce como SAP(Spike After Potencial), Figura 3.2

Figura 3.2: El potencial de membrana va incrementando y en el tiempo t
(f)
j el potencial

de la membrana rebasa el umbral y esto produce un pulso [40], posteriormente la

neurona se relaja y su potencial de membrana se coloca debajo del potencial de

reposo y va regresando lentamente al potencial de receso. El fenómeno de la sinapsis

se puede dividir en un potencial de excitación postsináptico (EPSP) y un potencial

inhibitorio postsináptico (IPSP)

3.1.4. La sinapsis

Entre el axón de la neurona pre sináptica y las dendritas de la neurona post sináp-

tica existe una pequeño espacio vaćıo, conocido como espacio sináptico, la operación

de la sinapsis es muy compleja y una descripción más detallada se encuentra en [18],

en esta tesis sólo los aspector más relevantes se tomarán en cuenta.

El pulso de la neurona presináptica no puede cruzar por śı mismo el espacio sináp-

tico, por lo que cuando la neurona presináptica emite un pulso, este espacio sináptico
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es llenado de un ĺıquido, el cual genera un potencial postsináptico (PSP) hacia las

dendritas de la neurona postsinápticas [18]. Este proceso no ocurre instantáneamente;

hay un pequeño retardo generado en cada sinapsis.

Existen dos tipos de potenciales postsinápticos, si el potencial postsinápticos ge-

nerado es positivo se le llama potencial postsináptico de excitación (EPSP), y si el

potencial postsináptico es negativo, se le denomina potencial post sináptico de in-

hibición, Figura 3.3. Un IPSP disminuye el potencial de membrana de la neurona

postsináptica mientras que el EPSP incrementa el potencial de membrana y si es lo

suficientemente grande, la neurona postsináptica puede disparar.

Figura 3.3: Se muestran los comportamientos del potencial postsináptico de excitación

(EPSP) y el potencial postsináptico de inhibición (IPSP), ambos de una neurona

biológica [39].

3.1.5. Los pesos sinápticos

Cada sinapsis va acompañada por un factor que incrementa o decrementa la señal

de salida de la neurona presináptica, este factor es llamado peso sináptico, el cual es

el responsable de que el EPSP y el IPSP saturen o relajen a la neurona con mayor o

menor rapidez, por lo que la modificación de estos pesos sinápticos perturba directa-

mente la salida de la neurona y son directamente los responsables de que la neurona

y por consiguiente la red neuronal modifiquen su salida, pues representan la variable

más dominante en el proceso de aprendizaje.

Matemáticamente, tanto los pesos sinápticos como los retardos relacionados a cada

sinapsis, son usados para entrenar a la red neuronal, de cada par de capas neurona-

les presinápticas i a sus respectivas neuronas postsinápticas j para una arquitectura

feedforward. Recientes resultados experimentales, han mostrado que entre todas las

interconexiones de dos neuronas biológicas puede haber múltiples sinapsis con múl-

tiples retardos [54],[19], Figura 3.4. Esta pensamiento ha sido usado en numerosos

trabajos aprovechando dichos parámetros para mejorar los algoritmos de entrena-

miento.
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Figura 3.4: Modelo de una red neuronal simple. La capa de neuronas postsinápticas

J recibe el conjunto de entradas Γj (Señales presinápticas de la j-ésima neurona).

El acercamiento entre la interconexión de la neurona i-ésima a la neurona j-ésima

muestra que cada conexión entre dos neuronas consiste en m terminales sinápticas

retardadas. Cada terminal sináptica k constituye el retardo k-ésimo (dk) la cual es

asociada con un peso sináptico k-ésimo entre la neurona i-ésima a la neurona j-ésima

(WJI
K) [48]. Los ćırculos negros dictan la magnitud de los pesos sinápticos.

3.2. Modelos matemáticos de las neuronas de ter-

cera generación

Los modelos matemáticos que representan el comportamiento de las neuronas de

tercera generación pueden ser divididos en dos grandes categoŕıas [62] basándose en su

nivel de abstracción; modelos de conducta y modelos de umbral. Los modelos de con-

ducta incorporan a los canales de iones de la célula para describir el comportamiento,

mientras que los modelos de umbral representan el comportamiento dinámico de las

neuronas biológicas reales de una manera más abstracta, donde el umbral del voltaje

tiene un valor fijo y la neurona dispara cada vez que el potencial de la membrana

rebaza dicho umbral.

3.2.1. Modelos basados en conducta

En general, los modelos basados en conducta han sido derivados de los ganadores

del premio nobel (1963) Hodgkin y Huxley [40], basados en su experimentos ellos

modelaron el funcionamiento del axón de un calamar gigante [29]. Su trabajo básica-

mente, describe qué ocurre con los canales de iones de la célula.
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3.2.1.1. El modelo de Hodgkin y Huxley

El diagrama esquemático del modelo de Hodgkin y Huxley, puede ser visto en la

Figura 3.5. La membrana semipermeable de la célula separa el interior del exterior de

ésta, por medio de un ĺıquido extra celular el cual actúa como capacitor [62].

Figura 3.5: Diagrama esquemático del modelo de Hodgkin y Huxley [62]. La señal de

entrada es la corriente I(t) y las bateŕıas representan el potencial de receso forjado

por la diferencia en la concentración de iones. En este modelo existen tres tipos de

corriente iónica: sodio (Na), potasio (K) y corriente ideal.

Este modelo puede ser descrito por medio de una ecuación RC, la ecuación 3.3

es la expresión matemática asociada a la Figura 3.5, donde IK es la suma de todos

los canales de iones: el canal de sodio (Na), el canal de potacio (K) y un canal ideal

espećıfico con una resistencia R. La capacitancia de la membrana es C = 1µF/cm2.

I(x) = Ic +
∑
k

Ik(t) (3.3)

Para poder obtener el potencial de membrana en cualquier tiempo t, la ecuación

1.3 se representa como:

C
du

dt
= −

∑
k

Ik(t) + I(t) (3.4)

En la ecuación 3.5 se puede observar la sumatoria de las k-ésimas corrientes Ik
del modelo de Hodgkin y Huxley. Es importante mencionar que si todos los canales

de iones (gNa o gK) están abiertos, estos transmitiŕıan corriente con una máxima

conductancia y de lo contrario si estos canales están cerrados no existiŕıa paso de

corriente. Las variables m, n y h, son también conocidas como variables de apertura,

las cuales describen la probabilidad de que los canales se abran o cierren. Esto quiere

decir que las variables m y h controlan los iones de sodio Na+ y la variable n controla
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el canal de potasio K+

∑
k

Ik = gNam
3h(u− ENa) + gkn

4(u− Ek) + gL(u− EL) (3.5)

donde ENa, EK y EL, son parámetros que representan el potencial de reposo de sus

respectivos canales iónicos. las variables m, n y h, son descritas por las siguientes

ecuaciones diferenciales:

ṁ = αm(u)(1−m)− βm(u)m (3.6)

ṅ = αn(u)(1− n)− βn(u)n (3.7)

ḣ = αh(u)(1− h)− βh(u)h (3.8)

Las funciones α y β están dadas por la tabla 3.1, la cual es una relación emṕırica

de u, dicha relación ha sido creada por Hodking y Huxley obtenida en un experimento

sobre el axón de un calamar gigante.

Tabla 3.1: Parámetros de Hodking y Huxley para la ecuación 3.5.

x Ex gx
Na 150mV 120 ms/cm2

K -12mV 36 ms/cm2

L 10.6mV 0.3 ms/cm2

x αx (u/mV) βx (u/mV)

n (0.1-0.01)/[exp(1-0.1u)-1] 0.125 exp(-u/80)

m (2.5-0.1)/[exp(2.5-0.1u)-1] 4 exp(-u/18)

h 0.07 exp(-u/20) 1/[exp(3-0.1u)+1]

Si algún est́ımulo externo causa que el voltaje de la membrana se incremente, la

conductancia del canal de sodio (Na) incrementa junto con m. Si este est́ımulo posi-

tivo permanece lo suficiente, una acción potencial (pulso) se emitirá.

La corriente del canal de potasio (K), se encarga de disminuir el potencial de

membrana pues sólo deja fluir a la corriente en una sola dirección; dicho flujo de

corriente del canal de potasio es controlada por n. El efecto global generado ambos

canales de iones (Na,K) forja una acción potencial (pulso), el cual siempre es seguido

por un sobre impulso negativo.
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Si aplicamos una corriente de entrada I(t) al modelo de Hodking y Huxley y ésta

es lo suficientemente grande o constante para que la membrana emita un pulso, el

potencial posterior caerá en un sobre impulso negativo el cual impide que se genere un

segundo pulso instantáneamente, este efecto propio de las neuronas biológicas reales

se conoce como periodo de refracción absoluta y es una de las propiedades del modelo

de Hodking y Huxley. en la Figura 3.6 se muestra que si el valor de I(t) es menor al

valor del umbral de la membrana del modelo matemático (Iθ = 6µA cm2), el potencial

de membrana regresa a su valor de reposo.

Figura 3.6: A. Los 20ms la neurona recibe dos pulsos de entrada de 2µA/cm2 de

amplitud pero no son lo suficientemente fuertes para emitir un pulso. Cuando el

tiempo t es igual a los 65ms la neurona recibe un pulso de 7µA/cm2 de amplitud, lo

cual causa una acción potencial (pulso), a los 72ms y 78ms se repite el mismo pulso,

ambas veces con la misma magnitud, pero la neurona no dispara, esto debido a la

propiedad de refracción absoluta. B. Dinámica de las variables m,n, y h de acuerdo

al potencial de membrana.

3.2.1.2. El modelo Izhikevich

Izhikevich [31] creó un modelo matemático para describir y emular el comporta-

miento de las neuronas biológicas de la corteza cerebral de una rata, el cual combina

la dinámica del modelo de Hodgkin-Huxley y la eficacia computacional de los modelos

umbral y disparo. Esto quiere decir que se redujo el modelo de cuatro dimensiones

de Hodgkin-Huxley a un modelo de dos ecuaciones diferenciales de primer orden, la
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ecuación 3.9 y 3.10

V̇ = 0.04V 2 + 5V + 140− U + I (3.9)

U̇ = a(bV − u) (3.10)

La variable V representa el potencial de membrana de la neurona y u representa

la variable de recuperación de membrana, la cual es la corriente de iones de activación

de potasio (K) y la inactivación de la corriente de iones de sodio (Na). Este modelo

puede exhibir las propiedades más importantes sobre el comportamiento neuronal con

las variables apropiadas a,b,c y d. Este modelo tiene un umbral dinámico que depen-

de del estado previo del potencial de membrana anterior al pulso. A continuación se

muestran los parámetros de la ecuación 3.10 [31].

El parámetro a describe la escala de tiempo de la variable de recuperación de

membrana u. valores pequeños repercuten en recuperación lenta. El valor t́ıpico

es a = 2.

El parámetro b describe la sensibilidad de la variable de recuperación u del valor

de reposo del potencial de membrana V . el valor t́ıpico es b = 0.2.

El parámetro c determina el valor del potencial de reposo de la membrana

después del pulso emitido. El valor t́ıpico que manejan las neuronas reales es de

c = −65mV .

El parámetro d determina el valor de reposo de la variable de recuperación u,

dictado por el valor de conductancia del sodio (Na) y potasio (K), su t́ıpico

valor es d =2.

En la Figura 3.7 los parámetros del modelo neuronal propuesto por Izhikevich

pueden ser observados, y en la Figura 3.8 se muestra el potencial de membrana, la

variable de recuperación y la señal de entrada.

3.2.2. Modelos umbral y disparo

Uno de los modelos más usados extensamente dentro de los modelos umbral y

disparo, es el modelo de integración y disparo implementado en un extenso número

de trabajos [1], esto debido a su fácil implementación y bajo costo computacional.

Los modelos umbral y disparo representan dinámicas con un alto nivel de abs-

tracción. Estos modelos de basan en la sumatoria de todas las contribuciones de las
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Figura 3.7: Se muestra las ecuaciones diferenciales que describen el comportamiento

del modelo de Izhikevich, aśı como su representación gráfica.

Figura 3.8: En A se presenta la respuesta del potencial de membrana del modelo de

redes neuronales de tercera generación propuesto por Izhikevich, en B se grafica la

variable de recuperación de la membrana y en C se muestran los pulsos y valor de

entrada a la neurona.
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neuronas presinápticas al potencial de membrana, y si el potencial de membrana su-

pera el umbral fijado previamente, entonces la neurona disparará.

Este tipo de modelos Integración y disparo se puede dividir en dos submodelos:

Integración y disparo perfecto (PIF) e Integración y Disparo Ideal (LIF)

La ecuación diferencial de primer orden que describe el comportamiento de los

modelos de integración y disparo no describe completamente el comportamiento de

las neuronas artificiales de tercera generación, pues sólo comprende la dinámica desde

las condiciones de reposo del potencial de membrana hasta antes del momento en que

la neuronal dispara (instante en que se emite el pulso de salida), por lo que la condi-

ción de la actividad de disparo debe ser planteado. Esto es expresado en la ecuación

3.11, la cual representa el momento justo en el que el valor del potencial de membrana

supera el umbral θ fijado previamente, esto es descrito como tiempo de disparo

t(f ) : u(t(f )) = θ y du(t)
dt t=t(f ) > 0 (3.11)

En el modelo integración y disparo la acción potencial (pulso) no está descrito de

la misma manera que en el modelo neuronal Hodgkin-Huxley. Los pulsos en el modelo

de integración y disparo son caracterizados sólo por sus tiempos de disparo t(f), Figura

3.9.

3.2.2.1. Integración y disparo perfecto

Modelo representado por un circuito capacitivo, donde el voltaje de entrada se

va acumulando en el capacitor y es disparado cuando se cierra el circuito, como se

representa en la Figura 3.10.

La ecuación diferencial que describe este sistema está dada por:

V (t) = Vr +
1

C

∫ t

to

I(t)dt (3.12)

donde V (t) es el voltaje acumulado en el capacitor, Vr es el valor del voltaje en reposo

del capacitor, C es el valor del capacitor en µF e I(t) es el valor de la corriente de la

fuente.

3.2.2.2. Integración y disparo ideal

El modelo LIF es representado por un circuito RC en paralelo, donde la ener-

ǵıa acumulada en el capacitor se disipa no sólo por el switch, sino también por la

resistencia, Figura 3.11.
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Figura 3.9: Se describe el modelo neuronal de integración y disparo ideal. En la Figura

A se muestra el potencial de membrana cuyo umbral se fijó en 1. La Figura B se

muestra los pulsos que recibe la neurona postsináptica de una neurona presináptica.

La Figura C describe la señal de salida (acción potencial) de la neurona postsináptica

bajo la conducta del potencial de membrana Figura A.

Figura 3.10
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Figura 3.11

La ecuación diferencial que describe este sistema está dada por:

V (t) = Vre
− 1
RC

(t−t0) +
1

C

∫ t

t0

I(τ)e−
1
RC

(t−τ)dτ (3.13)

donde V (t) es el voltaje del capacitor, Vr es el valor del voltaje en reposo del capacitor,

C es el valor del capacitor en µF e, I(t) es el valor de la corriente de la fuente y R es

el valor de la resistencia en mΩ.

3.2.2.3. Modelo del pulso de respuesta

El modelo del pulso de respuesta (SRM) fue creado, al igual que los modelos PIF y

LIF, para reducir el modelo tetra dimensional de Hodgkin-Huxley a una sola ecuación.

Ha sido probado que el modelo SRM puede emular hasta 90 % el comportamiento de

un tren de pulsos del modelo de Hodgkin-Huxley [59].

La principal diferencia entre el modelo del pulso de respuesta (SRM) y los mo-

delos de integración y disparo (I&F) es que ambos son descritos por una ecuación

diferencial, mientras que en el caso de los modelos SRM el potencial de membrana es

descrito por la respuesta de un kernel [62].

uj(t) = η(t− t̂j) +
∑
i

wji
∑
j

εji(t− t̂j, t− t(f)
i ) +

∫ ∞
0

k(t− t̂j, s)Iext(t− s)ds (3.14)
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donde t
(f)
j constituye los pulsos de emitidos por la neurona presináptica i, mientras

que wji representa a la eficacia sináptica (pesos sinápticos) entre la neurona presináp-

tica i a la neurona postsináptica j, y Iext es la corriente externa (no necesariamente

pulsos, sino que comprende también señales analógicas), la variable s es obtenida por

s = t− t(f)
i o en el caso donde múltiples retardos son implementados: s = t− t(f)

i −∆k

[51],[8],[49]. Finalmente t̂j es el pulso más reciente emitido por la neurona postsináp-

tica j.

La neurona post sináptica j dispara un pulso cuando el potencial de membrana

supera el valor del umbral θ:

t = t(f ) ⇔ uj(t) = θ y
duj(t)

dt
> 0 (3.15)

Usualmente para el modelo SRM se propone un umbral dinámico θ en lugar de

fijar uno:

θ = θ(t− t̂j) (3.16)

3.2.2.4. El kernel

La respuesta del Kernel η(t− t̂j) es el responsable del comportamiento del poten-

cial de respuesta (pulso) emitido por la neurona, esto significa que es directamente

responsable de la dinámica del sobre impulso negativo que ocurre después de la emi-

sión del pulso. y es caracterizado por el disparo ocurrido en el tiempo t
(f)
j cuando es

rebasado el umbral θ.

La conducta del kernel k(t − t̂j, s) es la respuesta del potencial de membrana a

una entrada de corriente basada en el pulso de salida t̂j, Figura 3.12.

3.2.2.5. SRM simplificado

Una de las más famosas modificaciones del modelo de pulso de respuesta es el

SRM0 [62] [40]. El cual deriva de una respuesta de kernel simplificada, figure 3.13.

En SRM0 el potencial de membrana de la ecuación 3.14 se convierte en:

uj(t) = η(t− t̂j) +
∑
i

wji
∑
t
(f)
i

ε0(t− t̂(f)
j ) (3.17)
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Figura 3.12: La respuesta del kernel η(t−t̂j, s) ocurre cuando el potencial de membrana

de la neurona post sináptica cruza el umbral, esta respuesta del kernel puede ser tanto

excitatoria (EPSP) o inhibitoria (IPSP)

Figura 3.13: Modelo de pulso de respuesta SRM0 con un umbral constante. La su-

matoria de las j-ésimas neuronas causa un pulso post sináptico de excitación (EPSP)

ε0(S). Cuando el umbral es rebasado, este pulso emitido por la neurona post sináptica

i causa un kernel negativo η(S) [62].
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Tabla 3.2: Comparación de las propiedades computacionales de las redes neuronales de

tercera generación. El número de ciclos es una aproximación numérica de operaciones

lineales (Suma, Resta Multiplicación, etc.) necesarias para simular al modelo durante

una ventana de tiempo de 1ms. Cada casilla vaćıa indica que el modelo relacionado a

esa fila puede caer en cualquiera de los dos casos (si contiene la propiedad o no) pero

el autor de dicha representación matemática expresa que esto depende de la elección

correcta de las variables intŕınsecas del modelo. [32].
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Integración y Disparo - + - - - - - + - - - - + - - - - - - - - - 5

Integración y Disparo Adaptable - + - - - - + + - - - - + - - - - + - - - - 10

Integración y Disparo o Exploción - + + + - + + - - - - + + + - + + - - - 13

Resonancia y Disparo - + + - - - - + + - + + + + - - + + + - - + 10

Integración Cuadrática y Disparo - + - - - - - + - - - - + - - + + - - - - - 7

Izhikevich (2003) - + + + + + + + + + + + + + + + + + + + + + 13

FitzHugh - Nagumo - + + - - - + - + + + - + - + + - + + - - 72

Hindmarsh-Rose - + + + + + + + + + + + + + + + + + + 120

Morris-Lecar + + + - - - + + + + + + + + + - + + - - 600

Wilson - + + + + + + + + + + + + + + + 180

Hodgkin-Huxley + + + + + + + + + + + + + + + + + + + 1200

3.2.3. Comparación de modelos neuronales

El costo computacional es expresado en ciclos (Operaciones Lineales) en una ven-

tana de tiempo. Como se puede observar en la tabla 3.2 el modelo de Hodgkin-Huxley

necesita 1200 ciclos por cada milisegundo, lo cual indica que no es viable en aplicacio-

nes de arquitecturas neuronales a gran escala. Por otra parte el modelo de integración

y disparo sólo necesita 5 ciclos por mili segundo pero carece de similitud biológica.

los modelos SRM y SRM simplificado (SRM0) no aparecen en esta comparación.

3.3. Código neuronal

Una de las cuestiones importantes de la neurofisioloǵıa es el cómo las neuronas co-

difican la información. Aún no se ha encontrado una respuesta clara a esta pregunta y

toda la información que se encuentra disponible es sólo de resultados experimentales.
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Al principio se pensaba que la información se codificaba en tasas de disparo neuro-

nal. Esto fue probado experimentalmente en 1926, donde se descubrió que la tasa de

disparo de una pequeña terminal nerviosa muscular va directamente relacionada a la

fuerza que aplica el músculo [62]. Este fue el principal modelo de codificación neuronal

por muchos años.

Thorpe et al. [50] probaron que los seres humanos pueden reconocer un rostro o

imagen compleja en 100ms, lo cual hace imposible la codificación por tasa. Posterior-

mente Bialek et al. [58], consiguió observar la codificación neuronal de la vista de una

mosca y encontró que está constituida por señales dependientes del tiempo.

Las redes neuronales de tercera generación pueden codificar en forma digital

[37],[34] o analógicamente [6]. La forma de codificación puede ser dividida dentro

de tres categoŕıas:

1. Codificación por tasa.

2. Codificación Temporal.

3. Codificación por población.

3.3.1. Codificación por tasa

En la codificación por tasa, la información se codifica utilizando el promedio de

pulsos en el que una neurona dispara dentro de una ventana de tiempo [62]:

v =
ηsp(T )

T
(3.18)

donde T es la ventana de tiempo, ηsp(T ) es el número de pulsos emitidos en la ventana

de tiempo. Existen tres procedimientos para realizar el promedio [62]: Tasa por conteo

de pulsos (promediar sobre el tiempo), Tasa por densidad de pulsos (promediar sobre

varios trenes de pulso), tasa por actividad de poblaciones (promediar sobre diversas

neuronas).

3.3.2. Codificación temporal

En la codificación temporal la información es codificada por pulsos temporales

[7]. Hopfield [30] propuso un método de codificar señales analógicas dentro de pulsos

temporales con respecto a un diseño oscilatorio. este método ha sido probado expe-

rimentalmente en una anguila eléctrica. Además Mass [39] propuso un método para

codificar señales analógicas en forma de pulsos temporales. Un diferente método ha
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Figura 3.14: Una señal sinoidal se codifica por medio del método de codificación

por tasa, en la parte de abajo de la Figura se muestra la codificación en un tren

de pulso donde se percibe que en las crestas de la señal hay una mayor densidad de

pulsos, posteriormente se decodifica dicho tren de pulsos para obtener una señal (ĺınea

punteada) muy parecida a la señal sinoidal original [52].
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sido sugerido por Wen y Sendhoff [63], donde la neuronas de entrada codifican direc-

tamente la información en pulsos temporales y por ende las neuronas de las capas

posteriores usan esa información.

3.3.3. Codificación por población

En la codificación por población, un número de neuronas de entrada (población)

codifican las entradas analógicas y producen diferentes tiempos de disparo. Bohte et

al. [48] propusieron una forma de representar entradas analógicas en trenes de pulsos

implementando una codificación por población. Campos receptivos con múltiples fun-

ciones Gaussianas (GRF) donde se usan las entradas de las neuronas y se codifican

para obtener múltiples retardos, Figura 3.15.

Figura 3.15: Codificación con campos receptivos Gaussianos. El eje horizontal repre-

senta la entrada de la variable real a codificar, el eje vertical representa los tiempos

para armar el tren de pulsos de la variable codificada.

Para realizar este tipo de codificación, primeramente el rango de la señal de entrada

debe ser calculado. Después los máximos y mı́nimos valores de entrada (Imax, Imin),

tienen que ser definidos. Posteriormente el número de variables representadas por las

neuronas GRF debe ser precisada a través de la variable m. Finalmente el centro de

cada neurona GRF es calculado por Ci, mientras la amplitud de cada neurona GRF

es obtenido por σi [6]:

Ci = Imin + (
2i− 3

2
)(
Imax − Imin
m− 2

) (3.19)

σi =
1

γ

Imax − Imin
m− 2

(3.20)
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donde σ es una constante usualmente 1.5. Se propone un umbral del cual cualquier

valor por encima de éste la neurona no dispara. En el ejemplo de la Figura 3.15, el

valor analógico a codificar en disparos temporales en 6 neuronas es de 0.3, lo cual la

codificación reslta de la siguiente manera: 0.250ms para la neurona 1, 1.287ms para

la neurona 2, 3.783ms para la neurona 3, 5.564ms para la neurona 4, 7.741ms para

la neurona 5, y la neurona número 6 no emite dispar pues se encuentra arriba del

umbral.

3.4. Métodos de aprendizaje

Los pesos wkij entre la neurona presináptica i y la neurona postsináptica j no son

valores fijos. El cambio de estos valores está directamente relacionado con la salida

neuronal y el manejo de información por trenes de pulsos. Si la sinapsis se fortalece

se le conoce como LTP(Long Term Potentiation) y si por el contrario la sinapsis se

debilita recibe el nombre de LTD(Long Term Depression). El proceso en el que los

pesos se actualizan se le conoce como entrenamiento. El cual puede ser dividido dentro

de dos categorias: Aprendizaje supervisado y no supervisado.

3.4.1. Aprendizaje no supervisado

En 1949 Hebb formuló la famosa ley de Hebb: “Cuando el axón de la célula A

está cerca de excitar a la célula B o repetidamente hace que ésta dispare. Un proceso

o cambio metabólico toma lugar en una o ambas células tal que la eficiencia de A al

igual que la eficiencia de la célula B incrementa”.

La ley de Hebb es modificada para que los pesos sean adaptados con base a la

actividad de la neurona presináptica y postsináptica.

3.4.1.1. Método de Hebb

En la Figura 3.16 se observan los resultados experimentales de Bi y Poo [62] en el

hipocampo neuronal.

Más que nada, Bi y Poo [62] encontraron que la eficiencia sináptica ∆wij va di-

rectamente relacionada con los tiempos de disparos entre las neronas presináptica y

postsináptica. Esta relación es llamada Plasticidad del Pulso Dependiente del Tiempo

(STDP) [16]

La forma de calcular la actualización de los pesos sinápticos ha sido propuesta por
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Figura 3.16: Los pesos neuronales entre la neurona pre sináptica j y la neurona post

sináptica i solo se modifican si el tiempo de los disparos entre ambas neuronas se

encuentran lo suficientemente cerca uno del otro. Estos datos fueron tomados del

trabajo de Bi y Poo (1998) [62]. Donde la neurona j es la neurona pre sináptica y

la neurona i se conoce como la neurona post sináptica, aśı como los tiempos tfj y tfi ,

representar los tiempos en los que las neuronas pre y post sinápticas respectivamente

disparan.
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Gestner et al. [62] con la implementación de una ventana de aprendizaje:

∆w =

{
A+exp

(s/τ1) para s < 0

A−exp
(s/τ2) para s > 0

(3.21)

donde s = tfj − tfi es la diferencia de tiempo entre los disparos de la neurona pre

sináptica y la neurona post sináptica. El τ1 y τ2 son constantes, las cuales dictan la tasa

de decaimiento o saturación de la función de aprendizaje. A+ y A− son implementadas

para tener inferencia directamente en la tasa de aprendizaje (Velocidad con la que

aprenden las neuronas), esta ventana de aprendizaje se puede observar en la Figura

3.17

Figura 3.17: La ventana de aprendizaje exponencial propuesta por Hebb basada en

la teoŕıa de Bi y Poo, donde la modificación de los pesos sinápticos va directamente

relacionados con la diferencia que existe entra los pulso pre y post sinápticos, y donde

los valores de A+, A−,τ1 y τ2 esta dados por 1,-1,10 y 20 respectiamente .

Numerosos métodos se han propuesto con el propósito de saciar la necesidad de

obtener los valores máximos y mı́nimos de los pesos en aprendizaje no supervisado,

pues esto es un problema muy común pues valores muy altos inestabilizaŕıan las neu-

ronas y por el contrario, tasas de aprendizaje pequeñas, haŕıan que la salida de las

neuronas tarde demasiado en converger.

Uno de estos métodos de entrenamiento es el Entrenamiento por Asociación de

Pesos Sinápticos (SWAT) [33]. En el método de SWAT la STDP es combinada con

el método de Bienenstock-Cooper-Munro (BCM), donde un umbral descendiente es

usado para estabilizar los pesos. Este modelo usa una arquitectura de alimentación

hacia delante similar a los hipocampos donde una sinapsis de excitación (EPSP) y
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sinapsis de inhibición (IPSP) se encuentran entre neuronas presinápticas y postsináp-

ticas.

3.4.1.2. Método del Hebbiano local

El método del Hebbiano Local con aprendizaje dependiente de retardos tempora-

les, se basa en la regla Winner-Take-All [24], donde múltiples sub-sinapsis con múlti-

ples retardos (Retardos de los Pulsos Neuronales) son implementados, tal como en la

Figura 3.4.

Este método de entrenamiento no supervisado es muy popular en tareas de clasi-

ficación [48],[6],[35] . La regla de aprendiaje que se implementa es una función Gaus-

siana L(∆t), que toma como entrada (al igual que la regla de Hebb) la diferencia de

los pulsos de la neurona presináptica y postsináptica, para actualizar los pesos, las

ecuaciones 3.22-3.24, muestran como se realiza el aprendizaje, donde cada salida de

la neurona presináptica es el centro de una función de base radial (RBF), [6],[48].

∆wkij = ηL(∆tij) (3.22)

L(∆t) = (1 + b)exp

[
(∆t− c)2

2(k − 1)

]
− b (3.23)

k = 1− v2

2ln
[

b
1+b

] (3.24)

donde ∆wij representa la amplitud del cambio de los pesos, L(∆tij) es la función de

aprendizaje, η es la tasa de aprendizaje, v es el ancho de la ventana de aprendizaje, ∆t

es la diferencia entre el disparo de la neurona presináptica j y la neurona postsináptica

i, la constante b es la actualización negativa de los pesos y c es donde se localiza el

centro de la función de aprendizaje [6], Figura 3.18

3.4.2. Aprendizaje supervisado

Como se ha descrito en las secciones previas, el comportamiento de las redes neu-

ronales de tercera generación se asemeja más a la dinámica de las redes neuronales

biológicas reales, al mismo tiempo son más poderosas que las neuronas artificiales

de generaciones anteriores. Sin embargo su poder computacional no ha sido explota-

do totalmente, esto se debe al número tan limitado de algoritmos de aprendizaje no
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Figura 3.18: Se muestra la función de aprendizaje del método de Hebb. Donde el eje

de las ordenadas es la regla de aprendizaje (L∆t) y el eje de las abscisas representa

la diferencia temporal entre disparos ∆t, los valores constantes b, c y v son 0.2, -2.3

y -5 respectivamente. Y al igual que en la seción anterior el peso máximo y mı́nimo

se encuentran acotados, 0 y WMAX [48],[6]

supervisado que existen. Existen dos principales razones para que esto ocurra, la pri-

mera es que las redes neuronales de tercera generación a diferencia de sus antecesoras

son funciones discontinuas lo cual dificulta la creación de algoritmos de aprendizaje,

la segunda razón es el poco tiempo que llevan de existencia.

3.4.2.1. Método SpikeProp

Bohte et al. [51] propusieron un algoritmo de aprendizaje supervisado basado en

el algoritmo BackPropagation de redes neuronales artificiales de segunda generación.

Este método se denomina SpikeProp y fue diseñado para una arquitectura de redes

neuronales con múltiples conexiones las cuales tiene múltiples retardos, Figura 3.4.

La arquitectura que necesita este entrenamiento es de tipo feedforward, lo que sig-

nifica que no existe retroalimentación entre ninguna neurona de la red, aunque esto no

limita a que la red neuronal tenga una o más capas ocultas. Es decir la arquitectura

es similar a la Figura 3.4 con una capa oculta. H es la capa de entrada, I es la capa

oculta y J es la capa de salida.

Bohte et al. [51] implementaron el modelo del pulso de respuesta (SRM) para

describir el potencial de membrana de cada pulso emitido por las neuronas, el kernel
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asociado cada SRM es sin el fragmento de refracción de la ecuación, esto quiere decir

que la ecuación 3.17 queda de la siguiente forma:

uj(t) =
∑
i∈Γj

m∑
k=1

wkijε(t− ti − dk) (3.25)

El propósito de este algoritmo es que la red neuronal sea entrenada de acuerdo al

error que se genera con la diferencia entre los tiempos de disparo espećıficos corres-

pondientes a salidas deseadas y las entradas a la red neuronal, esto se logra con la

función de error:

E =
1

2

∑
j∈J

(taj − tdj )2 (3.26)

donde taj representa el tiempo de dsparo de la j-ésima neurona de salida actual, tdj es

el tiempo de dsparo de la j-ésima neurona de salida deseada.

La adaptación de los pesos neuronales relacionados a la neurona de la capa de

salida es:

∆wkij = −ηyki (taj )δj (3.27)

donde η, es la tasa de aprendizaje, y δj se formula:

δj =
(taj − tdj )∑

i∈Γj

∑
l w

l
ij

(
∂yli(t

a
j )

∂tai

) (3.28)

La adaptación de los pesos neuronales relacionados a la neurona de las capas

ocultas y capas de entrada es:

∆wkhi = −ηykh(tai )δi = −η
ykh(tai )

∑
j

[
δj
∑

k w
k
ij

(
∂yki (taj )

∂tai

)]
∑

n∈Γi

∑
l w

l
ni

(
∂yln(tai )

∂tai

) (3.29)

donde δi es:

δi =

∑
j∈Γi

[
δj
∑

k w
k
ij

(
∂yki (taj )

∂tai

)]
∑

h∈Γi

∑
l w

l
hi

(
∂ylh(tai )

∂tai

) (3.30)

La prueba matemática de este algoritmo se puede encontrar en la referencia [14],

Finalmente el método SpikeProp puede ser desarrollado en la siguiente tabla 3.3.
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Tabla 3.3

Algoritmo SpikeProp

Se calcula δj para todas las salidas, de acuerdo a 3.28

Por cada capa subsecuente I = J - 1, J- 2, . . .

se calcula δi para todas las neuronas de la I-ésima capa de acuerdo a 3.30

Para cada neurona j-ésima de la capa de salida J,

adapta wkij utilizando ∆wkij = −ηyki (tj)δj 3.27,

Para cada capa subsecuente I = J - 1, J- 2, . . .

calcular wkhi utilizando ∆wkij = −ηyki (tj)δj 3.29.

Una de las desventajas del algoritmo SpikeProp es que toma demasiado número

de iteraciones converger, varias técnicas han sido propuestas para reducir el tiempo

de convergencia; alguno de esos son los algoritmos Rprop y QuickProp [21].

3.4.2.2. Regla modificada de Widrow-Hoff o regla delta generalizada a

spikes

Similar a otros algoritmos de entrenamiento supervisado, los pesos sinápticos de

la red neuronal se ajustan iterativamente basados en una relación de entrada-salida

deseada [3]. Se comienza a partir de la regla Widrow-Hoff común para la modificación

del peso de una sinapsis i:

4wWH
i = λxi(yd − yout) (3.31)

donde λ ∈ R es un tipo de aprendizaje positivo con valores reales, xi es la entrada a

través de la neurona presináptica por medio de de la sinapsis i y finalmente yd y yo
se refieren a la salida deseada y la salida real emitida por la neurona respectivamente.

Mediante la integración de 4wWH
i se obtiene una 4wi escalar que se utiliza para

actualizar el peso de la sinapsis i:

4wi = λ

∫
xi(t)(yd(t)− yo(t))dt (3.32)

Los pesos se actualizan en un proceso iterativo, usando:wi(e+ 1) = wi(e) + 4wi,

donde e es la época actual del proceso de aprendizaje.

Como se muestra en la Figura 3.19A, existe un tren de pulsos de entrada, prove-

nientes de la neurona presináptica, en la Figura 3.19C se muestra la transformación

de cada pulso al kernel, similar a la transformación de distancia métrica usada para
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Figura 3.19: Ilustración del algoritmo de entrenamiento Relación de trenes de pulsos

entrada salida”

comparar trenes de pulsos [41]:

α(t) = exp
1
τs t exp

−t
τs Θ (3.33)

donde Θ(t) se refiere a la función de Heaviside y τs es el tiempo donde ocurrirá el

valor máximo de la función sináptica, este conjunto de señales transformadas entra a la

neurona postsináptica donde el potencial de membrana se incrementa como se aprecia

en la Figura 3.19B, dicho est́ımulo provoca la excitación de la neurona postsináptica

dando como resultado la generación de dos pulsos de salida en los instantes t
(0)
o y

t
(1)
o , respectivamente, ninguno de ellos es igual al pulso temporal deseado t

(0)
d , esto se

aprecia mejor en la Figura 3.19D que representa el error entre la referencia deseada

y la señal de salida, dado (3.34).

E =

∫
|yd(t)− yo(t)|dt (3.34)

Finalmente para completar la actualización de los pesos se aplica la ecuación (3.32)

como se muestra en la Figura 3.19E.
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3.5. Comentarios

En este caṕıtulo se mostraron las bases de las redes neuronales de tercera genera-

ción, esto nos servirá para comprender el cómo se diseña y realiza el control basado

en este tipo de sistemas. Aśı como para entender qué tipo de modelos neuronales, co-

dificación y entrenamiento son los que mejor se acoplan para desempeñar un control

adecuado.



Caṕıtulo 4

Resultados

En el presente caṕıtulo se muestra la fusión entre las redes neuronales de tercera

generación y el área de control, los resultados obtenidos en simulación numérica sobre

un modelo lineal de primer y segundo orden, de igual forma se muestran los resulta-

do obtenidos de manera experimental con un motor de CD, todas estas pruebas son

realizadas con una combinación de diferentes modelos neuronales con dos diferentes

tipos de entrenamientos.

4.1. Introducción

Los controladores más utilizados actualmente en la industria son los controladores

PID (Aström, 1997) o alguna de sus modificaciones, dada la facilidad de su imple-

mentación y los recursos tecnológicos que requiere. Sin embargo, el algoritmo PID

lineal presenta limitaciones de robustez y convergencia de utilizar cuando el proceso

a controlar presenta dinámicas complejas, zonas muertas y caracteŕısticas altamente

no lineales. El funcionamiento del controlador PID en general se basa en actuar en

forma proporcional, integral y derivativa sobre la señal de error e(t), definida como

la diferencia entre la señal de referencia Y d(t) y la señal de salida del proceso y(t),

con la finalidad de acondicionar la señal de control u(t) a partir de la suma de estas

tres acciones de control teniendo efectos de convergencia a la salida de la planta co-

mo se aprecia en la Figura 4.1, donde kp, ki y kd son las ganancias del controlador

a ser sintonizadas. Existen distintas técnicas anaĺıticas y experimentales con el fin

de sintonizar esas ganancias (Aström and Hägglund, 2006). Una alternativa es auto-

sintonizar en ĺınea dichas ganancias como en: (Ramos-Velasco et al., 2013), donde

utilizan redes neuronales artificiales wavenet para identificar la planta y calcular esas

ganancias, dichos art́ıculos consideran sólo sistemas dinámicos SISO. La propuesta de

control descrita en este trabajo es una técnica alternativa a las ya existentes, en el

43
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cual se hace uso de redes neuronales de tercera generación para llevar a cabo la tarea

de control, sin hacer uso de su modelo matemático ni de los parámetros del mismo,

se presentan resultados en simulación numérica y de laboratorio para el seguimiento

de trayectorias.

Figura 4.1: Esquema de control PID clásico.

Los sistemas f́ısicos son inherentemente no lineales, aśı que el control adecuado

para estos debe ser un control no lineal [56], pueden ser dif́ıcil tratar con este tipo

de sistemas pues un control no adecuado puede convertirlo en un sistema no estable

en el sentido de Lyapunov y por el contrario, si se diseña un buen control, sistemas

controlables no estables en el sentido de Lyapunov pueden ser llevados a la referencia

deseada sin mayor problema [13].

Las redes neuronales artificiales de tercera generación son los modelos que mejor

emulan el comportamiento de las redes neuronales biológicas, este tipo de modelos

tienen un sustento matemático basado en ecuaciones diferenciales en su mayoŕıa no

lineales [62], por lo que surgió la idea de fusionar las redes neuronales de tercera ge-

neración con los sistemas dinámicos que se desean controlar, y de esta forma obtener

intŕınsecamente un nuevo modelo el cual será regido por los entrenamientos supervi-

sados.

La aplicación de las redes neuronales artificiales de pulso asume:

Primeramente la definición de un modelo matemático que emule el comporta-

miento de las neuronas biológicas, un modelo en el que se encuentre presente la

idea de potencial de neurona.

La definición de una codificación de información del mundo externo en pulsos.

La definición de una arquitectura de red de neuronas.
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La definición de un algoritmo de entrenamiento apropiado a las necesidades del

diseñador.

De acuerdo con esto, este caṕıtulo se encuentra organizado de la siguiente manera:

en la Sección 4.2 se muestra el esquema general propuesto del controlador PID-S,

en la Sección 4.3 son presentados los resultados obtenidos en simulación numérica

trabajando con un sistema lineal de primer orden, con dos métodos de entrenamiento.,

el entrenamiento SpikeProp y la Regla Modificada de Widrow-Hoff, en la Sección 4.4

se realizan los mismos experimentos que en la sección 4.3, solo que ahora el esquema

PID-S se implementa en un motor de corriente directa. Finalmente en la sección 4.5

se presentan las conclusiones de esta tesis, aśı como el trabajo a futuro sobre el tema

de redes neuronales de tercera generación y sus aplicaciones en el área de control.

4.2. PID-S

Los modelos matemáticos que representan el comportamiento de las neuronas

biológicas son en su mayoŕıa formulaciones no lineales [53], y los algoritmos de apren-

dizaje supervisado existentes [40, 44] funcionan sin mayores problemas con ellos. De

acuerdo con esto, surgió la idea de controlar sistemas dinámicos con entrenamientos

supervisados, diseñados exclusivamente para redes neuronales de tercera generación.

Ciertamente los entrenamientos no fueron diseñados para el control de sistemas di-

námicos, para esto se contemplan las propiedades del control lineal PID clásico [43],

dando como resultado el esquema de control PID-S mostrado en la Figura 4.2, cuyo

esquema de control es una de las contribuciones originales de esta tesis.

Figura 4.2: Esquema de control PID-S

De la Figura 4.2 se puede observar que la entrada a cada una de las tres neuronas

es la señal de error, la integral del error y la derivada del error, respectivamente. Un

análisis más detallado del proceso de codificación con múltiples retardos y decodifi-

cación se muestra en la Figura 4.3. La codificación que se utiliza para relacionar las
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redes neuronales de tercera generación con el sistema a controlar, está definida por la

interpolación lineal [47, 64],

Figura 4.3: Diagrama a bloques del proceso de codificación y decodificación empleadas

en el algoritmo de control.

ti(xe) = tmax − round
(
tmin +

(xe − xemin)(tmax − tmin)

(xemax − xemin)

)
(4.1)

donde round es la función de redondeo realizada en los intervalos de las ventanas de

tiempo, dichas ventanas son definidas por el diseñador tomando en cuenta qué tan

suave se quiere la señal de control y con qué hardware se cuenta para la realización

de los cálculos, además ti(xe) es el instante de tiempo donde se emite el pulso dentro

de la ventana neuronal, tmin y tmax son el mı́nimo y máximo valor de la ventana de

tiempo neuronal respectivamente, y los valores xe, xemin y xemax son el valor actual,

mı́nimo y máximo del error, integral del error y derivada del error para cada uno de

los bloques de codificación correspondiente.

La ecuación que corresponde a la decodificación de la salida neuronal a la señal

de entrada a la planta es [64]:

ui = umin +
(tmax − tmin − ti)(umax − umin)

(tmax − tmin)
(4.2)

donde ui, umin y umax son el valor actual, mı́nimo y máximo de la señal de control

que se le aplica a la planta.

Algo importante de resaltar es que antes de comenzar la secuencia de control, la

salida de la neurona debe inicializarse en el cero codificado, es decir la señal de control



Caṕıtulo 4: Resultados 47

inicial emitida por cada una de las tres neuronas debe ser cero.

4.3. Resultados en simulación numérica

Para probar la eficiencia del control PID-S, se experimentó bajo simulación con di-

ferentes sistemas, modelos neuronales y aprendizajes supervisados. Con una referencia

qe depende del tiempo, descrita por la ecuación:

Y d(t) =


800 rad

seg
si 0 < t ≤ 300

100 rad
seg

si 300 < t ≤ 600

400 rad
seg

si 600 < t ≤ 1000

(4.3)

4.3.0.3. Sistema lineal de primer orden

Primeramente, se propone un motor de CD para fines de experimentación, donde

la representación entrada-salida está dada por la función de transferencia:

Y (S)

G(S)
=

83.3

9.98S + 0.997
(4.4)

dicha función es obtenida experimentalmente aplicando una entrada de 4 volts al

motor de CD, como se puede observar el modelo propuesto corresponde a un sistema

lineal de primer orden estable, y aunque f́ısicamente un motor de corriente directa es

un sistema no lineal, para efectos de simulación se puede aproximar a un sistema de

primer orden despreciando los efectos inductivos-inerciales.

1. Regla modificada de Widrow-Hoff

En las Figuras 4.4, 4.5 y 4.6 se muestra la respuesta del sistema utilizando el con-

trol PID-S bajo el entrenamiento nombrado Regla Modificada de Widrow-Hoff

y el modelo PIF, LIF e Izhikevich respectivamente, los valores de entrenamien-

to de cada tŕıo de neuronas en ambas pruebas son 1, 0.05 y 0.001 para las tres

neuronas PIF, 1, 0.05 y 0.001 para las tres neuronas LIF, y 0.01, 0.001 y 0.00001

para las tres neuronas Izhikevich entrenadas con e, de
dt

y
∫
edt respectivamente

cada uno de los modelos.

En la Figura 4.7 se muestra la ley de control emitida por dos de los modelos

neuronales de tipo umbral y disparo con los mayores niveles de abstracción, y

aunque pertenecen al mismo grupo de modelos neuronales el comportamiento
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Figura 4.4: En la Figura A se describe la respuesta del sistema al control PID-S, la

FiguraB muestra el error de la velocidad del motor con neuronas tipo PIF, entrenadas

con el método llamado Regla Modificada de Widrow-Hoff.
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Figura 4.5: En la Figura A se describe la respuesta del sistema al control PID-S, la

FiguraB muestra el error de la velocidad del motor con neuronas tipo LIF, entrenadas

con el método de la Regla Modificada de Widrow-Hoff.
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Figura 4.6: En la Figura A se describe la respuesta del sistema al control PID-S, la

Figura B muestra el error de la velocidad del motor con neuronas tipo Izhikevich,

entrenadas con el método de la Regla Modificada de Widrow-Hoff.
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es diferente entre śı.

En la Figura 4.8 se muestra la ley de control emitida por el esquema PID-S

con neuronas Izhikevich, este tipo de modelo neuronal tiene un gran parecido

a las neuronas biológicas reales, estrictamente al de las neuronas de la corteza

cerebral de las ratas.

2. Entrenamiento SpikeProp

En las Figuras 4.9, 4.10 y 4.11 se muestra la respuesta del sistema utilizando el

control PID-S bajo el entrenamiento SpikeProp y el modelo PIF, LIF e Izhike-

vich respectivamente, los valores de entrenamiento de cada tŕıo de neuronas en

ambas pruebas son -0.2, -0.01 y -0.001 para las tres neuronas PIF, -0.1, -0.01

y -0.001 para las tres neuronas LIF, y -0.05, -0.0008 y -0.00001 para las tres

neuronas Izhikevich entrenadas con e, de
dt

y
∫
edt respectivamente cada uno de

los modelos.

En la Figura 4.12 se muestra la ley de control emitida por dos de los modelos

neuronales de tipo umbral y disparo con los mayores niveles de abstracción, y

aunque pertenecen al mismo grupo de modelos neuronales el comportamiento

es diferente entre śı.

En la Figura 4.13 se muestra la ley de control emitida por el esquema PID-S

con neuronas Izhikevich, este tipo de modelo neuronal tiene un gran parecido

a las neuronas biológicas reales, estrictamente al de las neuronas de la corteza

cerebral de las ratas.

4.3.1. Sistema no lineal de segundo orden

Una de las plantas más implementadas en el área de control es el péndulo invertido,

Figura 4.14, del cual la ecuación diferencial que describe su comportamiento está

descrita por

F = Jθ̈ + βθ̇ + lmgsin(θ) (4.5)

donde F es el par aplicado al eje de rotación del péndulo, J = 1 es la inercia de

éste, β = 0.1 representa el coeficiente de fricción, l = 0.3mt es la longitud del eje de

rotación del péndulo a su centro de masa, m = .3kg constituye la masa y g = 9.81m
s2

describe a la fuerza de gravedad.
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Figura 4.7: En la Figura A se describe la ley de control PID-S con neuronas PIF,

la Figura B muestra la ley de control PID-S con neuronas LIF, entrenadas con el

método Regla Modificada de Widrow-Hoff.
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Figura 4.8: En la figura se describe la ley de control PID-S con neuronas Izhikevich,

entrenadas con el método Regla Modificada de Widrow-Hoff.



54 Caṕıtulo 4: Resultados

Figura 4.9: En la Figura A se describe la respuesta del sistema al control PID-S, la

FiguraB muestra el error de la velocidad del motor con neuronas tipo PIF, entrenadas

con el método SpikeProp.
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Figura 4.10: En la Figura A se describe la respuesta del sistema al control PID-S, la

FiguraB muestra el error de la velocidad del motor con neuronas tipo LIF, entrenadas

con el método SpikeProp.
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Figura 4.11: En la Figura A se describe la respuesta del sistema al control PID-S, la

Figura B muestra el error de la velocidad del motor con neuronas tipo Izhikevich,

entrenadas con el método SpikeProp.
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Figura 4.12: En la Figura A se describe la ley de control PID-S con neuronas PIF,

la Figura B muestra la ley de control PID-S con neuronas LIF, entrenadas con el

método SpikeProp.
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Figura 4.13: En la figura se describe la ley de control PID-S con neuronas Izhikevich,

entrenadas con el método SpikeProp.

Figura 4.14: Pendulo Invertido
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Éste es un sistema no lineal inestable, por lo que la ley de control debe ser no

lineal, pero esto no representa ningún problema para las redes neuronales de tercera

generación. Como se puede apreciar en la Figura 4.15 para este caso en particular, el

péndulo se inicializa a 135◦ de su punto de equilibrio estable, y se desea que la ley de

control lo lleve a 180◦, posterior a eso, a los 5 segundos se le aplica una perturvación

al sistema, y en ambos casos el péndulo llega a la referencia deseada, cabe mencionar

que se trabaja en un zona no lineal inestable, por lo que los controles lineales como

el PID clásico no realizan un buen control.

Figura 4.15: En la Figura A se muestra la respuesta del pendulo invertido al control

PID-S y en la Figura B se aprecia la ley de control emitida por la neurona tipo PIF
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Para este caso, se implementó el modelo de una neurona tipo LIF, la tasa de

aprendizaje se fijó en 0.001, el valor de capacitancia, resistencia, y el valor de reposo

y umbral del potencial de membrana para la neurona LIF, fueron fijados en 20µF ,

330Ω, −60mV y −30mV respectivamente. En las Figura 4.16 se muestra la grafica

del error.

En la Figura ??, se muestra la señal de control del péndulo, emitida por la neurona

LIF, como se puede apreciar cuando t = 5 segundos se induce una perturbación al

sistema y a pesar de eso y de que el sistema es inestable, se consigue que el error

llegue a cero tal como se muestra en la Figura 4.16.

Figura 4.16: Señal de error del control del Pendulo Invertido, neurona PIF
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4.4. Resultados de laboratorio

Para comprobar la eficacia del algoritmo basado en redes neuronales artificiales

de tercera generación, dentro del área de control se ha implementado el esquema

de control PID basado en redes neuronales artificiales de tipo Spike en dos sistemas

f́ısicos, un motor de corriente directa y un péndulo invertido.

4.4.1. Sistema no lineal de primer orden

Se implementó el algoritmo propuesto en la Sección 4.2 para el control de un mo-

tor de corriente directa, la plataforma experimental que fue utilizada se muestra en

la Figura 4.17, la cual consta de un motor de corriente directa, una tarjeta de adqui-

sición de datos de National Instruments (DAQ), una fuente de poder, una etapa de

potencia y una computadora labtop marca Sony Vaio.

El periodo de muestreo empleado es igual a un milisegundo y la referencia es una

señal que depende del tiempo con las mismas condiciones que en la etapa de simula-

ción, Sección 4.3, ecuación 4.3. Las pruebas fueron realizadas con dos algoritmos de

entrenamiento: Relación de Trenes de Pulsos de Entrada-Salida y SpikeProp, con su

respectiva combinación de tres modelos neuronales cada uno.

Figura 4.17: Plataforma Experimental.

1. Entrenamiento Relación de Trenes de Pulso Entrada-Salida
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En las Figuras 4.18, 4.19 y 4.20 se muestra la respuesta del sistema utilizando el

control PID-S bajo el entrenamiento Relación de Trenes de Pulso Entrada-Salida

y el modelo PIF, LIF e Izhikevich respectivamente, los valores de entrenamien-

to de cada tŕıo de neuronas en ambas pruebas son 1, 0.05 y 0.001 para las tres

neuronas PIF, 1, 0.05 y 0.001 para las tres neuronas LIF, y 0.01, 0.001 y 0.00001

para las tres neuronas Izhikevich entrenadas con e, de
dt

y
∫
edt, respectivamente

cada uno de los modelos.

En la Figura 4.21 se muestra la ley de control emitida por dos de los modelos

neuronales de tipo umbral y disparo con los mayores niveles de abstracción, y

aunque pertenecen al mismo grupo de modelos neuronales el comportamiento

es diferente entre śı.

En la Figura 4.22 se muestra la ley de control emitida por el esquema PID-S

con neuronas Izhikevich, este tipo de modelo neuronal tiene un gran parecido

a las neuronas biológicas reales, estrictamente al de las neuronas de la corteza

cerebral de las ratas.

2. Entrenamiento SpikeProp

En las Figuras 4.23, 4.24 y 4.25 se muestra la respuesta del sistema utilizando

el control PID-S bajo el entrenamiento SpikeProp y el modelo PIF, LIF e Izhi-

kevich respectivamente, los valores de entrenamiento de cada tŕıo de neuronas

en ambas pruebas son -0.2, -0.01 y -0.001 para las tres neuronas PIF, -0.1, -0.01

y -0.001 para las tres neuronas LIF, y -0.05, -0.0008 y -0.00001 para las tres

neuronas Izhikevich entrenadas con e, de
dt

y
∫
edt respectivamente cada uno de

los modelos.

En la Figura 4.26 se muestra la ley de control emitida por dos de los modelos

neuronales de tipo umbral y disparo con los mayores niveles de abstracción, y

aunque pertenecen al mismo grupo de modelos neuronales el comportamiento

es diferente entre śı.

En la Figura 4.27 se muestra la ley de control emitida por el esquema PID-S

con neuronas Izhikevich, este tipo de modelo neuronal tiene un gran parecido

a las neuronas biológicas reales, estrictamente al de las neuronas de la corteza

cerebral de las ratas.
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Figura 4.18: En la Figura A se describe la respuesta del sistema al control PID-S, la

FiguraB muestra el error de la velocidad del motor con neuronas tipo PIF, entrenadas

con el método Regla Modificada de Widrow-Hoff.
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Figura 4.19: En la Figura A se describe la respuesta del sistema al control PID-S, la

FiguraB muestra el error de la velocidad del motor con neuronas tipo LIF, entrenadas

con el método Regla Modificada de Widrow-Hoff.
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Figura 4.20: En la Figura A se describe la respuesta del sistema al control PID-S, la

Figura B muestra el error de la velocidad del motor con neuronas tipo Izhikevich,

entrenadas con el método Regla Modificada de Widrow-Hoff.
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Figura 4.21: En la Figura A se describe la ley de control PID-S con neuronas PIF,

la Figura B muestra la ley de control PID-S con neuronas LIF, entrenadas con el

método Regla Modificada de Widrow-Hoff.
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Figura 4.22: En la figura se describe la ley de control PID-S con neuronas Izhikevich,

entrenadas con el método Regla Modificada de Widrow-Hoff.
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Figura 4.23: En la Figura A se describe la respuesta del sistema al control PID-S, la

FiguraB muestra el error de la velocidad del motor con neuronas tipo PIF, entrenadas

con el método SpikeProp.
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Figura 4.24: En la Figura A se describe la respuesta del sistema al control PID-S, la

FiguraB muestra el error de la velocidad del motor con neuronas tipo LIF, entrenadas

con el método SpikeProp.
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Figura 4.25: En la Figura A se describe la respuesta del sistema al control PID-S, la

Figura B muestra el error de la velocidad del motor con neuronas tipo Izhikevich,

entrenadas con el método SpikeProp.
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Figura 4.26: En la Figura A se describe la ley de control PID-S con neuronas PIF,

la Figura B muestra la ley de control PID-S con neuronas LIF, entrenadas con el

método SpikeProp.
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Figura 4.27: En la figura se describe la ley de control PID-S con neuronas Izhikevich,

entrenadas con el método SpikeProp.
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4.4.2. Sistema no lineal de segundo orden

Al igual que en la sección 4.3, en esta sección se implementa el esquema de control

PID basado en redes neuronales artificiales de tipo Spike, para controlar un péndulo

invertido.

En la Figura 4.28 se muestra la plataforma experimental, que consta de un pendulo

invertido acoplado a un motor de corriente directa, una tarjeta de adquisición de dados

de National Instruments, una fuente de poder y una computadora labtop marca Vaio

Sony modelo SVF142C29U. El periodo de muestreo empleado en el control es de un

milisegundo (ms). Todos los valores de entrenamiento son dados de manera arbitraria

sin considerar la dinámica de la planta a controlar.

Figura 4.28: Plataforma experimental Péndulo invertido

Para el control del péndulo invertido se considero un tasa de aprendizaje igual

a 0.0001 y todos los pesos presinápticos fueron inicializados al azar en un intervalo

(0, 1] , el valor de reposo y umbral del potencial de membrana para la neurona es de

−60mV y −30mV respectivamente, los parámetros de la neurona tipo LIF de resis-

tencia y capacitancia se consideraron de 330Ω y 20µF respectivamente.

El péndulo se inicializa a 135◦ de su punto de equilibrio estable, y se desea que

la ley de control lo lleve a 180◦, posterior a eso, a los 5 segundos se le aplica una

perturvación al sistema, y en ambos casos el péndulo llega a la referencia deseada,

cabe mencionar que se trabaja en un zona no lineal inestable, por lo que los controles

lineales como el PID clásico no realizan un buen control.
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Figura 4.29: En la Figura A se muestra la respuesta del pendulo invertido al control

PID-S y en la Figura B se aprecia la ley de control emitida por la neurona tipo PIF



Caṕıtulo 4: Resultados 75

En la Figura 4.30, se muestra la señal de error del péndulo, como se puede apreciar

cuando t = 5 segundos se induce una perturbación al sistema y a pesar de eso y de

que el sistema es inestable, se consigue que el error llegue a cero.

Figura 4.30: Señal de error del control del Pendulo Invertido, neurona PIF
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4.5. Conclusiones

El área de las redes neuronales de tercera generación es nueva en aplicaciones

de control automático, su caracteŕıstica princial es que no requieren del modelo

matemático del sistema.

El control PID-S propuesto, representa una alternativa al PID clásico, pues su

desempeño es muy similar, con la ventaja de que en el primero no es necesario

calcular las ganancias Kp, Ki, y Kd.

Los resultados en simulación numérica y en tiempo real son aceptables, con lo

que se concluye que el objetivo de la tesis se cumplió satisfactoriamente.

4.6. Trabajos a futuro

Algunos de los trabajos futuros que se desprenden de esta tesis son:

La implementación de las redes neuronales de tercera generación en un tipo de

sistemas más complejos por ejemplo en sistemas subactuados, modificando el

PID-S y/o diseñando una nueva arquitectura.

Utilizar las redes neuronales en el área de sistemas con retardos, pues la tasa

de aprendizaje va directamente relacionada con el comportamiento del modelo

neuronal, retardando su dinámica se podŕıa compensar los retardos intŕınsecos

de la planta.

Entrenar a las redes neuronales de tercera generación con un ı́ndice de desem-

peño en lugar del error, para optimizar el control.

Una de las mayores propiedades de las redes neuronales de tercera generación

no es su plasticidad y la capacidad que ésta conlleva para el aprendizaje, sino

que tienen la capacidad de poseer memoria, esto ofrece una gran gama de po-

sibilidades, como el utilizarlas para recordar errores y predecirlos cuando las

condiciones sean similares, ofreciendo una señal de control predictivo.



Glosario

Actuador. Dispositivo capaz de convertir enerǵıa eléctrica, hidráulica u otro tipo de

enerǵıa en movimiento [42].

Algoritmo. Conjunto ordenado y finito de operaciones que permite hallar la solución

de un problema [23].

Aprendizaje no supervisado. También llamado aprendizaje auto-supervisado, no

se requiere influencia externa para ajustar los pesos de las conexiones entre sus

neuronas. No se recibe ninguna información por parte del entorno que indique

si la salida generada en respuesta a una determinada entrada es correcta o no

[62].

Aprendizaje supervisado. Tipo de aprendizaje basado en una respuesta prepro-

gramada para una entrada particular. Es decir, cada par de entrenamiento está

compuesto por los valores de entrada a la red y los valores de salida deseados

para tales entradas [62].

Aprendizaje. Proceso por el cual los parámetros libres de una red neuronal son

adaptados a través de estimulaciones generadas por el entorno en el cual la red

neuronal esta empotrada [62].

Arquitectura. En redes neuronales artificiales consiste en la organización y dispo-

sición de las neuronas formando capas y la forma en que se conectan entre śı.

En este sentido, los parámetros fundamentales de la red que constituyen su ar-

quitectura son: el número de capas, el número de neuronas por capa, el grado

de conectividad y el tipo de conexiones entre neuronas [62].

Automatización. Ciencia que trata de sustituir en un proceso el operador humano

por un determinado dispositivo, generalmente electromecánico [42].

Codificador (Encoder). Dispositivo de retroalimentación que convierte un movi-

miento mecánico en señales eléctricas, las cuales indican la posición de un ac-

tuador [46].
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Control adaptable. Esquema de control en el cual los parámetros del controlador

se ajustan ante cambios de la planta, de manera que el comportamiento en lazo

cerrado conserva las caracteŕısticas deseadas de diseño. El control adaptable es

inherentemente no lineal. Se aplica generalmente aunque no exclusivamente a

sistemas con parámetros que vaŕıan lentamente en el tiempo [10].

Control. Proceso mediante el cual un sistema es llevado a parámetros preestablecidos

[42].

Enerǵıa. Capacidad de realizar un trabajo [10].

Entrenamiento. Se refiere al proceso consiente y planeado de transferir conocimien-

to, habilidades y capacidades [62].

Época. Presentación completa del conjunto de entrenamiento a la red neuronal [23].

Espacio de estado. Espacio de n dimensiones, donde cualquier estado de un sistema

dado puede ser representado como un punto [42].

Estabilidad. Condición en la cual las variables cŕıticas de un sistema dinámico se

mantienen invariables o permanecen dentro de unos ĺımites determinados [56].

Estado. Conjunto mı́nimo de variables de un sistema dado (variables de estado), tal

que, conociendo su valor en un instante dado, permiten conocer la respuesta del

sistema ante cualquier señal de entrada o perturbación [42].

Función de activación. Sirve para limitar la amplitud de la neurona de salida. La

función de activación limita el rango de amplitud permisible de la señal de salida

a algún valor finito [23].

Función suave. La función f se dice que es suave si sus derivadas parciales de

cualquier orden existen y son continuas.

Grados de libertad. Número de coordenadas que describen de manera única la

posición de todos los eslabones de un sistema [10].

Hardware. Se dice de cualquier componente f́ısico relacionado con cierta tecnoloǵıa

[10].

Identificación. Conjunto de métodos para la obtención de modelos matemáticos a

partir de datos experimentales de las entradas y salidas de un sistema. Evitán-

dose la obtención de un modelo a partir de complejas leyes [10].
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Manipulador. Mecanismo formado generalmente por elementos en serie, articulados

entre śı, destinado al agarre y desplazamiento de objetos. Es multifuncional y

puede ser gobernado directamente por un operador humano o mediante dispo-

sitivo lógico [42].

Modelo matemático. Es la representación por medio de ecuaciones de la dinámi-

ca de un sistema. Es el tipo de modelo más importante para la ciencia y la

tecnoloǵıa [42].

Neurona Célula nerviosa, elemento fundamental de la arquitectura nerviosa. Es una

unidad de procesamiento de información que es fundamental para la operación

de una red neuronal [62].

Perceptrón. Dicese de una arquitectura de red neuronal estática multicapa, cuyos

nodos ocultos tienen una función de activación suave (sigmoidal), mientras que

los nodos de salida poseen una función de activación lineal [23].

Perturbación. Variable no deseada aplicada a un sistema y la cual tiende a afectar

adversamente el valor de una variable controlada. Si la perturbación se genera

dentro del sistema se denomina interna, en tanto que una perturbación externa

se produce fuera del sistema y es una entrada [56].

Punto de equilibrio. El estado x∗ se dice que es un punto de equilibrio del sistema

ẋ = f(x) si x(t) es igual a x∗, para todo t ≥ t0 [56].

Redes neuronales artificiales. Procesador distribuido masivamente paralelo cons-

tituido de unidades de procesamiento simples, el cual tiene una tendencia na-

tural a almacenar conocimiento experimental y hacerlo viable para su posterior

uso [62].

Redes neuronales dinámicas. Redes neuronales artificiales que poseen dispositi-

vos de memoria en sus conexiones internas, sus salidas son funciones de entradas

presentes y pasadas [23].

Redes neuronales estáticas. Redes neuronales artificiales cuyas ecuaciones no li-

neales que las caracterizan no tienen memoria, es decir sus salidas son tan solo

funciones de las entradas actuales [23].

Retroalimentación. En el proceso de control consiste en la reinyección de la salida

(o salidas) a la entrada del sistema, con el fin de mantener cierto desempeño

[42].

Retropropagación. Algoŕıtmo de entrenamiento basado en el método del descenso

del gradiente [62].
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Robot. Dispositivo generalmente mecánico, que desempeña tareas automáticamen-

te, ya sea de acuerdo a supervisión humana directa, a través de un programa

predefinido o siguiendo un conjunto de reglas generales. Generalmente estas

tareas reemplazan, asemejan o extienden el trabajo humano, como emsamble

en manufactura, manipulación de objetos pesados o peligrosos, trabajo en el

espacio, etc. [10].

Ruido. T́ıpicamente es una perturbación aleatoria. Señal indeseada presente en un

sistema f́ısico [46].

Sensor. Dispositivo que convierte un parámetro f́ısico (como temperatura, presión,

flujo, velocidad, posición) en una señal eléctrica. En algunos casos se le considera

un sinónimo de transductor, pero un verdadero sensor contiene un sistema de

acondicionamiento de la señal, de manera que es mucho más sencillo realizar

una medición [46].

Sinapsis. Son uniones especializadas mediante las cuales las células del sistema ner-

vioso env́ıan señales de unas a otras y a células no neuronales como las muscu-

lares o glandulares. Son la estructura elemental y unidad funcional que regulan

la interacción entre neuronas [62].

Sistema dinámico. Sistema cuya respuesta depende de entradas presentes y pasa-

das (e incluso futuras), dicho sistema puede ser representado mediante ecuacio-

nes diferenciales dinámicas [46].

Sistema en tiempo real. Un sistema de tiempo real STR es un sistema informático

en el que es significativo el tiempo en el que se producen las acciones. Las

acciones deben realizarse dentro de un intervalo de tiempo determinado [46].

Sistema estático. Sistema cuya respuesta depende únicamente de las entradas pre-

sentes [46].

Sistema lineal. Se dice que un sistema es lineal śı cumple con los principios de

homogeneidad y superposición [56].

Sistema no lineal. Se dice que un sistema es lineal śı no cumple con los principios

de homogeneidad o superposición [56].

Sistema subactuado. Sistema con menos actuadores que grados de libertad [10].

Software. Se dice de todos los componentes intangibles de una computadora, es

decir, al conjunto de programas y procedimientos necesarios para hacer posible

la realización de una tarea espećıfica [10].
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Umbral. Tiene el efecto de incrementar o decrementar la entrada de la red de la

función de activación, dependiendo de si es positivo o negativo, respectivamente

[62].

Variables de estado. Conjunto más pequeño de variables que determinan el estado

de un sistema dinámico [42].

Vector de estado. Si se necesitan n variables para describir el estado de un sistema

dado, entonces estas n variables se pueden considerar como los componentes de

un vector x [42].
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Apéndice A

Desarrollo del control por redes

neuronales de tercera generación

El objetivo de este apéndice es describir brevemente la evolución a través del desa-

rrollo de esta tesis, para obtener el control por redes neuronales de tercera generación.

La organización de este caṕıtulo es la siguiente: En la Sección A.1 se da una breve

explicación del contenido del anexo, en la Sección A.2 se realiza el entrenamiento de

una neurona de una forma muy general sin codificación y el cual se divide en dos

subsecciones, en la Subsección A.2.1 se describe el procedimiento para comenzar a

trabajar con una neurona artificial de tercera generación, posterior a eso en la Sub-

sección A.2.2 se explica el entrenamiento supervisado empleado, para la Sección A.3

se emplean los conocimiento se las seccione previas para identificar un sistema diná-

mico y finalmente en la Sección A.4 se concluye este anexo con el control aplicando

una neurona artificial de tercera generación.

A.1. Introducción

Para la construcción de esta tesis, fue necesario seguir una secuencia lógica de

pasos, desde la comprensión de la dinámica de los modelos de neuronas de tercera

generación, hasta las caracteŕısticas necesarias que debe poseer el entrenamiento neu-

ronal para que el control PID-S propuesto sea eficaz.

A lo largo de este apéndice sólo se hará referencia sobre los métodos, entrena-

mientos y/o tipos de neuronas, sin ahondar más a fondo sobre ellos, puesto que lo que

se desea es, sólo ilustrar el camino que se siguió para concluir con el resultado final

esperado de la tesis.
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A.2. Control de un valor real

Para atacar el problema del control de un sistema dinámico, se explica el cómo

funcionan las redes neuronales de tercera generación, y en primer instancia se entrena

una neurona para que la salida que emite ésta, sea igual a la salida deseada.

A.2.1. Inicialización de las variables

Primeramente se decide qué tipo de entrenamiento es el mejor, esto va directa-

mente relacionado con las necesidades de la respuesta, es decir si lo que se desea es

que el valor de la salida neuronal se aproxime de forma rápida al valor de la salida

deseada o si la precisión de la salida de la neurona es imperativa sobre la velocidad

de convergencia. Los entrenamientos que maneja esta tesis son de tipo supervisado,

para este ejemplo en particular se implementa el entrenamiento SpikeProp, descrito

en la sección 3.4.2.1

Para este ejemplo se eligió un modelo de alta abstracción, aunque es importante

tomar en cuenta que mientras más abstracto sea el modelo, es más fácil su implemen-

tación computacional aunque carece de similitud biológica e incluso puede interferir

en el desempeño de la red neuronal de forma negativa, para este ejemplo en parti-

cular se implementa el modelo PIF, de la ecuación (3.12), el cual tiene un nivel de

abstracción alto.

Por último se adecua la forma en que se va a manejar la información, esto de-

pende del proceso de aprendizaje, pues cada algoritmo de entrenamiento maneja la

información de manera singular, en el caso del aprendizaje tipo SpikeProp se trabaja

dentro una ventana de tiempo especificada previamente, en la cual vaŕıa el potencial

de membrana según el número de pulsos que entren a la neurona, la disposición es-

pacio temporal de los mismos y la fuerza de cada una de las conexiones y/o retardos

(pesos sinápticos) entre las neuronas presinápticas y postsinápticas, en este caso la

codificación es simplemente el valor temporal en el que ocurre el pulso, ejemplo figura

A.1.

La ventana de tiempo propuesta para este ejemplo se propone de mil milisegundos.
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Figura A.1: En esta imagen se muestra la codificación espacio temporal directa, dentro

de una ventana de tiempo, la neurona recibe una secuencia de pulsos de entrada, sim-

bolizados por flechas y el valor de cada uno del los pesos sinápticos está representado

por ćırculos de diferentes tamaños, cuando el umbral es rebasado por el potencial de

membrana, la neurona dispara, el valor del pulso codificado es directamente el valor

temporal en el que ocurre. en este caso el pulso vale 57.8 unidades.

A.2.2. Entrenamiento de una neurona

Una vez habiendo definido el tipo de entrenamiento, el modelo neurona y la codi-

ficación que se utilizará se puede realizar el primer ejemplo.

Un esquema general del entrenamiento de una neurona se puede apreciar en la

figura(A.2) donde el error generado por la diferencia de la salida menos la entrada

modifica los pesos, implementando un algoritmo de entrenamiento supervisado.

Figura A.2: Esquema general de entrenamientos supervisados con una sola neurona,

bajo una entrada constante

A continuación se entrenará una neurona PIF, con un método de entrenamiento
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SpikeProp bajo una entrada pre sináptica la cual se presenta constante a los cien

milisegundos con ocho señales retardadas cada una con un retardo igual a cincuenta

milisegundos como se muestra en la figura(3.4), en una ventana de tiempo de mil

milisegundos, para que la neurona arroje un valor constante de 232ms, y el kernel

que transforma los pulsos de entrada a la neurona, en PSP es el que aparece en la

ecuación 3.33 donde el valor de tiempo de subida τs = 25ms. Esto se puede observar

gráficamente en la figura(A.5). El entrenamiento se realizó durante treinta iteraciones,

en las cuales el error converge a cero, tal como se muestra en la figura(A.4).

Figura A.3: En esta figura se muestra gráficamente el esquema de modificación de

pesos sinápticos, en donde la señal de referencia o señal deseada es igual a doscientos

treinta y dos milisegundos, el error es la diferencia entre el tiempo en que ocurre el

pulso deseado y el tiempo en que la neurona emite el pulso de salida. La entrada de

la neurona en este caso es una entrada constante que ocurre a los cien milisegundos

con múltiples retardos de cincuenta milisegundos, los cuales en conjunto con el valor

de los pesos sinápticos modifican el potencial de membrana.

En la figura(A.5) se muestra la evolución que presentan los nueve pesos presináp-

ticos a través del proceso de entrenamiento, para este ejemplo se inicializaron todos

los pesos en uno, aunque no es imperativo hacer esto, pues como se puede observar

en [51], los pesos se pueden inicializar aleatoriamente. Todos los pesos convergen a

algún valor y se estabilizan en éste, de acuerdo al comportamiento del error.

Finalmente, posterior al entrenamiento de la neurona, el valor del pulso de salida

es igual al pulso deseado, y el potencial de membrana final se observa en la figura(A.6).
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Figura A.4: Evolución del error de la salida neuronal, bajo el entrenamiento SpikeProp

y una tasa de aprendizaje de .01 unidades.

A.3. Identificación de un sistema

Con el fin de evaluar el funcionamiento de las redes neuronales de tercera ge-

neración, se han realizado numerosos estudios en simulación, para el propósito de

identificación y control de sistemas dinámicos.

El problema de identificación involucra la relación entre las entradas y salidas del

sistema. En la figura(A.7) se muestra el esquema de identificación propuesto por [47].

La entrada a la neurona encargada de la identificación es la misma entrada externa

del sistema, el error que modifica los pesos sinápticos es generado por la diferencia

entre la salida Yn(k) propuesta por la neurona y la salida del sistema. La dificultad

de la identificación por redes neuronales radica en determinar los pesos de la neurona

para los cuales la diferencia entre la salida de la neurona yn(k) y la salida del sistema

y(k) sea mı́nima para cualquier entrada u(k).

La siguiente planta no lineal representada por la ecuación A.1, es considerada

como un ejemplo para el problema de identificación

x = 0.9038x+ 0.9511

[
1.02u

(
1− 1

exp(.75u)

)]
(A.1)
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Figura A.5: Evolución de los nueve pesos presinápticos, inicializados en uno y con una

tasa de aprendizaje de 0.01, durante un entrenamiento de treinta iteraciones.
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Figura A.6: Potencial de membrana final, de una neurona de tipo PIF, posterior al

entrenamiento SpikeProp, bajo un tren de pulsos transformados por el kernel del a

ecuacion(3.33)

Figura A.7: El esquema de identificación para el entrenamiento SpikeProp maneja una

entrada con múltiples retardos uniformes, seis por cada entrada, para este ejemplo

en particular, esto quiere decir que la neurona recibe, Y (k), Y (k − 1) ... Y (k − 6), de

igual forma la señal de control del sistema U(k), U(k − 1) ... U(k − 6).



96 Apéndice A: Desarrollo del control por redes neuronales de tercera generación

Se utiliza una neurona para realizar el proceso de identificación, donde el estado

actual de la planta depende tanto de los estados previos como de la entrada externa

actual. La inicialización de los pesos presinápticos fue realizada al azar, en un inter-

valo cerrado de cero a uno.

En una gran cantidad de problemas en ingenieŕıa se trabaja con valores analógicos,

por lo que se debe encontrar un método eficaz de codificar la información del mundo

real a un lenguaje apropiado para las redes neuronales de tercera generación. Este

problema es resuelto con una codificación llamada, codificación por retardos imple-

mentada en [25],[11] y [52].

La codificación por retardos utilizada para relacionar las redes neuronales de ter-

cera generación con el sistema a controlar, es una interpolación lineal [47], [64].

ti(x) = tmax − round(tmin +
(xi − xmin)(tmax − tmin)

(xmax − xmin)
) (A.2)

y la ecuación que corresponde a la decodificación de la salida neuronal a la señal

de entrada al sistema es [64]:

xi = xmin +
(tmax − tmin − ti)(xmax − xmin)

(tmax − tmin)
(A.3)

donde ti(x) es la variable de proceso del sistema dentro de la ventana de tiempo neu-

ronal, tmin y tmax son el mı́nimo y máximo valor de la ventana de tiempo neuronal

respectivamente, y los valores x, xmin y xmax son el valor real, mı́nimo y máximo de

la variable de procesos correspondiente del sistema.

Usando la regla de aprendizaje, los pesos son actualizados usando la ecuación A.4

como una función de excitación al sistema, el entrenamiento de la neurona se lleva

a cabo durante doscientas épocas con una ventana de tiempo de mil milisegundos

por cada época, figura(A.8), la tasa de aprendizaje es de 0.003 y el modelo neuronal

implementado es el propuesto por Izhikevich.

u(k) =
.3(sin(.07k) + .1sin(.02k) + .65sin(.09k))

3.5
+ .6 (A.4)

La función de error del entrenamiento durante la etapa de identificación se observa

en la figura(A.9)

Una vez entrenada a la neurona Izhikevich se probó bajo diferentes entradas al

sistema: ecuación(A.5).
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Figura A.8: Para entrenar a la neurona y que esta identifique al sistema se propuso

la ecuación A.4, la cual excita al sistema por doscientos milisegundos, y durante ese

tiempo los pesos neuronales son adaptados.
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Figura A.9: La función de error que evoluciona durante el entrenamiento de identifi-

cación se minimiza mientras el tiempo de simulación aumenta.

u(k) =


.2sin(.05k) + .60 si 0 < k ≤ 250

.78 si 250 < k ≤ 500

.42 si 500 < k ≤ 750
.3(sin(.07k)+.1sin(.02k)+.65sin(.09k))

3.5
+ .6 si 750 < k ≤ 1000

(A.5)

En la figura(A.10) se muestra la respuesta de la neurona Izhikevich (entrenada

previemente) y la respuesta del sistema ambos excitados por la ecuación A.5, como

se puede apreciar en la misma figura existe un error casi constante a lo largo de la

simulación, esto se debe a que la neurona ya no modifica sus pesos, y sólo responde

de acuerdo al entrenamiento que se sealizó, en el sistema no lineal propuesto.

Finalmente en la figura(A.11) se muestra el potencial de membrana final, en la

prueba de la identificación del sistema.
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Figura A.10: Respuesta de la red neuronal, y del sistema bajo la misma entrada

u(k), para esta prueba los pesos sinápticos de la neurona no se modifican, sino que

permanecen constantes, tal como quedaron posteriores al entrenamiento.

Figura A.11: Potencial de membrana final, de una neurona de tipo Izhikevich, poste-

rior al entrenamiento de la identificación del sistema
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A.4. Control de un sistema dinámico

Para realizar el control de un sistema dinámico se implementó el esquema mos-

trado en la figura(A.12), la entrada a la neurona es una constante y el entrenamiento

se realiza con la señal de error, como se ha ido manejando a lo largo de esta tesis,

solo que en este caso el error es generada por la diferencia entre la salida del sistema

y la referencia deseada. Al igual que en la etapa de identificación, es necesaria una

codificación y decodificación para entrelazar la neurona con el sistema y viceversa,

por lo que se empleó la misma interpolación lineal que en la sección A.3.

Figura A.12: Esquema general de control de un sistema dinámico utilizando entrena-

mientos supervisados con una sola neurona, bajo una entrada constante.

El entrenamiento que se utilizó para modificar los pesos sinápticos es aquel que

implementa la relación de pulsos entrada salida descrito en la sección 3.4.2.2, la en-

trada constante a la neurona consta de múltiples retardos, tal como se muestra en la

figura(3.4) los cuales abarcan toda la ventana de tiempo, esto con el propósito de que

a pesar de ser una entrada constante la que tiene la neurona, no exista algún espacio

dentro de la ventana de tiempo en el cual no pueda existir un pulso, de otra forma se

limitaŕıa la ley de control, la neurona implementada fue una neurona tipo LIF, con

una tasa de aprendizaje igual a cero punto uno.

En la figura(A.13) se muestra la respuesta del sistema propuesto en la ecuación

A.1, aplicando la ley de control neuronal, con tres referencias diferentes para probar

qué tan susceptible es este tipo de control inteligente a los cambios, recordemos que

sólo es una capa con una neurona la que realiza la tarea de control.

En la figura(A.14) y (A.15) se muestra el error del sistema y la ley de control a lo

largo de la simulación respectivamente.



Apéndice A: Desarrollo del control por redes neuronales de tercera generación 101

Figura A.13: Control de un sistema no lineal de primer orden, utilizando una neurona

artificial de tercera generación tipo LIF y un entrenamiento de relación de pulsos

de entrada salida, se observa cómo aunque la referencia cambia, la plasticidad de la

neurona lleva al sistema a la referencia.
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Figura A.14: En esta figura se muestra la señal de error del sistema ante, en todos los

cambios de referencia el error converge a cero.

Figura A.15: En esta figura se aprecia la ley de control emitida por la neurona, esta

señal fue codificada previamente para adaptarse al sistema.



Apéndice B

Comparación entre el PID-S y el

PID

El objetivo de este apéndice es realizar una comparación entre el PID clásico y el

PID-S, la cual sólo se realiza de una forma muy general, comparando la respuesta del

sistema ante ambos controles, y comparando la ley de control emitida por cada uno

de ellos. La organización de este caṕıtulo es la siguiente: En la Sección B.1 se realiza

una breve descripción de lo que es PID, en la Sección B.2 se muestran los resultados

obtenidos en la simulación numérica, y en la Sección B.3 se describen los resultados

obtenidos experimentalmente con la plataforma descrita en la sección 4.4.

B.1. Introducción

El control PID es uno de los controles más populares en la industria, debido a

su eficiencia y simplicidad, en la literatura se han propuesto muchos tipos diferentes

de reglas de sintonización, que permiten llevar a cabo una sintonización delicada y

fina de los controladores PID en el sitio. se han desarrollado métodos automáticos de

sintonización y algunos de los controladores PID poseen capacidad de sintonización

automática en ĺınea. Actualmente se usan en la industria formas modificadas del con-

trol PID, tales como el control I-PD y el control PID con dos grados de libertad. Es

posible obtener muchos métodos prácticos para una conmutación sin choque (desde la

operación manual hasta la operación automática) y una programación del aumento.

El esquema de control del PID se muestra en la figura 4.1.

En este anexo se realiza una comparación entre el PID y el control PID-S. De la

cual se muestran los resultados tanto en simulación numérica con una representación

matemática linealizada de un motor de corriente directa, aśı como los resultados ob-

tenidos f́ısicamente en laboratorio.

103
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Los experimentos llevados a cabo en simulación numérica, se realizaron utilizando

los mismos parámetros y modelos matemáticos que se implementaron en el caṕıtulo

4.

B.2. Resultados en simulación numérica

En la figura(B.1) se muestra la respuesta del sistema descrito por la ecuación

4.4 tanto para un control PID, como para el control PID-S. La referencia deseada

se describe en la ecuación 4.3. El PID fue sintonizado por el método propuesto por

Siegler-Nichols, donde las ganancias Kp, Ki y Kd son 0.005, 0.001 y 0.005 respectiva-

mente.

Figura B.1: En esta figura se muestra la respuesta de un mismo sistema con diferentes

controles, la ĺınea roja describe el comportamiento implementando una ley de control

emitida por el PID clásico, sintonizado por Siegler-Nichols, y la ĺınea negra utilizando

el PID-S, con neuronas tipo PIF, finalmente la ĺınea punteada describe la referencia

deseada.

En la figura(B.2) se describe la comparación entre la ley de control del PID y la

ley de control del PID-S, como se puede observar en la misma figura la salida del
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control neuronal no demanda excesos de enerǵıa, en comparación con el PID, el cual

llega hasta los 8.8v y -3.0433v.

Figura B.2: En esta figura se muestra la comparación entre las leyes de control emitidas

por el PID y el PID-S, la ĺınea roja es la señal de control respuesta del PID, y la ĺınea

negra representa la señal emitida por el PID-S con neuronas tipo PIF.

B.3. Resultados de laboratorio

En la figura(B.3) se muestra la respuesta del motor de CD tanto para un control

PID, como para el control PID-S. La referencia deseada se describe en la ecuación

4.3. El tiempo de muestreo es de un milisegundo y la plataforma implementada se

describe en la figura 4.17

En la figura(B.2) se describe la comparación entre la ley de control del PID y la ley

de control del PID-S, como se puede observar en la misma figura la salida del control

neuronal no demanda excesos de enerǵıa, tal como ocurre en simulación, además de

que la ley de control emitida por el PID-S es más suave que la emitida por el PID a

pesar de que sea el mismo sistema.
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Figura B.3: En esta figura se muestra la respuesta de un motor de CD con diferentes

controles, la ĺınea roja describe el comportamiento implementando una ley de control

emitida por el PID clásico, sintonizado por Siegler-Nichols, y la ĺınea negra utilizando

el PID-S, con neuronas tipo PIF, finalmente la ĺınea punteada describe la referencia

deseada.
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Figura B.4: En esta figura se muestra la comparación entre las leyes de control emitidas

por el PID y el PID-S, la ĺınea roja es la señal de control respuesta del PID, y la ĺınea

negra representa la señal emitida por el PID-S con neuronas tipo PIF.
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Control Proporcional Integral Derivativo Basado en Redes Neuronales Spike
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Resumen

En este artículo se propone la sinergia entre el control Proporcional, Integral y Derivativo (PID) y las redes neuronales de

tercera generación. Se utiliza el error, su derivada temporal y su integral para entrenar a tres neuronas, donde la sumatoria de las

salidas de éstas se convierte en la señal de control. La codificación y decodificación entre la información espacio-temporal de la red

neuronal y la información del sistema se realiza bajo una interpolación lineal. El esquema de control propuesto es la contribución

original de este artículo y se denota como PID-S, éste se prueba bajo una combinación de diferentes modelos de activación neuronal

utilizando el entrenamiento SpikeProp, mostrando resultados sumamente interesantes en simulación numérica y de experimentos en

laboratorio en los que se emplea como planta un motor de Corriente Directa (CD). Copyright©2014 CEA. Publicado por Elsevier

España, S.L. Todos los derechos reservados.

Palabras Clave:

Controlador PID, Redes neuronales spike, Entrenamiento SpikeProp, Modelo Izhikevich, Modelo PIF, Motor de CD.

1. Introducción

Los controladores más utilizados actualmente en la indus-

tria son los controladores PID (Aström, 1997) o alguna de sus

modificaciones, dada la facilidad de su implementación y los

recursos tecnológicos que requiere. Sin embargo, el empleo del

algoritmo PID lineal presenta limitaciones de robustez y con-

vergencia cuando el proceso a controlar está definido por di-

námicas complejas, zonas muertas y características altamente

no lineales. En términos generales, el funcionamiento del con-

trolador PID se basa en una actuación en forma proporcional,

integral y derivativa sobre la señal de error e(t), definida como

la diferencia entre la señal de referencia yd(t) y la señal de sali-

da del proceso y(t), con la finalidad de acondicionar la señal de

control u(t) a partir de la suma de estas tres acciones de control,

teniendo efectos de convergencia a la salida de la planta como

se ve en la Figura 1.

En la misma figura, los parámetros kp, ki y kd son las ganan-

cias del controlador a ser sintonizadas. Existen distintas téc-

nicas analíticas y experimentales con el fin de sintonizar es-

tas ganancias (Aström and Hägglund, 2006). Una alternativa es

∗Autor en correspondencia.

Correos electrónicos: l_1123581321@hotmail.com (Luis Rey

Lechucga), lramos@uaeh.edu.mx (L. E. Ramos Velasco ),

jsuarez@uaeh.edu.mx (Joel Suárez Cansino)
1Rey Lechuga actualmente es estudiante de la Maestría en Automatización

y Control que se ofrece en el CITIS.

auto-sintonizar en línea dichas ganancias, tal como se hace en

(Ramos-Velasco et al., 2013), donde se utilizan redes neurona-

les artificiales wavenet para identificar la planta y calcular esas

ganancias.

La propuesta de control descrita en este trabajo resulta ser

una técnica alternativa a las técnicas existentes, y en ella se hace

uso de redes neuronales artificiales de tercera generación para

llevar a cabo la tarea de control, sin hacer uso del modelo ma-

temático de la planta, ni de los parámetros de la misma, y para

demostrar esto se presentan resultados en simulación numérica

y de experimentos en laboratorio para el seguimiento de trayec-

torias, para lo cual se emplea como planta un motor de CD.

Figura 1: Esquema del controlador PID clásico

Las redes neuronales artificiales de tercera generación son

los modelos que mejor emulan el comportamiento de las redes

neuronales biológicas, este tipo de modelos tiene un sustento

matemático basado en ecuaciones diferenciales, siendo algunas

de ellas incluso no lineales (Gerstner and Kistler, 2002), por lo

que de manera natural se ha propuesto la idea de integrar las re-

*Manuscrito (PDF)
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des neuronales artificiales de tercera generación a los sistemas

dinámicos que se tiene interés en controlar, obteniéndose de es-

ta forma un controlador adaptable, en el sentido de que el uso

de este tipo de control requiere de herramientas matemáticas

orientadas hacia el entrenamiento supervisado o no supervisa-

do de la red.

Desde el punto de vista del aprendizaje supervisado, esto

quiere decir que el error con el cual se adaptan los pesos sináp-

ticos es generado por la diferencia entre la salida del sistema

dinámico y la referencia deseada, por lo que la adaptabilidad

del control a los requerimientos del sistema dinámico se logra a

través de los métodos de entrenamiento supervisado apropiados

a las redes neuronales artificiales de tercera generación.

La aplicación de las redes neuronales artificiales de pulso

asume primeramente la definición de un modelo de neurona

biológica, un modelo en el que se encuentre presente la idea de

potencial de neurona, la definición de una codificación de in-

formación en pulsos, la definición de una arquitectura de red de

neuronas y la definición de un algoritmo de entrenamiento apro-

piado. De acuerdo con esto, el artículo se encuentra organizado

de la siguiente manera: la Sección 2 presenta un resumen sobre

las redes neuronales artificiales de tercera generación, comen-

tando brevemente los modelos neuronales más empleados en la

literatura, así como el correspondiente método de entrenamien-

to supervisado. La Sección 3 presenta el esquema de control

PID-S y en la Sección 4 se presentan los resultados obtenidos

a través de una simulación numérica en lazo cerrado, emplean-

do un modelo de un motor de CD, mientras que en la Sección

5 se presentan los resultados de los experimentos de laborato-

rio. En la Sección 6 se muestran los resultados experimentales

al aplicar un control PID clásico haciendo una comparación de

los resultados obtenidos entre los controladores PID clásico y

el PID-S propuesto en este artículo. Por último, en la Sección 7

se presentan las conclusiones y el trabajo futuro.

2. Redes Neuronales de Tercera Generación

Las redes neuronales de tercera generación también cono-

cidas como redes neuronales spike o de pulso, son una parte

importante de las tendencias actuales dentro del campo de la

Inteligencia Artificial y han sido usadas extensamente en di-

ferentes tareas de ingeniería (Abiyev et al., 2012; Oniz et al.,

2013a,b; Nichols et al., 2013). Wolfgang en uno de sus trabajos

publicados (Jalasutram et al., 2009), ubica una red neuronal ar-

tificial en una de tres generaciones posibles, basándose en qué

tanto se acerca ésta al comportamiento de una red de neuronas

biológicas reales.

La primera generación de redes neuronales artificiales fue usada

por McCulloch-Pits en 1943. En este modelo no existe la posi-

bilidad de aprendizaje. Por otro lado, la segunda generación de

redes neuronales artificiales está caracterizada por su capacidad

de aprender, aunque sin considerar explícitamente en ello la for-

ma en que se codifica la información que se transmiten entre sí

las neuronas artificiales (Schnitger et al., 1991; Haykin, 1999).

Finalmente, las redes neuronales artificiales de Spike son cono-

cidas como redes neuronales artificiales de tercera generación

ya que, adicionalmente a incluir las ideas y técnicas asociadas

a la segunda generación, lo hacen siguiendo un paradigma de

transmisión de información interneuronal sumamente diferente

a como lo hacen las dos generaciones anteriores. La idea esen-

cial se basa en el hecho de que la forma del potencial de acción

es siempre la misma, independientemente de la neurona que lo

transmite, deduciendo con ello que la codificación de informa-

ción no se basa en la geometría del potencial, sino seguramente

en la frecuencia con que se activa éste, el tiempo en que un po-

tencial emitido llega a cierto lugar, o bien por la forma en que

se sincronizan en su activación una población de neuronas.

El primer esquema se denomina frequency rate code o co-

dificación basada en frecuencia, el segundo se denomina time-

delay encoding o codificación basada en tiempo de llegada,

mientras que la tercera recibe el nombre de synchronous po-

pulation encoding o codificación basada en sincronización de

población. De esta forma, la información se maneja en forma

espacio-temporal (Gerstner and Kistler, 2002).

2.1. Modelos neuronales

Los modelos matemáticos que representan el comportamien-

to de las neuronas de tercera generación se pueden dividir en

dos grandes categorías de acuerdo a su nivel abstracción, el

cual se encuentra definido por las propiedades computacionales

que presenta cada uno (Gerstner and Kistler, 2002; Izhikevich,

2004). Así, existen modelos basados en conducta y modelos ba-

sados en umbral.

Los modelos basados en conducta incorporan el comporta-

miento detallado de los canales de iones de una célula biológi-

ca, tal como lo hace el modelo de Hodgkin-Huxley por ejemplo,

mientras que los modelos de umbral representan el comporta-

miento dinámico de las neuronas biológicas reales de una ma-

nera más abstracta, en la que la neurona dispara cada vez que

el potencial de la membrana sobrepasa un valor de umbral ca-

racterístico. En este artículo se emplea el modelo de umbral y

disparo, por su relativa sencillez.

2.1.1. Modelos umbral y disparo

Por su fácil implementación y bajo costo computacional, el

modelo de integración o umbral y disparo es uno de los mode-

los más extensamente usado (Rullen et al., 1999). Los modelos

umbral y disparo representan dinámicas con un alto nivel de

abstracción, estos modelos se basan en la sumatoria de todas

las contribuciones de las neuronas presinópticas al potencial de

membrana, y si el potencial de membrana sobrepasa un umbral

fijado previamente, entonces la neurona postsináptica dispara.

La ecuación diferencial de primer orden asociada al com-

portamiento de los modelos de integración y disparo describe

la dinámica desde las condiciones de reposo del potencial de

membrana hasta antes del momento en que la neurona dispa-

ra (instante en que se emite el pulso de salida), por lo que la

condición de la actividad de disparo debe ser planteada. Esto

se expresa a través de las condiciones (1), donde se representa

el momento justo, el tiempo de disparo t(f ), en el que el valor

del potencial de membrana, v(t), supera el umbral θ previamen-

te especificado, lo cual es garantizado por el hecho de que su

derivada en ese instante sea estrictamente positiva
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t(f ) : v(t(f )) = θ y
dv(t)

dt t=t(f ) > 0 (1)

Los modelos denominados Integración y Disparo Perfecto (Per-

fect Integrate and Fire, PIF) e Integración y Disparo con Resis-

tencia (Leaky Integrate and Fire, LIF) pertenecen a esta catego-

ría.

El modelo PIF es sumamente sencillo y generalmente se

emplea con fines de introducir las características mínimas ne-

cesarias para el funcionamiento de una neurona de pulso. Su

análisis se lleva a cabo asumiendo que consiste únicamente de

un circuito capacitivo; sin embargo, esta misma sencillez hace

interesante investigar su desempeño en un ambiente de control

como se verá más adelante. Por su misma definición, la capaci-

tancia resulta ser el parámetro de importancia.

Por otro lado, el modelo LIF es más complejo que el modelo

PIF ya que el análisis de su funcionamiento se lleva a cabo sobre

un circuito RC en paralelo. En este caso, la capacitancia y la

resistencia son los parámetros de importancia.

Por supuesto, en estos y en otros casos se tienen que defi-

nir también parámetros adicionales como son, por ejemplo, el

potencial de reposo, el potencial de umbral, entre otros.

2.1.2. El modelo Izhikevich

Izhikevich (Izhikevich, 2003) propuso un modelo matemá-

tico para describir y emular el comportamiento de las neuronas

biológicas de la corteza cerebral de una rata, el cual combi-

na la dinámica del modelo de Hodgkin-Huxley (Gerstner and

Kistler, 2002) y la eficacia computacional de los modelos um-

bral y disparo. Esto quiere decir que se reduce el modelo de

Hodgkin-Huxley, el cual es más real pero con mayor demanda

de recursos computacionales, a un modelo de dos ecuaciones

diferenciales acopladas de primer orden, dadas por:

v̇ = 0.04v2
+ 5v + 140 − z + I (2)

ż = a(b · v − z) (3)

La variable v representa el potencial de membrana de la neuro-

na y z representa la variable de recuperación de membrana, la

cual está definida por la corriente de iones de activación de po-

tasio, K, y la inactivación de la corriente de iones de sodio, Na.

Así mismo, I representa la señal Este modelo puede exhibir las

propiedades más importantes sobre el comportamiento neuro-

nal con las variables apropiadas a, b, c y d, como se muestra en

la Figura 2. Este modelo tiene un umbral dinámico que depende

del estado previo del potencial de membrana anterior al pulso.

Los parámetros a, b, c, d son completamente especificados y es-

tán relacionados con algunas propiedades físicas y químicas de

la neurona biológica.

El modelo de Izhikevich dado por (2) y (3) es empleado en

cada una de las neuronas spike (NS) del esquema de control de

la Figura 3.

2.2. Métodos de Aprendizaje

Tomando en cuenta que el entrenamiento supervisado se lle-

va a cabo en línea, en este trabajo los criterios seguidos para

adoptar un algoritmo de aprendizaje supervisado en particular

Figura 2: Comportamiento del modelo de Izhikevich dado por

las ecuaciones (2) y (3). Si el potencial de membrana de la neu-

rona v es igual a 30 mV , entonces se presenta un pulso y la va-

riable v toma el valor de c, además la variable de recuperación

de la membrana z toma el valor de z + d

consideran características de convergencia y estabilidad, así co-

mo el comportamiento mostrado en las simulaciones numéricas

para el control de sistemas una entrada-una salida.

2.2.1. SpikeProp

Durante el entrenamiento y en la iteración k, los pesos wk
i j

entre la neurona pre-sináptica i y la neurona post-sináptica j no

necesariamente han adquirido valores estables. El cambio de

estos valores está directamente relacionado con la salida neu-

ronal y el manejo de información por trenes de pulsos. Si la

sinápsis se fortalece, entonces se le conoce como LTP (Long

Term Potentiation) y si, por lo contrario, la sinápsis se debilita,

entonces recibe el nombre de LTD (Long Term Depression). El

proceso en el que los pesos se actualizan se le conoce como en-

trenamiento, el cual puede estar dentro de una de dos posibles

categorías; a saber, aprendizaje supervisado o no supervisado.

En este artículo sólo se emplea el aprendizaje supervisado.

Algunos investigadores (Schwartz et al., 2000) han propues-

to un algoritmo de aprendizaje supervisado basado en el algo-

ritmo Backpropagation de redes neuronales artificiales de se-

gunda generación. Este método se denomina SpikeProp y fue

diseñado para una arquitectura de redes neuronales artificiales

con múltiples conexiones, las cuales tienen múltiples retardos.

La arquitectura de la red es del tipo feedforward, con una o más

capas ocultas.

Sin embargo, estos investigadores (Schwartz et al., 2000)

implementan una variante del Modelo de Respuesta al Pulso

(SRM) para describir el potencial de membrana producido por

el conjunto de pulsos presinápticos; a saber, el tren de pulsos

asociado a cada respuesta neuronal no incluye un término de

refracción.

El propósito del algoritmo de entrenamiento propuesto por

ellos, es que la red neuronal sea entrenada de acuerdo al error

que se genera por la diferencia entre los tiempos de disparo

específicos que codifican a las salidas deseadas, y los tiempos

de disparo específicos producidos por la red en la salida durante

la iteración k en el entrenamiento. Los detalles del algoritmo se

pueden encontrar en la referencia (Schwartz et al., 2000).
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2.2.2. Regla modificada de Widrow-Hoff o Regla Delta Gene-

ralizada a Spikes

Similar a otros algoritmos de entrenamiento supervisado,

los pesos sinápticos de la red neuronal se ajustan iterativamente

basados en una relación de entrada-salida deseada (Mohemmed

et al., 2011). Se comienza a partir de la regla Widrow-Hoff co-

mún para la modificación del peso de una sinápsis i, en otras

palabras

△wWH
i = λxi(yd − y) (4)

donde λ ∈ R es un coeficiente de aprendizaje positivo con va-

lores reales, xi es la entrada a través de la neurona pre-sináptica

por medio de la sinápsis i y, finalmente, yd e y se refieren a la

salida deseada y a la salida real emitida por la neurona, respec-

tivamente. Debe recordarse que estas entradas y salidas están

dadas por una codificación convenientemente definida por los

potenciales de membrana.

Mediante la integración de △wWH
i

se obtiene una △wi esca-

lar que se utiliza para actualizar el peso de la sinapsis i:

△wi = λ

∫

xi(t)(yd(t) − y(t))dt (5)

Los pesos se actualizan a lo largo de un proceso iterativo,

usando la regla de aprendizaje wi(e+ 1) = wi(e)+△wi, donde e

es la época actual del proceso de aprendizaje.

En términos generales, el entrenamiento compara trenes de

pulsos en el tiempo (deseado y actual), para lo cual asume un

potencial de disparo de la forma (Rossum, 2001),

α(t) = e
1
τs te

−t
τs Θ(t) (6)

donde Θ(t) se refiere a la función de Heaviside y τs es el tiempo

donde ocurre el valor máximo de la función sináptica. Final-

mente, para completar la actualización de los pesos se aplica la

ecuación (5).

3. PID-S

Los modelos matemáticos que representan el comportamien-

to de las neuronas biológicas son en su mayoría formulaciones

no lineales (Schwartz et al., 2000), y los algoritmos de aprendi-

zaje supervisado existentes (Maass and Bishop, 1999; Ponulak,

2005) funcionan sin mayores problemas con ellos. De acuerdo

con esto, surgió la idea de controlar sistemas dinámicos con en-

trenamientos supervisados, diseñados exclusivamente para re-

des neuronales de tercera generación. Ciertamente los entrena-

mientos no fueron diseñados para el control de sistemas dinámi-

cos, para esto se contemplan las propiedades del control lineal

PID clásico (Ogata, 2003), dando como resultado el esquema

de control PID-S mostrado en la Figura 3, cuyo esquema de

control es una de las contribuciones originales de este artículo.

De la Figura 3 se puede observar que la entrada a cada una

de las tres neuronas es la señal de error, la integral del error y la

derivada del error, respectivamente. Un análisis más detallado

del proceso de codificación con múltiples retardos y decodifi-

cación se muestra en la Figura 4. La codificación que se utiliza

Figura 3: Esquema de control PID-S propuesto en este artículo

para relacionar las redes neuronales de tercera generación con

el sistema a controlar, está definida por la interpolación lineal

(Abiyev et al., 2012; Oniz et al., 2013a),

Figura 4: Diagrama a bloques del proceso de codificación y de-

codificación empleadas en el algoritmo de control

ti(xe) = tmax − round

(

tmin +
(xe − xemin)(tmax − tmin)

(xemax − xemin)

)

(7)

donde round es la función de redondeo realizada en los interva-

los de las ventanas de tiempo, dichas ventanas son definidas por

el diseñador tomando en cuenta qué tan suave se quiere la señal

de control y con qué harware se cuenta para la realización de los

cálculos, además ti(xe) es tiempo donde se emite el pulso dentro

de la ventana de tiempo neuronal, tmin y tmax son el mínimo y

máximo valor de la ventana de tiempo neuronal respectivamen-

te, y los valores xe, xemin y xemax son el valor actual, mínimo

y máximo del error, integral del error y derivada del error para

cada uno de los bloques de codificación correspondiente.

La ecuación que corresponde a la decodificación de la salida

neuronal a la señal de entrada a la planta es (Oniz et al., 2013a):

ui = umin +
(tmax − tmin − ti)(umax − umin)

(tmax − tmin)
(8)

donde ui, umin y umax son el valor actual, mínimo y máximo de

la señal de control que actua sobre la planta.

Algo importante de resaltar es que antes de comenzar la se-

cuencia de control, la salida de la neurona debe inicializarse en

el cero codificado, es decir la señal de control inicial emitida

por cada una de las tres neuronas debe ser cero.

4. Resultados en Simulación Numérica

El esquema de control PID-S que se propone en este artícu-

lo se utiliza para controlar un motor de CD en una simulación
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numérica y en experimentos de laboratorio, la selección de este

motor como planta a controlar se debe principalmente a la faci-

lidad de encontrarlo en el mercado, además de ser ampliamente

utilizado en la industria moderna como actuador en los proce-

sos industriales (Klafter et al., 1989). Es importante destacar

que en la simulación y experimentación se realizaron diferentes

pruebas cambiando los modelos neuronales y los métodos de

aprendizaje supervisado.

La representación entrada-salida del motor de CD está dada

por la función de transferencia siguiente

Y(s)

U(s)
=

83.3

9.98s + 0.997
(9)

la cual se obtiene experimentalmente aplicando una entrada de

4 volts al motor de CD. Como se puede observar, es un sistema

lineal de primer orden estable.

4.1. Entrenamiento SpikeProp

En las Figuras 5 y 6 se muestra la respuesta del sistema

utilizando el control PID-S bajo el entrenamiento SpikeProp y

los modelos neuronales PIF e Izhikevich, respectivamente. Los

valores de entrenamiento de cada terna de neuronas en ambas

pruebas son −0.2, −0.01 y −0.001, para cada una de las tres

neuronas PIF entrenadas con e, de
dt

y
∫

edt, respectivamente;

mientras que los valores −0.05, −0.0008 y −0.00001 son pa-

ra cada una las tres neuronas Izhikevich entrenadas con e, de
dt

y
∫

edt, respectivamente. Todos los valores de entrenamiento

son dados de manera arbitraria sin considerar la dinámica de la

planta a controlar.

Figura 5: Control del sistema utilizando un modelo PIF

A partir de la Figura 5 se muestran los resultados en lazo ce-

rrado empleando el control PID-S con el modelo PIF, de donde

se puede observar que al paso del tiempo las oscilaciones de-

crecen, esto se debe al aprendizaje del PID-S propuesto, dando

como resultado que el error de seguimiento mostrado en la Fi-

gura 7 tiende a reducirse en los instantes de cambio de la señal

de referencia. Este mismo fenómeno se presenta cuando se em-

plea el modelo Izhikevich cuyos resultados están dados en las

Figura 6: Control del sistema utilizando un modelo Izhikevich

Figuras 6 y 8. Las señales de control para ambos modelos PIF e

Izhikevich son mostradas en las Figuras 9 y 10, respectivamen-

te. Ambas señales están acotadas y no presentan oscilaciones

que puedan dañar al motor de CD con el paso del tiempo.

Figura 7: Señal de error utilizando un modelo PIF

5. Resultados de Laboratorio

En la Figura 11 se muestra la plataforma experimental, que

consta de un motor de corriente directa, una tarjeta de adquisi-

ción de dados de National Instruments, una fuente de poder y

una computadora labtop marca Vaio Sonymodelo SVF142C29U.

El periodo de muestreo empleado en el control es de un milise-

gundo (ms).

5.1. Entrenamiento SpikeProp

En las Figuras 12 y 13 se muestra la respuesta del sistema

para cambios en la señal de referencia, para esto se emplea el
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Figura 8: Señal de error utilizando un modelo Izhikevich

Figura 9: Señal de control utilizando un modelo PIF

Figura 10: Señal de control utilizando un modelo Izhikevich

Figura 11: Plataforma experimental

control PID-S bajo el entrenamiento SpikeProp y los modelos

neuronales PIF e Izhikevich, respectivamente. Al igual que en

las simulaciones numéricas, para la aplicación en el laborato-

rio se emplean los valores de entrenamiento de cada terna de

neuronas los que, en ambas pruebas, son −0.2, −0.01 y −0.001

para las tres neuronas PIF entrenadas con e, de
dt

y
∫

edt, respec-

tivamente y −0.05, −0.0008 y −0.00001 para las tres neuronas

Izhikevich entrenadas con e, de
dt
y
∫

edt, también respectivamen-

te. Dichos valores son dados de manera arbitraria sin considerar

ninguna condición del sistema bajo control. Las señales de error

para cada uno de los casos anteriores se presentan en las Figu-

ras 14 y 15, mientras que las señales de control se dan en las

Figuras 16 y 17.

Figura 12: Respuesta del sistema utilizando un modelo PIF

5.1.1. Entrenamiento mediante la regla modificada deWidrow-

Hoff

Aquí se presentan los resultados experimentales obtenidos

en el laboratorio cuando se emplea el entrenamiento mediante

la regla modificada de Widrow-Hoff. Se consideran los casos

de las neuronas LIF e Izhikevich.
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Figura 13: Respuesta del sistema utilizando un modelo Izhike-

vich

Figura 14: Señal de error utilizando un modelo PIF

Figura 15: Señal de error utilizando un modelo Izhikevich

Figura 16: Señal de control utilizando un modelo PIF

Figura 17: Señal de control utilizando un modelo Izhikevich
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En las Figuras 18 y 21 se muestra la respuesta del sistema

para cambios en la señal de referencia, para esto se emplea el

control PID-S bajo el entrenamiento mediante la regla modifi-

cada de Widrow-Hoff y los modelos neuronales LIF e Izhike-

vich, respectivamente. Se emplean los valores de las tasas de

aprendizaje de cada terna de neuronas, son 1, 0.05 y 0.001 para

las tres neuronas LIF entrenadas con e, de
dt

y
∫

edt, respectiva-

mente y 0.01, 0.001 y 0.0001 para las tres neuronas Izhikevich

entrenadas con e, de
dt

y
∫

edt, también respectivamente. Dichos

valores son dados de manera arbitraria sin considerar ninguna

condición del sistema bajo control. Las señales de error para

cada uno de los casos anteriores se presentan en las Figuras 19

y 22, mientras que las señales de control se dan en las Figuras

20 y 23.

Figura 18: Respuesta del sistema utilizando un modelo LIF

Figura 19: Señal de error utilizando un modelo LIF

Figura 20: Señal de control utilizando un modelo LIF

Figura 21: Respuesta del sistema utilizando un modelo Izhike-

vich

Figura 22: Señal de error utilizando un modelo Izhikevich
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Figura 23: Señal de control utilizando un modelo Izhikevich

6. Control PID clásico

En esta sección se presentan los resultados obtenidos al apli-

car un PID clásico sintonizado con base a las reglas de Ziegler-

Nichols (Aström and Hägglund, 2006; Ogata, 2003). Para lo-

grar esto, se emplea una entrada de voltaje de 4 Volts a los bor-

nes del motor de CD, obteniendo las ganancia Kp = 0.005,

Ki = 0.001 y Kd = 0.005. Los resultados obtenidos en lazo ce-

rrado utilizando este control se muestran en las Figuras 24, 25

y 26. Como se puede observar a partir de los resultados expe-

rimentales obtenidos, se tienen sobreimpulsos en los instantes

en que cambia la señal de referencia; sin embargo, éstos están

dentro del rango del 10 % del valor máximo de la señal de refe-

rencia.

Figura 24: Señal de referencia y respuesta del motor en lazo

cerrado

Figura 25: Señal de error

Figura 26: Señal de control utilizando un PID clásico



 1 

 2 

 3 

 4 

 5 

 6 

 7 

 8 

 9 

10

11

12

13

14

15

16

17

18

19

20

21

22

23

24

25

26

27

28

29

30

31

32

33

34

35

36

37

38

39

40

41

42

43

44

45

46

47

48

49

50

51

52

53

54

55

56

57

58

59

60

61

62

63

64

65

Luis Rey Lechuga et al. / Revista Iberoamericana de Automática e Informática industrial 00 (2014) 1–11 10

6.1. Comparación entre el PID clásico y el PID-S propuesto

En este apartado se presentan los resultados experimentales

en laboratorio, al aplicar por separado ambos controladores al

motor de CD. Como se puede observar en las Figuras 27 y 28

el PID-S presenta una mejora en el seguimiento de la señal de

referencia; además, la señal de control del PID-S es más sua-

ve que la del PID clásico, esto sucede en los instantes en que

cambia la señal de referencia, ver la Figura 28.

Figura 27: Respuesta del sistema en lazo cerrado ante cambios

en la señal de referencia

Figura 28: Señal de control utilizando ambos controladores

7. Conclusiones y Trabajo Futuro

A partir de los resultados de simulación y experimentales

ya presentados en este artículo, se concluye que el esquema

de control propuesto, basado en redes neuronales artificiales

de pulso, presenta aspectos sumamente interesantes y relevan-

tes relacionados principalmente con los tiempos de respuesta

deseables y con la arquitectura de red. En esta arquitectura, se

emplean tres neuronas spike, las cuales son entrenadas conside-

rando el error, la integral y la derivada del error, con la intención

de lograr el objetivo de control deseado. Estas tres neuronas spi-

ke son cambiadas en cada simulación y experimentación para

propósitos de comparación. Específicamente, PIF e Izhikevich

son los modelos neuronales utilizados, cuyos entrenamientos

se hacen con los métodos denominados SpikePro y regla delta

generalizada para neuronas de pulso. Ambos métodos de entre-

namiento emplean el método de codificación descrito por (7) y

(8). Todo esto se hace en línea. Los beneficios de un esquema

de control como el propuesto en este artículo incluyen el hecho

de que permiten que la señal de control se adapte ante cambios

en la señal de referencia, sin tener la necesidad de sintonizar

nuevamente el controlador. Adicionalmente al hecho de que la

señal de control no presenta oscilaciones que puedan afectar la

vida útil del motor de CD.

Una de las desventajas que presenta el PID-S propuesto es

que no tiene buen desempeño para sistemas lineales inestables

por naturaleza. Sin embargo, se puede hacer una modificación

al algoritmo propuesto, la cual sí funciona para sistemas ines-

tables; es decir, poner otra neurona a la salida del sumador que

entrega la señal de control u mostrado en la Figura 3. Actual-

mente, se está realizando el análisis de estabilidad del control

PID-S en lazo cerrado y se espera reportarlo en otro artículo.
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English Summary

Proporcional Integral and Derivative Control Based on

Spike Neural Networks.

Abstract

This paper presents a novel control scheme for SISO systems.

The work proposes a synergy between the Proportional, Inte-

gral and Derivative (PID) control and third generation neural

networks. The proposal uses the error, its time derivative and

integral to train three spiking neurons, where the sum of the

neuron’s outputs thereof becomes the control signal. The enco-

ding and decoding between the spatiotemporal neural network

information and system information is under a linear interpo-

lation. PID-S denotes the proposed control scheme and its im-

plementation is tested with two different spiking neuron mo-

dels, which are trained with two different training methods for

spiking artificial neural nets, named SpikeProp and generalized

Widrow-Hoff’s rule for spiking neurons. Numerical simulations

and real experiments show good results in all the cases.

Keywords:

PID controller, Spike neural networks, SpikeProp training, Iz-

hikevich model, Haptic interface, PIF model, DC motor.
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