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Resumen

El tratamiento automadtico de datos es un pilar fundamental en el éxito de toda orga-
nizacién, ya que el almacenamiento, recuperacion y procesamiento de los mismos
permite la generacién de informacion y que luego, mediante un tipo especial de
técnicas y procedimientos puede generar conocimiento ttil.

El procesamiento de los datos puede verse obstaculizado por diversos factores,
como pueden ser entre otros, el aumento masivo en la cantidad disponible de ellos
o bien, las diferentes representaciones y clasificaciones que pueden existir para un
mismo objeto de acuerdo a una gran diversidad de criterios.

Esas clasificaciones y descripciones distintas que pueden existir de un mismo
objeto pueden ser vélidas en un contexto en particular pero en otros no. Sin em-
bargo, puede ser valioso el contar con una descripcién general de los objetos asi
como, de alguna clasificacién global los mismos, esto facilita el obtener un punto
de vista mds amplio de ellos.

En esta tesis, se presenta un método de estructuracion de poblaciones distribui-
das, el cual incluye diversas técnicas de Reconocimiento de Patrones para identifi-
car las caracteristicas que describiran a los objetos en estudio de una forma global
incluyendo su clasificacién correspondiente, lo que aportard una herramienta no-
vedosa y util para obtener conocimiento mas general de dichos objetos.

Especificamente, las técnicas de Reconocimiento de Patrones consideradas en
este nuevo método incluyen la Seleccion de Variables, la Clasificacién Supervisada
y el Agrupamiento. La primera de ellas ocupa el selector Filter univariado Relief
y se utiliza para elegir las variables que describen adecuadamente a los objetos re-
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presentados en las diferentes particiones que conforman una poblacién distribuida
en estudio, creando subconjuntos de éstas. En el caso de la Clasificaciéon Supervi-
sada, se incluye un algoritmo identificado como Ibk, que sirve para validar dichos
subconjuntos. En una siguiente etapa, se presenta el desarrollo y aplicacién de
una estrategia para determinar la inclusién de las variables que conformarén la re-
presentacién general, para que mediante un agrupador reconocido como K-means
pueda ser generada la correspondiente clasificacion de la representacién global.

Se incluye una etapa de validacién del método de estructuracion de poblacio-
nes distribuidas con diversos casos de estudio reales, para probar su eficacia.

Palabras clave: Método, Reconocimiento de Patrones, Seleccion de Variables,
Clasificacion Supervisada, Agrupamiento.



Abstract

The automatic processing of data is a fundamental pillar in the success of any or-
ganization, the storage, recovery and processing of them allows the generation of
information and then, through a special type of processing techniques can generate
useful knowledge.

The processing of data can be hampered by several factors, among others, the
massive increase in the available amount of them or, the different representations
and classifications that can exist for the same data according to a great diversity of
criteria.

Those classifications and different descriptions that may exist of the same ob-
ject may be valid in a particular context but not in others. However, it can be valua-
ble to have a general description of the objects as well as some global classification,
this makes it easier to have a broader view of them.

In this thesis, a method of structuring distributed populations is presented,
which includes various techniques of Pattern Recognition to identify the charac-
teristics that will describe the objects under study in a global way including their
corresponding classification, which will provide a novel tool and useful to obtain
more general knowledge of such objects.

Specifically, the techniques of Pattern Recognition considered in this new met-
hod include Feature Selection, Supervised Classification and Clustering. The first
of them occupies the Univariate Filter selector Relief that is used to choose the
variables that adequately describe the objects represented in the different partitions
that make up a distributed population under study, creating subsets of these. In
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X ABSTRACT

the case of the Supervised Classification, an algorithm identified as Ibk is inclu-
ded, which serves to validate said subsets. In a next stage, a strategy is proposed
and used to determine the inclusion of the variables that will make up the general
representation, so that a clusterer recognized as K-means can generate the corres-
ponding classification of the global representation.

It includes a stage of validation of the method of structuring distributed popu-
lations with several real case studies, to observe its effectiveness.

Keywords: Method, Pattern Recognition, Feature Selection, Supervised Clas-
sification, Clustering.
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Capitulo 1

Introduccion

No vayas por donde el camino te lleve. Ve en
cambio por donde no hay camino y deja
rastro.

Ralph Waldo Emerson

Las actividades productivas del ser humano generan una cantidad importante de
datos, los cuales son almacenados con la finalidad de utilizarlos posteriormente
para la mejora de procesos, servicios, comportamientos, etc. Para lograr ésto, se
requiere su adecuado tratamiento preferentemente por medios electrénicos, por lo
que es necesaria la estructuracién de los mismos a fin de facilitar su representacion,
comprension e interpretacion, especialmente cuando se trata de grandes volimenes
de informacién.

Inicialmente, las representaciones de los datos incluian una sola estructura, pe-
ro con el paso del tiempo han surgido diferentes formas de organizacién, las que
en combinacion con el uso de redes de computadora han provocado que los es-
quemas deban adaptarse a nuevos entornos de trabajo, especificamente a aquellos
donde los datos se generan, almacenan y procesan en diversos momentos y lugares.

Es precisamente la necesidad de procesar los datos que pudieran encontrarse
en distintas ubicaciones, la que da origen a este trabajo de tesis. Este tipo de tra-
tamiento no constituye una tarea trivial, debido en gran medida a la complejidad
derivada de la alta dimensional y/o por las diferencias en las distintas representa-
ciones en que pudieran encontrarse dichos datos.

Las representaciones de los datos se corresponden o asocian con conjuntos de
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objetos, a los que tipicamente se les denomina Instancias y se describen por diver-
sas variables o caracteristicas que detallan al objeto.

Las variables referidas a los objetos se pueden clasificar en Descriptora'y Obje-
tivo, estas Ultimas permiten establecer alguna clasificacion para los objetos y tam-
bién se reconocen como variable Clase. Por su parte, las descriptoras ayudan a
comprender el comportamiento de cada instancia, de acuerdo a los valores que to-
ma cada una de ellas.

El aumento en el nimero de instancias y/o de variables puede comprometer la
manipulacién de los datos, ya que las técnicas de procesamiento se vuelven muy
costosas computacionalmente. Para afrontar el tratamiento de grandes volimenes
de datos es comun recurrir a alguna técnica de particionamiento que permita di-
vidir los conjuntos originales de datos en diversos subconjuntos. Bisicamente, es
posible crear fragmentos de un conjunto de datos separando subgrupos tanto de
instancias como de variables, incluso de ambas formas simultdaneamente. Sin em-
bargo, todos estos subconjuntos conforman un solo conjunto general, al que se le
reconoce como Poblacion.

Las poblaciones entonces se pueden encontrar (i) centralizadas, cuando se uti-
liza una sola estructura para su representacion completa, o bien (ii) distribuidas,
cuando se utilizan multiples fragmentos, a los que también se les identifica como
Particiones.

Formalmente, una poblacién distribuida PD estd conformada por diversas par-
ticiones, de tal forma que PD = {P;, P>, ..., P;}, o bien, PD=P; P, U ... U P;,
dénde i > 2. Por otra parte, cada particion P; estd integrada por uno o mas indi-
viduos, de modo que P; = {I;, I, ..., I,}, n > 1 y cada individuo I, estd definido
mediante un subconjunto de variables descriptoras V = {V;, V>, ..., Vi}, asi como
de una variable objetivo o clase C,. Adicionalmente, una clase dada puede asociar-
se a mds de un individuo.

De las poblaciones distribuidas, existen distintos tipos y su estructura se cons-
truye, principalmente, en funcién de la naturaleza de los datos que incluye; por
tanto, pueden encontrarse ejemplos donde existen (i) multiples particiones con dis-
tintos individuos representados en cada una de ellas, pero con las mismas variables
descriptoras e igual clasificacion, (if) diferentes individuos en cada particién, con
diferentes variables descriptoras y la misma clasificacién, y (iii) un tipo especial
que considera diversos subconjuntos con representaciones distintas de los mismos



individuos y con diferente clasificacién en cada una. En todos los casos, conviene
observar que los individuos podrian requerir una sola representacion global, dado
que independientemente del dominio o contexto del que se trate, el contar con un
conocimiento mas general de éstos brinda un mejor soporte a la toma de decisiones.

A partir de una poblacién distribuida identificada por PD = {P,, Py, ...,P;},
donde Py = {la1,102, .. Lan}s Po = {Ip1,Ip2, ..., Ipm } y en general, P; = {I;, 12, ..., I;i},
se tiene que | P, |=n, | Py |=m, ..., | P; |= j. Adicionalmente, cada Iu,, lpm, ..., 1;j
es un individuo definido por un subconjunto de variables dado, asi I, se describe
por Vo ={Ve,Vy, ..., Vi }, Ipm por Vi, = {V,,, V., .., Vi }, oo Ly por Vi = { V., Vy, ..., Vi ).
Por otra parte, Vi, < Cqy, Vlpy < Cp , ..., VI;; < C;.

En el primer tipo de poblacién distribuida mencionado anteriormente, se cum-
pleque | P, |#| Py |# ... #| P |, Lin # lom # .. #1ij, Va= Vo = ... =Vi={V\,V},..., Vi, },
ademas, Vi, Ipy, ..., 1I;j < C,. Por otra parte, para el segundo tipo se debe satisfa-
cer que | Py || Py [ o 2P|, Lan # Tom # oo # Iy pero Vo £ Vy # o £ Vi,
es decir, V, = {Vi, V), ... Vi b, Vo = {V},, Vi, ., Vi }s s Vi= {Ve, Vy, .., Vi), Tuego
VLin, Ipm, ..., Iij < C,. Posteriormente, para el tipo especial se observa que | P, |=|

P, |= ... =| P |, por lo que I, = Iy = ... = I;; pero con la diferencia de que
Vo= {VeVyr s Vil Vo = Vi, Vs s Vi b oo Vi = {V, Vi, Vi J Bsto s Vi, # Vi #,
..., # Vi y en relacién a las clases, VI, < Cy, Vi, & Gy , ..., VI;; < C;, donde
C,#Cp#, ..., £C;.

A fin de comprender mejor la distribucién de individuos en las particiones
descritas, obsérvese que para el primer y segundo tipo también se cumple que
P,NP,N...NP, = 0. Por otra parte, en el tipo especial de poblacién distribuida
se verifica que P,NP,N...N P, = PD ademads de que Vn,l,, = I, =,... = I, es
decir, la n-esima representacion en cada particién corresponde al mismo individuo.

El tipo especial de poblacién distribuida ya mencionado es el que se estudia en
esta tesis y puede ser utilizado en empresas, dependencias gubernamentales y or-
ganizaciones en general, quiza sin tener plena conciencia de lo que estdn tratando.
Por ejemplo, un grupo de clientes bancarios en una ciudad pueden tener un com-
portamiento financiero dado, el que no necesariamente es el mismo en una tienda
departamental; posteriormente, si algunas de esas personas pretendieran adquirir
un nuevo auto, la agencia vendedora podria requerir un conocimiento de dichos
individuos para fortalecer en gran medida su toma de decisiones. En este caso, la
poblacién distribuida incluye a los mismos individuos representados de dos mane-
ras diferentes, por un lado, con la estructura que interesa a entidades bancarias y
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por el otro, mediante el esquema de variables propias para clientes de un entorno
comercial automotriz.

En el caso de este trabajo doctoral, con base en el Reconocimiento de Patro-
nes (RP) se estudian a profundidad ocho métodos Filter de Seleccién de Variables
(SV) para combinarlos con una técnica de Agrupamiento o Clustering y seis de
Clasificacion Supervisada (CS), a fin de crear un método capaz de procesar el tipo
especial de poblaciones distribuidas y encontrar una representacion general de un
grupo de individuos que se encuentran originalmente incluidos en multiples con-
juntos de datos, descritos localmente de diferentes maneras.

Antecedentes

En su concepcion original, las técnicas para SV, Agrupamiento y CS, se desa-
rrollaron para el procesamiento de datos en particiones tnicas, por lo que exis-
te mucha literatura disponible sobre aportaciones tedricas con respecto a dichos
temas. Adicionalmente, también se tiene disponible una cantidad importante de
trabajos de RP que persiguen objetivos particulares relacionados a un dmbito en
especifico, como puede ser la identificacion de patrones en pacientes con enferme-
dades concretas, como por ejemplo el cancer (Escarcega et al., 2010) o la diabetes y
sus diferentes tipos (Tomar y Agarwal, 2015) o bien para detectar comportamien-
tos genéticos, sociales, econémicos, fisicos, incluso para resolver problemas de
agricultura (Bolon-Canedo et al., 2015), (Tyagi y Mishra, 2013), (Li et al., 2017),
(Zhao et al., 2018), (Li et al., 2016), (Mera et al., 2017).

Derivado de lo anterior, el desarrollo de técnicas para tratar el problema de
procesar poblaciones distribuidas es un drea cuya exploracién atin no es tan pro-
funda como el caso de problemas cuyos conjuntos de datos tienen representaciones
unicas. En general, los trabajos encontrados persiguen objetivos relacionados con
el procesamiento simultdneo de los datos y no con la bisqueda de una representa-
cién global de la poblacién (Bolén-Canedo et al., 2013), (Mordn-Ferndndez et al.,
2015), (Moran-Fernandez et al., 2017).

De manera concreta, se han identificado trabajos referidos al procesamiento si-
multdneo de particiones de datos como una estrategia para facilitar el tratamiento
de conjuntos, originalmente muy grandes, dividiéndolos en fragmentos mas pe-
queiios. Sin embargo, las particiones obtenidas incluyen diferentes objetos en cada
una pero compartiendo formas de representacion semejantes, dénde la separacion
de dichos objetos se realiza mediante la clase de los mismos, por lo que los frag-



mentos tienen la misma estructura pero distinta clasificacion (Bolén-Canedo et al.,
2014). También existen otros trabajos que proponen estrategias para tratar parti-
ciones ya existentes y que estdn conformadas por grupos de objetos de la misma
poblacién original, por lo que comparten la misma clase y variables descriptoras,
como consecuencia de la aplicacién de una técnica de fragmentacién horizontal
(Zhao et al., 2013b), (Bolon-Canedo et al., 2105a).

En los casos anteriores, el particionamiento se realiza principalmente para apro-
vechar las caracteristicas multitarea y multiprocesamiento de las computadoras ac-
tuales, mientras que en el caso de este trabajo doctoral, el objetivo es tratar di-
versos conjuntos que incluyen representaciones diferentes de los mismos objetos,
para encontrar una estructura general de los mismos. Cabe mencionar que en to-
do momento, al considerar a todas las particiones presentes como subconjuntos, la
aplicacion de la operacidn interseccion entre todas ellas siempre equivale al total
de objetos que conforman la poblacion distribuida. Esto garantiza que se procesan
siempre los mismos individuos en cada fragmento.

Problematica

Los casos donde se requiere el tratamiento automadtico de datos estructurados
en poblaciones distribuidas, abundan cada vez mds, observdndose hoy en dia una
clara tendencia de su aumento. Especificamente, en este tipo de poblacién distri-
buida obtener conocimiento desde un punto de vista mas amplio sobre los objetos
en estudio puede no ser una tarea facil. La idea de llevar a cabo este proceso res-
ponde a que en algunos casos es necesario poder reconocer un comportamiento
general de los individuos que componen a las poblaciones en estudio, con el fin de
usar esa informacion en la toma de decisiones.

Derivado de lo anterior, se requiere identificar las posibles correlaciones que
pudieran existir entre las variables descriptoras presentes en todas las poblaciones
con la idea de construir una sola representacion de los individuos en estudio con
una nueva clasificacién global.

Haciendo una revision de la literatura para encontrar métodos que generen esas
representaciones globales, no se ha encontrado algin modelo que sirva para reali-
zar este tipo de procesamiento. Mayoritariamente, el estado del arte presenta tra-
bajos disefiados para aprovechar el procesamiento simultdneo de particiones de un
conjunto original de datos (Ebrahimpour y Eftekhari, 2018). En los trabajos de al-
gunos autores, se han observado esfuerzos por adaptar los métodos tradicionales
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al contexto del tratamiento distribuido de datos. Sin embargo, aunque se observan
algunas aportaciones de nuevas técnicas disefiadas en dicho entorno, atin no se ha
identificado alguna que aborde al mismo tiempo, cada una de las siguientes condi-
ciones:

= [.os mismos objetos estdn representados en todas las poblaciones distribui-
das, es decir, si un objeto O; € P,,VO; € P, = PD = O,.

= Las variables descriptoras utilizadas, son distintas y excluyentes en cada par-
ticion.

= Existencia de clases diferentes en cada poblacién.

= Se busca una representacion global a partir de todas las particiones, que pro-
duce mejor desempefio de clasificacién que si se considera simplemente la
unién directa de sus variables.

Solucion propuesta

Este trabajo doctoral presenta un método automadtico para construir una estruc-
tura general mediante la integracion de variables que proceden de distintas pobla-
ciones distribuidas y proponer una nueva clasificacion correspondiente. Para lograr
lo anterior se requiere del uso de técnicas especializadas provenientes de la SV, el
Agrupamiento y la CS.

El conocimiento previo sobre los objetos representados en las particiones loca-
les estd circunscrito a su d&mbito particular, lo que limita su aplicacién a dicho con-
texto. Sin embargo, de manera general, es decir, sin la pertenencia a algiin dominio
en especifico, hace falta contar con alglin método para generar una nueva represen-
tacion global y su correspondiente clasificacion, ésto es valioso especialmente por
la diversidad de aplicaciones que se puede tener, debido a que se proporciona una
comprensién mas amplia de los individuos estudiados.

El objetivo primordial se centra en identificar las posibles correlaciones entre
las caracteristicas representativas que definen a los objetos incluidos en diversos
conjuntos de datos locales para que posteriormente, se defina su inclusién en la
representacion global correspondiente.

De manera general, el método de estructuracién de poblaciones distribuidas
propuesto incluye un algoritmo Filter de SV aplicado en una etapa inicial y que



identifica a las variables que en una segunda fase serdn evaluadas con ayuda de un
clasificador supervisado, determinando asi el subconjunto final de ellas y que con-
forman la representacion global que se desea. Con lo anterior es posible procesar
poblaciones donde esencialmente se encuentran incluidos a los mismos individuos
y que cuentan con una clasificacién local.

Hipotesis

El tratamiento y estudio de la correlacidn de variables provenientes de diversas
poblaciones distribuidas con los mismos individuos permiten identificar a aquellas
que sirven para construir una representacion global de éstos, con el fin de emplear
esa informacién en la toma de decisiones.

Objetivo general

Definir un método para organizar automaticamente la estructura de poblaciones
de iguales objetos con diferentes definiciones mediante técnicas de Reconocimien-
to de Patrones, para generar representaciones de datos con una nueva clasificacion
global.

Objetivos especificos

1. Evaluar diferentes métodos Filter univariados de Seleccién de Variables a
través de su aplicacién en conjuntos de datos de diversos tipos, para deter-
minar la factibilidad de uso en el método propuesto.

2. Desarrollar un criterio para la generacién de subconjuntos de variables se-
leccionadas localmente, validados con diversos tipos de conjuntos de datos.

3. Proponer una estrategia para construir un algoritmo de integracién de varia-
bles en el &mbito del tratamiento simultdneo de particiones, que se usard en
el método de estructuraciéon propuesto.

4. Validar el nuevo método de estructuracién mediante casos de estudio con las
caracteristicas del tipo especial de poblaciones distribuidas, para la obten-
cién de una representacion global de los datos y su clasificacién.
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Justificacion

Con el nuevo método de estructuracién de poblaciones distribuidas, serd posi-
ble construir de manera automatica una representacién general de toda la pobla-
cion, a partir de diversas particiones locales incluyendo una nueva clasificacion
global. Esto permitird proporcionar un conocimiento mas completo de los objetos
en estudio, con lo que se apoyard al mejoramiento de diversos procesos de toma de
decisiones.

El uso de este método tiene lugar en sectores como el comercial, industrial, aca-
démico y otros, por ejemplo, el comportamiento de un cliente con una institucién
bancaria, no necesariamente es igual con otra, pero al obtener un conocimiento
mas amplio sobre dicho cliente a través de las variables relevantes para una nueva
clasificacién, entonces un nuevo banco puede mejorar en gran medida el proceso
de otorgamiento de nuevos beneficios crediticios.

Otro contexto en el que se requiera contar con un conocimiento més general
de diversos objetos, puede darse en la linea de produccién, almacén y el departa-
mento de ventas de una fabrica, donde un mismo producto puede ser descrito por
distintas variables de acuerdo a cada drea. Asi, el producto podra ser detallado en
una particion dada, por un costo de produccién, precio de venta o el porcentaje
de descuento por volumen, mientras que en otra, se incluyen datos como la fecha
de fin de produccién, cantidad entregada al almacén, incluso su peso o color. Sin
embargo, siempre se trata del mismo producto, en todo caso seria muy util saber
(Cudles son las variables que representan de manera general a todos los productos?
o bien ;Cudl es la clasificacion global de los mismos?

El principal beneficio del proceso de integracion de variables mencionado es
que permite obtener para una poblacién distribuida, una organizacién general de
los objetos en estudio cuya representacién incluya una dimensionalidad menor que
en la estructura original, pero sin perder la capacidad de descripcién de dichos ob-
jetos.

Aportaciones

La principal contribucién de este trabajo doctoral consiste en proveer un méto-
do para organizar automaticamente una representacion global de poblaciones dis-
tribuidas, el cual considera las siguientes caracteristicas:



= Procesamiento del tipo especial de poblaciones distribuidas que incluyen a
los mismos objetos en cada una de las particiones incluidas, descritos con
variables distintas y con diferentes clases.

» [dentificacion de una efectiva combinacion de selector Filter univariado de
SV - clasificador supervisado, con los que se obtienen altos desempefios de
clasificacion.

» Incorpora un nuevo criterio de evaluacién de subconjuntos de variables de
acuerdo a un ranking, para obtener subconjuntos de variables seleccionadas.

= Propone una nueva estrategia para la integracién de variables provenientes
de diversas particiones distribuidas para obtener de forma automatica, una
nueva representacion general y su correspondiente clasificacién global.

Estructura del documento

El presente documento incluye un total de siete capitulos para abordar el desa-
rrollo del nuevo método de estructuracién de poblaciones distribuidas mediante el
uso de técnicas de RP, para lo que en el capitulo 2 se incluyen diversos conceptos
que sustentan la base cientifica de los métodos utilizados.

En el Capitulo 3, se presenta una revision del estado del arte referido al trata-
miento simultdneo de conjuntos de datos, mientras que en el Capitulo 4, se presenta
la descripcién general del contexto en el que debe trabajar el método de estructura-
cién de poblaciones distribuidas, donde se ha detallado el escenario que correspon-
de por una parte al entorno tradicional en el que operan los trabajos relacionados
identificados hasta el momento y por otra, el que corresponde a las poblaciones
distribuidas con individuos representados en todas las particiones pero, con distin-
tas variables descriptoras y clases.

Con la finalidad de establecer el procedimiento para obtener subconjuntos de
variables seleccionadas localmente, en el Capitulo 5 se presenta la experimentacion
que a manera de comparativa de comportamiento se realizé con ocho selectores
univariados, a fin de justificar la eleccién del método de tipo Filter y del clasifica-
dor supervisado que se incluird en el método propuesto. Los resultados obtenidos
se contrastan con las conclusiones presentadas en los trabajos mencionados en el
Capitulo 3
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Posteriormente en el Capitulo 6, se propone un principio que debe satisfacerse
para identificar el momento de detencién en la evaluacién de rankings y que de
acuerdo a la aplicacién de un método de bisqueda secuencial, permite seleccionar
subconjuntos de variables en las particiones locales.

En el Capitulo 7, se presenta una estrategia para la integracién de variables
provenientes de diversas particiones locales, cuyo objetivo es construir la repre-
sentacion general de los datos con su correspondiente clasificacién. Se incluye la
incorporacién de técnicas de Agrupamiento y de CS asi como, una discusion sobre
la representacién general construida para que en el Capitulo 8, se aborde la vali-
dacién del nuevo método completo, evidenciando la efectividad de la propuesta.
Durante este dltimo proceso, se incluyen diferentes conjuntos de datos reales ex-
traidos tanto de una universidad que ha aportado datos sobre su proceso interno de
evaluacion docente, como de repositorios cuyos contenidos estdn relacionados con
tareas de clasificacion.

Adicionalmente, se han incluido otras secciones sustantivas, una de ellas esta
referida a las conclusiones generales en donde se comentan las areas de oportu-
nidad para continuar esta investigaciéon como trabajo futuro, otra mds es para las
referencias utilizadas en todo el documento. Finalmente, se consideré una seccién
con los anexos que complementan la informacion proporcionada en los Capitulos
5y8.



Capitulo 2

Marco teorico

Nunca se hizo ningtin material tan resistente
como el espiritu humano

Bernard Williams

Con la finalidad de contar con los elementos tedricos necesarios que desde distin-
tos puntos de vista conforman la investigacion, motivo de esta tesis, se abordan
diferentes conceptos referidos a las ciencias computacionales y de manera mds es-
pecifica, aquellos relacionados con el tratamiento de datos que se utilizaran a lo
largo de este trabajo doctoral.

El conjunto de elementos tedricos que inciden en el tema de esta tesis estdn
relacionados con el RP, mismo que incluye tres principales tareas, una de ellas la
Seleccién de Variables ya mencionada y que serd abordada en la siguiente seccién.

2.1. Reconocimiento de patrones

Formalmente, el Reconocimiento de Patrones se define como la disciplina cien-
tifica que desarrolla y utiliza métodos para la descripcidn de objetos asi como su
clasificacién y se conforma de tres principales tareas: Seleccion de Variables, Cla-
sificacion Supervisada y Agrupamiento, en algunos contextos el Clustering puede
ser visto como Clasificacién No Supervisada (Marques de Sa, 2001).

El problema fundamental para el cual, el RP se ha desarrollado, consiste en
proveer herramientas para que a través del procesamiento de datos suministrados

11
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sobre un tema en particular, sea posible identificar objetos mediante sus caracte-
risticas y tomar acciones a partir de las categorias de dichos objetos (Duda et al.,
2001).

Las caracteristicas que representan a los objetos, comtinmente se utilizan para
catalogar a dichos objetos en diferentes grupos excluyentes a los que en RP se les
denomina Clases. Al tener establecidas las clases en un conjunto de datos dado,
una primera actividad consiste en identificar la pertenencia de nuevos ejemplos, en
alguna de las clases presentes, siendo ésta la accién fundamental de la CS.

Por otra parte, cuando los conjuntos de datos no contienen una clasificacién
previamente establecida, es posible sugerir la conformacién de diversos grupos a
partir de las caracteristicas de los datos en estudio, ésta es la labor principal del
Agrupamiento.

Para actividades tanto de CS como de Agrupamiento, es necesario contar con
alguna herramienta para determinar si alguna instancia puede parecerse a otra o no.
En RP, se utiliza una nocién fundamental denominada Semejanza, a fin de estable-
cer una medida util para indicar qué tanto uno o mds objetos son similares entre si
(Marques de Sa, 2001). Una manera de evaluar la semejanza, se enfoca en la simi-
laridad o distancia (disimilaridad) relacionada a las caracteristicas que describen a
los objetos, conocidas éstas como Variables.

Formalmente, un objeto puede estar descrito por un nimero n de variables
identificadas como x, de tal forma que O={x;, x2, x3, ..., X,}, representa a un
conjunto de n variables, dénde n > 1. Por otra parte, un conjunto de objetos puede
conformarse por /m instancias representadas por I={iy, iz, i3, ..., in}, donde m > 1.

El estudio de las variables incluidas en la representacién de objetos se aborda a
través de las tres tareas del RP. De manera especifica, en la SV se tiene como prin-
cipal actividad identificar a aquellas que son relevantes en la definicién de objetos.
Ademds se busca que el subconjunto de variables seleccionadas pueda representar
adecuadamente al conjunto de datos original en estudio.

Una de las razones fundamentales de utilizar SV es para abordar el problema
de la reduccién de la dimensionalidad (Liu y Motoda, 2008), dénde el objetivo es
disminuir el tamafio de la representacién de los objetos a tratar sin perder la ca-
pacidad de representacién de los mismos, para reducir asi los recursos y tiempo
necesarios para su procesamiento. Normalmente, el uso de algoritmos de SV por
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su naturaleza antecede a los algoritmos tanto de CS como de Agrupamiento (Tan
et al., 2005).

La SV puede abordarse desde diferentes enfoques ya descritos en la literatura,
éstos se reconocen como Filtro y Envoltorio (Filter y Wrapper respectivamente por
su traduccién en inglés), asi como uno mds derivado de éstos y reconocido como
Hibrido, en el cual se aprovechan diversas caracteristicas de los primeros dos.

Una subclasificacion de los métodos de SV puede darse en funcién del nimero
de variables que se consideran simultdneamente en la evaluacién, catalogdndose
como univariado aquel que analiza de manera individual la capacidad informa-
cional que tiene una variable en correlacion con los valores de una clase para un
conjunto especifico de datos. Por su parte, los métodos multivariados consideran
la relacidn existente entre subconjuntos de variables (Duda et al., 2001).

Los algoritmos Filter univariados muestran los resultados de su aplicacién a
través de una lista de variables ordenada descendentemente a la que se le denomi-
na Ranking, dicho orden se establece de acuerdo a una medida de relevancia que
cada variable tiene respecto a la clase, este coeficiente es obtenido en el proceso
y suele llamarsele Mérito. Una estrategia para calcular la relevancia consiste en el
uso de estadisticas, como por ejemplo la varianza y/o la correlacion entre variables
descriptivas y objetivo.

El ranking derivado de un algoritmo Filter suele ordenarse de manera ascen-
dente o bien descendente, en éste caso se muestra en primer lugar a la variable
mejor evaluada, luego a la siguiente y asi sucesivamente hasta listar a todas las
variables.

Si se considera un conjunto original de datos con N variables, la idea principal
consiste en elegir un subconjunto de k variables y dado que el orden del ranking es
de acuerdo al mérito de cada una, las primeras serdn también las k mejores y ser-
virdn para determinar el subconjunto mds pequefio que represente a los objetos sin
modificar su comportamiento. El valor de k es un entero positivo < N y representa
el nimero de variables con las que se obtiene el mejor desempeifio de clasificacion.

A partir de un ranking de variables, la bisqueda de subconjuntos de ellas se
puede efectuar de manera iterativa, basicamente de dos formas (Kittler, 1978). La
primera consiste en considerar inicialmente solo a la variable mejor rankeada para
aplicarle un proceso de clasificacion supervisada y obtener asi, la precision del cla-
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sificador. El proceso se repite agregando la siguiente variable mejor calificada en el
ranking y asi sucesivamente, hasta completar todas las variables del conjunto ori-
ginal de datos. Esta forma de procesamiento se conoce como Biisqueda Secuencial
hacia Adelante (SFS por sus siglas en inglés) y puede ser usada para elegir enton-
ces a las k variables para representar al conjunto de datos completo. La segunda
forma de biisqueda considera invertir el orden en el que las variables se pasan al
clasificador comenzando las pruebas con todas las variables para posteriormente, ir
eliminando una a una comenzando por la variable menos significativa de acuerdo al
ranking de ellas y continuando de manera iterativa eliminando la siguiente menos
significativa, hasta eliminarlas todas. Esta técnica es conocida como Eliminacion
Secuencial hacia Atrds (SBE por sus siglas en inglés).

Dado que la aplicacion de algoritmos de SV busca la reduccion de la dimensio-
nalidad de un problema, en las tareas de clasificacion tanto supervisada como no
supervisada posteriores se obtienen entre otras, las siguientes ventajas (Chandras-
hekar y Sahin, 2014):

= Posible mejora del rendimiento y/o la eficacia de los métodos.
= Reduccidn del coste computacional para el tratamiento de datos.

= Facilita la comprensién del modelo final.

El desarrollo de métodos de SV, en general, estd soportado por conceptos cuyo
dmbito puede ser tanto estadistico como matematico. Entre los mds utilizados para
determinar la importancia de las variables descriptoras, a través de criterios para
medir la relevancia o redundancia de éstas, estan los derivados de la Teoria de la
Informacion (Shannon, 1948).

A continuacion, se revisan a detalle diversos conceptos tedricos que son inclui-
dos en los métodos de SV implicitos en el presente trabajo.

2.2. Relevancia de variables

Una variable puede ser considerada como relevante si estd correlacionada con
el valor predictivo de una clase, en otro caso, se le considera irrelevante en cierta
medida (Yu y Liu, 2004).

Dada la nocién de relevancia de variables, adicionalmente, éstas pueden ser ca-
tegorizadas como fuertemente relevantes, débilmente relevantes e irrelevantes con
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respecto a su capacidad de incidir en la clase (John et al., 1994), (Zeng et al., 2015).

Una variable es fuertemente relevante cuando ésta no puede ser ignorada en el
subconjunto de las que deben resultar seleccionadas para representar a los obje-
tos en estudio, ya que afecta la distribucion original de la clase; mientras que una
variable débilmente relevante pudiera ignorarse, pero bajo condiciones especificas
y en funcién del objetivo de clasificacién deseado, podria ser necesaria. Por otra
parte, se considera irrelevante a una variable cuando no aporta informacién para la
definicién de la clase y entonces puede ser removida del subconjunto seleccionado
(Yu y Liu, 2004).

Basandose en la importancia de las variables, se han desarrollado una gran
cantidad de métodos, que apoyados en diferentes herramientas conceptuales bus-
can encontrar el subconjunto 6ptimo de variables.

En la subseccién siguiente, se abordan los algoritmos Filter univariados inves-
tigados a lo largo de esta tesis.

2.3. Algoritmos filter univariados de SV

Para la comprensién de los métodos de SV univariados utilizados en el presen-
te trabajo y en particular, de los procesos de obtencion de los rankings derivados
de cada uno, se presenta la descripcién tedrica de los mismos.

Los algoritmos fueron elegidos debido a que su utilizacién es frecuentemente
reportada por otros investigadores reconociendo su eficiencia, con la ventaja adi-
cional de encontrarse disponibles en diversas plataformas de software para RP y/o
para Mineria de Datos.

2.3.1. Chi cuadrada (Chi Squared)

El método Chi Squared permite evaluar la dependencia de cada variable con
respecto de la clase haciendo un andlisis estadistico de ocurrencia de dos eventos
dados. En tareas de SV, estos eventos se refieren a la frecuencia de aparicion de
valores distintos en cada variable y en la clase.

Su algoritmo se centra en calcular el estadistico Chi cuadrado para todas las
variables descriptoras incluidas en el conjunto original de datos, ésto permite esta-
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blecer su nivel individual de correlacién con respecto a la clase (Dunham, 2003).

El proceso de cdlculo comienza con el establecimiento de una hipétesis inicial
denominada Hipotesis nula Hy que deberd verificarse al final del mismo y de una
contraparte conocida como Hipotesis alternativa H; que niega a Hy. Tipicamente,
la hipétesis nula sostiene la premisa de que la variable en andlisis y la clase son
independientes entre si, mientras que la hipétesis alternativa indica que las varia-
bles estudiadas son dependientes; la independencia en este contexto implica que el
conocimiento del valor de la variable predictora, no determina el valor que debera
tomar la variable clase (Jin et al., 2006).

El propésito es entonces, evaluar la dependencia o independencia de las va-
riables en estudio mediante el contraste de las hipdtesis Hy y H;, para lo que a
continuacidn se presenta una secuencia de pasos que permiten determinar un ran-
king de variables a partir del estadistico Chi cuadrado.

Hy: Las variables X y Y son independientes.
H ]. Ho
1. Establecer las hipotesis Hp y H;.

2. Crear una tabla que contiene el conteo de cada uno de los valores diferentes,
observados para cada variable en el conjunto original de los datos.

3. Agregar una fila y una columna para registrar la sumatoria de cada frecuen-
cia. A ésta se le denomina Tabla de Contingencia.

4. Construir una segunda tabla para registrar también, las frecuencias observa-
das -es decir, el conteo simple de ocurrencia de cada valor- asi como sus
frecuencias esperadas correspondientes, estas Ultimas mediante la Ecuacién
2.1.

5. Calcular el estadistico Chi cuadrada mediante la expresion de la Ecuacién
2.2.

6. Ordenar de manera descendente las variables en funcién del estadistico ob-
tenido, ésta es la lista buscada.

Ej=""1 2.1
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r & (X))

r=Y Y F

dénde:

X;; corresponde al valor 7,j de la tabla de frecuencias observadas.
Ej; corresponde al valor i,j de la tabla de frecuencias esperadas.

r corresponde al nimero de filas de la tabla de contingencia.

¢ corresponde al nimero de columnas de la tabla de contingencia.

2.3.2. Ganancia de informacion (Info Gain)

El algoritmo Information Gain (Info Gain) evalia las variables obteniendo la
ganancia de informacién de cada una con respecto a la clase, para lo cual previa-
mente discretiza las variables numéricas (Quinlan, 1986). Es comtn observar que
esta medida determina la entropia en el conjunto original de datos, vista ésta como
“la medida del desorden de un sistema mediante la incertidumbre existente ante
un conjunto de casos, del cual se espera uno solo” (Ruiz-Sanchez, 2005).

La Ecuacion 2.3 presenta el cdlculo de la ganancia de informacion.

X;|
Ganancia (€, X;) = Ent (¢) — Z

v=1

& (i)
el

x Ent (€ (xiy)) (2.3)

donde |€| es el nimero total de ejemplos y Ent(€) es la entropia que se obtiene
a través de la Ecuacion 2.4; |X| es el nimero de valores distintos de una variable
Xi, €(x;y) es el subconjunto de ejemplos para el cual X; = x;,, donde |&(x;,)| es su
cardinal.
Zfrec(ylv 8) (frec(yla 8))
. o\

x log €]

2.4)

En la Ecuacién 2.4, W es la probabilidad de que se dé un ejemplo con

clase y; y log, (%) es la informacién que transmite un ejemplo de clase y,,

la entropia es mdxima cuando todas las clases presentan la misma proporcion.

Obtener un ranking mediante el cdlculo de la Ganancia de Informacién, implica:

1. Calcular la Ganancia de Informacién de cada variable con respecto de la
clase.
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2. Ordenar las variables de acuerdo al valor obtenido, este orden constituye el
ranking derivado.

2.3.3. Proporcion de ganancia de informacion (Gain Ratio)

La tarea central del algoritmo Gain Ratio (Quinlan, 1993) consiste en evaluar la
importancia de cada variable midiéndola a través de un valor determinado por un
cociente al que se le conoce como razén de beneficio con respecto a la clase.

Este algoritmo se disefié debido a que el autor identificé un problema de com-
portamiento con el algoritmo Info Gain, el cual es inherente a la frecuencia de
distribucion de los datos en los conjuntos tratados, ya que si una variable contiene
valores Unicos entonces se generard un gran nimero de subconjuntos que incluyen
una sola clase, lo que para identificar la importancia de las variables es inutil.

La idea es rectificar el valor de la ganancia de informacién mediante la norma-
lizacién de dicha medida, lo que para una variable X dada, Gain Ratio se obtiene
por la Ecuacién 2.5.

Gain Ratio (X) = Gain (X) / Splitinfo (X) (2.5)

Split Info (X) representa la informacion potencial que se obtiene para la variable
X, al dividir un conjunto de datos S dado, en n subconjuntos, lo anterior mediante
la Ecuacién 2.6.

n

SplitInfox (S)= =Y (ISi / |S|)log, (S| / |S]) (2.6)

i=1

Por otra parte, la informacién que puede ser ganada sobre el conjunto de variables
que conforman a las instancias en S, estd denotada por la Ecuacién 2.7.

Gain(X) =1(S) — E (X) 2.7)

Con el célculo de Gain Ratio mediante la Ecuacion 2.5, los pasos a seguir para
construir un ranking de las variables presentes en S pueden consistir en:

1. Calcular el valor Gain Ratio para todas las variables del conjunto de datos.

2. Ordenar descendentemente a las variables, en funcion del valor obtenido.
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2.3.4. Puntuacion Laplaciana (Laplacian Score)

En el caso del algoritmo Laplacian Score (LS), se asume que las instancias de la
misma clase estan cerca una de la otra y que la distribucién de sus datos -entendida
ésta como la estructura geométrica local- es crucial para la discriminacién de va-
riables. Asi, la relevancia de una variable estd dada por su capacidad de conservar
su ubicacién local (He et al., 2005).

Para comprender mejor la nocién de relevancia de variables en el algoritmo LS,
debe asumirse que “una variable es consistente con la estructura de los datos, si
ésta toma valores similares cuando los objetos estdn cercanos uno del otro 'y toma
valores disimilares cuando los objetos estdn lejanos entre si”’ (Zhao y Liu, 2007b).

En el algoritmo LS, al obtener la cuantificacion de la consistencia de una va-
riable con relacion a la estructura de los datos, es posible establecer un ranking
de las variables donde la mds significativa es la que tiene una mayor capacidad de
conservar la ubicacion local de los datos (Solorio-Fernandez et al., 2010b).

Fundamentalmente, este algoritmo se basa en los Eigenmapas Laplacianos (Bel-
kin y Niyogi, 2001) y la proyeccidn de la conservacion de la estructura local, para
lo que se obtiene un valor denominado como Lr para cada r-ésima variable. Un
resumen de los pasos que deben seguirse para construir un ranking de variables,
consiste en:

1. Construir un grafo de vecindad cercana con m nodos, donde el i-ésimo nodo
se refiere a la instancia P;; se considera una frontera entre los nodos i y j si P;
y P; estdn cerca, entendiendo que P; estd entre los k vecinos mds cercanos de
Pj o bien, que P; esté entre los k vecinos mds cercanos de P;. Si el valor de
la clase estd disponible se puede establecer una frontera entre ambos nodos
compartiendo la misma clase.

2. Silos nodos i y j estdn conectados, entonces puede obtenerse S denominada
como la Matriz de Pesos del Grafo, misma que es utilizada para modelar la
estructura local del espacio de datos. Para el cdlculo de esta matriz puede
utilizarse la Ecuacién 2.8:

= p?

S,’j = e 4 s (28)

donde ¢ es una constante elegible, es decir, puede establecerse su valor a
discrecion-; en otro caso S;;= 0.
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3. Parala r-ésima variable, se define la matriz denotada como grafo Laplaciano
L mediante la Ecuacién 2.9.

L=D-S, (2.9)
dénde D es otra matriz denotada por la Ecuaciéon 2.10

D=diag(S1),1=11,...,1]" (2.10)

4. Finalmente, se puede calcular el Score Laplaciano de la r-ésima variable,
mediante la Ecuacion 2.11:

_fILh

L= =%
I Dfy

(2.11)

donde: .
i
fr=[frl, fr2, ..., frm]"

5. Los valores obtenidos por L, se ordenan descendentemente conformando asi
el ranking de las variables.

2.3.5. Regla tinica (One R)

El algoritmo One R (Holte, 1993) es un método implementado mediante arbo-
les de decision, donde el conocimiento obtenido durante la fase de entrenamiento
puede representarse a través de un arbol.

Es comiin observar a One R en tareas de SV y como método de clasificacién
supervisada. Para el caso de la SV, el algoritmo evalda la calidad de cada variable
mediante el clasificador One R y utiliza la variable de minimo error cuadratico,
para predecir el valor de la variable objetivo. En este método, se genera un drbol
de decision tipicamente de un nivel simple, por lo que se tiene una sola regla de
decision, sin embargo es capaz de inferir reglas de clasificacion partiendo de un
conjunto de instancias; puede manejar valores faltantes y atributos numéricos mos-
trando su adaptabilidad a pesar de su simplicidad; es posible aplicar el algoritmo
en conjuntos de datos tanto numéricos como nominales.

En tareas de Seleccidn de Variables, los pasos a seguir para construir un ranking
de variables, consisten en:
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1. Para cada variable predictora en el subconjunto de datos de entrenamiento,
debe crearse una regla mediante:

» La construccion de una tabla de frecuencias; €sto se hace a través de un
conteo simple del total de veces que aparece cada valor diferente de la
variable en la distribucion de la clase.

= La eleccion de la clase mds frecuente para cada valor de la variable.

2. Calcular el error minimo de las reglas de cada variable predictora, ésto se
realiza sumando las frecuencias minimas de cada valor de la variable en la
clase.

3. Seleccionar la regla con el error total mis pequefio como la dnica regla, la
variable predictora correspondiente es considerada la mds significativa.

4. Ordenar las variables de forma descendente de acuerdo a su significancia,
una vez finalizado el proceso, se habrd obtenido el ranking.

2.3.6. Relief

El algoritmo Relief (Kira y Rendell, 1992) consiste en asignar un peso de rele-
vancia a cada variable evaluada, mismo que sirve para destacar su importancia con
respecto a una clase. Se trata de un método que utiliza aleatoriamente instancias
provenientes de un conjunto de entrenamiento y posteriormente, realiza el cdlculo
de los valores de relevancia correspondientes. Se identifican las diferencias entre
una instancia cualquiera X y las dos mas cercanas a ella, una dentro de su misma
clase y otra de una clase diferente; a la mis cercana en la misma clase se le deno-
mina Near hit mientras que a la mas cercana de otra clase, se le identifica como
Near miss. En otras palabras, se estima la calidad de los atributos de acuerdo a
qué tan bien distingue a una instancia de otras, i.e. qué tan cerca estin entre si las
instancias en observacion.

Considérese de un conjunto de datos G, un subconjunto de tamafio n y el es-
tablecimiento de un umbral de relevancia con valores entre 0 y 1 denominado 7
y que se obtiene por medio de la Desigualdad de Chebychev (1867) referida a la
probabilidad de que una variable aleatoria con varianza finita se ubique a cierta
distancia de su esperanza matematica. Este algoritmo puede identificar aquellas
variables que son estadisticamente relevantes con relacion a una variable objetivo
o clase; las diferencias en los valores de una variable i para un par de instancias P
y Q se obtienen mediante las Ecuaciones 2.12 y 2.13
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Para variables nominales, booleanas:

| P = Q;
dif f (Pi, Qi):{ (l)ji'l’i#gi (2.12)
Para variables numéricas:
P -0,
diff (i, 0y = =2, 2.13)

donde nu; es un pardmetro adicional utilizado para normalizar los valores resultan-
tes en un intervalo de [0, 1].

Por otra parte, los pesos de relevancia de las variables se almacenan en un vec-
tor denominado W, donde para cada variable se calcula Rel = (%)W

El algoritmo considera:
1. Seleccionar aleatoriamente una instancia.
2. Buscar los dos vecinos mas cercanos.

» Dentro de la misma clase (Near hit).

= En otra clase (Near miss).

3. Actualizar el estimado de calidad o relevancia para todas las variables en
funcién de los valores de cada uno con respecto de los respectivos Near hit y
Near miss, ésto se obtiene mediante W; - (P; — Near hit; )2+ (P; — Near miss;)*.

4. Al finalizar el proceso y dependiendo del ordenamiento de los valores alma-
cenados en el vector de pesos, se construye el ranking de variables corres-
pondiente.

La idea principal es que si una variable es relevante entonces P; y Near hit; estaran
menos separados en el espacio de vecindad de P. Por el contrario, una variable es
menos relevante entre mas separados se encuentran P; de Near miss;.

2.3.7. Maquinas de vectores de soporte (Support Vector Machine)

El algoritmo Support Vector Machine (SVM) estd basado en la Teoria del Apren-
dizaje Estadistico y se utiliza para tareas de SV asi como en CS. En este algoritmo
se considera la inclusién de separadores lineales identificados como Hiperplanos
en espacios de variables con dimensionalidad alta. Originalmente, el algoritmo se
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disefi6 para problemas de clasificacion binaria (Vapnik y Lerner, 1963), dado que
diversas representaciones de ejemplos denominados Vectores se ubican a un lado o
al otro de un hiperplano, indicando con ésto la pertenencia a una clase dada o a la
otra. Sin embargo, las contribuciones realizadas hoy en dia permiten exitosamente
su aplicacién en SV, incluso en ambientes multiclase (Boser et al., 1992), (Cortes
y Vapnik, 1995) y (Vapnik, 1998).

La idea comienza con la creacién de un hiperplano en un espacio D-dimensional
RD y que se define como A(x)=(w,x) + b, donde w € RD, el cual representa un vec-
tor ortogonal al hiperplano, b € R definiendo a la funcién signo como se observa
en la Ecuacion 2.14 (Hernandez Orallo et al., 2005).

| X >
+1 sm_O} 2.14)

signo (x) = { —1 six<O0

En este ambito de clasificacion, las x € RD son representaciones vectoriales de
los ejemplos incluidos, mismos que incluyen un componente real por cada varia-
ble y donde el vector w se le denomina Vector de Pesos, dicho vector contiene un
peso para cada variable representando su significatividad con respecto a qué tanto
contribuye a la regla de clasificacion definida. Esta importancia es la que se utiliza
para construir el ranking de variables mediante SVM.

La construccién ideal del hiperplano consiste en situarlo en la posiciéon mds
neutral posible en relacion a las clases representadas en el espacio de caracteris-
ticas, con la idea principal de maximizar la distancia ortogonal existente entre la
linea que lo define y hasta los vectores mds cercanos de cada clase, estos ultimos
son los denominados Vectores de Soporte.

El algoritmo SVM, visto entonces como selector de variables, debe considerar
lo siguiente:

1. Definir un espacio de caracteristicas que represente a todas las variables en
estudio.

2. Construir un hiperplano mediante una funcién de separacion ortogonal a ca-
da clase, que sea equidistante a los vectores de soporte.

3. Si los ejemplos no permiten construir un ejemplo linealmente separable se
procede a construir nuevos espacios de caracteristicas mediante transforma-
ciones del espacio de variables originales, a través de funciones de nucleo
o kernel, matemdaticamente implica convertir funciones elipsoidales o curvas
en lineales.
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4. Encontrar a partir de las representaciones, el vector de pesos w.
5. En funcién de los valores de w, emitir el ranking de las variables.

De acuerdo a la literatura, este algoritmo ha demostrado altos niveles de eficien-
cia en conjuntos de datos de muy alta dimensionalidad, especificamente, debido a
la facilidad de adaptarse a diferentes espacios de caracteristicas, dependiendo basi-
camente de la construccidn de las funciones de niicleo para establecer las fronteras
de separacion de los vectores.

2.3.8. Incertidumbre simétrica (Symmetrical Uncertainty - SU)

Para describir este algoritmo, es importante observar que existen bisicamente
dos medidas para determinar la correlacion entre un par de variables aleatorias, la
correlacion lineal y 1a no lineal. En el caso de la primera, una de las mds conocidas
es el Coeficiente de Correlacion Lineal cuyo valor se encuentra entre -1 y 1 indi-
cando el grado de independencia entre las variables observadas; mientras que en el
caso de la segunda, las medidas estdn basadas en el concepto tedrico de la Entro-
pia, como una métrica de incertidumbre de una variable aleatoria definida por la
ecuacién 2.4. De lo anterior, este algoritmo utiliza un criterio también denominado
Incertidumbre Simétrica (SU) (Press et al., 1988), definido por la Ecuacién 2.15.

(2.15)

SU (X, Y):z[ IG(X |Y) ]

HX)+H(Y)

Esta ecuacion restringe sus valores a un rango de [0, 1], donde el O indica que las
variables X y Y son independientes, mientras que el 1 significa que el valor de una
variable puede predecir el valor de la otra. Considerando que una de las variables
es la clase, es posible construir un ranking ordenando las variables en funcién de
la independencia sugerida por la tendencia al valor 0 de SU(X,Y).

Si se evaluara la SU entre las variables descriptoras, podrian establecerse cri-
terios para identificar variables redundantes entre si, con lo que seria factible con-
siderar la eliminacién de algunas de ellas, dado que las variables redundantes son
prescindibles generalmente (Yu y Liu, 2004).

2.4. Resumen

La literatura correspondiente a los métodos Filter de SV es amplia, abordando
aspectos importantes desde su concepcién original hasta su aplicacién en multiples
problemas y con diversos objetivos en particular. Los conceptos tedricos revisados,
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permiten comprender los principios de funcionamiento de los algoritmos utilizados
en esta tesis, soportados por elementos de la Teoria de la Informacién, matemati-
cos, estadisticos y/o heuristicos.

Para mejorar la comprension de los selectores univariados descritos, se presenta
un resumen de los aspectos relevantes de cada uno de ellos en la Tabla 2.1, se
incluyen datos sobre el fundamento tedrico y el autor del método.

Tabla 2.1: Descripcién de los algoritmos Filter univariados revisados.

No Filter Fundamento Autor Medida / Criterio
1 | Chi Squared | Estadistico Dunham, 2003 Chi cuadrada ()(2).
Teoria de la

2 | Info Gain . ., Quinlan, 1986 Entropia.
informacion
3 | Gain Ratio fl"eona d?/ la Quinlan, 1993 Normahz.a’mon de la ganancia de
informacion informacion.
Laplaci . . .
4 Ss([))rzman Matematico | He et al, 2005 Eigenmapas Laplacianos.
5 | OneR Heur1/st1.00, Holte, 1993 Minimo error cuadrdtico.
estadistico
. . Kira y Rendell, | Umbral de relevancia mediante
Relief Heurf! ’ .
6 ele euristico 1992 la desigualdad de Chevychev.
7 | SVM Matematico Ygggmk y Lerner, Funcién de decision.
g Symmetrical | Teoria de la Press et al, 1988 Normalizacién de la ganancia de

Uncertainty | informacién informacién.

Posterior a su introduccion, algunos de los algoritmos han sido objeto del es-
tudio a profundidad de otros investigadores obteniéndose actualizaciones a fin de
mejorar caracteristicas determinantes de su funcionamiento.

Todos los selectores Filter univariados que han sido descritos se utilizan como
soporte para la investigacion que se desarrolla en esta tesis.






Capitulo 3

Estado del arte

La ciencia no sabe de paises, porque el
conocimiento le pertenece a la humanidad y
es la antorcha que ilumina el mundo. La
ciencia es el alma de la prosperidad de las
naciones y la fuente de todo progreso

Louis Pasteur

A fin de dirigir correctamente los pasos seguidos en esta investigacion, se ha reali-
zado una buisqueda documental de diversos trabajos reportados, cuya naturaleza se
centra en el tratamiento de datos de manera no centralizada o con una sola repre-
sentacién. Esto con la finalidad de identificar un drea de oportunidad, que permita
realizar un aporte valioso al conocimiento y posibilite en un futuro, resolver pro-
blemas cuyo 4mbito incluya entornos distribuidos.

Se presenta en la seccidn siguiente, la revision de literatura cuya relacién con el
tema de esta tesis se refiere al &mbito del procesamiento simultineo de conjuntos
de datos.

3.1. Procesamiento simultaneo de conjuntos de datos

Los trabajos presentados a continuacién evidencian el esfuerzo dirigido por
otros autores en el contexto del tratamiento de diversos subconjuntos de datos,
para lo que se incluyen diversos enfoques, técnicas y alcances.

27
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3.1.1. Aprendizaje distribuido con reduccion de datos

Este trabajo se ha desarrollado como un acercamiento al aprendizaje distribui-
do, mismo que incluye entre diversas tareas de seleccion de variables, una familia
de algoritmos para reduccién de instancias utilizando una medida de similaridad
(Czarnowski, 2011).

El autor propone reducir el conjunto original de caracteristicas considerdndolo
como un vector de atributos del conjunto de entrenamiento, procediendo a calcular
el valor de su coeficiente de similaridad entre ellas y agrupando instancias dentro
de clusters consistentes de vectores con valores idénticos a este coeficiente, en di-
chos clusters se selecciona una representacion y el conjunto reducido de datos se
ha formado. La seleccion en este caso cubre topicos de reduccion de instancias y
de atributos.

En este trabajo, se conjuntan procedimientos de integracion requeridos para la
reduccién de datos con un clasificador de aprendizaje, a los que se les llama agentes
de poblacién de datos. El documento considera los siguientes objetivos:

1. Proponer un conjunto de procedimientos para reduccion de datos a través de
instancias simultdneas y seleccién de atributos con la seleccién de prototipos,
ejecutados por programas denominados agentes.

2. Disefiar e implementar un framework basado en agentes, para el aprendi-
zaje de los clasificadores y que trabajen a partir de los datos distribuidos y
reducidos.

A partir de una base de datos, mediante técnicas de fragmentacién horizontal se
construyen diversas particiones de la misma, se busca el balanceo de clases en los
diferentes fragmentos, posteriormente, cada uno de ellos se ubica en computadoras
independientes para aprovechar las bondades del procesamiento en paralelo, a nivel
local cada fragmento es procesado con programas que bajo el esquema de agen-
tes aplican diversos métodos tipo Filter para encontrar un subconjunto de variables
susceptibles de pasar a una fase Wrapper. Para esta parte, los agentes mantienen
comunicacién entre si y en conjunto encuentran el subconjunto éptimo, para va-
lidar los resultados, se somete el subconjunto de variables elegidas a procesos de
clasificacion supervisada y se compara la eficacia de los clasificadores con la cla-
sificacion de la particion original.

Un aspecto importante de este trabajo es que la fragmentacion horizontal por su
naturaleza produce fragmentos con las mismas variables, por lo tanto, no procesa
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particiones de caracteristicas diferentes entre si.

3.1.2. Seleccion de variables masivamente en paralelo, un enfoque ba-
sado en la preservacion de la varianza

El objetivo es presentar un nuevo algoritmo de seleccion de variables de gran
escala, basado en el andlisis de la varianza, el algoritmo trabaja mediante la evalua-
cidén de las capacidades para preservar la varianza de datos, se dirige al &mbito de la
seleccidén de variables supervisada aunque aborda también el caso de la seleccion
de variables no supervisada (Zhao et al., 2013b).

El algoritmo propuesto estd implementado como un procedimiento analitico de
alto desempefio que puede leer datos de forma distribuida, asi como ejecutar tareas
de seleccion de variables en dos modos: Multiprocesamiento simétrico via multi-
hilo y Procesamiento masivamente en paralelo via interfaz de paso de mensajes.

El trabajo realizado tiene la capacidad de proveer un enfoque unificado para
seleccién de variables en dmbitos tanto supervisados como no supervisados, en
el primer caso soporta tareas de regresion y clasificacion. Maneja efectivamente
caracteristicas redundantes, determina cuantas caracteristicas deben seleccionarse
cuando la informacién objetivo estd disponible para el modelo de seleccién, ade-
mas, el algoritmo estd optimizado y paralelizado basandose en el particionamiento
de datos.

Las particiones que se generan son tanto horizontales como verticales, no es
necesario el balanceo de clases, tampoco se requiere que los fragmentos contengan
el mismo nimero de clases entre si. También se aplican algoritmos tipo Filter en
la fase de andlisis de los fragmentos de manera local. De igual forma, se incluyen
algoritmos basados en métodos tipo Wrapper para encontrar el subconjunto 6ptimo
de caracteristicas.

Si el contexto es en seleccion de variables no supervisada, lo que se calcula es
la covarianza entre variables. Un particularidad de este trabajo es que un indivi-
duo no puede estar representado en mds de una particién, de la misma manera los
individuos que se encuentran en una particién pueden contener caracteristicas que
estdn en el conjunto original pero que pudieran no haberse considerado al crear
los fragmentos, esto puede ser un riesgo de pérdida de variables representativas o
informacionales.
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3.1.3. Seleccion de variables distribuida utilizando particionamiento
vertical para datos de alta dimensionalidad

Este trabajo tiene el objetivo de proponer una técnica para la aplicacién del pro-
ceso de SV distribuida, de tal forma que se ejecute de forma paralela en diversos
nodos utilizados para tratar fragmentos de un conjunto de datos que originalmente
se considera de gran escala y alta dimensionalidad (Prasad et al., 2016).

Los autores proporcionan informacién teérica sobre una técnica distribuida ba-
sada en la aplicacién de un selector de tipo Filter. Dicha estrategia distribuye ver-
ticalmente conjuntos de datos de alta dimensionalidad en varios nodos informati-
cos, lo anterior para identificar rankings de las diferentes variables enviadas a cada
nodo. La idea principal consiste en realizar la distribucion de dichos rankings de
variables y procesarlos simultineamente.

Durante todo el procesamiento realizado se utiliza el algoritmo Filter univaria-
do de SV denominado Info Gain (Quinlan, 1986). Sin embargo, no se reporta el
nombre del clasificador involucrado en la etapa de evaluacién de los subconjuntos
de variables seleccionadas.

En el estudio, se utilizaron cinco conjuntos de datos provenientes del reposi-
torio UCI (Lichman, 2009), a partir de los cuales, la experimentacién consiste en
particionar verticalmente todos los conjuntos de datos en cinco fragmentos con el
mismo nimero de variables. Posteriormente, se aplica el selector Info Gain a ca-
da fragmento local para construir un ranking correspondiente a cada particién y
asi, obtener de cada una de ellas un subconjunto con las mejores k variables. A
continuacion, se procede a aplicar una estrategia de mezclado de variables, ésta
comienza por ordenar descendentemente las variables de acuerdo a su mérito local
para finalmente, elegir un subconjunto global con las primeras k variables globales.

De acuerdo a los resultados es posible observar que en todos los casos presen-
tados, el procesar conjuntos de datos que han sido particionados previamente de
manera vertical permite identificar un subconjunto de variables que presentan un
mejor desempefio de clasificacién con respecto a la representacion original. Adi-
cionalmente, el tiempo de procesamiento se reduce significativamente.

Una caracteristica importante de este trabajo es que inicialmente se realiza un
proceso de particionamiento vertical para realizar el procesamiento distribuido, es-
ta fragmentacion produce particiones que incluyen aproximadamente el mismo nu-
mero de variables en cada una, lo que balancea el trabajo en cada nodo de proce-



3.1. Procesamiento simultdneo de conjuntos de datos 31

samiento, incluso la clase original también estd presente en cada fragmento por lo
que no existe una clasificacion local independiente o distinta una de otra, incluso
la clase del subconjunto final es la misma.

En el trabajo no se busca encontrar una nueva clasificacién sino encontrar un
subconjunto de variables provenientes del conjunto original de datos que mejor
represente a los objetos de acuerdo a su clase inicial, con la idea bésica de reducir
el tiempo de procesamiento necesario.

3.1.4. Un enfoque eficiente en tiempo para seleccion de variables dis-
tribuida particionando por variables

En este articulo, se propone un enfoque de tipo Filter distribuido para el pro-
cesamiento de datos particionados verticalmente, con la intencién de reducir el
tiempo necesario para realizar SV en conjuntos de datos de alta dimensionalidad
(Moran-Fernandez et al., 2015).

La idea principal es utilizar una estrategia de particionamiento vertical, es de-
cir por variables, para después emplear repetidamente un algoritmo Filter de SV
a todas las particiones generadas, este procedimiento se realiza para que en cada
iteracién se obtenga una votacion para las variables seleccionadas; al terminar el
ciclo SV se obtiene un subconjunto final de variables. Posteriormente, se propone
una estrategia de fusioén de variables basada en la complejidad tedrica de los sub-
conjuntos de variables en lugar de considerar solamente el error de clasificacion.

En el trabajo se incluyeron cinco algoritmos para SV, éstos son: Correlation Ba-
sed Feature Selection (CFS) (Hall, 1999), Consistency Based Filter (Cons) (Dash
y Liu, 2003), INTERACT (Zhao y Liu, 2007a), Ganancia de Informacién (Info
Gain) (Quinlan, 1986) y Relief-F (Kononenko, 1994). Por otra parte, se conside-
raron cuatro clasificadores identificados como: C4.5 (Quinlan, 1993), Naive Bayes
(Titterington et al., 1981), KNN (Fix y Hodges, 1951) y SVM (Vapnik, 1995).

Los conjuntos de datos utilizados son cinco en total y provienen de tres reposi-
torios distintos, tres ejemplos se encuentran en el repositorio UCI (Lichman, 2009),
uno estd en el repositorio bio—médico Kent Ridge de la Agencia para la Ciencia,
Tecnologia e Investigacion (Ridge, 2016) y uno més pertenece al laboratorio de
Sistemas de Descubrimiento de la Universidad Vanderbilt, USA (Statnikov et al.,
2003). En todos los casos, se consideraron 2/3 de las instancias como datos de
entrenamiento y 1/3 para validacion. El software utilizado durante el estudio es la



32 CAPITULO 3. Estado del arte

plataforma Weka (Hall et al., 2009).

La experimentacion inicia con la fragmentacién vertical de un conjunto de da-
tos, conformando asi diversas particiones con un nimero equivalente de variables
en cada una, éstas son ubicadas aleatoriamente. Posteriormente, se procede a apli-
car los cinco selectores mencionados, dénde los primeros tres regresan un subcon-
junto de variables mientras que los algoritmos univariados Info Gain y Relief-F
devuelven un ranking, los autores optaron por establecer un criterio de eleccién
para las primeras p variables al usar estos dos métodos, donde el valor de p es de-
terminado por el nimero de variables seleccionadas por el método CFS.

El proceso de aplicacién de todos los selectores se repite un total de cinco veces
de manera iterativa. En cada iteracién — denominada como round — las variables
que han sido elegidas para ser removidas reciben un voto, construyendo asi un vec-
tor de votos.

Al finalizar el procedimiento anterior, se realiza un conteo de votos, identifican-
do a las variables que han recibido una votacién por encima de un umbral definido
previamente para que sean removidas; se observa que el maximo nimero de votos
corresponde al total de rounds ejecutados, dicho umbral es definido considerando
el error de clasificacién y el porcentaje de variables retenidas.

Finalmente, la unién simple de las variables que resultan elegidas en cada nodo
conforman el subconjunto global de variables seleccionadas; este tltimo es evalua-
do con los cuatro clasificadores para observar su desempefio y determinar si hay o
no mejoria con respecto al obtenido con el conjunto original de datos.

Los resultados muestran que el tiempo de ejecucion disminuye considerable-
mente ademds de que con respecto a la precision del clasificador, el enfoque pro-
puesto iguala o mejora a los valores obtenidos al aplicarse a los conjuntos de datos
originales.

Se observa que el tiempo requerido para el subproceso de establecimiento del
umbral de seleccion de variables puede ser mayor al tiempo necesario para ejecutar
la SV en el conjunto de datos original, es decir, sin particionar. Los autores pro-
ponen utilizar alguna medida de complejidad de datos para sustituir su estrategia
original en el establecimiento de dicho umbral.

Dada la intencién de mejorar el tiempo de procesamiento requerido asi como la
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precision de clasificacion, los resultados permiten observar que se alcanzé plena-
mente dicho objetivo. Sin embargo, aunque este trabajo propone un enfoque para el
tratamiento de datos distribuido, no busca identificar una nueva clase para los ob-
jetos de acuerdo al subconjunto de variables que conforma la representacion final
de los mismos. Por otra parte el proceso de incorporacién de variables de diversas
particiones consiste en la unién simple de ellas, por lo que se ignora si alguna de
ellas incide mds que otra en la clase final o bien si entre ellas existe alguna relacién.

3.1.5. Seleccion de variables distribuida, una aplicacién para clasifi-
cacion de microarreglos de datos

En el documento, se presenta un nuevo método para realizar el tratamiento de
conjuntos de datos distribuidos, éste se centra en la aplicacidon de técnicas de SV
antes y después de distribuir los datos, lo anterior en un contexto dirigido al &mbito
genético (Bolon-Canedo et al., 2015).

El principal interés de los autores se centra en reducir el tiempo de procesamien-
to necesario para la SV en conjuntos de datos muy grandes, por lo que se utilizan
dos estrategias de particionamiento vertical y un método de mezcla de variables
para construir un subconjunto final de ellas.

Los algoritmos de SV que se consideraron son: Correlation Based Feature Se-
lection (CFS) (Hall, 1999), Consistency Based Filter (Cons) (Dash y Liu, 2003),
INTERACT (Zhao y Liu, 2007a), Ganancia de Informacién (Info Gain) (Quinlan,
1986) y Relief-F (Kononenko, 1994); mientras que los clasificadores utilizados se
identifican como: C4.5 (Quinlan, 1993), Naive Bayes (Titterington et al., 1981),
KNN (Fix y Hodges, 1951) y SVM (Vapnik, 1995).

Se incluyeron ocho conjuntos de datos, aunque en el documento no se menciona
la fuente de éstos, si se indica que todos estdn referidos a un contexto genético de
clasificacién binaria. Por otra parte, se us6 en todos los experimentos la plataforma
Weka (Hall et al., 2009).

La experimentacion inicia con el particionamiento vertical del conjunto original
de datos buscando que los fragmentos contengan el mismo nimero de variables.
Para realizar dicha separacion se prueban dos estrategias de fragmentacion, (i) una
de forma aleatoria, en la que las variables pueden pertenecer a cualquier particién
sin ningun criterio que indique lo contrario y (if) otra que depende de un ordena-
miento previo de las variables, mismo que puede ser ascendente o bien descendente
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de acuerdo al mérito derivado de un algoritmo Filter univariado. Una vez elegida la
estrategia de division se conforman las diversas particiones, incluyendo un nimero
k de variables en cada una, este valor k se obtiene con la division del nimero total
de instancias presentes en el conjunto original entre dos.

Con las particiones creadas se procede a la aplicacion de los algoritmos de SV
de forma local, para que posteriormente se efectiie una estrategia de mezcla de va-
riables a fin de construir un subconjunto final de variables.

El proceso de mezcla de variables requiere establecer una particién base sobre
la que habrdn de agregarse mds variables, lo cudl se realiza mediante la satisfac-
cién de un criterio de aceptacidn, éste consiste en agregar a la estructura base una
siguiente particion y evaluar el desempefio de clasificacion del nuevo subconjunto
con el total de las variables presentes hasta ese momento; si se supera el nimero de
instancias correctamente clasificadas que se obtuvo con la particién base anterior
entonces, la nueva particién se acepta, en caso contrario se rechaza.

La definicion de la particidon base depende de la manera en la que se construye-
ron los fragmentos, dicha construccién tiene dos posibilidades, en el primer caso
(i) en el que las variables se hayan asignado a las particiones aleatoriamente, basta
con identificar el subconjunto que presenta el mejor desempeio de clasificacién
para establecer la representacién base, mientras que en un segundo caso (ii) dén-
de las variables fueron ubicadas mediante un ranking, entonces se toma el primer
subconjunto de variables seleccionadas localmente como el que presenta el mejor
desempeilo de clasificacion, dado que contiene a aquellas con el mayor mérito, ésta
constituye la base. Posteriormente, se continda el proceso de integracién como se
ha descrito.

El articulo ha propuesto un nuevo método para distribuir el proceso de SV apli-
cado a un dmbito en particular sobre datos genéticos, los resultados presentan igua-
les o mejores valores en el desempeiio de clasificacion con respecto al que se obtie-
ne antes del proceso de la SV con los conjuntos de datos originales. Sin embargo,
solo se ha probado con ejemplos referidos a microarreglos de datos genéticos que
cuentan con un alto nimero de variables pero pocas instancias, asi como dos clases.
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3.1.6. Métodos de seleccion de variables centralizados vs distribuidos
basados en medidas de complejidad de datos

El documento presenta una nueva metodologia para realizar SV en conjuntos de
datos de alta dimensionalidad mediante dos estrategias de particionamiento y com-
parar el desempeiio de clasificacién antes y después del procesamiento (Mordn-
Fernandez et al., 2017).

A semejanza de los dos trabajos previos, en este estudio también se utilizan los
selectores: Correlation Based Feature Selection (CFS) (Hall, 1999), Consistency
Based Filter (Cons) (Dash y Liu, 2003), INTERACT (Zhao y Liu, 2007a), Ganan-
cia de Informacién (Info Gain) (Quinlan, 1986) y Relief-F (Kononenko, 1994); asi
como los clasificadores identificados como: C4.5 (Quinlan, 1993), Naive Bayes
(Titterington et al., 1981), KNN (Fix y Hodges, 1951) y SVM (Vapnik, 1995).

En este caso, se utilizaron 11 conjuntos de datos, de los cuales seis provienen
del repositorio UCI (Lichman, 2009), uno del repositorio bio-médico Kent Ridge
(Ridge, 2016), dos del repositorio de la Universidad de Arizona, USA (Arizona
State University, 2016) y dos més del laboratorio de Sistemas de Descubrimiento
de la Universidad Vanderbilt, USA (Statnikov et al., 2003).

El proceso de experimentacion comienza con la fragmentacion de los conjuntos
de datos de dos maneras, una vertical y otra horizontal. En el primer caso, las par-
ticiones contienen el mismo nimero de instancias y de variables, las variables en
cada fragmento son diferentes y se conserva la clase original; en el segundo caso,
las particiones no contienen el mismo nimero de objetos, se separan en funcién de
la clase y todas las particiones contienen el mismo nimero de variables, es decir
las presentes en la representacion inicial.

Posteriormente, se realizan cinco iteraciones, en cada una se aplican los algo-
ritmos selectores a todas las particiones y se construye un vector de variables que
almacena el nimero de votos que cada variable obtiene para ser eliminada del con-
junto, es decir, reciben voto aquellas que no fueron seleccionadas por los métodos.
Los métodos multivariados devuelven un subconjunto de variables seleccionadas,
mientras que los univariados solo regresan el ranking de ellas, el criterio para ele-
gir las variables derivadas de estos tltimos métodos se basa en determinar primero
cudntas variables seleccioné CFS, este nimero de variables se usa para elegir las
primeras k variables del ranking correspondiente.

En ambos tipos de fragmentacién y a partir de las particiones, las variables
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seleccionadas para recibir un voto para eliminarlas del subconjunto final deben
cumplir con un criterio basado en la satisfaccién de un umbral soportado por tres
medidas de complejidad identificadas como (i) proporcién discriminante de Fisher
(F1), (ii) longitud de la regién superpuesta (F2) y (iii) proporcién del promedio in-
tra e inter clase de la distancia de vecindad cercana (N2). Finalmente, las variables
que conforman el subconjunto final son las que no recibieron voto de eliminacién
y las que no superaron el umbral en cada una de las particiones.

En general, el nimero promedio de variables seleccionadas utilizando particio-
namiento vertical fue menor que al usar separacion horizontal, excepto al usar Info
Gain y Relief-F ya que éstos seleccionaron menos variables con la distribucién ho-
rizontal.

En términos de precisién de clasificacion, los algoritmos Filter seleccionaron
mads variables en ambos tipos de fragmentacién pero produjeron los mejores desem-
pefios. Con respecto al tiempo de ejecucion, éste fue variable segn el selector Fil-
ter aplicado, en el caso de CONS y Relief-F fueron mayores cuando se utiliz6 la
distribucion vertical mientras que para CFS, INTERACT e Info Gain los tiempos
fueron més rapidos.

Con respecto a las medidas de complejidad de datos utilizadas con las particio-
nes distribuidas, F1 logré los mejores rendimientos de clasificacién (mds significa-
tivos en la distribucion vertical), mientras que F2 seleccioné un nimero menor de
variables.

En este estudio, se concluye que de manera general la precisién del clasificador
mejora al usar particionamiento vertical en vez de horizontal.

La evaluacion de la efectividad del método propuesto se basa tinicamente en
la comparacién de la precisién del clasificador antes y después de fragmentar los
conjuntos originales de datos y aunque existe cierta diversidad en el &mbito de los
mismos, mayoritariamente se trata de ejemplos con dos o tres clases, solo hay dos
casos cuyo nimero de clases es 11 y 26. Seria muy valioso saber coémo se comporta
en general el método propuesto con conjuntos de datos que incluyen mads clases.
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3.1.7. Ampliando la seleccién de variables, un enfoque filtro distribui-
do

El objetivo de este trabajo es presentar una manera de utilizacién de métodos
Filter de SV en conjuntos de datos distribuidos, lo anterior mediante la fragmenta-
cidén horizontal de conjuntos de datos grandes, es decir, por instancias, para que en
cada una de ellas se aplique un algoritmo Filter de SV y posteriormente, se utilice
una estrategia de mezcla de particiones para combinar los resultados en un solo
subconjunto de variables relevantes (Bolén-Canedo et al., 2013).

En este trabajo, también se incluyen cinco selectores, tres de ellos multivaria-
dos, a saber: Correlation Based Feature Selection (CFS) (Hall, 1999), Consistency
Based Filter (Cons) (Dash y Liu, 2003), INTERACT (Zhao y Liu, 2007a), asi como
dos univariados, éstos son: Ganancia de Informacién (Info Gain) (Quinlan, 1986)
y Relief-F (Kononenko, 1994); de igual manera se utilizan los clasificadores reco-
nocidos como: C4.5 (Quinlan, 1993), Naive Bayes (Titterington et al., 1981), KNN
(Fix y Hodges, 1951) y SVM (Vapnik, 1995).

Para este estudio se han utilizado seis conjuntos de datos extraidos del repo-
sitorio UCI (Lichman, 2009), dichos ejemplos no estdn referidos a un dmbito en
particular, sin embargo, se observa que mayoritariamente incluyen dos clases aun-
que hay un ejemplo con tres y otro con 26 clases.

La experimentacién se realiza mediante un proceso iterativo, en el que en cada
iteracion se hace una nueva fragmentacion horizontal de los conjuntos de datos. Ca-
da particion generada contiene aproximadamente el mismo nimero de instancias,
las que son elegidas aleatoriamente en cada ocasién. Posteriormente, es aplicado
un algoritmo Filter de SV para identificar un subconjunto de variables selecciona-
das asi como el complemento de ellas, es decir, un subconjunto de variables no
seleccionadas, las que reciben un voto como variables rechazadas, mismo que se
almacena en un vector de votos.

Finalmente, se realiza un subproceso de evaluacién de las variables que han re-
cibido votos para realizar una eliminacién definitiva de aquellas que no cumplen
con un umbral de rechazo, el cual es calculado mediante un promedio de votacién
derivado del vector de votos y su desviacién estdndar correspondiente.

Las variables que no fueron eliminadas conforman el subconjunto final que
representa a los objetos en estudio y para validar su conformacién se obtiene la
precision de un clasificador, la que es comparada con la que se obtiene utilizando
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el conjunto original de datos.

De acuerdo a los resultados, los mejores valores de clasificacion se obtienen con
el enfoque distribuido a excepcién del clasificador SVM. En particular, el selector
Relief-F en combinacion con el clasificador C4.5 es el que produce el subconjunto
de variables con el que se alcanza la mds alta precision, superando un 4 % al mejor
resultado del resto de clasificadores.

Con respecto del tiempo de procesamiento, los autores mencionan al selector
Relief-F como el algoritmo que reporta la mejor reduccién de tiempo requerido a
lo largo de toda la experimentacion.

En general, al utilizar la distribucién de datos se demuestra que el tiempo de
procesamiento se reduce significativamente y que la precisioén de clasificacion se
mantiene o incluso mejora en comparacién con la aplicacién de los algoritmos de
SV alos conjuntos de datos no particionados.

Los conjuntos de datos utilizados en la experimentacion pertenecen a diferentes
dominios. Sin embargo, los conjuntos de datos utilizados cuentan con pocas clases
por lo que seria importante probar con ejemplos de mayor nimero de clases a fin
de observar el comportamiento del método propuesto.

Finalmente, se aprecia que en todo momento se busca identificar las diferencias
entre el tiempo de ejecucion y la precision del clasificador obtenida antes y des-
pués de distribuir el conjunto original de datos y no encontrar un subconjunto de
variables que mejor represente a los objetos en estudio.

3.1.8. Seleccion de variables distribuida, un concepto dudoso de co-
rrelacion difuso para conjuntos de datos de microarreglos de
alta dimensionalidad

En este documento se propone un algoritmo completo para seleccién de va-
riables distribuida, éste incluye el particionamiento vertical del conjunto de datos
original para la aplicacién de técnicas de SV en cada fragmento para un posterior
proceso de integraciéon que obtendrd un subconjunto global de ellas (Ebrahimpour
y Eftekhari, 2018).

Para el desarrollo de la investigacién se han incluido los algoritmos de SV iden-
tificados como: Correlation Based Feature Selection (CFS) (Hall, 1999), Consis-
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tency Based Filter (Cons) (Dash y Liu, 2003), INTERACT (Zhao y Liu, 2007a),
asi como 2 univariados, estos son: Ganancia de Informacion (Info Gain) (Quinlan,
1986) y Relief-F (Kononenko, 1994), Maximum Relevancy Minimum Redundancy
- Hesitant Fuzzy Sets (MRMR-HFS) (Ebrahimpour y Eftekhari, 2017), Occam’s
Razor Feature Selection (OFS) (Ebrahimpour et al., 2017). Por otra parte, se utili-
zan los clasificadores reconocidos como: C4.5 (Quinlan, 1993), Naive Bayes (Tit-
terington et al., 1981), KNN (Fix y Hodges, 1951) y SVM (Vapnik, 1995).

Los conjuntos de datos utilizados en este estudio son ocho y fueron tomados
del repositorio bio-médico Kent Ridge (Ridge, 2016). En todos los casos se corres-
ponden con el dmbito de datos genéticos.

La experimentacion comienza con el particionamiento de los conjuntos inicia-
les de datos, lo que se realiza mediante la aplicacion de algoritmos de SV para
obtener un ranking de las variables de acuerdo al mérito de cada una, de acuerdo
a dicho orden se realiza una fragmentacién vertical construyendo subconjuntos de
k variables seleccionadas localmente (SVSL). Posteriormente, se aplican todos los
selectores a los fragmentos locales para que al finalizar dicho procedimiento se
efectiie una etapa de integracién de variables.

En la etapa de construccion de la representacién final, se toma el subconjunto
de variables obtenido de la primera particidon —ya que ésta contiene a las varia-
bles mds significativas— y se obtiene su desempefio de clasificacion, éste valor se
toma como el valor de clasificacién de la precision base y se utiliza para evaluar
el rendimiento obtenido al unir dicha particién con el siguiente SVSL de mejor
comportamiento, si se mejora el valor de clasificacién entonces dicha particion es
aceptada y se le considera la nueva particion base, en caso contrario se rechaza.
El proceso continda hasta evaluar todas las particiones, con lo que se obtiene el
subconjunto de variables en su version final.

Se observa que el algoritmo propuesto presenta mejores resultados al comparar
el desempefio del conjunto original de datos con respecto al conjunto con las varia-
bles que resultaron de su proceso de integracién, se reporta mejor comportamiento
con el clasificador NB. Por otra parte, el ambito de los datos utilizados es muy
especifico dado que esta circunscrito al tema de microarreglos de datos genéticos.
Finalmente, los ocho conjuntos de datos aunque se consideran de alta dimensio-
nalidad por contar con un elevado nimero de variables, no estdn conformados por
muchas instancias.
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Se busca en todo momento mejorar el tiempo de procesamiento requerido para
realizar la reduccién de la dimensionalidad del conjunto original de datos. Por otra
parte, los selectores univariados se han configurado para elegir siempre el 10 %
de las variables presentes en las particiones, no hay un criterio que indique si este
nimero es el que mejor representa a los datos en cada particién o incluso, en el
conjunto original.

También se observa que la estrategia de integracién de variables no considera
a éstas una a una sino SVSL por SVSL, por lo que el criterio de aceptacion de
un siguiente SVSL en la particién base consiste en comparar su precision de cla-
sificacién y la que se obtiene al unir estos SVSL y si ésta es mejor entonces se
acepta todo el SVSL sino se rechaza, este proceso es iterativo hasta evaluar todos
los SVSL. Esto es una diferencia con otros métodos de unién que evaldan variable
por variable, con lo que las nuevas representaciones podrian incluir a menos de
ellas.

3.2. Discusion del estado del arte

En la literatura se encuentran diversos trabajos que se relacionan con alguna
parte de este trabajo doctoral, sin embargo no se ha encontrado ninguno que se
desarrolle por completo en un contexto igual al planteado en esta tesis. Derivado
de esta situacion es que se ha realizado un andlisis documental dirigido a aquellos
cuyo procesamiento esta distribuido y se aplica alguna técnica de SV y/o de clasi-
ficacidn:

La SV se desarroll6 originalmente para el tratamiento de conjuntos de datos en
particiones unicas, es decir que no se consideraban la fragmentacion y/o distribu-
cién de los mismos, por lo que diversos investigadores han enfocado sus esfuerzos
en el procesamiento de particiones para aprovechar bien sea la capacidad multitarea
y/o multiprocesamiento de los equipos de cdmputo actuales, asi como la utilizacién
de las redes de computadora. La tendencia natural es simplemente procesar partes
de una misma base de datos en diferentes ubicaciones.

Se han reportado trabajos donde se aborda la separacion de conjuntos de datos
en fragmentos con tamafios semejantes, ésto para balancear la carga de trabajo de
las computadoras encargadas del procesamiento; las caracteristicas de estas par-
ticiones normalmente incluyen (i) diversos individuos descritos con las mismas
variables y clasificacidon en todos los fragmentos, (if) distintos individuos descri-
tos con diferentes variables pero la misma clasificacién, o bien (iii) los mismos
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individuos descritos con diferentes variables en cada fragmento pero la misma cla-
sificacion de manera general. Sin embargo, no se ha encontrado algin trabajo que
considere el escenario distribuido donde los mismos individuos se encuentran re-
presentados en todas las particiones, descritos a partir de diversas variables exclu-
yentes asi como con clasificaciones diferentes entre si.






Capitulo 4

Contexto general del método
propuesto

Una vez que se ilumina la mente, no se
puede oscurecer

Thomas Paine

Como se ha mencionado anteriormente, el constante aumento de los datos disponi-
bles practicamente sobre cualquier tema ha creado diversas maneras de almacenar-
los, generandose asi representaciones distribuidas o fragmentadas de los mismos.
Sin embargo, una de las razones por las que se requiere su adecuado tratamiento,
es para obtener utilidad de ellos, a pesar de que las tareas de recuperacion, proce-
samiento e interpretacion sean cada vez mds complejas.

Para el procesamiento automatico del tipo especial de poblaciones distribuidas
motivo de esta tesis es necesario disefiar un método capaz de adecuarse a las ca-
racteristicas particulares de las mismas, que incluya por una parte, el anélisis de
las variables presentes en cada particidon para determinar cudles de ellas podrian
representar adecuadamente a la poblaciéon completa y por la otra, hace falta incluir
alguna estrategia de integracién de dichas variables, a fin de construir el subcon-
junto final de ellas, asi como su correspondiente clasificacién global.

En este capitulo se presenta el contexto del método de estructuracién de po-
blaciones distribuidas y para facilitar su comprension, se incluyen varias secciones
para describir (i) el escenario correspondiente a su entorno de trabajo, (if) la expli-
cacion de las etapas que lo conforman. Finalmente, (iif) una discusion del mismo.

43
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4.1. Escenario de aplicacion

Las caracteristicas de las poblaciones distribuidas se ajustan a una diversidad de
casos reales, en donde es ttil contar con una descripcién desde un punto de vista
mds amplio de los objetos incluidos, ademds de las ventajas inherentes a la reduc-
cién de la dimensionalidad de la representacion original.

Generalmente, los 4mbitos donde se encuentran las poblaciones mencionadas
pertenecen a empresas y organizaciones que con el paso del tiempo han aumenta-
do y diversificado la cantidad de sus datos disponibles, requiriéndose de distintas
representaciones de los objetos a los que se refieren sus procesos internos.

El tipo especial de poblaciones distribuidas al que se dirige el método propues-
to incluye particiones con diferentes representaciones de sus individuos y aunque
pueden existir diversas maneras de abordar su tratamiento automatico, éstas po-
drian variar en funcién del objetivo que se desee alcanzar. En el caso en particular
del método propuesto en esta tesis, se pretende encontrar una representacion gene-
ral de dichos objetos y su correspondiente clase global.

El método de estructuracion de poblaciones distribuidas debe procesar entonces
particiones locales que incluyan el mismo nimero de objetos, donde las variables
ademds de ser diferentes entre si tanto en significado como en cantidad, también
deben ser excluyentes; es decir, aquella que pertenezca a una particién no podrd
estar incluida en otra. Los tipos de valores que se soportan por el método pueden
ser numéricos o categéricos. Para el caso de las clases, su concepto y cardinalidad
tampoco son iguales en cada subconjunto de datos.

Especificamente, el contexto o entorno distribuido descrito se presenta en la
Figura 4.1, dénde se observan las caracteristicas de las poblaciones distribuidas en
estudio, entre ellas se aprecian las diferentes variables y clases que la conforman.
Ademads, estas particiones pudieran estar ubicadas en diversos sitios remotos.

Diversas técnicas de RP pueden ser utilizadas para obtener la representacion
general que se requiere. Sin embargo, no es trivial determinar qué método, he-
rramienta o algoritmo debe emplearse. Los entornos distribuidos con este tipo de
procesamiento es un drea menos explorada en términos generales que el tratamien-
to de conjuntos de datos que cuentan con una sola particion.

Debido a lo anterior, el desarrollo de técnicas de RP se originé en un principio
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Figura 4.1: Caracteristicas basicas de las poblaciones distribuidas.

para entornos donde la poblacién de datos se encontraba representada en una sola
particion, tipicamente se incluian un nimero conocido de n variables descriptoras
y una sola clase disponible.

Los métodos inicialmente desarrollados para RP han tenido que evolucionar,
apoyandose en un principio con el uso de herramientas que en el ambito del trata-
miento de bases de datos ya existen, entre las que se encuentran algunas técnicas de
fragmentacion y posteriormente han llegado a la introduccién de nuevos enfoques.
Sin embargo, no hay alguno reportado en la literatura que persiga el fin especifico
de contar con una nueva representacién general y una clasificacién global

Las técnicas de fragmentacién de conjuntos de datos pueden consistir en (i)
crear subgrupos de variables (verticalmente), es decir, separando y agrupando co-
lumnas completas de la representacion original, (if) crear diversos subconjuntos de
instancias con alguin criterio en particular (horizontalmente), por ejemplo las que
compartan valores semejantes en alguna(s) variable(s) y finalmente, (iii) de forma
mixta (verticalmente - horizontalmente), agrupando fragmentos tanto de variables
como de instancias, esta operacion puede desarrollarse invirtiendo el orden, es de-
cir, realizar primero la fragmentacién horizontal y luego la vertical, el resultado
final es el mismo, aunque el proceso no.

La fragmentacion de conjuntos de datos si bien puede servir para descomponer
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un conjunto original en diversas particiones, bdsicamente se utiliza para aprovechar
la capacidad de multiprocesamiento de los equipos de computo actuales y acelerar
el tratamiento de los datos. Sin embargo, posterior a la utilizacién de estas técni-
cas, basicamente la inercia no es proponer una representacion global de los objetos
sino especificamente enfocarse en la reunion de fragmentos que, dependiendo de
como se construyeron €stos, con las acciones inversas se recuperaria la estructura
original. No hay reduccién de la dimensionalidad ni tampoco se sabe si las varia-
bles representan adecuadamente a los objetos en estudio, entre otras importantes
desventajas.

Es por lo anterior que esta tesis se enfoca en la utilizacion de técnicas de RP para
identificar la representacion general de los objetos en observacién. Por lo que, ade-
mads de plantearse preguntas sobre qué técnicas tanto de SV como de Agrupamiento
y CS deben utilizarse, también es importante determinar cémo deben ser las estra-
tegias para: (i) conformar subconjuntos de variables seleccionadas localmente, ii)
realizar la integracién de variables derivadas de algoritmos de SV aplicados local-
mente asi como, (iii) el proceso de validacién de la representacion global resultante

En complemento al uso de la fragmentacion para acelerar el procesamiento de
datos, en la literatura se han identificado las caracteristicas representativas de di-
versos trabajos que han abordado el tratamiento de datos cuyos contextos incluyen
distintas particiones. La Figura 4.2 muestra el escenario cldsico encontrado en re-
petidas ocasiones, para este entorno de trabajo.

En este contexto clésico, algunos de los fragmentos conservan las mismas va-
riables entre si, mientras que en otras particiones esta situacion no sucede. Lo an-
terior depende del tipo de fragmentacion utilizada, ya que si se emplea el criterio
de separacion horizontal, entonces las particiones incluirdn a las mismas variables
descriptoras cada uno y si los objetos no estdn agrupados por clase entonces se
tendrén instancias pertenecientes a todas ellas y distribuidas quizd de manera alea-
toria. Otra particularidad es que si la fragmentacion utilizada es vertical entonces
se tendrdn distintas variables en cada fragmento pero se conserva la misma clase
en cada uno. Un tipo especial se presenta con el particionamiento mixto, en este
caso los fragmentos resultantes pueden incluir iguales o diferentes variables y cla-
ses entre si, volviendo complejo el procesamiento.

En resumen, algunas de las particularidades del escenario cldsico son las si-
guientes:

1. Las variables descriptoras pueden cambiar o conservarse en cada particién
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Figura 4.2: Escenario de trabajo clasico para el tratamiento de poblaciones grandes.

generada, esto depende del tipo de fragmentacién utilizada.
2. Las clases en cada particién pueden ser las mismas.

3. Puede darse un balanceo en el nimero de instancias de cada particién, a fin
de aprovechar las diferentes capacidades de procesamiento de las compu-
tadoras involucradas.

4. Tipicamente, se realiza una estrategia de unién simple de variables prove-
nientes de todos los fragmentos.

5. No se realiza la obtencién de clases globales, dado que las variables resul-
tantes se corresponden con la unica clase conocida al inicio del proceso.

6. No se requiere ninguna validacién adicional.

Al observar a mayor detalle, las caracteristicas mencionadas en la lista anterior,
se advierte una cierta tendencia a buscar el procesamiento simultdneo de las par-
ticiones involucradas, para después aplicar alguna estrategia de integracién de las
mismas.

El escenario clésico permite obtener algunas ventajas gracias al procesamiento
simultdneo de particiones, especialmente cuando los fragmentos son del mismo ta-
mafio. Sin embargo, esta manera de procesar conjuntos de datos grandes no siempre
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se adapta plenamente a la forma en que los datos estdn distribuidos, pues como se
ha mencionado previamente, las poblaciones pueden tener variaciones importantes.

Como se ha observado, existen diferencias entre el entorno distribuido que se
aborda en esta tesis y el contexto cldsico, mismas que se pretenden atender en la
construccion del método de estructuracién propuesto. En la seccién 4.2 se presenta
la descripcion de éste.

4.2. Descripcion general

A partir de las caracteristicas del diagrama que se muestra en la Figura 4.1, en
esta tesis se propone una alternativa para realizar el tratamiento de datos en pobla-
ciones distribuidas.

Bésicamente, la idea es obtener de cada representacién inicial, un subgrupo
de variables que describan adecuadamente a los individuos que se encuentran ahi
representados, a fin de reducir la dimensionalidad del problema. Posteriormente,
los subconjuntos de variables seleccionadas de manera local servirdn como entrada
para una etapa donde se evalien mediante el calculo de un factor de correlacion,
las posibles relaciones entre sus variables, completando con ésto un procedimiento
de integracién de ellas, con lo que se pretende obtener una representacion general
con una nueva clasificacion global. La Figura 4.3 presenta el contexto completo en
el que se desarrolla el método propuesto.
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Figura 4.3: Contexto general para el tratamiento de poblaciones distribuidas.
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Derivado de lo anterior, el método de estructuracién de poblaciones distribuidas
propuesto se compone de dos etapas fundamentales, la primera trata de la seleccion
de variables realizada en las particiones de inicio, a esta actividad se le denomina
Seleccion local de variables, mientras que la segunda incluye la construccion de
la representacidn general, a la que se le reconoce como Estrategia de integracion
de variables, mediante la que también se obtiene la clasificacién global correspon-
diente.

Ambas etapas requieren la utilizacién de las técnicas de RP que produzcan los
mejores resultados, por lo que al finalizar se incluye un proceso de validacién de
los mismos.

El diagrama de la Figura 4.4 presenta el esquema general del método de estruc-
turacion de poblaciones distribuidas. Se muestran dos bloques principales, referi-
dos a cada una de las etapas mencionadas.

Adicionalmente, al método le antecede una etapa opcional previa, no conside-
rada como parte del mismo pero necesaria en caso de que los datos de entrada
requieran alguna adecuacién para su correcto tratamiento, a fin de garantizar que
los mismos cumplen con la estructura necesaria y en caso de no ser asi, serdn pre-
procesados por esta fase de preparacion.

Estructuracién de poblaciones distribuidas
mediante técnicas de RP

Conjunto original
de datos

Andlisis /
Preparacién

Seleccion
local
de
variables

Integracién
de
variables

Representacion
general

E—

Figura 4.4: Esquema general del método de estructuracion de poblaciones distri-
buidas.

La etapa de seleccidn local de variables consiste en la aplicacion de un algorit-
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mo Filter univariado a cada una de las particiones presentes, cuyos resultados pro-
ducirdn subconjuntos de variables seleccionadas, determinando asi cudles y cuantas
de ellas podrdn pasar a la siguiente etapa.

Las variables presentes en los subconjuntos mencionados, seguirdn también un
orden importante, la primera variable de cada subconjunto serd la que presentd
mayor importancia de acuerdo a su clasificacion local original y asi sucesivamen-
te hasta agotar a todas las que el algoritmo Filter selecciond. La clase de cada
subconjunto de variables seleccionadas es la misma que en la particién inicial co-
rrespondiente. Cabe mencionar que durante todo el proceso, en ninglin momento
se considera la eliminacién de instancias para reducir la dimensionalidad, por lo
que todos los objetos originales estdn representados.

Hasta este punto, se han creado las condiciones necesarias para evaluar la fac-
tibilidad de cada variable en ser incluida como parte de la representacion general
deseada. Sin embargo, atin hace falta establecer la manera en que la agregacién de
dichas variables podr4 realizarse.

En consecuencia, la etapa de integracion de variables comienza con establecer
un punto de partida en la construccién de la representacién general, y consiste en
obtener el desempeiio de cada subconjunto de variables seleccionadas localmente,
con respecto de un clasificador supervisado. El resultado permitird establecer cuél
es el subconjunto con el mejor comportamiento de clasificacion, cudl es el segundo
mejor y asi sucesivamente hasta contar con una lista ordenada de subconjuntos de
acuerdo a este criterio.

El subconjunto de variables seleccionadas localmente con el mejor desempefio
de clasificacién es considerado como la particién de inicio, a partir de la que serdn
evaluadas todas las variables del resto de subconjuntos presentes. Cabe mencionar
que la clase de la representacion base serd la que tiene el subconjunto elegido.

Para la evaluacién de pertenencia de las nuevas variables en la representacion
general, se utilizard un segundo criterio, éste permitird decidir si la variable se
acepta o se rechaza, en caso de ser aceptada se debe obtener una clase nueva co-
rrespondiente a las variables presentes, para lo que deber4 utilizarse un algoritmo
de Agrupamiento. Cabe mencionar que si no se acepta la variable evaluada, se con-
serva la clase actual y se procede a seguir evaluando a las faltantes.

Al concluir el proceso anterior se contard con la nueva representacion general
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deseada y su respectiva clasificacion, la que se corresponde con todas sus varia-
bles presentes. Este procedimiento de integracion sera descrito detalladamente en
el Capitulo 7.

4.3. Discusion del contexto

La descripcién del contexto en el que la aplicacion del método de estructuracion
de poblaciones distribuidas debe trabajar muestra, por una parte, las diferencias
que se encuentran con el procesamiento cldsico de datos en entornos con parti-
cionamiento tradicional y por la otra, con el tratamiento de representaciones con
particiones Unicas.

Se observa que las técnicas tradicionales de RP deben adaptarse a los nuevos
entornos distribuidos, ya que éstos son cada vez mds comunes en una gran cantidad
de organizaciones. De igual manera, contar con herramientas que permitan obtener
representaciones que provean de un conocimiento mds amplio de los objetos en
estudio fortalece la mejor toma de decisiones para los usuarios finales de los datos.

El método propuesto aborda el tratamiento automatico de poblaciones distribui-
das para proporcionar precisamente ese conocimiento que desde un punto de vista
mads amplio permita describir y catalogar a los objetos en estudio.

En los Capitulos posteriores se presenta el desarrollo de las etapas del método
de estructuracién propuesto, asi como la validacién del mismo.






Capitulo 5

Seleccion local de variables

Las buenas preguntas superan a las
respuestas fdciles.

Paul Samuelson

Identificar el subconjunto 6ptimo de variables que puedan representar adecuada-
mente a los objetos incluidos en un conjunto de datos, de acuerdo a alguna cla-
sificacidn previamente conocida, ha sido la motivacién de investigadores que han
dedicado sus esfuerzos al estudio del comportamiento de éstas, sus caracteristicas,
a las relaciones entre si mismas, asi como a su capacidad informacional; con lo
que se ha generado una gran variedad de métodos de SV. Sin embargo, es comin
observar que cada algoritmo se ha disefiado para alcanzar un fin en particular, por
lo que no todos ellos trabajan de la misma forma o producen los mismos resultados.

Dado que los selectores Filter univariados se enfocan en generar un ranking
de variables, se esperaria que la aplicacion de diversos algoritmos en una misma
particién dada, siempre produjera el mismo resultado; en otras palabras, que el ran-
king derivado de diversos selectores en una misma particién siempre fuera igual e
independiente del método que se utilice; en la préictica esto no sucede, pues la
construccién interna de cada método puede estar soportada por diferentes concep-
tos tedricos, lo que en un principio explica la existencia de las diferencias en los
resultados. Adicionalmente, hay algoritmos que consideran algunos factores que
otros no, por ejemplo la posible correlacién individual entre una variable con su
clase, la distribucion estadistica de los valores encontrados en una sola variable a
lo largo de todas las instancias evaluadas y la utilizacién de algunas medidas de
tendencia central como la media, mediana o la moda.

53
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Después de obtener un ranking de variables hace falta determinar cudntas de
éstas representan adecuadamente al conjunto de datos en estudio, para lo que es
comun utilizar un algoritmo de clasificacién y una medida sobre su desempeio,
por ejemplo, el nimero de instancias correctamente clasificadas reconocido como
la precision del clasificador; ésta medida puede servir para implementar un prin-
cipio de discernimiento en la eleccion de las variables. La evaluacién de rankings
tipicamente se realiza de acuerdo a algtin método de bisqueda que proporciona un
orden funcional a fin de que el clasificador proyecte un comportamiento.

Como se mostré en el Capitulo 2, existe actualmente una gran cantidad de algo-
ritmos Filter univariados que han demostrado su eficacia en diversos contextos en
particular, sin embargo, éstos generan diferentes rankings entre si al aplicarlos so-
bre un mismo conjunto de datos dado. Adicionalmente, también estdn disponibles
muchas técnicas que a partir de un ranking dado, pueden sugerir una regla para la
eleccion de subconjuntos 6ptimos de variables. Un ejemplo de éstas consiste en
establecer un minimo de las k primeras variables mejor evaluadas.

Dada la amplia variedad de algoritmos de SV, de clasificacién asi como de mé-
todos de busqueda disponibles, en esta investigacion se requiere determinar para
un contexto general ;Cudl es el método de SV que debe aplicarse en el tratamiento
de poblaciones distribuidas? ; Cémo determinar si algin selector es mas adecuado
que otro para este entorno?

Las interrogantes mencionadas no tienen una respuesta Unica dado que de ini-
cio, no se encontraron trabajos que procesen el contexto distribuido tal como se
ha planteado en esta tesis. Sin embargo, para determinar la técnica de SV mds re-
comendable para incluirse en la construccién del algoritmo general que procesa
poblaciones distribuidas se ha disefiado un proceso de revision de diversas técnicas
Filter univariadas, con el objetivo de realizar una comparacién de su efectividad,
evaluar su precision y elegir la més adecuada.

Para soportar la eleccién del selector se incluye en principio (i) una revisién
documental de trabajos que comparan diversos algoritmos de SV pertenecientes a
diferentes enfoques, posteriormente, (ii) la descripcion de los conjuntos de datos
utilizados en la experimentacién desarrollada, (iii) el disefio del experimento, (iv)
el grupo de los algoritmos tanto de SV como de CS incluidos, (v) los resultados
obtenidos y finalmente, (vi) una seccién de discusion sobre el selector elegido.
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5.1. Estado del arte

Se han revisado trabajos que abordan diferentes enfoques de SV para observar
su efectividad con ejemplos de datos de diversa naturaleza y distintos métodos de
bisqueda, o bien, se incluyen otros referidos a alglin contexto en particular. Se
presenta el objetivo de cada investigacion, la descripcion de sus algoritmos y de
los conjuntos de datos utilizados, los resultados conseguidos y un andlisis de éstos.

5.1.1. Una revision de métodos de seleccion de variables

En este trabajo, se presenta una comparativa entre métodos de SV pertenecien-
tes a distintos enfoques, con el objetivo de mostrar por una parte, una introduccién
genérica al campo de la reduccién de variables demostrando que puede ser apli-
cado en una gran variedad de problemas de aprendizaje automatico y por otra, la
aplicabilidad de algunos métodos de SV en conjuntos de datos de diversos contex-
tos incluyendo en particular uno disefiado por los autores (Chandrashekar y Sahin,
2014).

El estudio se centra en la evaluacion de cuatro algoritmos de SV, dos Filter y
dos Wrapper. Los primeros incluyen al Coeficiente de Correlacion de Pearson (Gu-
yon y Elisseeff, 2003) y Calculo de la Informacién Mutua (Battiti, 1994), mientras
que para los segundos se utilizé Sequential Floating Forward Selection (SFFS) del
tipo Sequential Selection Algorithms (Pudil et al., 1994) y otro denominado CHC-
GA como una variacién de un algoritmo genético Heuristic Search Algorithms
(Eshelman, 1991). Para la fase de evaluacién del proceso de SV se utilizaron dos
clasificadores, siendo éstos SVM (Boser et al., 1992) y Red de Funcién de Ba-
se Radial (Radial Basis Function Network - RBFN o RBF) (Broomhead y Lowe,
1988), (Haykin, 1998).

Para la fase de experimentacion, los autores refieren una implementacién hecha
por ellos mismos de todos los métodos, donde las medidas de desempeiio utilizadas
fueron por una parte, la prediccién de la precision del clasificador y por la otra, el
nimero de variables eliminadas; los algoritmos Wrapper incluyeron la incorpora-
cidén del desempefio de los dos clasificadores mencionados como funcién objetivo.

Se reporta el uso de siete conjuntos de datos, de los cuales cinco provienen
del repositorio UCI (Lichman, 2009) y dos méas fueron generados por los autores;
en estos Ultimos se incluye intencionalmente el registro de fallos en equipos de la
marca MKS Instruments, datos que les eran esencialmente utiles en su dmbito de
experimentacion.
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En la experimentacién reportada, se aprecian graficas de desempefio del clasifi-
cador SVM con los selectores tipo Filter basados en el Coeficiente de Correlacién
de Pearson y el célculo de la MI, sin embargo no se mencionan los resultados de
estos algoritmos de SV con RBF por lo que no se puede apreciar si hay una mejora
al usar un clasificador u otro; por otra parte se aprecia que en algunos conjuntos de
datos el uso de la MI produce un maximo desempefio de clasificacién utilizando
menos variables que las existentes en el conjunto original, mientras que en otros
ejemplos dicha situacion se observa con el uso del Coeficiente de Correlacion de
Pearson. De acuerdo a esta experimentacion, no hay informacién concluyente para
determinar si un selector y/o clasificador es mejor que el otro.

Con respecto a los selectores Wrapper, se muestran los resultados de la apli-
cacién en conjunto con los clasificadores SVM y RBE, sin embargo debido a la
manera en que los autores implementaron el algoritmo genético, con éste no se ob-
tuvo una grafica de desempefio como con SFFS. Con CHCGA, sélo se obtiene el
maximo desempeiio de clasificacion y el nimero de variables seleccionadas en ese
momento. Se observa que el algoritmo SFFS con el clasificador RBF es capaz de
obtener el mejor desempeio de clasificacion con las primeras variables mds signi-
ficativas mientras que con SVM para alcanzar el mejor comportamiento se requiere
un grupo mayor de variables aunque menor al total de ellas. También se aprecia que
dos conjuntos de datos tienen un comportamiento lineal por lo que SFFS - SVM
no encuentra un maximo desempefio antes de usar el 100 % de las variables.

Los autores muestran los resultados que obtuvieron en algunas de las pruebas
realizadas pero no en todas, no se menciona la razén de dichas ausencias, debido
a ésto no hay evidencia que permita indicar si algtin selector y/o clasificador es
mejor que otro, o bien si las técnicas empleadas se relacionan mejor con algin
tipo de datos en particular, para conocer esto dltimo se requeriria saber con mas
detalle la descripcién de los conjuntos utilizados, especialmente los de propdsito
en especifico.

5.1.2. Estudio comparativo de métodos de seleccion de variables uti-
lizando Gain Ratio y CBFS

Se presenta en este estudio una comparativa entre dos métodos Filter, con el
fin de mostrar la importancia y aplicacion de algoritmos de SV previos a tareas de
clasificacion, para ello se utiliza un conjunto de datos de un contexto en particular
(Gowda et al., 2010).
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Los algoritmos de SV incluidos son Gain Ratio (Quinlan, 1993) y Correlation
Based Feature Selection (CBFS) (Hall, 1999) asi como dos clasificadores super-
visados conocidos como Red Neuronal de Retro Propagacion (Back Propagation
Neural Network - BPNN o BPN) (Kelley, 1960) y RBFN (Broomhead y Lowe,
1988). El conjunto de datos utilizados pertenece a un contexto en particular de-
nominado Pima Indians Diabetes Database (Lichman, 2009) constituido por ocho
variables.

En el estudio, se observa que el algoritmo Gain Ratio se usa en un arbol de
decisién C4.5 (Quinlan, 1993) como estructura para representar a las variables y
determinar el punto de separacién de las mismas asi como para seleccionar las mas
importantes, mientras que CBFS es asociado a un algoritmo genético como método
de busqueda, a esta combinacion se le denomina GA-CFS; una vez obtenidos los
rankings de caracteristicas se procede a utilizar los clasificadores mencionados.

En los resultados, se observa que Gain Ratio permite seleccionar cinco de las
variables originales mientras que CBFS devuelve cuatro de ellas como relevantes,
observando que la mejor precision de los clasificadores se obtiene con la combina-
cion de GA-CFS - BPNN, con un 88 % de instancias correctamente clasificadas. La
principal desventaja de Gain Ratio respecto del método CBFS es que el primero no
considera las interacciones entre las variables lo que si sucede en el segundo, dado
que en este dltimo se evalda lo peor de un subconjunto de atributos mediante la
consideracion de la capacidad predictiva individual de cada caracteristica a través
del grado de redundancia entre ellas. Asi, los resultados experimentales muestran
que los subconjuntos de variables seleccionados por el algoritmo tipo Filter CBFS
resultaron en el mejor desempefio de los clasificadores BPNN y RBEN para ese
conjunto de datos, lo cual no asegura que este resultado sea el mismo al utilizar
otros conjuntos de datos.

5.1.3. Un estudio comparativo de técnicas de seleccion de variables y
aprendizaje automatico para analisis emotivo

En este trabajo, se presenta una comparativa empirica entre cinco métodos de
SV tipo Filter, a fin de explorar su aplicabilidad y determinar la sinergia existente
con diferentes clasificadores basados en aprendizaje automatico, todos ellos apli-
cados a un conjunto de datos de un dmbito en particular denominado Anélisis de
sentimientos o de opinién (Sharma y Dey, 2012).

En los algoritmos utilizados se han considerado los selectores: Info Gain (Quin-
lan, 1986), Gain Ratio (Quinlan, 1993), Chi Squared (Dunning, 1993), ReliefF
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(Kononenko, 1994) y Document Frequency (Yang y Pedersen, 1997), asi como
los clasificadores: Naive Bayes (Titterington et al., 1981), Support Vector Machine
(Boser et al., 1992), Maximum Entropy (Jaynes, 1957), Decission Tree (Quinlan,
1986), K-Nearest Neighbor (Fix y Hodges, 1951), Winnow (Littlestone, 1988) y
Adaboost (Freund y Schapire, 1997).

El conjunto de datos utilizado es conocido como Cornell Movie Review Data-
set, mismo que fue extraido del sitio de internet Movie Database (IMDb, 2012) y
que no se encuentra estructurado con un nimero de variables de forma tradicional,
sino que se disefid para el tratamiento de texto, cada instancia esté representada por
una cadena y existen mil clasificadas como positivas y mil como negativas. Para
realizar la comparativa fue necesario utilizar un modelo de vector de caracteris-
ticas, a fin de representar a las variables extraidas del conjunto de datos original,
donde cada dimensién de los vectores se corresponden con una caracteristica, ob-
teniéndose diez mil de ellas, ésto permiti6 la aplicacién de los algoritmos de SV.

Durante el proceso, se obtuvo una gréifica de desempefio para cada selector que
incluye la precision de los siete clasificadores versus el nimero de variables se-
leccionadas; a partir de estas graficas, los autores muestran los valores de mejor
desempeiio por cada par selector-clasificador, encontrandose que Gain Ratio es el
que se comporta mejor en todos los casos y que la combinacién Gain Ratio-Naive
Bayes es la que obtiene el valor mds alto. También en los experimentos se puede
observar que el clasificador basado en SVM tiene mejor comportamiento indepen-
dientemente del selector.

Los autores alcanzaron exitosamente su objetivo al aplicar todos los selectores
y clasificadores en su conjunto de datos y estudiar la integracién de éstos, adicio-
nalmente se observa que el mejor desempefio se obtuvo utilizando un algoritmo
tipo Filter de SV derivado de la Teoria de la Informacién, en combinacién con un
clasificador basado en un enfoque probabilistico, lo que también demuestra que
no necesariamente los algoritmos de SV y de clasificacién deben estar construidos
a partir de los mismos conceptos tedricos para producir los mejores desempeiios.
Con esta idea se pueden explorar a mayor detalle otros conjuntos de datos de diver-
sos dmbitos, a fin de determinar si de manera general algtin selector y/o clasificador
se comporta bien o mejor que otros.
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5.1.4. Analisis de técnicas de seleccion de variables para conjuntos de
datos de trafico de redes

En este trabajo, se realiza un estudio comparativo entre nueve métodos de SV
tipo Filter para analizar el efecto que tiene la reduccién de la dimensionalidad en re-
lacidon al nimero de variables de un conjunto de datos de un contexto en particular,
sobre la precision obtenida por tres clasificadores supervisados a fin de determinar
al selector que ofrece el mejor subconjunto de caracteristicas relevantes Singh et
al. (2013).

Sustentdndose en la idea de que una sola técnica de SV no garantiza obtener el
subconjunto de variables mds adecuado, los autores incluyeron los algoritmos Chi
Squared (Dunning, 1993), Correlation Feature Selection (Hall, 1999), Consistency
Subset (Almuallim y Dietterich, 1991), Gain Ratio (Quinlan, 1993), Filtered (Hall
et al., 2009), Filtered Subset, Info Gain (Quinlan, 1986), One R (Holte, 1993) y
Symmetrical Uncertainty (Press et al., 1988); los clasificadores utilizados son Nai-
ve Bayes (Titterington et al., 1981), J48 (C4.5) Quinlan (1993) y PART (variacion
de C4.5) (Quinlan, 1993); en todos los casos la implementacién de los mismos se
encuentra disponible en el software Weka (Hall et al., 2009). Ademds de la preci-
si6n del clasificador, en cada caso se reporta el nimero de variables seleccionadas
en el punto de maximo desempeiio, tiempo de procesamiento requerido y las tasas
referidas a Falsos y Verdaderos Positivos (FP y TP por sus siglas en inglés respec-
tivamente).

Para la fase de experimentacién se utilizé un conjunto de datos referido a sis-
temas de deteccion de intrusiones en el trafico de redes computacionales, extraido
del repositorio UCI (Lichman, 2013), con un total de 41 variables.

Una vez aplicados los algoritmos de SV se utilizaron los tres clasificadores men-
cionados, encontrdndose que el selector multivariado Filtered Subset result6 ser el
que obtuvo el maximo desempefio equivalente al 97.552 % eligiendo el menor nu-
mero de variables de entre todos los métodos, con un 17.07 % del total de ellas,
€sto en combinacién con el clasificador J48.

No obstante, aunque Filtered Subset elige el menor nimero de variables en su
mejor desempefio, no es el selector que proporciona el maximo valor, de acuerdo
a los resultados se observa que el algoritmo que produce el mds alto porcenta-
je de instancias correctamente clasificadas es Consistency Subset con un total del
97.574 %, aunque requiere del 34.14 % de variables seleccionadas, ésto en combi-
nacion con el clasificador PART.
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Con relacién al objetivo que plantearon los autores, se observa que se logrd
identificar el mejor subconjunto de variables para obtener valores altos en la pre-
cision de los clasificadores, sin embargo tnicamente se utilizé un solo conjunto de
datos referido a deteccidn de intrusiones en el tréfico de redes, a fin de generalizar
mads los resultados se pueden incluir mds ejemplos de este contexto y que se en-
cuentran disponibles en internet como los proyectos WIDE y WAND entre otros,
(Cho, 2016), (Wand, 2016).

5.1.5. Seleccion de variables basada en dispersion estructurada, un
estudio comprensivo

En este trabajo, se aborda un grupo de algoritmos tanto tipo Filter, Wrapper
como otros métodos denominados Structured Sparsity-inducing Feature Selection
(SSES), en espaiiol Seleccion de Variables para la Induccién de la Dispersion Es-
tructurada, con el objetivo de proponer un estudio explicativo de las caracteristicas
de ellos, proponiendo en el proceso una taxonomia que explique la evolucién de
los mismos (Gui et al., 2016).

Los conjuntos de datos usados son 11 y provienen de diferentes fuentes. Uno
de ellos se refiere a datos que se derivan de la navegacién en pdginas web en ge-
neral y que se registran en una base de conocimiento, otro es sobre clasificacién
de imdgenes, dos tratan sobre datos de rostro, otros dos mas son sobre proteinas y
vehiculos respectivamente y los tiltimos cinco son de microarreglos de datos sobre
diversos tipos de cancer. A excepcién de cuatro de los ejemplos referidos a cancer
que son tomados de lecturas reales en hospitales, el resto provienen de diferentes
repositorios disponibles en internet.

Los autores agrupan diferentes métodos SSFS en dos categorias, la primera es
la SV basada en vectores y la segunda es SV basada en matrices. Por otra parte, se
combind la SV con otros algoritmos de aprendizaje automatico para aplicaciones
en especifico, tales como (i) aprendizaje multitarea, (if) aprendizaje multietiqueta,
(éii) aprendizaje multivista, (iv) clasificacién y (v) agrupamiento. Se provee una
explicacion sobre los diversos usos en estas areas de aplicacion y las técnicas utili-
zadas en ellas.

El trabajo presenta dos grupos de experimentos, en el primero se incluyen nueve
métodos de SV tradicionales, siendo éstos Chi Cuadrada (Dunning, 1993), Varian-
za, Score de Fisher (Duda et al., 2001), Coeficiente de Gini (Gini, 1912), Ganancia
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de Informacién (Info Gain) (Quinlan, 1986), Minima Redundancia Méaxima Re-
levancia (mRMR) (Peng et al., 2005), Relief (Kira y Rendell, 1992), prueba T-
Student (Davis, 1990) y prueba de Kruskal - Wallis (Hollander y Wolfe, 1973).
En el segundo grupo se presentan seis métodos, siendo éstos L1 (Destrero et al.,
2007), Discriminative Least Squares Regression for Feature Selection (DLSR-FS)
(Xiang et al., 2012), Efficient and Robust Feature Selection (RFS) (Nie et al.,
2010), Correntropy-Induced Robust Feature Selection (CRFES) (He et al., 2012),
12,0 -Norm Regularized/Constrained Feature Selection (FS20) (Cai et al., 2013)
y Unsupervised Discriminative Feature Selection (UDFS) (Yang et al., 2011). En
todos los casos, el desempeiio de los selectores se evalud con la precisiéon de un
clasificador basado en SVM (Vapnik y Lerner, 1963).

En la experimentacion reportada, se observan todas las curvas de desempefio
mediante gréficas que incluyen la precision del clasificador versus el nimero de
variables seleccionadas, los autores presentan dichas graficas con ocho nimeros
diferentes de variables seleccionadas. El valor correspondiente para la precision de
cada método, se calcul6é mediante el promedio de 20 lecturas aleatorias realizadas
durante el proceso.

Finalmente, se obtienen las siguientes tres conclusiones: (i) El algoritmo mRMR
es el que se comporta mejor que el resto de los métodos tradicionales, sin embargo
no es asi con los métodos SSFS, (if) no hay un método simple que sea mejor que
todos los involucrados, en orden de comportamiento general, el mejor es DLSR-
FS, luego CRFS y en tercer lugar mRMR 'y (iii) los métodos SSFS se comportaron
mejor que los métodos tradicionales aunque la diferencia no es significativa.

El documento aborda con un nivel importante de profundidad, la explicacién de
los métodos tanto tradicionales como los SSFS, esto proporciona una interesante
referencia sobre diversos métodos de SV. Con relacién al proceso de comparacion
de los métodos involucrados, se destaca que los conjuntos incluidos son de alta di-
mensionalidad lo que también permite evaluar el comportamiento de los selectores
en este tipo de situaciones.

5.1.6. Una comparacion de métodos de seleccion de variables multi
etiqueta utilizando el paradigma de bosque aleatorio

Este trabajo tiene el objetivo de evaluar tres métodos tipo Wrapper para selec-
cién de variables, basados en el paradigma Random Forest y probados con siete
bases de datos con diferentes dominios (Gharroudi et al., 2014).
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Se evaluaron los métodos de seleccion de variables: BRRF Binary Relevance
Random Forest, RFLP Random Forest Label Power-Set y RFPCT Random Forest
of Predictive Clustering Trees, se demostré que el paradigma Random Forest es
eficiente en procesos de seleccion de variables supervisados, no supervisados y se-
misupervisados, estos métodos son de tipo Wrapper.

Se logra determinar que el método BRRF es el mas factible para seleccion de
variables multiclase porque considera la relacién entre clases.

La medida de importancia de las variables se basa en el decremento del desem-
pefio predictivo y se calcula como el aumento relativo del error que se obtiene en
dicha evaluacién. Se evalda el desempefio predictivo comparando el conjunto de
variables seleccionadas contra la clasificacion original.

Algunas limitantes importantes en este trabajo son que no se considera el proce-
samiento distribuido, no hay mas de una particion que se evalie simultineamente,
no incluye procesos de seleccién con métodos Filter lo que puede provocar pro-
cesos lentos y de alto costo computacional, ademds se observa una tendencia al
utilizar particiones de datos con balanceo de clases.

5.1.7. Método de seleccion de variables hibrido para clasificacién su-
pervisada basado en el ranking del Score Laplaciano

El objetivo de este trabajo es proponer un método dirigido a Seleccién de Varia-
bles supervisada y basado en la combinacién del rankeo de Score Laplaciano con
una estrategia Wrapper (Solorio-Fernandez et al., 2010a).

El trabajo considera una sola particién de datos, a la que se aplica un método
Filter de seleccién de variables denominado Score Laplaciano, mismo que obtiene
un rankeo de las caracteristicas y que posteriormente mediante un algoritmo warp-
per basado en Forward Selection con la variable mejor rankeada como punto de
inicio, encuentra el subconjunto 6ptimo de ellas.

Se evalda el desempefio predictivo comparando el conjunto de variables obte-
nidas contra la clasificacién original, la precisién del modelo de clasificacién se
estima usando cross validation con 10 folds.

El autor realiza una comparativa de desempeiio comparando este método contra
los reconocidos algoritmos Info Gain, Relief, Correlation-based y Wrapper subset
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evaluation. En todos los casos se reportan mejores tiempos al procesar diversas
particiones de datos.

Con respecto a la efectividad, la comparativa se realiz6 utilizando los clasifica-
dores C4.5 (decision tree), Naive Bayes, KNN e Instance-based classifier, también
se reportan resultados con alta efectividad.

En este trabajo no se procesan particiones que tengan mayoritariamente a los
mismos individuos representados en ellas, no se observa procesamiento distribui-
do o en paralelo, tampoco se detalla en la fase Filter, el punto de corte a partir del
cual se obtiene el mejor subconjunto de variables que posteriormente se someten
al proceso Wrapper, sino que se evalian todas bajo Forward Selection, lo que pue-
de demandar mucho tiempo de procesamiento incluso en particiones de tamafio
medio.

5.1.8. Analisis comparativo sobre la estabilidad de técnicas de SV uti-
lizando tres frameworks sobre conjuntos de datos biolégicos

Este trabajo, tiene como objetivo la realizacién de un estudio experimental so-
bre el desempeiio de cinco selectores de variables de tipo Filter. Lo anterior, con el
fin de observar la precisién de un clasificador supervisado para evaluar conjuntos
de datos cuyo dmbito pertenece a la deteccion de fallas de software (Wald et al.,
2013).

Los algoritmos de SV que se reportan en este estudio son los denominados Chi
cuadrada (CS) (Dunning, 1993), Ganancia de Informacién (Info Gain) (Quinlan,
1986), Raz6n de ganancia (Gain Ratio - GR) (Quinlan, 1993), Incertidumbre si-
métrica (SU) (Press et al., 1988) asi como Relief (Kira y Rendell, 1992), de este
ultimo se utilizaron dos versiones, una con el pardmetro “peso de vecinos cercanos
por distancia” activado y otra con éste desactivado. Finalmente, se incluy6 un algo-
ritmo adicional denominado Signal-To-Noise (S2N) (Chen y Wasikowski, 2008).

Se utilizaron cuatro conjuntos de datos de 4mbito genético y con ejemplos de
clasificacion binaria, los autores no mencionan la fuente de los mismos.

La comparativa de los selectores mencionados comienza con la aplicacién de
los siete algoritmos a todos los conjuntos de datos, con lo que se obtiene un criterio
util para medir la estabilidad de los métodos. Los conjuntos de datos se sometieron
a la inyeccién de ruido en la clase para volver a procesar la SV y comparar resulta-
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dos.

Se utilizan tres frameworks para evaluar la robustez de los rakings de variables
bajo diferentes circunstancias y para distintos tamafios de subconjuntos de varia-
bles (muestreos limpio vs limpio, ruidoso vs ruidoso y limpio vs ruidoso). Lo ante-
rior, mediante la aplicacién de tres técnicas comunes de muestreo (Random Under
Sampling - RUS, Random Over Sampling - ROS y Synthetic minority oversam-
pling technique - SMOTE), se evaluaron 24 combinaciones diferentes de niveles y
distribucién de ruido en todos los conjuntos de datos.

S2N supera al resto de algoritmos de SV en los tres frameworks y en todos los
tamafios de subconjuntos, se demuestra que este selector es menos sensible a per-
turbacién de datos sin importar el tamafio de muestreo e inyeccién de ruido. Sin
embargo, Relief estd en segundo lugar a lo largo de toda la experimentacion, por lo
que también es una alternativa de SV confiable en datos del &mbito mencionado.
En contraparte, el algoritmo GR es el que presenta el peor resultado en términos
de estabilidad y esto ocurre en todos los frameworks, lo que demuestra que es al-
tamente sensible a ruido.

Aunque el estudio demuestra profundidad, las pruebas se dirigieron solamente
a conjuntos de datos de un 4mbito en particular y con sélo dos clases, seria conve-
niente probar con otro tipo de variables y mayor niimero de clases. Adicionalmente,
es evidente que en el estudio se pretende obtener alguna conclusién respecto a la
sensibilidad de los métodos evaluados con respecto al ruido, de ahi se desprende la
eleccién de S2N en su experimentacion. Sin embargo, es importante observar que
en términos generales Relief se comporta bien en sus pruebas. Se presentan los
resultados promediados de todos los frameworks, lo que valida que Relief también
pudiera ser el método elegido para el fin deseado por los autores.

5.1.9. Estudio experimental sobre métodos de SV para deteccion de
fallas de software

La principal intencién de este trabajo es efectuar un estudio experimental sobre
el desempefio de cinco algoritmos Filter de SV de tipo univariado, ésto sobre con-
juntos de datos referidos al dmbito especifico de deteccion de fallas en software
(Gnana Singh et al., 2016).

Los algoritmos comparados entre si son los conocidos: Ganancia de Informa-
cién (Info Gain) (Quinlan, 1986), Raz6n de ganancia (Gain Ratio - GR) (Quinlan,



5.1. Estado del arte 65

1993), Incertidumbre simétrica (SU) (Press et al., 1988) asi como Relief (Kira y
Rendell, 1992) y One R (Holte, 1993). Por otra parte, el clasificador incluido es
Naive Bayes (NB) (Titterington et al., 1981).

Para la experimentacion, se utilizaron 10 conjuntos de datos que pertenecen al
mismo dominio, es decir, deteccién de fallas en software.

La comparativa comienza con la aplicacién de los cinco selectores Filter univa-
riados a todos los conjuntos de datos y a partir de los rankings obtenidos por cada
uno se seleccionan cinco subconjuntos de variables, cada uno de éstos es evaluado
con el clasificador NB mediante la comparacién de la precisién obtenida.

El selector One R es el que obtiene en todos los casos los mejores resultados,
debido a ésto, los autores lo refieren como el mas adecuado para procesar datos
referidos a deteccion de fallas de software.

En el estudio se han utilizado pocos selectores asi como un solo clasificador,
ésto no asegura que en términos generales One R funciona siempre mejor que los
demés. Por otra parte, el nimero de variables seleccionadas no garantiza que se ha
elegido el mejor subconjunto para alcanzar la méxima precision del clasificador.

5.1.10. Otros estudios comparativos

En la literatura también se encuentran otros trabajos importantes cuyo propo-
sito es estudiar diversos métodos tipo Filter y/o Wrapper, aunque con diferentes
objetivos entre si, uno de ellos por ejemplo, es el compararlos unos con otros sin
importar que sean de un enfoque distinto, como se observa en (Bolén-Canedo et
al., 2105b), (Singh-Rathore y Gupta, 2014), (Lazar et al., 2012), (Kumari-Bharti y
Kumar-Singh, 2014) y en (Saeys et al., 2007).

En uno de los trabajos mencionados anteriormente, se evaliian siete algoritmos
de SV tipo Filter denominados Chi Squared (Dunning, 1993), Info Gain (Quin-
lan, 1986), Gain Ratio (Quinlan, 1993), Relief (Kira y Rendell, 1992), SVM (Vap-
nik y Lerner, 1963), One R (Holte, 1993) y Principal Component Analysis (Har-
man, 1960), asi como ocho tipo Wrapper conocidos como Classifier SubsetEval -
Rank search (Dash et al., 2000), Classifier SubsetEval - Race search based (Dash et
al., 2000), WrapperSubsetEval (Frank et al., 2011), FilterSubsetEval - Best search
(Frank et al., 2011), FilterSubsetEval - Genetic search (Frank et al., 2011), CFSS
subsetEval - Best search (Hall, 1999), CFSS subsetEval - Genetic search (Hall,
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1999) y Logistic Regression Analysis (Cheng et al., 2006); mientras que los cla-
sificadores incluidos son Naive Bayes (Titterington et al., 1981) y Random Forest
(Breiman, 2001). Los autores incluyeron cuatro conjuntos de datos aunque con mo-
dificaciones en ellos se obtuvieron 14 versiones distintas (Singh-Rathore y Gupta,
2014).

En otro de los trabajos mencionados, no se evalian métodos especificos sino el
comportamiento de familias de métodos univariados, bivariados o multivariados,
paramétricos o no paramétricos, rankeo de pares y aquellos con una funcién ob-
jetivo para espacio de busqueda, por lo que no se utilizaron grupos de datos de
algin dominio en especifico, de igual manera tampoco se refiere alguna evaluacién
mediante clasificadores sino una medida independiente denominada Coeficiente de
Correlacién Grupal y el resultado se centra en establecer las técnicas mds comunes
de validacion aplicables a todos los métodos de SV tipo Filter utilizados y en pro-
veer una comparacién conceptual entre funciones de score para los métodos (Lazar
etal., 2012).

Adicionalmente se reportan otros trabajos donde no se evalian métodos espe-
cificos. En uno de ellos los autores realizan su revisién en funcién de establecer
qué algoritmos tipo Filter se pueden usar para hacer Mineria de Textos, sugieren
una clasificacién que consiste en determinar aquellos que pertenecen al dmbito su-
pervisado o al no supervisado asi como si se produce un ranking o un espacio de
bisqueda (Kumari-Bharti y Kumar-Singh, 2014).

En otro estudio, la intencién es proveer informacién concreta sobre los enfoques
Filter, Wrapper e hibridos ademads de discutir su uso y variedad en la aplicacién de
un contexto particular en el area de la Bioinformatica (Saeys et al., 2007).

5.2. Comparativa para elegir un selector de variables

En esta seccion se presenta el procedimiento utilizado para comparar el com-
portamiento de diferentes algoritmos de SV, evaluados por diversos clasificadores
supervisados, a fin de establecer cudl de ellos logra elegir el mejor subconjunto de
variables para obtener los mdximos desempefios de clasificacién.

5.2.1. Descripcion de conjuntos de datos

Todos los ejemplos de datos utilizados, provienen del repositorio de aprendi-
zaje automdtico UCI Lichman (2009), selecciondndose distintos tipos de ellos con
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la intencién de observar las diferencias en los resultados proporcionados por los
algoritmos de SV y los clasificadores incluidos. En la Tabla 5.1 se presenta la des-
cripcidn de los 34 conjuntos de datos elegidos para esta experimentacion.

El lector encontrard que se incluyen casos con distintas cantidades de instan-
cias, hay algunos que consideran alrededor de 100 instancias, asi como otros que
cuentan con mas de 30,000 objetos. Con respecto del total de variables, la base de
datos mas pequefia tiene 7, mientras que el caso mayor involucra tratar a 500 de
ellas.

Por otra parte, las etiquetas de clase en cada conjunto de datos también es un
aspecto a tomar en cuenta, y aunque en la mayoria de casos se trata de clasificacién
binaria, también se agregaron ejemplos con decenas de clases.

La razén para lo anterior, se debe a que se ha considerado valioso para este
estudio contar con conjuntos de datos con un nimero representativo de variables
y de instancias, para observar el comportamiento de los métodos al aplicarlos en
ejemplos de alta, media y baja dimensionalidad.

Con respecto a los nombres de las variables y para estandarizar la fase de ex-
perimentacion, estos fueron cambiados en todos los casos por nombres genéricos
identificados por X = {x1,x2,x3,X4, ..., Xy, clase} donde n corresponde al total de
ellas en cada conjunto de datos.

Lo que se pretende en este estudio es identificar al algoritmo de SV que se in-
cluird en el método de estructuracién de poblaciones distribuidas. Lo anterior para
construir subconjuntos de variables seleccionadas localmente, es decir en cada una
de las distintas particiones que conforman una poblacién distribuida, a fin de iden-
tificar a las que mejor representardn a la poblacién completa en una representacion
general.

En esta experimentacion, solamente los ejemplos Iris y Madelon incluyen clases
balanceadas, se eligieron a fin de determinar si esta caracteristica sugiere algin
comportamiento en especifico para este tipo de base de datos. En el resto de casos,
no se presenta balanceo.
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Tabla 5.1: Descripcién de los conjuntos de datos procesados
Conjuntos de datos Instancias  Variables Clases

1 Abalone 4,177 8 28

2 Adults 48,842 14 2

3 Cylinder Bands 539 39 2

4 Bank 4,521 16 2

5 Bank Full 45,210 16 2

6 Breast Cancer 286 9 2

7  Car Evolution 1,728 6 4

8 Chess 3,196 36 2

9 Congressional Voting Records 435 16 2
10 Default Credit Card Clients 30,000 23 2
11 Dermatology 366 34 6
12 Ecoli 336 7 8
13 EggEye 14,980 14 2
14 Geographical Music Chromatic 1,059 116 33
15 Geographical Music Simple 1,059 68 33
16 German Credit 1,000 20 2
17 Glass 214 9 6
18 Hepatitis 155 19 2
19 Horse Colic 300 27 2
20 Iris 150 4 3
21 Letter Recognition 20,000 16 26
22 Lymphography 148 18 4
23 Madelon 2000 500 2
24 Messidor features 1151 19 2
25 MG Telescope 19,020 10 2
26 Mushroom 8,124 22 2
27 Nursery 12,960 8 5
28  Primary Tumor 339 17 21
29 Sensorless 58,509 48 11
30 Statlog - Australian Credit 690 15 2
31 Tic tac toe 958 9 2
32 Wisconsin Breast Cancer 699 10 2
33 Year Polish 43,405 64 2
34 Zoo 101 17 7
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5.2.2. Algoritmos evaluados

Para la evaluacién de métodos de SV, se incluyeron los ocho selectores cono-
cidos como: Chi Squared, Gain Ratio, Info Gain, Laplacian Score, One R, Relief,
SVM y Symmetrical Uncertainty. En todos los casos se trata de algoritmos de tipo
Filter univariados y debido a que estdn diseiiados con base en diferentes conceptos
tedricos, el ranking que cada uno produce serd diferente entre si, lo que permitird
la comparacién sin ventaja para alguno de ellos.

Los clasificadores utilizados para evaluar las listas de ranking son seis, se in-
cluye entre ellos (i) una modificacién del algoritmo SVM tradicional denominado
Sequential Minimal Optimization (SMO) (Platt, 1998), (i7) un método de tipo pro-
babilistico basado en el Teorema de Bayes (Naive Bayes - NB) (Titterington et al.,
1981), (iii) dos métodos de tipo perezoso basados en el algoritmo del vecino mds
cercano (K Nearest Neighbor - KNN) (Fix y Hodges, 1951) identificados como
KStar (Cleary y Trigg, 1995) e Ibk (Aha y Kibler, 1991), (iv) otro construido so-
bre C4.5 con una variante soportada por grafos, conocido como J48Graft (Quinlan,
1993) y (v) uno mas disefiado sobre combinacién de filtro de instancias - clasifica-
dor identificado como Filtered (Hall et al., 2009).

Los clasificadores mencionados, se eligieron por estar construidos con distintas
bases tedricas y por ser reconocidos en la literatura correspondiente, como algorit-
mos con alta efectividad, de facil implementacion y de uso muy extendido.

Para todos los algoritmos de SV y CS, se utiliz6 la version disponible en la
plataforma Weka (Hall et al., 2009), a excepcion del selector Laplacian Score, éste
ultimo requiri6 la implementacion del algoritmo publicado por Solorio-Fernandez
et al. (2010b), quién proporcioné el cédigo fuente y colaboré en el proceso para
obtener una versién ejecutable, compatible con la version vigente de Java Virtual
Machine (Oracle-Corporation, 2017).

5.2.3. Experimentacion

Para implementar la fase de experimentacion, se requiere una estrategia de bus-
queda que permita la evaluacién de subconjuntos de variables por todos los cla-
sificadores, el método elegido es el denominado SBE mencionado en la seccién
2.1, entre otras razones porque no se sabe a priori, con cuantas variables de cada
conjunto se encontrard el mejor desempefio del clasificador, se presupone que en
la generalidad, este valor mdximo se identificard con la mayoria de ellas.
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El método SBE, selecciona iterativamente subconjuntos de variables a partir
de un ranking, el procedimiento comienza considerando al total de ellas para de-
terminar el desempefio de algin clasificador, mediante la obtencién del nimero
de instancias correctamente clasificadas; en una siguiente iteracién elimina a la
primer variable menos significativa, lo que supone que no deberia afectar significa-
tivamente la precisién del clasificador, el proceso continda eliminando la siguiente
variable en el ranking y asi sucesivamente hasta haber eliminado a todas. En al-
guna de las iteraciones el desempeiio de clasificacién alcanza su valor méximo y
posteriormente comienza a decrecer hasta llegar a un nivel minimo.

Con la idea de aplicar los diferentes algoritmos de SV y de clasificacién a todos
los conjuntos de datos, se disefié un procedimiento que permita para cada uno de
ellos (7) utilizar los ocho selectores de variables, (if) obtener los correspondientes
ranking, (iii) determinar la precision de los seis clasificadores para diferentes sub-
conjuntos de variables mediante el método de bisqueda SBE, (iv) tabular y graficar
los resultados para finalmente, (v) realizar el andlisis, comparativa e interpretacién
de los resultados obtenidos. La Figura 5.1 muestra el diagrama de flujo correspon-
diente a este procedimiento.

Por otra parte, la medida de evaluacion utilizada es la precision del clasificador,
la que se reconoce como el porcentaje de instancias correctamente clasificadas, con
respecto del total de las existentes en cada conjunto original de datos.

Este algoritmo se ha diseiiado para aplicarse con cualquier selector Filter y cla-
sificador supervisado, no solamente con los algoritmos que se utilizardn en esta
experimentacion. Adicionalmente, el método de biisqueda SBE puede ser sustitui-
do por SFS o algin otro, preferentemente de tipo secuencial.

La idea de aplicar en paralelo los seis clasificadores supervisados, permitird
tabular simultdneamente los resultados obtenidos en cada iteracién. Sin embargo,
no todos los clasificadores realizan su trabajo en el mismo tiempo de ejecucioén y
considerando que el algoritmo se basa en un proceso de busqueda exhaustiva, la
duracién de las pruebas requiere una cantidad considerable de tiempo. El objeti-
vo de esta prueba no se centra en el rendimiento temporal sino en la efectividad
obtenida, por lo que no se reportard la eficiencia sino la eficacia alcanzada en la
experimentacion.
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Figura 5.1: Procedimiento para aplicar algoritmos de SV vy seis clasificadores.

La aplicacion de este procedimiento se describe a detalle en la subseccion si-
guiente, el proceso es semejante para cada uno de los grupos de datos involucrados.
Se presentan en una primera instancia, los resultados obtenidos para el conjunto
Messidor. Posteriormente se muestra la comparativa resumida de todos los méto-
dos para el total de los conjuntos de datos incluidos.

5.2.4. Resultados

De acuerdo al procedimiento referido en la Figura 5.1, debe realizarse la apli-
cacion de todos los selectores a cada conjunto de datos. Para mostrar el procedi-
miento completo de un conjunto de datos se eligié la base de datos Messidor, la
cual trata de un conjunto con sélo 19 variables, las cuales pueden ser mostradas
adecuadamente en las tablas y graficas de resultados. La Tabla 5.2 muestra la lista
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de los rankings obtenidos por los ocho métodos de SV mencionados. Cabe men-
cionar que cada ranking muestra sus resultados en orden descendente, de acuerdo
a la importancia identificada para cada variable.

Tabla 5.2: Ranking de variables del conjunto de datos Messidor obtenidos de los
algoritmos de SV

Chi Gain Info Laplacian

X3 X15 X3 X1 X3 X3 X3 X15
X15 X16 X16 X2 X15 X4 X7 X16
X16 X1 X15 X19 X4 X19 X4 X14
X4 X14 X4 X14 X5 X9 X9 X3
X14 X3 X14 X15 X16 X5 X15 X4
X5 X13 X5 X6 X6 X6 X10 X5
X6 X4 X6 Xs X14 X10 X8 X6
X9 Xs X9 X7 X13 X15 X16 X13
X13 X6 X13 X4 X8 X7 X6 X7
X7 X7 X7 X13 X9 X8 X13 X9
X8 X9 X8 X3 X7 X1 Xs X8
X2 X8 X2 X16 X1 X12 X2 X1
X1 X12 X1 X8 X2 X16 X14 X2
X19 X2 X19 X12 X12 X14 X11 X19
X12 X19 X12 X11 X17 X2 X18 X12
X18 X18 X18 X9 X19 X13 X1 X18
X17 X17 X17 X10 X11 X18 X12 X17
X11 X11 X11 X17 X10 X1 X17 X11
X10 X10 X10 X18 X18 X17 X19 X10

Cada método de SV, obtiene un ranking en particular para este conjunto de
datos, aunque pudieran existir algunas coincidencias entre ellos no son necesaria-
mente iguales. El hecho de que cada uno sea diferente sugiere la interrogante ; Cual
método obtiene un mejor rankeo de variables? La respuesta a esta pregunta es la
razén por la que se comparan entre si diversos algoritmos selectores.

A continuacion, se procede a evaluar los ocho rankings derivados de los algo-
ritmos de SV, esto se realiza de acuerdo al método de biisqueda SBE, enviando los
subconjuntos de prueba a los seis clasificadores. Para cada ranking el proceso ini-
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cia utilizando a todas las variables, en una segunda iteracion se elimina la variable
menos significativa y ésto se repite hasta terminar de evaluar al total de variables.
Al finalizar, se disponen todos los resultados en una tabla, para facilitar la observa-
cioén del comportamiento de todos los clasificadores.

Como se puede observar, la Tabla 5.3 muestra la precisién obtenida por los seis
clasificadores utilizando el ranking proporcionado por el algoritmo Chi Squared,
con el conjunto de datos Messidor. En esta tabla, se resalta la precision mds alta
obtenida por cada algoritmo clasificador. Sin embargo, no todos los clasificadores
obtienen porcentajes de precisién similares. Algunos de ellos presentan mejores
resultados que otros, ésta es una de las razones para comparar los resultados a
través de diversos algoritmos de clasificacion.

Tabla 5.3: Precision de clasificadores mediante SBE, ranking derivado del selector
Chi Squared, conjunto de datos Messidor

Iteracion Naive  Lazy J48 Lazy Meta

Variables SMO Bayes KStar  Graft Ibk  Filtered
Todas  67.593 56.820 61.251 64.639 61.338 63.249
Sinxjp 67333 56.820 61.338 64.292 60.122 63.249
Sinxy;  66.725 56.646 62.467 64.813 59.340 63.249
Sinx;; 66985 56.646 60.904 64.726 62.207 63.249
Sinx;g  67.159 56.646 63.162 64.987 67.333 63.249
Sinx;p  66.725 56.386 64.639 65.161 67.593 63.249
Sinxjg 67246 56.386 64.466 64.205 65.508 63.249
Sinx;  67.246 56.386 64.379 64.205 65.421 63.249
Sinx,  65.074 56.299 63.944 63.076 66.030 63.249
Sinxg  64.813 56.125 64.813 64.466 66.203 63.423
Sinx; 64.031 56.386 63.510 64.118 65421 63.336
Sinx;3 64.118 56.907 65.421 64.553 65.595 63.336
Sinxg 63510 56.820 64.987 63.336 66.811 62.815
Sinxg 60904 56.560 63.684 62.815 67.072 62.641
Sinxs  60.122 56.212 62.467 60.990 64.205 62.815
Sinx;4  60.122  57.081 62.120 60.990 65.769 62.989
Sinxs  60.295 56.386 60.904 61.685 58.645 62.815
Sinxjg 60.122 57.255 61.772 61.685 58.384 62.554
Sinx;s  59.253 59.166 56.212 60.990 59.687 59.687
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Como se observa en la Tabla 5.3, el subconjunto de variables con el que se ob-
tiene el mejor desempefio de clasificacion, no es el mismo para cada clasificador.
En particular, SMO indica que el conjunto completo de variables es el mejor sub-
conjunto. Naive Bayes muestra que el mejor subconjunto se integra de una sola
variable, en este caso se trata de x3. KStar muestra que en su caso, el subconjunto
optimo incluye las ocho variables x3, x5, X16, X4, X14, X5, X6 ¥ Xg. Por otra parte,
J48 e Ibk eligen un subconjunto con las 14 variables x3, x5, X16, X4, X14, X5, X6, X9,
X13, X7, X8, X2, X1 Y X19. Por dltimo, Filtered sugiere que el mejor, es el subconjunto
conformado por las 10 variables x3, x15, X16, X4, X14, X5, X6, X9, X13 ¥ X7.

De acuerdo a los resultados anteriores, es necesario establecer una estrategia
que permita elegir la combinacion selector - clasificador que mejor resultados pro-
porcione, de acuerdo a los diferentes conjuntos de datos de experimentacién. Por
lo que de manera andloga, a partir de los rankings correspondientes al resto de los
selectores aplicados a este mismo conjunto de datos, se han obteniendo las tablas
que completan el proceso de evaluacién.

Posterior a la construccion de las tablas de resultados, se han construido dos
tipos de gréficas a fin de observar el comportamiento de los clasificadores a lo largo
de toda la experimentacion, definiéndose los siguientes criterios de observacion:

1. Desempefio de clasificadores por el Ranking de cada algoritmo de SV, en
donde se muestra el porcentaje de clasificacién versus subconjuntos de va-
riables creados de acuerdo al ranking, la grafica incluye seis series de datos,
cada una correspondiente a un clasificador.

2. Andlisis de desempefio por clasificador, en donde se considera el porcentaje
de clasificacién versus porcentaje de variables seleccionadas, cada gréfica
incluye ocho series de datos, cada serie corresponde a un ranking.

En el primer tipo de grafica, puede observarse cudl de los clasificadores produce
el valor de mdximo desempefio para un ranking dado, asi como cudntas y cudles
variables se requieren para alcanzarlo. Un ejemplo puede verse en la Figura 5.2,
dénde se aprecia el comportamiento de los seis clasificadores de acuerdo al ranking
proporcionado por el algoritmo Relief en el conjunto de datos Messidor.

En la Figura 5.2, el eje de ordenadas muestra las variables que estdn siendo eva-
luadas en cada iteracidn, asi el primer punto corresponde a la evaluacién con todas
ellas, el segundo se obtiene sin considerar la variable x;7 por ser la menos signifi-
cativa, y asi sucesivamente estas iteraciones continian hasta eliminar a la variable
mds significativa (x3). Se observa que para este ejemplo, el clasificador KStar que



5.2. Comparativa para elegir un selector de variables 75

al inicio de la evaluacién comienza obteniendo una precisién de clasificacién de
61.251 % de instancias correctamente clasificadas considerando a todas las varia-
bles, es el que produce el mejor desempefio, equivalente al 69.157 % cuando ha
eliminado del conjunto original a trece de ellas y ha conservado a seis, (xg, X5, X9,
X19, X4 y x3). Siendo esta Ultima la mds significativa.

Precision del clasificador | ——SMO —— Naive Bayes —— Lazy Kstar ——J48Graft Filtered —— Lazy Ibk
%
70 T

68

66

52 t t t t t t t t t t t t t t t t t t 1

Todas x17 x1 x18 xI3 x2 x14 xI16 xI12 xI11 x8 x7  x15 x10 x6 x5 x9  x19 x4 x3

Variables Eliminadas

Figura 5.2: Curvas de desempefio de los seis clasificadores, conjunto de datos Mes-
sidor, ranking Relief.

En el segundo tipo de gréfica, se puede observar el desempefio de un mismo cla-
sificador de acuerdo a cada uno de los rankings utilizados, un ejemplo se aprecia
en la Figura 5.3, éste corresponde a la evaluacion del clasificador KStar de acuer-
do al ranking producido por los ocho métodos tipo Filter involucrados; en el eje
de ordenadas se muestra el porcentaje de variables seleccionadas partiendo desde
cero y hasta llegar al 100 % de ellas, el resultado confirma que el selector Relief
produce el mejor desempeiio de este clasificador 69.157 % utilizando un 31.6 % de
variables seleccionadas.

El comportamiento ideal sugiere que la curva aumenta stibitamente al inicio de
la grafica y obtiene su valor mdximo, comenzando posteriormente un descenso que
se mantiene al llegar al total de variables seleccionadas, por tanto se busca que el
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selector de variables a elegir como el mejor pueda producir ese desempeiio.

De manera semejante, se han obtenido todas las gréficas correspondientes a la
evaluacién de los seis clasificadores para cada uno de los ocho algoritmos de SV
estudiados, por lo que ahora es importante realizar la comparativa que permitird
saber que combinacién de selector - clasificador obtiene la mejor clasificacion en
cada conjunto de datos observado.

Precision del clasificador |— Chi Squared —— Gain Ratio —Info Gain Laplacian Score|
% —One R — Relief — Symmetrical —SVM

70
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53% 105% 15.8% 21.1% 263% 31.6% 36.8% 421% 47.4% 52.6% 57.9% 63.2% 68.4% 73.7% 7189% 84.2% 89.5% 94.7% 100.0%

Variables Seleccionadas

Figura 5.3: Comportamiento del clasificador KStar para los ocho rankings del con-
junto de datos Messidor.

Posteriormente, para realizar la comparativa deseada, se han concentrado en
una nueva tabla, los valores de mdximo desempefio obtenidos por un mismo cla-
sificador siguiendo el ranking producido por cada algoritmo de SV incluido, con
lo que es posible observar de entre todos ellos, el valor mds alto. Un ejemplo de
esta comparacién se muestra en la Tabla 5.4, éste corresponde al conjunto de datos
Messidor, donde de manera concluyente se encontrd que es el clasificador KStar es
el que presenta el mejor desempefio en combinacion con el selector Relief, con un
total 69.157 % de instancias correctamente clasificadas.
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Tabla 5.4: Resumen de médximo desempefio de todos los selectores - clasificadores,
conjunto de datos Messidor.

Instancias correctamente clasificadas (%)

Meétodo Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk Filtered
Chi Squared 67593 59.166 65421 65.161 67.593 63423
Gain Ratio 67.593 56.820 64.813 64.987 67333 63.423
Info Gain 67.593 59.166 65.421 65.161 67.593 63.423
]S“jf)’i:‘”an 67941 57.689 64.031 66725 66203 63.249
One R 67.941 61.946 64.987 65074 6897  63.249
Relief 68.115 63.162 69.157 66.116 67.072 64.031
SVM 68.636 62.294 68.636 66.116 64.726 63.944
Symmetrical 67.593 56.820 64.987 65.161 67.593 63.423
Uncertainty
Maéximo por método  68.636 63.162 69.157 66.725 68.897 64.031
Maximo global 69.157

Este mismo proceso se realizé para todos los conjuntos de datos (ver Apéndice
A), por lo que se ha podido determinar en cada uno a la combinacién selector -
clasificador que produce los mejores desempeiios, encontrdndose que para algunos
casos continda siendo Relief - Kstar, sin embargo, hay casos donde Relief aunque
sigue siendo el mejor selector obtiene mejor desempefio con el clasificador Ibk,
incluso, se identificé un caso donde KStar se comporta mejor que el resto de clasi-
ficadores pero no con el ranking Relief sino con Info Gain o con One R.

El procedimiento realizado para establecer un criterio que permita seleccio-
nar una combinacién de selector - clasificador que represente la experimentacién
completa, consiste en construir una tabla formada por los valores promedio de los
resultados parciales obtenidos en cada uno de los doce conjuntos de datos, a partir
de estos valores es posible elegir el valor mds alto y que corresponderd al maximo
porcentaje de instancias correctamente clasificadas de acuerdo a un ranking apli-
cado al total de los conjuntos de datos.

Los valores finales se observan en la Tabla 5.5, éstos sustentan la eleccion del
algoritmo Relief como el que produce el ranking que mejor desempefio obtiene con
todos los clasificadores utilizados. Se observa que en cuatro de los seis clasificado-
res, se presenta el mejor comportamiento y especificamente con KStar, es donde se
alcanza el maximo global.
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Tabla 5.5: Promedio de clasificacién en todos los conjuntos de datos evaluados

Instancias correctamente clasificadas (%)

Meétodo Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk Filtered
Chi Squared 70.624 68.125 74244 72.676 75260 68.291
Gain Ratio 70.832 67.412 74214 72757 75.440 68.518
Info Gain 70.624 68.120 74318 72.849 75.017 68.669
]S“:giiman 61.726 56589 63.127 62.588 64.174 58.402
One R 70.443  69.095 74559 72781 75.402 68.516
Relief 70733 68.817 76.021 73237 75.654 68.725
SVM 62251 61.366 66208 65.585 64.865 63.296

Symmetrical 70728 67.427 74270 72739 75260 68.518

Uncertainty
Maéximo por método  70.832 69.095 76.021 73.237 75.654 68.725
Maximo global 76.021

A partir de los resultados mostrados en la Tabla 5.5, se ha obtenido la gréfica de
la Figura 5.4, que representa el comportamiento de todas las combinaciones selec-
tor - clasificador para el total de conjuntos de datos. La serie con mejor desempeiio
corresponde al selector Relief, encontrando su valor mdximo con el clasificador
KStar.

.. . ——Chi Squared Gain Ratio ——Info Gain ~ ——Laplacian
Precision del clasificador d chm
—One R Relief —SVM —— Symmetrical
% Uncertainty

76.021 %
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Figura 5.4: Resultados globales de comportamiento de selectores - clasificadores
en todos los conjuntos de datos.
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Es evidente bajo el sustento de los resultados obtenidos, que el clasificador KS-
tar obtiene el valor maximo de clasificacién general al combinarse con el selector
Relief con un valor de 76.021 % de instancias correctamente clasificadas al consi-
derar a todas las bases de datos. Por otra parte, al utilizar el mismo selector pero en
combinacién con el clasificador Ibk, se obtiene un 75.654 % de desempefio global,
la diferencia es apenas del 0.367 %.

Abhora bien, los seis selectores Chi Squared, Gain Ratio, Info Gain, Laplacian
Score, One R y Symmetrical Uncertainty, obtienen mejor desempefio con Ibk que
con KStar y solamente con KStar y SVM es el caso contrario. Al calcular y prome-
diar las diferencias en el desempefio de ambos clasificadores y restar del rendimien-
to de Kstar, el valor obtenido con Ibk, resulta un promedio de 0.514 %, indicando
que en general, hay mayor precision con Ibk que con KStar.

Dado que el objetivo de este trabajo, no se centra en evaluar el tiempo de eje-
cucion de los algoritmos, no se han presentado datos temporales en el desempeiio
de los métodos, pero se ha observado durante toda la experimentacién, que Ibk es
sustancialmente mas rapido que KStar y la eficacia aunque es menor, no tiene una
diferencia significativa.

Derivado de lo anterior, la mejor combinacion a lo largo de la experimentacién
con los 34 conjuntos de datos, se ha determinado que para continuar con esta in-
vestigacion, se elige a la combinacion selector - clasificador dada por Relief - Ibk.

5.3. Discusion del método elegido

En este trabajo, se ha desarrollado un estudio y comparativa entre ocho méto-
dos de SV tipo Filter, considerando algunos de los mds reportados en la literatura,
para lo que se ha utilizado como medida de desempeifio la precision obtenida por
seis clasificadores supervisados. Durante la revisién del estado del arte, se ha en-
contrado que existe cierta tendencia a evaluar diversos algoritmos para un conjunto
de datos en un contexto en particular por lo que con la intencién de que la validez
de los resultados pueda ser considerada de forma mds general, se han incluido 34
conjuntos de datos pertenecientes a diferentes contextos y se ha decidido que éstos
provengan de un repositorio revisado y dirigido a tareas de clasificacion supervisa-
da.

El algoritmo Relief para SV ha mostrado ser el que produce un ranking donde
la mayoria de clasificadores obtienen el mejor desempeiio, produciendo el valor
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mads alto con los clasificadores KStar, J48, Ibk y Filtered. Particularmente, se ha
elegido la combinacién Relief - Ibk como la dupla con la que se obtiene el mejor
comportamiento de toda la comparativa.

Un resultado importante en general, es que seis de los ocho algoritmos de SV
producen un desempeiio en los clasificadores muy semejante, por encima de los se-
lectores SVM y Laplacian Score, siendo este tltimo con el que se obtuvo la menor
capacidad de clasificacién en general.

Con relacién al comportamiento de los clasificadores, se observa que Ibk produ-
ce los mds altos desempefios con seis de los ocho rankings evaluados, la excepcion
es con Relief y con SVM donde KStar es el mejor. Lo interesante de esta observa-
cién es que tanto KStar como Ibk son métodos basados en el algoritmo del vecino
mds cercano, con lo que se demuestra que de acuerdo a la literatura relacionada,
se comprueba que estos clasificadores producen buenos resultados y que de alguna
manera no se depende del ranking y/o el conjunto de datos utilizados. Por el con-
trario el clasificador Naive Bayes produce los minimos porcentajes de clasificacion
en seis de los ocho rankings evaluados.

La estrategia utilizada y los resultados obtenidos, demuestran que Relief es un
selector fuertemente recomendable en procesos de SV sin importar el contexto
de los datos utilizados y que esta misma idea puede ser ampliada para comparar
mds selectores incluso considerar otros algoritmos Filter multivariados, asi como,
otros clasificadores. Ademds, es posible incluir una variedad mayor de conjuntos
de datos e incorporar otras métricas diferentes al desempefio del clasificador. Esto
constituye actividades futuras de investigacién basadas en el presente trabajo.

En este capitulo, se ha determinado la combinacién selector - clasificador que
formara parte del método de estructuracién de poblaciones distribuidas mediante
técnicas de RP, sin embargo ain hace falta determinar a partir de un ranking, una
estrategia para establecer el total de variables seleccionadas. Para abordar esta ta-
rea, debe desarrollarse un criterio que permita detener el proceso de evaluacion de
rankings, buscando encontrar el maximo desempefio de algin clasificador, que se
incluya para validar la pertinencia de las variables seleccionadas. En el capitulo 6
se aborda a mayor detalle, el desarrollo del criterio requerido.



Capitulo 6

Criterio para evaluacion de
rankings

La actividad mds importante que un ser
humano puede lograr es aprender para
entender, porque entender es ser libre

Baruch Spinoza

Como resultado de su aplicacion, los métodos Filter univariados de SV producen
un ranking de las variables presentes en diversos conjuntos de datos. El orden ob-
tenido depende en gran medida, del sustento cientifico con el que cada algoritmo
estd disefiado, por lo tanto, algunas técnicas podrian atribuirle mas importancia a
una variable que a otra.

Posterior a la aplicacién de los algoritmos selectores, es frecuente que un exper-
to en el contexto de los datos, decida cuéles de ellas son susceptibles de eliminarse;
entre otros fines, para lograr la reduccion de la dimensionalidad en la representa-
cién procesada. Sin embargo, elegir el subconjunto de variables 6ptimo a partir de
un ranking y que represente adecuadamente a los objetos en observacién, no siem-
pre puede efectuarse con la intervencién humana.

Dada la cantidad abrumadora de combinaciones posibles, que se pueden confor-
mar con las variables de un conjunto de datos en especifico, es justificable recurrir a
la automatizacion de estrategias para el proceso de evaluacion de distintos subcon-
juntos de éstas, a fin de encontrar el dptimo o més adecuado, de acuerdo a alguna
clasificacién o bien para alcanzar un objetivo en particular.

81
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Derivado de lo anterior, pueden surgir diversas ideas para conformar el subcon-
junto de variables deseado. Una de ellas, indicaria que a partir de un ranking dado,
es posible establecer un umbral, asi aquellas variables que logren satisfacerlo, se-
rén seleccionadas y el resto se rechazardn. En otra estrategia, se podria elegir una
cantidad previamente establecida de ellas sin considerar mds aspectos, como por
ejemplo, la correlacién entre si mismas o incluso con la variable objetivo, entre
otros.

En este capitulo, se incluye (i) la revisién de algunos trabajos en los que se
proponen distintas maneras para elegir un subconjunto de variables a partir de un
ranking, también, (ii) se describe la propuesta de un criterio para elegir un subcon-
junto de variables a partir de un ranking, buscando que dicha seleccién sea la que
produce el mdximo desempefio de un clasificador supervisado. Por otra parte y pa-
ra analizar su desempefio, (iii) este criterio es sometido a un proceso de validaciéon
mediante la comparacién con resultados obtenidos con otros algoritmos, éstos han
sido reportados en la literatura correspondiente, como métodos de bisqueda efec-
tivos. Finalmente, (iv) se realiza una discusion del criterio presentado.

Con relacién a los trabajos con distintas propuestas en la eleccién de un subcon-
junto de variables, estdn por un lado (a) los métodos que requieren la intervencién
humana para que el investigador indique cuantas de ellas se desean y por otro, (b)
los que a partir de la satisfaccién de un criterio dado, catalogan cada variable como
parte del subconjunto buscado, permitiendo automatizar el proceso. Sin embargo,
no se ha encontrado algin aporte que se enfoque especificamente en el andlisis
de las curvas de desempefio de los clasificadores. Principalmente, los trabajos se
concentran en satisfacer un umbral que es proporcionado por quienes conocen las
naturaleza de los datos que se procesan, o en su defecto, dicho umbral puede ser
determinado matematicamente, lo que requiere calculos complejos que dificultan
el procesamiento, especialmente cuando la dimensionalidad del objeto de estudio
es alta.

6.1. Estado del arte

Los siguientes trabajos incluyen diferentes enfoques de SV y distintas técnicas
supervisadas de clasificacion. Adicionalmente, se presentan algunas variantes en
las métricas de distancia utilizadas asi como la posible interaccién entre variables.
La descripcién de los trabajos incluye a sus objetivos, algoritmos y conjuntos de
datos empleados asi como los resultados obtenidos y una reflexién de los mismos.
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6.1.1. Un nuevo método supervisado de seleccion de variables para
clasificacion de patrones

Este trabajo se centra en la presentacién de un nuevo algoritmo para la tarea de
SV, éste ha sido desarrollado con una técnica soportada por criterios tomados de
la Teoria de la Informacién (Shannon, 1948). El método presentado a diferencia
de otros derivados del mismo enfoque, no se basa simplemente en la obtencién
de la MI o de la SU entre variables para determinar su relevancia o redundancia,
sino que propone una funcién de evaluacién que incluye dos criterios para medir
la importancia de cada variable. En esta nueva propuesta, se asocia la relevancia
con la distancia intercluster y la redundancia con la distancia intracluster, obtenidas
mediante la M1 y el Coeficiente de Relevancia (CR) respectivamente; este ultimo,
propuesto por los autores y que permite seleccionar a aquella variable que tiene la
mayor relacién incremental de informacion (Liu et al., 2014).

El algoritmo presentado, utiliza Sequential Forward Search (SFS) como méto-
do de biuisqueda para evaluar las variables provistas por seis diferentes rankings,
estos son Correlation Based Feature Selection (CFS) (Hall, 1999), Fast Correlation
Based Feature Selection (FCBF) (Yu y Liu, 2004), modified Mutual Information
Based Feature Selection (mMIFS-U) (Novovicova et al., 2007), Relief (Kira y Ren-
dell, 1992), mRMR-U (Ponsa y Lopez, 2007) y el Feature Selection inFormation
Criteria (FSFC) propuesto por los autores. En todos los casos se utilizaron tres cla-
sificadores supervisados, el primero basado en el algoritmo clasico de Naive Bayes
(Titterington et al., 1981), el segundo en 1-Nearest Neighbor (INN) (Fix y Hodges,
1951) y uno més basado en C4.5 (Quinlan, 1993).

Se procesaron 12 diferentes conjuntos de datos, 10 de ellos fueron descargados
del repositorio UCI Machine Learning (Lichman, 2009) con un promedio de 81 va-
riables y 2,737 instancias, mientras que los restantes dos se extrajeron de ejemplos
biomédicos, donde el primero tiene 2,000 variables y Unicamente 62 instancias y
el segundo consiste de 12,600 variables y 102 instancias.

La experimentacion consistio en aplicar primero el método FCBF a todos los
conjuntos de datos, debido a que por su naturaleza obtiene por si mismo un ni-
mero k de variables seleccionadas, luego, ese valor k es pasado como pardmetro al
resto de selectores utilizados, a fin de obtener subconjuntos de variables del mismo
tamafio y con la intencién de fomentar un posterior proceso imparcial para la eva-
luacién de la precision obtenida por los clasificadores.

En los resultados experimentales, se observa que el método FSFC de los autores
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en combinacién con el clasificador Naive Bayes, obtiene los més altos valores de
precision para 10 de los 12 conjuntos de datos utilizados; para el caso de la primera
excepcién donde FSFC no produce el méximo desempeiio de clasificacién, se trata
de la base de datos con mas instancias (8,124) y menos variables (22), donde el
mayor ndmero de instancias correctamente clasificadas se obtiene con el selector
Relief, mientras que en el segundo caso, el conjunto de ejemplos tiene apenas 76
instancias y 44 variables y se presenta una situacién de empate con tres selectores
que coinciden en la obtencién del mejor comportamiento de clasificacion, éstos
son: CFS, FCBF y mRMR-U.

Este trabajo, aunque presenta resultados que demuestran la efectividad de la
propuesta, también sugiere que no hay relacién entre el nimero de instancias y va-
riables con el desempefio de selectoresclasificadores; Finalmente, es posible apre-
ciar que en términos generales, el método propuesto produce mejor desempefio de
clasificacién no solo con Naive Bayes sino también con INN y con C4.5. Respecto
del criterio de detencién en el proceso de evaluacidn, se observa que se utiliza un
algoritmo reportado previamente en la literatura (FCFB) para determinar el nimero
de variables que serdn seleccionadas, posteriormente se usa FSFC para obtener el
ranking y finalmente, éste se evalia completo mediante SES con los clasificadores.

6.1.2. Un nuevo método de seleccion de variables que considera la in-
teraccion de variables

En este trabajo, se propone un algoritmo de SV orientado a determinar un factor
de peso en la interaccion entre caracteristicas de una Base de Datos denominado
IWFS, el cual estd basado en el calculo de métricas derivadas de la Teoria de la
Informacién como la MI entre pares de ellas, considerando como variables inter-
activas a aquellas que se muestran irrelevantes o débilmente relevantes individual-
mente, pero cuando se combinan entre si, pueden tener una alta correlacién con
respecto a la clase (Zeng et al., 2015).

Los autores comparan el método propuesto con los conocidos Correlation Ba-
sed Feature Selection CFS (Hall, 1999), INTERACT (Zhao y Liu, 2007a), FCBF
(Dash y Liu, 2003), minima Redundancia Mdxima Relevancia mRMR (Peng et
al., 2005) y Relief-F (Kononenko, 1994). Durante el proceso, se considero el uso
de tres clasificadores que incluyen a los algoritmos C4.5 (Quinlan, 1993), IB1 (Fix
y Hodges, 1951) y uno basado en reglas denominado PART (Frank y Witten, 1998).

Los algoritmos mencionados se utilizaron con dos tipos de conjuntos de datos,
a saber, (i) con seis bases de datos artificiales, donde tres de ellas se obtuvieron con
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la herramienta de generacién de datos RDG1 de Weka (Hall et al., 2009), tres mds
fueron descargadas del repositorio UCI (Lichman, 2009) y (ii) ocho casos referi-
dos a ejemplos del mundo real, también tomados del repositorio UCI (Lichman,
2009). Para el primer tipo de datos, es decir, los artificiales, el ranking de variables
considera como criterio de detencién, el momento en que la MI de una variable i
con respecto a la clase era igual a la MI de otra variable j, mientras que para los
conjuntos de datos reales se utilizé un umbral determinado por las primeras k va-
riables del ranking que producian la més alta precision de un clasificador.

La diferencia en los criterios utilizados para la evaluacién de variables tanto en
la experimentacion con datos sintéticos como en los reales, es que con los primeros,
el objetivo principal era identificar caracteristicas irrelevantes por lo que satisfacer
la igualdad de MI respecto de la clase se consider6 suficiente, mientras que con los
segundos, se utilizé la precisién de los clasificadores mencionados.

De acuerdo a los resultados presentados por los autores, en la parte de la ex-
perimentacion con datos sintéticos, su método IWFS remueve todas las variables
irrelevantes para los seis conjuntos de datos evaluados. Encontraron también, que
el algoritmo INTERACT falla con uno de los ejemplos generados y que CFS falla
en todos los casos, mientras que el resto de selectores seleccionan variables co-
rrectamente en algunos casos pero fallan en otros, de manera especifica mRMR y
Relief-F eligen variables irrelevantes en sus resultados.

Para los experimentos con datos reales, los ocho conjuntos de datos fueron par-
ticionados en 70 % como datos de entrenamiento y 30 % como datos de prueba y
la precision del clasificador se determina con el promedio de 100 pruebas con di-
ferentes inicializaciones aleatorias, donde IWFS obtiene el mejor desempefio com-
portdndose atin mejor con el clasificador IB1.

Estos resultados favorecen el método propuesto por los autores, se observa que
elimina variables redundantes y también identifica a aquellas que se pueden catalo-
gar como interactivas. Sin embargo, es en el promedio de precision de clasificacion
donde resulta més alto, lo que no garantiza que en todos los conjuntos de datos
evaluados es el mejor, no hay algin comentario de los autores sobre los casos es-
pecificos donde otros métodos tienen mejor desempeio. Es factible considerar que,
algunas caracteristicas de dichos ejemplos como el tipo de variables incluidas o el
nimero de elementos nulos, pueden influir en el comportamiento del método, ésto
abre la posibilidad de profundizar en el estudio de esta propuesta con grupos de
datos de naturalezas distintas.
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6.1.3. Seleccion de variables basada en calidad de informacion

En este trabajo de investigacion, se presenta un método de SV de tipo Filter de-
nominado Quality Information Feature Selection (QIFS), centrado en la capacidad
que tienen las variables de un objeto en estudio para describir a un objeto asi como
su pertenencia a una clase, lo cual estd soportado por el calculo del valor maximo
de la vecindad mds cercana entre objetos, mediante una férmula construida por los
autores, basada en conceptos derivados de la Teoria de la Informacién, misma que
permite evaluar la calidad de las variables tanto de tipo categérico como numérico,
asi como, a conjuntos de datos con pocos atributos. El cdlculo de la maxima vecin-
dad de un ejemplo del conjunto de datos se obtiene a partir del establecimiento de
la Entropia y la Distancia existente entre dicho ejemplo con respecto a otros; ésto
determina la calidad de cada variable para identificar la pertenencia de diferentes
ejemplos a una clase (Liu et al., 2017).

El nuevo método es comparado con cuatro algoritmos reportados previamente
en la literatura, estos son los conocidos Neighborhood Rough Set (NRS) (Hu et al.,
2008), Relief (Kira y Rendell, 1992), Spectral Feature Selection (SPEC) Zhao y
Liu (2007b) y Similarity Preserving (SPSF-LAR) (Zhao et al., 2013a). En el pro-
ceso se incluy6 el uso de los clasificadores CART (Breiman et al., 1984), Linear
Support Vector Machine (LSVM) (Fan et al., 2008) y KNN (Fix y Hodges, 1951).

La experimentacién se desarrollé desde dos perspectivas, donde, (i) el primer
tipo de pruebas se refiere a la utilizacion de seis conjuntos de datos de tamafio
pequeiio, extraidos del repositorio UCI (Lichman, 2009) con un promedio de 21
variables y 450 instancias y aplicindose los cuatro selectores mencionados, mien-
tras que, (if) en el segundo grupo de experimentos, se realizé un escalamiento con
cuatro bases de datos de mayor tamafio, éste incluye a cuatro conjuntos de ejem-
plos con una media de 873 variables y 2,043 instancias, aplicindose solamente los
selectores QIFS y NRS.

Para la fase de evaluacion de los subconjuntos de variables, en el caso del cla-
sificador CART se utilizé el indice de Gini (Gini, 1912) como criterio de parada,
mientras que con LSVM se usé una funcién lineal y en el caso de KNN, se esta-
bleci6 k=5; en todos los casos se configur6 una validacién cruzada con un valor de
10 iteraciones.

Los resultados presentados evidencian una principal comparativa entre los mé-
todos QIFS y NRS, dado que ambos proponen un subconjunto de variables de
manera automdtica mientras que, el resto solamente producen un ranking sin se-



6.1. Estado del arte 87

leccionar un nimero de ellas. Sin embargo, se analizan todos los rankings durante
la fase evaluacion de la precision del clasificador.

En el caso de la experimentacion realizada con bases de datos mds pequeiias, los
valores de precision de los tres clasificadores muestran que globalmente el prome-
dio de desempefio es mayor con QIFS; sin embargo también se aprecia de manera
especifica que con el clasificador CART solamente en cuatro de los seis conjuntos
de datos QIFS es mejor, mientras que esto sucede en cinco de ellos con LSVM y
con KNN.

Para las pruebas con conjuntos de datos mds grandes, se destacan dos observa-
ciones importantes, () la primera es que con bases de datos de pocas variables y
miles de instancias NRS selecciona menos variables que QIFS pero para cuando
existen miles de variables y pocas instancias sucede lo contrario, (if) la segunda
sugiere que el selector QIFS produce el mejor desempefio de clasificacion para las
cuatro bases de datos utilizando el clasificador KNN, mientras que con CART, sélo
es mejor en tres de ellas y con LSVM solamente en dos, por lo que aunque QIFS
en términos generales se comporte bien en conjuntos de datos grandes, no hay un
criterio concluyente para indicar que es mejor en la generalidad.

Al interior del algoritmo de los autores que también selecciona un subconjun-
to de variables, el criterio consiste en satisfacer un umbral de calidad mediante la
obtencion de la entropia condicional de la maxima vecindad mds cercana entre un
subconjunto de variables dado el valor de una clase. Por lo que se observa que, en
el trabajo no existe un método que durante el proceso de evaluacidn de los rankings
derivados de los algoritmos de SV, determine cuantas variables habrdn de seleccio-
narse, esta accion se realiza de manera previa al proceso de biisqueda secuencial
hacia adelante utilizado, al llegar la experimentacidn a este punto, ya se sabe cudn-
tas variables se evaluardn dado que se us6 NRS para ello.

Como trabajo futuro, una linea de investigacion puede darse en profundizar la
evaluacion de otros conjuntos de datos que incluyan un mayor niimero de atributos,
para observar su comportamiento a fin de generalizar los resultados.

6.1.4. Seleccion de variables con distancia efectiva

El trabajo reporta la creacién de tres nuevos algoritmos para SV de tipo Fil-
ter dirigidos a &mbitos no supervisados, utilizando el concepto de Distancia efec-
tiva basado en representacion escasa, el primero de ellos se denomina Effective
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Distance-based Laplacian Score (EDLS), disefiado a partir del concepto de Score
Laplaciano (He et al., 2005), mientras que, el segundo y tercero nombrados Ef-
fective Distance-based Sparsity Score 1 y 2 respectivamente (EDSS-1 y EDSS-2),
creados sobre la Ponderacion de escasez (Liu y Zhang, 2014), en todos los ca-
sos para medir la semejanza entre objetos incluidos en conjuntos de datos (Liu y
Zhang, 2016).

La idea principal de la distancia efectiva, es que la estructura dindmica de los
datos estd dominada por un conjunto de rutas o caminos mas probables entre ejem-
plos de un conjunto de datos y que se derivan de una matriz de conectividad unidi-
reccional asimétrica P, donde la distancia de una instancia a hasta una instancia b
no es igual de b hacia a.

El algoritmo EDLS propuesto modifica la manera tradicional de calcular el Sco-
re Laplaciano, considerando que la distancia efectiva equivale a la similaridad entre
dos instancias dadas de un conjunto de datos y ésta debe ser minimizada, mientras
que, con la misma intencién EDSS-1 y EDSS-2 buscan reducir la distancia efectiva
de una i-ésima variable en un conjunto de instancias dado, con la idea de que las
variables que pueden respetar mejor la estructura dindmica de los datos, se consi-
deran mas discriminatorias.

Los métodos propuestos son comparados con otros cuatro algoritmos reporta-
dos en la literatura y disefiados a partir del concepto clédsico de Distancia Eucli-
diana, conocidos como Ponderacion de la Varianza (VS) (Webb, 2002), Laplacian
Score (LS) (He et al., 2005), Sparsity Score 1 y 2 respectivamente (SS-1 y SS-2)
(Liu y Zhang, 2014). En el uso de clasificadores, se reporta durante el proceso la
inclusién de un algoritmo basado en K-medias, donde, el desempefio se mide a
través de la métrica Score de Fisher (F-Score).

Se utilizaron 12 conjuntos de datos, de los que 10 de ellos fueron descarga-
dos del repositorio UCI (Lichman, 2009) con un promedio de 31 variables y 313
instancias; mientras que los otros dos cuyo dmbito estd referido a reconocimiento
facial, uno se obtuvo de un repositorio de la Universidad de Yale (Yale, 1997) y
otro fue tomado de un trabajo sobre parametrizaciéon de modelos estocasticos para
identificacion de rostro (Samaria y Harter, 1994) con una media para ambos de
1,024 variables y 282 instancias.

Aunque los tres algoritmos introducidos en este trabajo se disefiaron para rea-
lizar SV en tareas de clustering no supervisado, los autores dividieron su experi-
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mentacién en dos grupos: supervisado y no supervisado.

En el caso de la experimentacion en el contexto no supervisado, se utilizaron
los 10 conjuntos de datos del repositorio UCI y las pruebas se realizaron con el
algoritmo basado en K-medias, midiendo su desempefio con F-Score y de manera
especifica, el criterio de detencién en el proceso de evaluacién consistié en se-
leccionar a las primeras 7 variables de los rankings derivados donde n es un valor
controlado durante el proceso por los autores, lo que se repiti6 10 veces mostrando-
se al final los resultados de clasificacion mas altos, asi como el nimero de variables
seleccionadas con los que se obtuvieron éstos, sefialando que el total de clisteres
concuerda con el verdadero niimero de clases de los conjuntos originales de datos
en observacion.

Los resultados muestran que el método EDSS-2 tiene mejor desempefio en siete
conjuntos de datos, mientras que EDLS super? al resto con otras dos bases de datos
y SS-2 solamente con una de ellas. Al final se incluye una fila de promedios por
selector donde se observa que EDSS-2 tiene una clara ventaja en lo general.

Adicionalmente, se procesaron también los conjuntos de datos referidos a re-
conocimiento facial, encontrando que los tres algoritmos de los autores superan al
resto de métodos y donde se aprecia que EDSS-2 es también el mejor.

En el contexto supervisado, se evaluaron todos los métodos en tareas de clasi-
ficacién, tomando como punto de partida los resultados obtenidos en el &mbito no
supervisado, aunque sélo se procedi6 a la graficacién de la precision de clasifica-
cién obtenida versus el nimero de variables seleccionadas para los tres algoritmos
propuestos por los autores para dos de los conjuntos de datos; dichas gréficas in-
cluyen una comparativa por tipo de método, asociando a LS con EDLS, SS-1 con
EDSS-1y SS-2 con EDSS-2, encontrando que en cada caso, los métodos basados
en la distancia efectiva obtienen precisiones de clasificacién més altas.

Cabe mencionar, que también se presentan graficas comparativas entre los tres
algoritmos nuevos para los dos conjuntos de datos seleccionados, observdndose
que EDSS-2 produce mas altos desempefios de clasificacién de EDLS y EDSS-1.

Este trabajo demuestra que el uso del concepto de Distancia Efectiva en susti-
tucién de la Distancia Euclidiana al interior de diversos algoritmos existentes en la
literatura, puede generar rankings de variables que producen mejores desempefios
de clasificacion. Sin embargo, atn se requiere la intervencidn del investigador para
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interactuar con los métodos variando el nimero de variables seleccionadas, no se
observa alguna nueva propuesta para realizar esta actividad de forma automatica.

6.1.5. Un nuevo algoritmo bacteriano con control de aletoriedad para
seleccion de variables

En este documento, se propone un algoritmo bacteriano perteneciente a un enfo-
que basado en poblaciones, adaptado a tareas de SV del tipo supervisado (BAFS),
este método utiliza tres pardmetros de control de aleatoriedad de la poblacién a
fin de seleccionar el subconjunto més pequefio de variables con dimensionalidad
dindmica; estos pardmetros son reconocidos como P, que se utiliza para limitar
la busqueda excesiva del subconjunto 6ptimo, mientras que, P, y P, sirven para
controlar la frecuencia de reproduccién y las estrategias de eliminacidndispersion
respectivamente (Wang y Niu, 2017).

Este nuevo método, busca reducir la complejidad computacional evitando la
bisqueda redundante del subconjunto éptimo de variables, partiendo de la idea de
que es inviable medir todos los posibles subconjuntos de ellas, especialmente con
problemas de alta dimensionalidad. La poblacién es representada mediante una
matriz de vectores seleccionados aleatoriamente, cada uno de tamaiio n, donde n
es un numero de variables elegidas. Un proceso de Quimiotaxis y Caida se usa para
mejorar las capacidades de busqueda de las bacterias, éstos son empleados alterna-
damente, también se incluye una estrategia de pesado aleatorio denominada Ruleta
de Ponderacion, que sirve para discriminar a las variables y eliminarlas del vector.

El proceso de reproduccién permite reemplazar a las bacterias mds pobres y
mejorar la calidad de la poblacién parcial en lugar de la mejor global, mientras
que, la eliminaciéndispersion sirve para enriquecer a la poblacion y asi fortalecer
la capacidad de optimizacién global.

El algoritmo presentado, es comparado con otros cuatro métodos bacterianos
reportados en la literatura, a saber son los conocidos como Bacterial Foraging Op-
timization (BFO) (Passino, 2002), BFO con paso lineal de quimiotaxis (BFOLDC)
(Niuetal., 2011), BFO sin paso lineal de quimiotaxis (BFONDC) (Niu et al., 2011)
y Bacterial Colony Optimization (BCO) (Wang et al., 2014). En todos los casos, se
utilizé un clasificador basado en KNN con k=5, la métrica indicada como criterio
de evaluacion fue la tasa de error de clasificacién.

Los selectores se aplicaron a 10 conjuntos de datos con un promedio de 8067
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variables y 109 instancias, mismos que fueron tomados de dos repositorios es-
pecializados en dimensionalidad variable, que se encuentran en los sitios de la
Universidad de Jinan, China (Jinan, 2002) y en el laboratorio de Sistemas de Des-
cubrimiento de la Universidad Vanderbilt, USA (Statnikov et al., 2003).

Durante el proceso, se determiné que el tamafio de poblacién es 50 y que el
tiempo de iteracion para BCO y BAFS fue de 200, para los otros tres algoritmos
se establecieron los pardmetros Iteraciones de Quimiotaxis=50, Iteraciones de re-
produccion=5 e Iteraciones de eliminacion=2 y el maximo nimero de iteraciones
para BFO, BFOLDC y BFONDC corresponde a 500, mientras que, los tres pard-
metros de control se inicializaron con P,,=40, P,.=25y P,;=20, ésto para todos los
conjuntos de datos. Los autores también controlaron el nimero de variables selec-
cionadas, estableciendo que no se podia exceder de 50 y que especificamente en
uno de los conjuntos de datos no podria ser mayor a 10, lo anterior debido a la alta
dimensionalidad de los ejemplos en estudio.

Los resultados presentados describen el comportamiento del clasificador KNN
con cinco subconjuntos de variables seleccionadas, es decir, con 10, 20, 30, 40 y
50 de ellas a excepcion del ejemplo en el que se seleccionaron 10, donde, las me-
diciones se hicieron con 2, 4, 6, 8 y 10 atributos. En todas las bases de datos, se
obtuvieron mejores desempefios de clasificacién con su método BAFS, aunque en
siete casos, BCO iguala el rendimiento pero con mds variables.

Debido a lo anterior, los autores reportan que el método BAFS propuesto es
mejor que el algoritmo BCO y que una caracteristica relevante, es la mejora en el
tiempo de procesamiento requerido, a diferencia del resto de algoritmos compara-
dos.

Una desventaja encontrada a partir de la descripcidon del experimento, es que
se observa que el algoritmo BAFS de los autores, requiere que se le indique el
nimero de variables que deben seleccionarse, esta situacién no es deseable en mu-
chas aplicaciones, ya que se busca idealmente que los algoritmos realicen de forma
automadtica dicha tarea.
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6.2. Descripcion del criterio para la evaluacion de ran-
kings

En esta seccidn, se propone una manera novedosa y sencilla de obtener un sub-
conjunto de variables a partir de un ranking creado por un algoritmo Filter univaria-
do de SV. La estrategia bésica, consiste en analizar el comportamiento de diferentes
subconjuntos de variables con un clasificador supervisado, para identificar su me-
jor desempefio

La idea para desarrollar el nuevo criterio, se obtiene a partir de la observacién
del comportamiento de seis algoritmos Filter univariados de SV y que fueron eva-
luados con seis clasificadores supervisados, aplicados a 34 conjuntos de datos con
diversas caracteristicas para validar su eficacia y precision.

Con la utilizacién del criterio propuesto, se podrd establecer el tamafio de un
subconjunto de variables seleccionadas y asi prescindir del resto de ellas, buscan-
do en todo momento obtener el mejor desempefio de clasificacién.

El disefo se centra en determinar el momento en el que puede detenerse un
proceso de evaluacién de rankings, a través de algin clasificador supervisado y de
acuerdo a algin método de bisqueda incorporado. El algoritmo estd basado en la
observacién del comportamiento que presentan las curvas de desempeio de clasi-
ficacidn, obtenidas de los experimentos previos en donde se realizaron bisquedas
exhaustivas.

En general, en las bisquedas exhaustivas es posible encontrar el madximo desem-
pefio del clasificador, dado que se prueban todos los subconjuntos de variables que
se pueden obtener de un ranking. Sin embargo, un problema serio, es el crecimiento
del coste computacional a medida que la dimensionalidad aumenta, este incremen-
to vuelve la busqueda exhaustiva como algo improbable, bien sea por la demanda
de tiempo o de los recursos de hardware requeridos.

En el caso del nuevo criterio, éste se ha construido con la idea de incorporar
algin método de biisqueda secuencial, para aprovechar las bondades que de ellos
se pueden aprovechar, especificamente, pueden ser los métodos de bisqueda SFS o
SBE. En este punto de la investigacion, se ha decidido explorar primero SFS como
método de busqueda.

Se tienen dos razones principales por las que se considera ttil incorporar SFS
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en el desarrollo del criterio. La primera es debido a que la evaluacién comienza con
una sola variable, la mds significativa; esto permite que la primer prueba sea muy
dgil y abre la posibilidad de obtener un buen desempefio, quizds el médximo que se
busca o cercano a éste. La segunda razén es debido a que las primeras variables
evaluadas son las mds significativas y se asume que sean las que mds inciden en
el desempeifio del clasificador. Si el mdximo desempefio se logra identificar en las
primeras iteraciones, entonces la experimentacion completa habra requerido me-
nos recursos computacionales. Se espera que las dltimas pruebas no tengan gran-
des variaciones en las medidas obtenidas, ya que se evaldan a las variables menos
informacionales.

Si por el contrario, el proceso utilizara al método SBE, las primeras iteraciones
incluirfan a todas las variables, asumiendo que las pruebas correspondientes son
mads lentas. La primera variable que se elimina es la menos significativa, por lo que
hay pocas posibilidades de incidir mucho en el comportamiento del clasificador y
la prueba de clasificacion sigue siendo lenta. Este comportamiento justifica el uso
de SFS en vez de SBE. Adicionalmente, en ninguno de los dos casos hay algtin
indicio que sugiera en qué momento se encontrard el maximo global que se desea.

El nuevo criterio es obtenido entonces, a través de un método inductivo, deri-
vado de la generalizacion del comportamiento observado en la realizacién de bus-
quedas exhaustivas a multiples conjuntos de datos, para los que se ha seguido el
ranking producido por la aplicacién de diversos métodos Filter de SV.

En las biisquedas exhaustivas en general, se observan curvas de comportamien-
to que presentan crestas que representan un valor miximo en diferentes momentos
de las pruebas, sin embargo algo que resalta y que da origen al disefio del crite-
rio propuesto, es que en la generalidad, se encuentra solamente un valor miximo
global, sin identificar un patrén especifico relacionado al nimero de variables pre-
sentes en el conjunto de datos. Dicho de otra forma, no hay manera de saber a priori
si el mejor desempefio se obtiene con pocas variables, muchas o todas.

Por otra parte, se ha observado que la disminucién o aumento en el desempefio
del clasificador no es espontaneo, siempre hay una tendencia negativa o positiva,
identificandose cierta continuidad en los valores. Se advierte entonces, que durante
un nimero de pruebas consecutivas puede determinarse si la curva va en aumento,
o bien, en un descenso definitivo.

Lo anterior ha generado la idea de contabilizar, el nimero de veces en las que
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se mantiene una tendencia negativa en el desempefio del clasificador, creando asi
la idea de un parametro que servird de factor decisivo para saber cudndo detener
el proceso de evaluaciéon de subconjuntos de variables. En el criterio propuesto, a
este parametro se le denomina como ventana.

El pardmetro ventana se usara entonces, para detener el proceso de busqueda
exhaustivo al identificar una tendencia negativa en el desempefio del clasificador
utilizado. Durante la experimentacién se habrd de ajustar y definir el valor adecua-
do para este parametro, buscando que éste funcione adecuadamente con diversos
conjuntos de datos. No es posible establecer un valor fijo para ventana, dado que
se pretende su aplicacion a cualquier conjunto de datos y el total de variables in-
cluidas cambia de un ejemplo a otro.

Se advierte que dicho valor debe ser calculado con relacion al total de variables
evaluadas, éste valor debe ser entero y en caso de obtenerse un valor decimal se
deberd redondear al entero superior siguiente, a fin de tener pruebas completas.

En resumen, el valor del pardmetro ventana sirve para indicar cudntas itera-
ciones consecutivas se realizan a partir de que se identifica un valor de méximo
desempeiio, si durante este total de pruebas no se mejora el desempeiio, la evalua-
cién termina; estableciendo el subconjunto 6ptimo de variables seleccionadas, para
ese clasificador.

De manera inicial, debe establecerse un valor para el pardmetro ventana, por lo
que es posible que para un conjunto de datos cualquiera cuya dimensionalidad estd
definida por n variables, la ventana sea del 10 %, 20 %, 30% 6 50 % de n.

El diagrama presentado en la Figura 6.1 muestra la propuesta del criterio de
obtencién del mejor subconjunto de variables de un conjunto de datos en particular,
consiste de un proceso iterativo, donde en cada repeticidn se compara y actualiza el
valor de maximo desempefio y se cuenta el total de veces en el que ésta medicién
no mejora, este nimero estd definido por el pardmetro ventana, si esto ocurre se
habra encontrado el momento de detener la prueba, en caso contrario, se restablece
el conteo y el proceso contintia iterando hasta que no hay més variables que evaluar.
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Figura 6.1: Criterio para la evaluacién de rankings.

El procedimiento indica el establecimiento de la lista de variables que se en-
vian al clasificador, para lo que en el caso de usar SFS debe agregarse la siguiente
variable del ranking a evaluar. Esta etapa en particular, debe aplicarse en sentido
contrario al utilizar SBE, refiriéndose a la eliminacién de la siguiente variable en
el ranking. Esto permite la aplicacién del criterio con cualquiera de los métodos de

bisqueda mencionados.

En resumen, hay dos maneras de detener la aplicacién del nuevo criterio, la
primera se da cuando en alguna iteracidn, se identifica que el total de veces conse-
cutivas donde el desempeiio de clasificacién no aumenta, es decir, es igual al valor
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del pardmetro ventana y la segunda cuando nunca se cumpli6 la condicién anterior,
completdndose asi una busqueda exhaustiva.

En la siguiente seccién, se presentan los resultados de la aplicacion del criterio
propuesto, a los 34 conjuntos de datos utilizados en el Capitulo 5 y que se indican
en la Tabla 5.1.

6.3. Validacion del criterio propuesto

Esta nueva idea de seleccionar el subconjunto de variables a partir de un ran-
king dado, se somete a un proceso de validacion, a fin de determinar su pertinencia
al aplicarse a conjuntos de datos de diversas caracteristicas.

Para abordar el proceso de validacién del nuevo criterio, a continuacién se pre-
senta la descripcidn de (i) los conjuntos de datos utilizados, (ii) los selectores de
variables y clasificadores incluidos, (iii) el proceso experimental con el criterio
de evaluacion de rankings, (iv) el establecimiento del pardmetro ventana, (v) una
comparativa con un método existente en la literatura, que propone la selecciéon de
subconjuntos de variables y finalmente, (vi) los resultados obtenidos.

6.3.1. Descripcion de conjuntos de datos

Todos los conjuntos de datos utilizados para la validacién del criterio provienen
del Repositorio de Aprendizaje Automatico UCI (Lichman, 2013) se han elegido
34 de ellos con diferentes caracteristicas, a efecto de observar el comportamiento y
la estabilidad del método propuesto, al procesar los rankings derivados de diversos
selectores.

Los ejemplos incluidos, son de diferente dimensionalidad, hay algunos con cla-
sificacién binaria y otros con cardinalidad mayor, balanceados o no, con pocas o
muchas instancias y con variables tanto numéricas como nominales. Esto susten-
tard la pertinencia del criterio propuesto en un amplio abanico de aplicaciones. La
Tabla 5.1 del Capitulo 5 present6 la descripcién de todos los conjuntos de datos
utilizados.

6.3.2. Algoritmos utilizados

Durante la experimentacion efectuada en la seccién 5.2, se observo que algu-
nos de los selectores no procesaban todos los conjuntos de datos incluidos, por lo
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que se decidi6 que para esta serie de pruebas, se prescindiera de los métodos LS y
SVM, conservando a los seis selectores: Chi Squared, Info Gain, Gain Ratio, One
R, Relief y Symmetrical Uncertainty.

Los rankings derivados de los selectores mencionados, son evaluados median-
te los seis clasificadores supervisados, reconocidos como: SMO, NB, KStar, Ibk,
J48Graft y Filtered. Las implementaciones de todos estos algoritmos tanto de SV
como de CS y que se utilizan en la experimentacion del presente capitulo, se en-
cuentran en la plataforma Weka (Hall et al., 2009).

A semejanza de la comparativa presentada en la seccién 5.2, la medida de eva-
luacién que en esta experimentacion es utilizada, es la precisién del clasificador.

6.3.3. Experimentacion

De acuerdo al procedimiento referido en la Figura 6.1, se han aplicado todos los
selectores a cada conjunto de datos, obteniendo asi los rankings correspondientes.
Para mostrar el procedimiento completo con un ejemplo en particular y por razo-
nes de espacio, se presentan los resultados correspondientes al estudio de la base
de datos Messidor Features. La Tabla 6.1 muestra los rankings obtenidos con los
seis métodos de SV utilizados. En los rankings mostrados, se observa que todos los
rankings son diferentes entre si, por lo que no habra coincidencias en las pruebas
de clasificacién que se desarrollaran con ellos, asi el criterio de evaluacidon deberia
detenerse al identificar diferentes subconjuntos de variables como los éptimos para
cada clasificador. A manera de ejemplo, obsérvese que la variable x3 estd indica-
da por cinco de los seis selectores como la més significativa, la excepcién es el
algoritmo Gain Ratio, que considera a x;5 como la mds importante en su ranking
correspondiente.

Ahora bien, tomando un primer ranking como ejemplo, la Tabla 6.2 muestra
los resultados de la bisqueda exhaustiva con los valores de la precisién obtenida
por los seis clasificadores. Este caso corresponde al uso del ranking derivado del
algoritmo Chi Squared, para el mismo conjunto de datos Messidor, se resalta la
precision mas alta obtenida por cada clasificador.

Como puede comprobarse en la Tabla 6.2, no todos los clasificadores presentan
porcentajes de precisién similares, tampoco se encuentra el mejor desempeiio en la
misma iteracién, lo que implica que no se obtiene el valor maximo, con el mismo
subconjunto de variables evaluado.
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Tabla 6.1: Ranking de variables de cada algoritmo de SV aplicado al conjunto de
datos Messidor

Chi Gai.n Inf.o OneR  Relief Symmet?ical
Squared Ratio Gain Uncertainty
X3 X15 X3 X3 X3 X3
X15 X16 X16 X15 X4 X7
X16 X1 X15 X4 X19 X4
X4 X14 X4 X5 X9 X9
X14 X3 X14 X16 X5 X15
X5 X13 X5 X6 X6 X10
X6 X4 X6 X14 X10 X8
X9 X5 X9 X13 X15 X16
X13 X6 X13 X8 X7 X6
X7 X7 X7 X9 X8 X13
X8 X9 X8 X7 X11 X5
X2 X8 X2 X1 X12 X2
X1 X12 X1 X2 X16 X14
X19 X2 X19 X12 X14 X11
X12 X19 X12 X17 R%) X18
X18 X18 X18 X19 X13 X1
X17 X17 X17 X11 X18 X12
X11 X11 X11 X10 X1 X17
X10 X10 X10 X18 X17 X19

Tabla 6.2: Precision de clasificadores mediante SFS, ranking derivado de Chi Squa-
red, conjunto de datos Messidor

Precision del clasificador (%)
Prueba  Variable SMO Naive  Lazy J48 Lazy Meta
agregada Bayes KStar  Graft Ibk Filtered
X3 59.253  59.166 56.212 60.990 59.687 59.687
X1s 60.122 57255 61.772 61.685 58.384 62.554
X16 60.295 56.386 60.904 61.685 58.645 62.815
X4 60.122 57.081 62.120 60.990 65.769 62.989
X14 60.122 56.212 62467 60.990 64.205 62.815
Xs 60.904 56.560 63.684 62.815 67.072 62.641
X6 63.510 56.820 64.987 63.336 66.811 62.815
X9 64.118 56907 65.421 64.553 65.595 63.336
X13 64.031 56.386 63.510 64.118 65421 63.336
X7 64.813 56.125 64.813 64.466 66.203 63.423
Xg 65.074 56.299 63.944 63.076 66.030 63.249
X2 67.246 56.386 64.379 64.205 65421 63.249
X1 67.246 56.386 64.466 64.205 65.508 63.249
X19 66.725 56.386 64.639 | 65.161 67.593 63.249
X12 67.159 56.646 63.162 64987 67.333 63.249
X138 66.985 56.646 60.904 64.726 62.207 63.249
X17 66.725 56.646 62467 64.813 59.340 63.249
X11 67.333 56.820 61.338 64.292 60.122 63.249
X10 67.593 56.820 61.251 64.639 61.338 63.249

CESEGEGRISeR I U e B
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A continuacién lo que interesa no solo es determinar ;Cudl es el clasificador
con el que se produce mejor comportamiento? o bien ;Con cudntas variables se
logra?, sino verificar que el criterio propuesto, es capaz de determinar los maximos
porcentajes de instancias correctamente clasificadas en cada caso. Para responder
las preguntas planteadas es fundamental definir el valor del pardmetro ventana, a
continuacion se presenta el establecimiento de su valor.

Establecimiento del parametro ventana

Como se ha mencionado, el valor del pardmetro ventana estara definido en fun-
cién del total de variables que cualquier conjunto de datos en particular pudiera
tener. Por conveniencia de espacio y continuidad de la experimentacién desarrolla-
da en este capitulo, se utilizard el ejemplo Messidor.

Para establecer el valor mas adecuado de este pardmetro se consideran varias
posibilidades. La estrategia es utilizar valores del 10%, 20 %, 30% y 50 % de las
variables presentes en el ejemplo de datos Messidor, para averiguar si se alcanza
0 no el maximo desempeiio de clasificacidn, utilizando como base una bisqueda
exhaustiva que permita observar el maximo global y comparar con los obtenidos
con la ventana.

En la Tabla 6.2 se han mostrado los desempefios que corresponden a la bisque-
da exhaustiva de dicha base de datos. Estableciendo el pardmetro ventana = 10 %,
el nimero de pruebas que deben satisfacerse en donde no hay mejoria en el desem-
pefio del clasificador, corresponde a dos iteraciones. Con este valor se observa que
el Clasificador SMO no identifica su maximo global, pues en la cuarta iteracién ha
identificado un maximo local = 60.295 y durante las siguientes dos iteraciones, este
desempefio no mejora, deteniéndose el proceso con un desempefio muy por debajo
del maximo global que para este caso es del 67.593. En el caso de Naive Bayes si
se alcanza el mdximo global por coincidir que en la segunda iteracién estd ubicado
el 59.166, pero esto no es una regla. Para Kstar, también se alcanza aunque esta
ubicado en la novena iteracion. En el caso de J48 Graft, Ibk y Filtered tampoco se
alcanza aunque los maximos globales estdn en diferentes iteraciones. En resumen,
solo en dos de los seis clasificadores se identificé su maximo global.

Utilizando ahora una ventana del 20 %, en dos de los clasificadores no se en-
cuentra el maximo global, pero los maximos locales identificados estan por debajo
del global por menos del 0.5 %. Este es un dato a tomar en cuenta para decidir el
mejor valor de la ventana.
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Al establecer el pardmetro ventana con el 30 % se aumenta la identificacion de
los maximos globales de todos los clasificadores pero el nimero de iteraciones ya
es cercana a la exhaustividad. Sélo con Naive Bayes se evitaron suficientes prue-
bas, mientras que con KStar, Filtered solo se dejaron de hacer 5 y 3 iteraciones
para completar la evaluacion exhaustiva.

Con la utilizacién del 50 %, solo Naive Bayes tiene reduccion en el nimero de
iteraciones, en el resto de clasificadores se completa la exhaustividad. Con base
en estos resultados se establece el parametro ventana en el 20 %, por mostrar un
comportamiento balanceado entre precisién y nimero de iteraciones.

Aplicacion del criterio ventana

De acuerdo al algoritmo del nuevo criterio, se requiere determinar el valor que
corresponde al parametro ventana para el conjunto de datos Messidor, que contie-
ne 19 variables, donde el 20 % de ellas equivalente a cuatro por redondeo del valor
exacto de 3.8 al entero siguiente. Adicionalmente, se utiliza una variable denomina-
da mayor, inicializdndose con el valor cero y que como se describi6 anteriormente,
servird para establecer el maximo desempefio encontrado iteracidn por iteracién.

Observando los resultados presentados en la Tabla 6.2, para el caso del clasi-
ficador Naive Bayes, en la primer iteracion la precisiéon muestra un 53.084 % de
instancias correctamente clasificadas, que en ese momento corresponde al mejor
desempeilo, actualizando a la variable mayor con ese valor; para la segunda prue-
ba, se obtiene un 59.166 % y como este nimero es mayor que la variable mayor,
entonces ésta se actualiza con este dltimo ntiimero. En la tercer prueba, sucede que
el desempefio obtenido es menor que el valor almacenado como mayor, por lo que
no se actualiza, a partir de este momento se comienza a contar el niimero de veces
consecutivas donde no se supera el rendimiento de la iteracién anterior. Posterior-
mente, durante la cuarta, quinta y sexta iteracién, no se mejora el rendimiento de
clasificacion, alcanzando con esto el valor de la ventana y deteniendo el proceso.

En un proceso exhaustivo, se observa que para el mismo clasificador Naive Ba-
yes, el mejor desempefio obtenido se obtuvo en la segunda iteracién por lo que
en las 18 pruebas restantes, nunca se supera dicho valor. En lugar de terminar la
prueba completa, el criterio propone detener la evaluacién del ranking en la sexta
iteracion, ahorrdndose 14 iteraciones. Adicionalmente, por utilizar el método de
buisqueda SFS, cada nueva iteracién agrega una nueva variable volviendo el pro-
cedimiento cada vez mads lento, lo que implica que para este caso que se describe,
el nuevo criterio ha trabajado con el menor nimero de variables, requiriendo muy
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poco tiempo de procesamiento y menos recursos computacionales.

De acuerdo al criterio, en la Tabla 6.2 se observa que para Naive Bayes se re-
quieren mucho menos iteraciones para identificar el subconjunto de variables con
las que se obtiene el mejor desempefio; ésto mismo sucede con el resto de clasifica-
dores, aunque con mds pruebas. Sin embargo, hay una excepcién con el clasificador
SMO, ya que el nuevo criterio requiere completar la bisqueda exhaustiva para en-
contrar el valor m4ximo.

Para fortalecer la comprension del comportamiento del nuevo criterio; la Tabla
6.3 presenta los valores obtenidos para la variable mayor, ésta almacena en todo
momento el mejor desempefio de clasificacion por cada iteracién. Una vez que el
valor maximo es identificado, este valor ya no se actualiza. Adicionalmente, se
han enmarcado las iteraciones que describen el tamafio de la ventana, con ésto
se observa el momento de detencion en la evaluacion del ranking, encontrando el
mejor desempefio global por cada clasificador.

Tabla 6.3: Maxima precision de clasificadores por iteracién, método de biisqueda
SES, ranking Chi Squared, conjunto de datos Messidor

Precision del clasificador (%)

Prueba  Variable SMO Naive Lazy J48 Lazy Meta

agregada Bayes  KStar Graft Ibk Filtered
1 X3 59.253  59.166 56.212 60.990 59.687 59.687
2 X15 60.122 | 59.166 | 61.772 61.685 58.384 62.554
3 X16 60.295 | 59.166 | 60.904 61.685 58.645 62.815
4 X4 60.122 | 59.166 | 62.120 60.990 65.769 62.989
5 X14 60.122 | 59.166 | 62.467 60.990 64.205 62.815
6 X5 60.904 59.166 63.684 62.815 67.072 62.641
7 X6 63.510 59.166 64.987 63.336 66811 62.815
8 X9 64.118 59.166 65.421 64.553 65.595 63.336
9 X13 64.031 59.166 | 65.421 | 64.118 65.421 63.336
10 X7 64.813 59.166 | 65.421 | 64.466 66.203 = 63.423
11 X3 65.074 59.166 | 65.421 | 63.076 66.030 | 63.249
12 X2 67.246  59.166 | 65.421 | 64.205 65.421 | 63.249
13 X1 67.246 59.166 65.421 64.205 65.508 | 63.249
14 X19 66.725 59.166 65.421 | 65.161 67.593 | 63.249
15 X12 67.159 59.166 65.421 | 65.161 | 67.593 | 63.249
16 X18 66.985 59.166 65.421 | 65.161 | 67.593 | 63.249
17 X17 66.725 59.166 65.421 | 65.161 | 67.593 | 63.249
18 X11 67.333 59.166 65.421 | 65.161 | 67.593 | 63.249

19 X10 67.593 59.166 65421 65.161 67.593 63.249
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De manera andloga, para este conjunto de datos se han obteniendo las tablas que
completan el proceso de evaluacion de los seis rankings mencionados. De acuerdo
a los resultados, el nuevo criterio evita las bisquedas exhaustivas, detiene el proce-
so de evaluacidon del ranking e identifica el mejor desempefio de los clasificadores.

La experimentacion con un solo conjunto de datos no es suficiente para ge-
neralizar la estabilidad del método, por lo que se procedié a aplicar el algoritmo
propuesto con el resto de ejemplos. La Tabla 6.4 presenta los rankings derivados de
los seis selectores utilizados con el conjunto de datos Dermatology, éste cuenta con
34 variables y seis clases a diferencia de Messidor que incluye solo 19 variables y
dos clases.

Tabla 6.4: Ranking de variables de los seis algoritmos de SV, conjunto de datos
Dermatology

Chi Gai'n Inf:o OneR  Relief S ymmet'rical
Squared Ratio Gain Uncertainty
X34 X31 X21 X21 X21 X21
X33 X27 X20 X29 X22 X22
Xx27 X33 X22 X33 X20 X20
X29 X6 X34 X25 X33 X33
X12 X29 X33 X12 Xx27 X27
X31 X12 X29 X20 X16 X29
X15 X15 X27 X22 X28 X12
X25 X25 X12 X6 X12 X25
X6 X8 X25 X27 X29 X6
X22 X30 X6 X8 X25 X8
X20 X22 X16 X16 X6 X15
X8 X20 X8 X28 X8 X9
X21 X7 X28 X15 X14 X28
X30 X21 X9 X9 X9 X16
X7 X9 X15 X10 X15 X10
X16 X24 X10 X14 X10 X24
X9 X10 X24 X24 X5 X14
X28 X28 X14 X19 X4 X31
X10 X14 X5 X2 X3 X26
X24 X16 X26 X4 X19 X5
X26 X26 X3 X3 X24 X7
X14 X23 X19 X7 X26 X30
X5 X11 X31 X23 X2 X3
X3 X5 X7 X31 X7 X3
X19 X3 X4 X13 X31 X23
X4 X2 X23 X26 X30 X19
X2 X19 X2 X30 X23 X2
X23 X13 X30 X1 X18 X4
X11 X4 X11 X5 X11 X11
X1 X34 X1 X17 X17 X1
X18 X1 X18 X32 X1 X18
X17 X18 X17 X11 X13 X13
X13 X17 X32 X34 X32 X17

X32 X32 X13 X18 X34 X32




6.3. Validacién del criterio propuesto

Para este ejemplo, la Tabla 6.5 muestra los resultados de la precisién obtenida
con los seis clasificadores durante bisquedas exhaustivas con el ranking derivado
del algoritmo Symmetrical Uncertainty en el conjunto de datos Dermatology. A
diferencia de Chi Squared que estd basado en una apreciacion estadistica, SU se
apoya en conceptos de la Teorfa de la Informacién. Lo anterior permitird observar
el comportamiento del criterio con diferentes algoritmos de SV.

Tabla 6.5: Precision de clasificadores mediante SFS, ranking Symmetrical Uncer-

tainty, conjunto de datos Dermatology

Precision del clasificador (%)

Prueba  Variable SMO Naive Lazy J48 Lazy Meta
agregada Bayes KStar Graft Ibk Filtered

1 X21 50.273 50.273 50.273 50.273 50.273 50.273
2 X22 61.749 61.749 61.202 61.202 61.202 61.202
3 X20 62.568 62.568 62.295 62.022 62.295 61.749
4 X33 76.776  77.049 76.776 75.410 76.776 75.410
5 X27 76.503 76.503 76.776 75.137 76.776  75.137
6 X29 76.230 77.049 77.049 75.410 77.049 75.137
7 X12 76.503 76.503 76.776 75.410 76.776 75.137
8 X25 76.503 76.776 76.776 75.410 76.776 75.137
9 X6 76.776  76.776 76.776 75.410 76.776 75.137
10 L 76.776  76.776 77.049 75410 76.776 74.863
11 X15 80.601 80.601 79.508 79.508 79.508 77.596
12 X9 84.426 83.880 81.421 81.967 81.421 79.781
13 X28 83.607 86.066 84.426 79.508 82.787 77.869
14 X16 81.421 86.339 84.153 81.694 83.060 80.328
15 X10 84.973 86.885 84.426 82.787 82.240 81.421
16 X24 85.246 86.885 84.426 82.787 82.514 81.148
17 X14 92.896 91.803 90.710 89.617 89.891 87.978
18 X31 93.989 93.169 93.443 92.077 92.077 90.164
19 X26 94.536 93.989 93.716 91.803 91.803 89.891
20 X5 98.907 98.361 98.087 95902 96.995 94.536
21 x7 98.907 98.634 98.087 95.628 97.814 93.989
22 X30 98.907 98.634 98.087 95.628 97.541 93.989
23 X34 98.087 98.361 | 98.361 95.355 97.814 93.716
24 X3 98.087 98.361 97.268 95.628 96.995 93.989
25 X23 97.814 | 98.634 96.721 95.628 96.721 93.989
26 X19 97.541 98.087 96.175 95.628 95.628 93.989
27 X2 98.087 97.814 95902 95.628 96.448 93.989
28 X4 96.175 97.814 96.175 95.628 96.175 93.989
29 X11 96.175 97.541 95902 95.628 96.175 93.989
30 X1 95902 97.268 95.355 95.355 96.175 93.716
31 X18 96.175 97.541 96.721 95.355 95.628 93.716
32 X13 95.902 97.541 96.995 95.355 96.448 93.989
33 X17 95902 96.721 96.448 95.355 95.902 94.262
34 X32 96.175 97.268 95902 95.628 96.175 = 94.536

En la Tabla 6.5, se resalta la precisién mds alta obtenida por cada clasificador.
Se elige este ejemplo para apreciar un comportamiento que aunque presenta varias
crestas durante la experimentacion, el criterio es capaz de identificar con éxito el
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momento en que la evaluacién del ranking debe detenerse, identificando al subcon-
junto de variables que produce el maximo desempefio. En este ejemplo se utiliza
una ventana igual a siete.

Para comprender la aplicacién del criterio de detencidn al evaluar los seis ran-
kings en estudio, la Tabla 6.6 muestra los valores de mdximo desempefio de todos

los clasificadores por cada iteracion, se sefiala la ventana y el momento de parada.

Tabla 6.6: Méxima precision de los clasificadores por iteracion, ranking derivado

de Symmetrical Uncertainty, conjunto de datos Dermatology

Precision del clasificador (%)

Prueba Variable SMO Naive Lazy J48 Lazy Meta
agregada Bayes  KStar Graft Ibk Filtered

1 Xx21 50.273 50.273 50.273 50.273 50.273  50.273
2 Xx22 61.749 61.749 61.202 61.202 61.202 61.202
3 X20 62.568 62.568 62.295 61.202 62.295 61.749
4 X33 76.776  77.049 76.776 75.410 76.776 75.410
5 X27 76.776  77.049 76.776 75410 76.776 75.410
6 X29 76.776  77.049 77.049 75.410 77.049 75.410
7 X12 76.776  77.049 77.049 75.410 77.049 75.410
8 X25 76.776  77.049 77.049 75410 77.049 75.410
9 X6 76.776  77.049 77.049 75.410 77.049 75.410
10 X8 76.776  77.049 77.049 75.410 77.049 75.410
11 X15 80.601 80.601 79.508 79.508 79.508 77.596
12 X9 84.426 83.880 81.421 81.967 81.421 79.781
13 X28 84.426 86.066 84.426 81.967 82.787 79.781
14 X16 84.426 86.339 84.426 81.967 83.060 80.328
15 X10 84973 86.885 84.426 82.787 83.060 81.421
16 X24 85.246 86.885 84.426 82.787 83.060 81.421
17 X14 92.896 91.803 90.710 89.617 89.891 87.978
18 X3 93.989 93.169 93.443 92.077 92.077 90.164
19 X26 94.536  93.989 93.716 92.077 92.077 90.164
20 X5 98.907 93.989 98.087 H 95.902 96.995 94.536
21 X7 98.907 = 98.634 98.087 | 95.902 | 97.814 | 94.536
22 X30 98.907 | 98.634 | 98.087 | 95.902 | 97.814 | 94.536
23 X34 98.907 | 98.634 | 98.361 | 95.902 | 97.814 | 94.536
24 X3 98.907 | 98.634 | 98.361 | 95.902 | 97.814 | 94.536
25 Xx23 98.907 | 98.634 | 98.361 | 95.902 | 97.814 | 94.536
26 X19 98.907 | 98.634 | 98.361 | 95.902 | 97.814 | 94.536
27 X2 98.907 | 98.634 | 98.361 | 95.902 | 97.814 | 94.536
28 X4 98.907 | 98.634 | 98.361 | 95.902 | 97.814 | 94.536
29 X11 98.907 98.634 | 98.361 | 95.902 97.814 94.536
30 X1 98.907 98.634 | 98.361 | 95.902 97.814 94.536
31 X18 98.907 98.634 98.361 95902 97.814 94.536
32 X13 98.907 98.634 98.361 95902 97.814 94.536
33 X17 98.907 98.634 98.361 95902 97.814 94.536
34 X32 98.907 98.634 98.361 95902 97.814 94.536
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Puede observarse en la Tabla 6.6, que aunque el conjunto de datos Dermatology
que es considerablemente mas grande que Messidor (casi el doble de variables y
el triple tanto de instancias como de clases), el método propuesto evita alrededor
del 17% de pruebas experimentales y ademds éstas son las de mayor compleji-
dad computacional por incluir cada vez mds variables, lo que se traduce en ahorro
de tiempo y recursos de hardware para encontrar el mejor subconjunto de variables.

Con el fin de fortalecer la comprension del procedimiento anterior, la Figura
6.2 presenta la visualizacién grafica del comportamiento de los seis clasificado-
res, cabe mencionar que en este ejemplo aunque existen varias crestas el método
logra determinar el maximo desempefio cuando se presenta primero y evitando la
culminacién de la bisqueda exhaustiva en todos los casos.
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Figura 6.2: Desempeiio de todos los clasificadores mediante SFS, ranking Symme-
trical Uncertainty, conjunto de datos Dermatology.

Debido al niimero de iteraciones realizadas, la gréifica en la Figura 6.2 es muy
densa, por lo que se ha acotado una seccion de la misma, para apreciar de mejor
manera el comportamiento de los clasificadores incluidos. En la gréfica de la Fi-
gura 6.3 se presenta con mds claridad, el momento en el que el criterio propuesto
identifica el mdximo desempefio de clasificacidn.
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Se observa que, para los clasificadores y especificamente en el caso de Ibk,
una vez identificado el mejor desempefio, se aprecian otras crestas que indican
maximos locales, aunque éstas son posteriores, el criterio no presenta problema en
identificar el maximo global.
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x14  x31 x26 x5 x7 x30 x34 x3 x23 x19 x2 x4 x11  x1  x18 x13 x17 x32

Figura 6.3: Detalle, comportamiento de clasificadores mediante SFS, ranking Sym-
metrical Uncertainty, conjunto de datos Dermatology.

Hasta este momento, los conjuntos de datos reportados incluyen dnicamente
variables de tipo numérico y el primero de ellos (Messidor) se refiere a un caso
de clase binaria y el otro es multiclase (Dermatology). A continuacién se presen-
tan resultados para observar la estabilidad del nuevo criterio propuesto con otras
variantes, la primera contiene simultineamente variables tanto numéricas como ca-
tegdricas y la segunda incluye dnicamente variables categéricas; en ambos casos
se incluyen datos de clases binarias y multiclase.

Para el estudio de ejemplos con variables tanto numéricas como categdricas,
se incluyen las bases de datos Adults y Lymphography, la primera estd conforma-
da por 48,842 instancias, seis variables numéricas, ocho categdricas y dos valores
de clase mientras que la segunda contiene 148 instancias, tres variables numéri-
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cas, 15 categéricas y cuatro clases. La razén de mostrar estos resultados es porque
se encontré que algunos conjuntos de datos con ambos tipos de variables, pueden
producir curvas de desempefio con crestas demasiado largas que pueden alterar el
criterio de detencién en el proceso de evaluacién del ranking, sin embargo en otros
casos el algoritmo funciona y muestra una estabilidad aceptable.

La Tabla 6.7 muestra, los rankings de los seis selectores aplicados al conjunto
de datos Adults. Se observa al igual que en ejemplos anteriores, que éstos son
diferentes entre si, aunque existe cierta semejanza entre Chi Squared e Info Gain,
lo que no sugiere alguna relacién entre estos algoritmos. Cabe mencionar que en
este ejemplo, todos los métodos proponen a la misma variable x3 como la menos
significativa, por lo que se asume que tiene menor capacidad informacional que
el resto de ellas y la coincidencia en los rankings lo confirma. Esta situacion es
inherente a los datos, por lo que no necesariamente debe suceder igual siempre.

Tabla 6.7: Ranking de variables de los seis algoritmos de SV, conjunto de datos
Adults

Chi Gai.n Infp OneR  Relief Symmetl‘rical
Squared Ratio Gain Uncertainty

X8 X11 xg X1 X7 X1

X6 X12 X6 X12 xg Xo

X1 X6 X1 X4 X4 xg

X4 X8 X1 X5 X6 X12

X5 X10 X4 ¥9) X X5

X7 X5 X5 X6 X9 X4

X1 X4 X7 X1 X X1

X13 X X13 X7 X5 X10

X12 X;3 0 X2 xg X13 X7

X10 X7 X0 X0 X10 X13

X2 X2 Xx) X9 X1 X2

X9 X9 X9 X14 X14 X9

X14 X14 X14 X13 X12 X14

A3 A3 X3 X3 X3 X3
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La Tabla 6.8 incluye los valores de precision de los clasificadores mediante
prueba exhaustiva, utilizando el ranking proporcionado por el selector Info Gain,
se resalta el mdximo desempeio en cada clasificador. Aplicando el nuevo método
propuesto.

Tabla 6.8: Precision de clasificadores mediante SFS, ranking derivado de Info Gain,
conjunto de datos Adults

Precision del clasificador (%)

Prueba  Variable SMO Naive Lazy J48 Lazy Meta
agregada Bayes KStar Graft Ibk Filtered
1 X8 76.07 76.07 76.07 76.07 76.07 76.07
2 X6 76.07 71.63 76.07 76.07 76.07 76.07
3 X11 79.97 7932 8091 81.05 81.05 8&1.04
4 X 7997 7938 81.14 81.24 80.63  80.95
5 X4 84.05 80.33 84.83 8491 8296 85.11
6 Xs 84.05 82.60 8498 85.19 82.96 85.20
7 X7 84.00 83.64 8536 85.11 81.15 85.61
8 X13 84.01 83.85 8542 8540 80.18 85.69
9 X12 84.56 83.02 | 85.82 86.08 80.64 86.45
10 X10 84.61 83.14 85.77 86.02 80.64 86.44
11 X2 84.87 83.19 8582 86.19 8042 86.62
12 X9 84.88 83.22 85.69 86.13 80.26 = 86.77
13 X14 84.92 83.26 8571 86.14 80.15 86.68
14 X3 8496 83.25 79.19 86.11 79.52 86.68

Aunque no es el propdsito de este trabajo evaluar el tiempo de procesamiento
requerido por cada algoritmo de clasificacion, debe comentarse que SMO y KStar
se muestran mas lentos que el resto de clasificadores.

La Tabla 6.9 muestra los valores de maxima clasificacién por iteracion, en este
caso una vez satisfecho el criterio de detencién se ha parado el proceso, compa-
randose con los resultados de la Tabla 6.8, se observa que el método ha logrado
en todos los casos coincidir con el mdximo desempefio de clasificaciéon mediante
bisqueda exhaustiva, demostrando su validez con un ejemplo de datos con tipos
numéricos y categdricos y de 4mbito de clases binarias.
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Tabla 6.9: Méxima precision de los clasificadores por iteracion, ranking derivado
de Info Gain, conjunto de datos Adults

Precision del clasificador (%)

Prueba  Variable SMO Naive Lazy J48 Lazy  Meta
agregada Bayes KStar Graft Ibk  Filtered
1 X8 76.07 76.07 76.07 76.07 76.07 76.07
2 X6 76.07 76.07 76.07 76.07 76.07 76.07
3 X11 7997 7932 8091 81.05 81.05 81.04
4 X1 79.97 79.38 81.14 81.24 81.05 81.04
5 X4 84.05 8033 84.83 8491 8296 85.11
6 Xs 84.05 | 82.60 8498 85.19 | 82.96 | 85.20
7 X7 84.05 | 83.64 85.36 85.19 | 82.96 | 85.61
8 X13 84.05 | 83.85 8542 8540 | 8296 | 85.69
9 X12 84.56 | 83.85 | 85.82 86.08 86.45
10 X10 84.61 | 83.85 | 85.82 | 86.08 86.45
11 X 84.87 | 83.85 | 85.82 | 86.19 86.62
12 X9 84.88 85.82 | 86.19 86.77
13 X14 84.92 86.19 86.77
14 x3 84.96 86.19 86.77

De acuerdo al niimero de variables que es de 14, el valor redondeado del 20 %
para definir el tamafio de la ventana es de tres, el nimero de pruebas que se evi-
taron fue de 11, éstas de haberse realizado incluirian mds variables que las que si
se realizaron, este nimero implica un porcentaje del 14.67 % de pruebas evitadas
aunque el impacto en tiempo de procesamiento es mayor, dado que dado que los
ultimos tests son los mas tardados, dado que incluyen més variables.

Cabe mencionar que en la Tabla 6.9, se observa que la aplicacién del criterio en
la evaluacién del ranking Info Gain con el clasificador SMO, no logra determinar
el maximo global con el valor de la ventana del 20 %, ya que en la iteracién 6 se
obtiene un valor maximo local equivalente al 84.05 % de precisién, mismo que se
mantiene durante las siguientes tres iteraciones, deteniendo el proceso en este pun-
to y fallando por 0.91 % con respecto del maximo general de este clasificador. Sin
embargo, aunque es posible ajustar el tamafio de la variable ventana y establecerla
en 30 %, con lo que se obtendria la mayor precisién; debe evaluarse si el aumento
de dicho pardmetro se justifica, ya que esto no evita ninguna iteracion y se comple-
ta la evaluacion exhaustiva. Por el contrario aceptar la disminucién de la precision
con la diferencia mencionada, disminuye en un 40 % el tiempo de procesamiento



110 CAPITULO 6. Criterio para evaluacion de rankings

total para este caso en particular.

Los resultados de la aplicaciéon de los métodos de SV al conjunto de datos
Lymphography no son tan estables y precisos como con Adult, sin embargo se
encuentra una estabilidad aceptable, los rankings para los seis selectores se pre-
sentan en la Tabla 6.10, en este caso no hay coincidencia de todos los algoritmos
al identificar a la variable menos significativa, aunque para algunos si; también se
advierte una mayor semejanza entre Info Gain y Symmetrical.

Tabla 6.10: Ranking de variables de los seis algoritmos de SV, conjunto de datos
Lymphography

Chi Gai'n Info OneR  Relicf Symmettical
Squared Ratio Gain Uncertainty
X1 X9 X13 X13 X13 X13
X13 X7 X18 X2 X2 X18
X12 X13 X14 X15 X15 X9
X9 X18 X15 X18 X8 X7
X11 X2 X2 X10 X10 X2
X14 Xg X1 Xg X18 X15
X7 X4 X1 X14 X7 Xg
X18 X10 X12 X9 X5 X10
X15 X11 X10 X7 X11 X11
X2 X15 X9 X17 X17 X1
X10 Xy X3 X5 X9 X12
X8 X17 X7 X3 X16 X14
X4 X12 X5 X6 X12 X5
X5 X5 X17 X1 X14 X17
X17 X14 X16 X16 X6 X16
X16 X16 X4 X4 X3 X4
X3 X3 X3 X12 X1 X3
X6 X6 X6 X11 X4 X6

Para este caso, por razones de espacio y por ser andlogo al procedimiento mos-
trado anteriormente, en la Tabla 6.11 s6lo se presentan los resultados de los valores
de maximo desempeio en cada iteracion del nuevo método propuesto resaltando el
maximo valor de la precision del clasificador, se encontré que no produce resulta-
dos satisfactorios para ningin clasificador con el criterio del 20 % para el tamafio
de la ventana; si este valor se aumenta al 30 % el método es capaz de coincidir en
cinco de los seis clasificadores como se aprecia en la Tabla 6.12.
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Tabla 6.11: Maxima precision de los clasificadores por iteracién, ranking derivado
de One R, conjunto de datos Lymphography, ventana = 20 %

Precision del clasificador (%)

Prueba  Variable SMO Naive Lazy J48 Lazy Meta
agregada Bayes KStar Graft Ibk Filtered

1 X1 5473 5473 5473 54.73 54.73 54.73

2 X3 77.03 7635 7297 75.00 72.97 75.00

3 X12 77.03 7635 7432  77.03 73.65 77.03

4 X9 79.05 77.70 75.68 | 77.03 | 76.35 77.03

5 X11 79.73 78.38 | 75.68 | 77.03 | 76.35 77.03

6 X14 79.73 78.38 | 75.68 | 77.03 | 76.35 77.03

7 X7 79.73 78.38 | 75.68 | 77.03 | 76.35 77.03

8 X18 79.73  79.73 | 75.68 76.35

9 X1s 83.11 | 79.73

10 X2 83.78 | 79.73

11 X10 85.81 | 79.73

12 X3 85.81 | 79.73

13 X4 85.81

14 X5 85.81

15 X17 85.81

16 X16

17 X3

18 X6

Tabla 6.12: Maxima precision de los clasificadores por iteracion, ranking derivado
de One R, conjunto de datos Lymphography, ventana = 30 %

Precision del clasificador (%)

Prueba  Variable SMO Naive Lazy J48 Lazy Meta
agregada Bayes KStar Graft Ibk Filtered

1 X1 54.73 5473 54773 5473 54.73 54.73
2 X13 77.03 7635 7297 75.00 72.97 75.00
3 X12 77.03 7635 7432 77.03 73.65 77.03
4 X9 79.05 77.70 75.68 | 77.03 | 76.35 77.03
5 X11 79.73 78.38 75.68 | 77.03 | 76.35 77.03
6 X14 79.73 78.38 75.68 | 77.03 | 76.35 77.03
7 X7 79.73 78.38 75.68 | 77.03 | 76.35 77.03
8 X18 79.73  79.73 75.68 | 77.03 | 76.35 77.03
9 X15 83.11 | 79.73 | 77.70 76.35
10 x2 83.78 | 79.73 | 83.11
11 X10 85.81 | 79.73 | 85.14
12 xg 85.81 | 79.73 | 85.14
13 X4 85.81 | 79.73 | 85.14
14 X5 85.81 85.14
15 X17 85.81 85.14
16 X16 87.84 87.84
17 X3 87.84 87.84
18 X6 87.84 87.84
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Aumentar el tamafio de la ventana mejora la efectividad del criterio, pero puede
afectar significativamente su desempefio, ya que implica realizar mds iteraciones
con un mayor nimero de variables cada vez y mayor costo computacional.

A continuacion, se presentan los ejemplos de variables categdricas Chess y Nur-
sery. El primero incluye 3,196 instancias, 36 variables y dos clases y el segundo
consta de 12,960 instancias, ocho variables y cinco clases. Las Tablas 6.13 y 6.14
muestran los rankings correspondientes.

Tabla 6.13: Ranking derivado de seis algoritmos de SV, conjunto de datos Chess

Chi Gai'n Inf.o OneR  Relief SymmetFical
Squared Ratio Gain Uncertainty

X21 X21 X21 X33 X33 X21
X10 X29 X10 X10 X21 X10
X33 X10 X33 X21 X10 X33
X8 X14 X8 X8 X15 X32
X15 X33 X15 X7 X35 X8
X32 X32 X32 X35 X1 X15
X7 X16 X16 X18 X6 X16
X18 X8 X18 X6 X34 X29
X16 X28 X7 X32 X32 X18
X35 X27 X29 X15 X2 X7
X6 X15 X35 X13 X7 X27
X27 X25 X6 X16 X11 X35
X29 X3 X27 X27 X16 X31
X31 X18 X31 X9 X27 X6
X22 X7 X22 X23 X18 X14
X13 X35 X13 X3 X31 X3
X3 X23 X3 X29 X23 X22
X23 X31 X23 X31 X22 X23
X9 X6 X9 X14 X9 X13
X14 X22 X14 X11 X29 X9
X11 X19 X11 X25 X8 X11
X24 X13 X24 X22 X3 X25
X30 X9 X34 X2 X30 X30
X34 X30 X30 X12 X14 X24
X25 X11 Xx25 X36 X4 X19
X5 X24 X5 X17 X17 X34
X26 X34 X26 X30 X20 X5
X19 X5 X19 X34 X25 X26
X28 X26 X28 X19 X5 X28
X12 X17 X12 X28 X28 X12
X17 X12 X17 X26 X19 X17
X4 X4 X4 X5 X36 X4
X20 X20 X20 X20 X12 X20
X1 X1 X1 X1 X26 X1
X36 X2 X36 X24 X13 X36

X2 X36 X2 X4 X24 X2
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Tabla 6.14: Ranking derivado de seis algoritmos de SV, conjunto de datos Nursery

Chi Gai.n Infp OneR  Relief Symmet?ical
Squared Ratio Gain Uncertainty

X8 X8 X8 X8 X8 X8

X2 X2 X2 X2 X2 X2

X1 X1 X1 X1 X1 X1

X5 X7 X7 X7 X5 X7

X7 X5 X5 X5 X7 X5

X4 X4 X4 X4 X6 X4

X3 X6 X3 X6 X4 X6

X6 X3 X6 X3 X3 X3

En el ejemplo Chess, con ventana igual a 20 %, se encontré rdpidamente el pun-
to de detencidn para los clasificadores KStar e Ibk y se observo eficacia para SMO,
Naive Bayes, J48Graft y Filtered; aumentar la ventana al 30 % identifica el mejor
desempeifio en todos los casos. La Tabla 6.15 presenta la méxima precision de cla-
sificacién durante el proceso y el momento de detencion de la evaluacion.

Como se ha mostrado, el nuevo criterio propuesto tiene una alta eficacia para
evitar la realizacién de bisquedas exhaustivas, ésto aplica también con conjuntos
de datos que incluyen variables de diversos tipos. Se ha encontrado, que en general
para aquellos casos donde se consideran sélo variables numéricas, el método es
estable y encuentra con rapidez el maximo desempefio; determinando asi, cuantas
variables conforman el subconjunto seleccionado.

Para ejemplos donde predominan las variables categdricas, se sugiere cambiar
SFES por SBE como método de bisqueda, ya que se observa una tendencia a en-
contrar los mejores comportamientos de clasificacion, eliminando a las variables
menos significativas en lugar de considerar primero a las mas informacionales.

6.3.4. Comparativa con otra estrategia existente

Con la intencién de fortalecer el proceso de validacién del nuevo criterio, se ha
disefiado una comparativa referida a la efectividad de los resultados que éste pro-
duce asi como la de otros métodos ya reportados en la literatura.

El proceso de equiparacion, se ha disefiado para observar las diferencias, ven-
tajas y desventajas de la utilizacion del nuevo criterio, con un conjunto de datos
en particular y utilizar el subconjunto de variables seleccionadas, para contrastarlo
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con el que otros métodos ya validados propongan, con el mismo ejemplo de datos.

Tabla 6.15: Maxima precision de los clasificadores por iteracion, ranking derivado
de Relief, conjunto de datos Chess.

Precision del clasificador (%)

Prueba  Variable SMO Naive Lazy J48 Lazy Meta
agregada Bayes KStar Graft Ibk  Filtered
1 X33 68.24 6824 6824 6824 6824 68.24
2 X21 7175 77775 77795 7175 7175 7175
3 X10 90.43 90.43 9043 9043 9043 9043
4 Xi5 90.43 90.43 9043 9043 9043 9043
5 X35 93.02 90.64 93.15 93.15 93.15 93.15
6 X1 93.02 90.64 9334 93.74 93.74 93.74
7 X6 9481 9421 9474 95.09 9524 95.09
8 X34 9481 9421 9587 9571 9587 95.71

9 X32 9481 9443 97.15 9740 9731 9740
10 X2 94.81 | 94.43 | 97.15 9740 9731 9740
11 X7 9481 | 94.43 | 97.15 9740 9731 9740
12 X1 94.81 | 94.43 | 97.15 9740 9731 9740
13 X16 9496 | 94.43 | 97.15 9740 9731 9740
14 X27 9496 | 94.43 | 97.59 97.87 97.59 97.93
15 X18 9496 | 94.43 | 97.68 97.87 97.59 97.93
16 X31 9531 | 94.43 | 97.72 97.87 97.59 97.93
17 X23 9531 | 94.43 | 97.72 9793 97.59  98.00
18 X2 9531 | 94.43 | 97.72 9793 97.59  98.00
19 X9 9531 | 94.43 | 97.72 9793 97.59  98.00
20 X29 95.46 | 94.43 | 97.72 9793 97.59  98.00
21 X3 95.49 97.72 9793 97.59  98.00
22 X3 95.78 97.72 9793 97.59  98.00
23 X30 95.87 97.72 9797 97.59 98.03
24 X14 95.87 97.72 9825 97.62 98.37
25 X4 95.87 97.81 98.78 97.78 98.84
26 X17 95.87 98.34 99.16 98.09 99.22
27 X20 95.87 98.56 99.37 98.12  99.44
28 X25 95.87 98.65 | 99.37 98.25 | 99.44
29 X5 95.87 98.65 | 99.37 | 98.25 | 99.44
30 X28 95.87 98.65 | 99.37 | 98.25 | 99.44
31 X19 95.87 98.65 | 99.37 | 98.25 | 99.44
32 X36 95.87 98.65 | 99.37 | 98.25 | 99.44
33 X12 95.87 98.65 | 99.37 | 98.25 | 99.44
34 X26 95.87 98.65 | 99.37 | 98.25 | 99.44
35 X13 98.65 | 99.37 | 98.25 | 99.44
36 X24 98.65 | 99.37 | 98.25 | 99.44

Conjunto de datos utilizado

El conjunto de datos que se utilizard en esta comparativa, podria ser seleccio-
nado aleatoriamente. Sin embargo, de acuerdo al comportamiento de los rankings
derivados de los selectores utilizados en las secciones previas, se ha decidido im-
plementar esta nueva comparativa con el conjunto de datos Chess, ya descrito.
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La razén para utilizar el ejemplo Chess, se debe a que previamente se comple-
taron los procesos de bisquedas exhaustivas para todos los rankings, incluidos en
la experimentacién de la subseccion 6.3.3, por lo que se conoce en todos los casos,
el valor correspondiente al maximo desempefio global asi como el subconjunto de
variables con las que se obtiene éste.

Adicionalmente, se observd que la curva de desempefio en la evaluacién de
algunos rankings con el clasificador Ibk, presenta en general dos crestas, lo que
vuelve este caso interesante, para averiguar el comportamiento y resultados, tanto
del criterio propuesto como de otros métodos que se incluyan.

Algoritmos utilizados

El disefio de esta comparativa incluye tres métodos que producen un subcon-
junto de variables seleccionadas, se trata de (i) el nuevo criterio propuesto, (ii) el
método reconocido como Greedy Stepwise (Caruana y Freitag, 1994) y (iii) un al-
goritmo genético denominado Genetic search (Witten y Frank, 2005).

Para el caso del nuevo criterio, se ha decidido utilizar los rankings correspon-
dientes al uso de seis selectores Filter, estos son: Chi Squared, Gain Ratio, Info
Gain, One R, Relief, y Symmetrical Uncertainty.

Con respecto a los métodos Greedy stepwise y Genetic search, éstos se han uti-
lizado en combinacion con cinco selectores multivariados, identificados como: Co-
rrelation Based Feature Selection, Classifier Subset, Consistency, Filtered y Wrap-
perSubsetEval.

Para todos los algoritmos de SV y métodos de bisqueda mencionados, se ha
utilizado la implementacién disponible en la plataforma weka (Hall et al., 2009).

Con el fin de facilitar la presentacién de resultados, la Tabla 6.16 muestra una
lista de abreviaturas, éstas serdn utilizadas posteriormente con los nombres de los
selectores univariados y multivariados incluidos.

En resumen, los algoritmos univariados de SV, generaran diversos rankings de
las variables del conjunto Chess para que el nuevo criterio propuesto culmine el
proceso de seleccion de variables en cada uno. En el caso de los métodos multiva-
riados, al utilizarse en combinacién con los métodos de busqueda, Greedy stepwise
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y Genetic search, producirdn otras propuestas de subconjuntos de variables.

Tabla 6.16: Lista de abreviaturas de todos los selectores utilizados.

Num Método de SV Abreviatura

1 Chi Squared ChS
£ 2 GainRatio GR
£ 3 Info Gain IG
Z 4 OmeR OR
=) 5 Relief R

6  Symmetrical Uncertainty SU
2 7 Correlation Based Feature Selection CFS
E 8 Classifier Subset Eval ClasfS
g 9 Consistency Subset Eval ConS
= 10 Filtered Subset Eval FiltS
= 11 Wrapper Subset Eval Wrap

A partir de los resultados mencionados anteriormente, es posible realizar la
comparativa de todos ellos. La Tabla 6.17 presenta la distribucién de los algoritmos
de SV y métodos de busqueda descrita.

Tabla 6.17: Combinacién de selectores y métodos de busqueda utilizados.

Meétodo de bisqueda
Filter Greedy Stepwise Genetic search

1 | ChS CFS CFS
§ 2| GR ClasfS ClasfS
g 311G ConS ConS
< 4| OR FiltS FiltS
“ 5| R Wrap Wrap

6 | SU

En la subseccién siguiente, se describe el procedimiento para la realizacion de
la comparativa, asi como una discusién de los resultados obtenidos.

Comparativa

Para comenzar con esta comparativa, se procede a aplicar los seis selectores
univariados mencionados, al conjunto de datos Chess. A semejanza de los capitu-
los previos, en esta experimentacién tampoco se reportard el tiempo requerido por
cada algoritmo, el andlisis estard centrado en la observacion del comportamiento y
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eficacia de los métodos utilizados.

Los resultados de la aplicacion de los selectores univariados, se han organiza-
do para presentarse en la Tabla 6.18 y como se espera, se observa que todos los
rankings que se generaron, son diferentes entre si. Ahora interesa determinar el
subconjunto de variables seleccionadas por cada uno, asi como sus correspondien-
tes valores de desempefio y porcentaje de variables eliminadas.

Tabla 6.18: Concentrado de Rankings, conjunto de datos Chess.

Variable | ChS GR IG OR R SU
1 X21  X21  X21 X33 X33 X2
2 X10 X29 X0 X10 X21 X10
3 X33  X10 X33 X21 X10 X33
4 Xg X14 Xg§  Xg X15 X32
5 X15 X33 X15 X7 X35  Xg
6 X3  X32 X322 X35 X XI5
7 x7 X16 X16 X18 X6  Xl6
8 X18 X  X18 Xe X34 X29
9 X16  X28 X7 X32 X32 XI8
10 X35 X27 X290 Xi5 X2 X7
11 X6 XI5 X35 X13 X7  X27
12 X27  X25 X6  X16 X11 X35
13 X290 X3 X7 X27 X|6 X3l
14 X31  X18 X31 X9 X27 Xe
15 X2 X7 X22 X3  X18  X14
16 X13 X35  X13 X3 X31 X3
17 X3 X23 X3 X29 X3 X22
18 X23  X31  X23  X31 X22  X23
19 X9 X6 X9  Xi4 X9  XI3
20 X14  X22  X14 X11 X29 X9
21 X111 X19  X11 X25  X§  X11
22 Xo4  X13 X24  X22 X3 X2s
23 X30 X9 X34 X2 X30 X30
24 X34  X30 X30 X12 X4 X24
25 X25 X1l X25 X36 X4 X19
26 X5 X24 X5 X17  X17 X34
27 X26 X34 X26 X30 X20 X5
28 X19 X5 X19 X34 X25 X26
29 X28  X26 X28 X19 X5  X2g
30 X12  X17  X12  X28 X288  XI2
31 X17  X12  X17  X26  X19  X17
32 X4 X4 X4 X5 X36 X4
33 X20  X20 X20 X20 X12  X20
34 X1 X1 X1 X1 X26 X1
35 X3 X2 X3 X4 X13  X36
36 X2 X3¢ X2 X4 X244 X2
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Con los rankings obtenidos, ahora se realiza la aplicacién del nuevo criterio, ca-
be mencionar que el algoritmo implicito incluye a SFS, como método de busqueda
interno. Al finalizar dicha aplicacidn, se ha logrado determinar los 11 subconjuntos
de variables seleccionadas, que se presentan en la Tabla 6.19.

Tabla 6.19: Subconjuntos de variables seleccionadas por ranking univariado.

Variable | ChS GR IG OR R SU
1 X21 X211  X21 X33 X33 X2
2 X10 X9 Xj0 X10 X21 Xi0
3 X33 X10 X33 X21 X10 X33
4 Xg  X14 X X X|5 X3
5 X15 X33 X|5 X7 X35 Xg
6 X3 Xz X3 X35 X1 X|s
7 X7 X6 X18 Xe  Xi6
8 X18 X1§ X6 X34 X9
9 X16 X7 X3 X3 X8
10 X35 X9 X5 X2 X7
11 X6 X35 X7 X7
12 x27 X6 Xi1 X35
13 X27 X16  X31
14 X27 X6

Cada uno de los subconjuntos de variables seleccionadas, derivados de los se-
lectores univariados utilizados, han sido evaluados con el clasificador supervisado
Ibk. La Tabla 6.20, muestra el desempefio de clasificacién obtenido en cada caso,
asf como el porcentaje de variables eliminadas.

Tabla 6.20: Eficiencia obtenida mediante selectores univariados.

% ChS GR 1G OR R SU
Desempefio 96.62 94.34 96.62 96.37 97.59 96.56
Variables o0 o7 8333 6380 7222 6111 6111
Eliminadas

Para el caso de los subconjuntos de variables sugeridos por los algoritmos mutli-
variados en combinacién con los métodos de busqueda Greedy stepwise y Genetic
search, estos se presentan en la Tabla 6.21.



6.3. Validacién del criterio propuesto

119

Tabla 6.21: Subconjuntos de variables seleccionadas por los algoritmos multivaria-

dos.
Variable Greedy stepwise Genetic search
CFS ClasfS ConS Filts Wrap | CFS ClasfS ConS Filts Wrap
1 x3 X0 X0 X3 X16 x| X3 X6
2 x10 X4 X1 xg X X
3 X15 X X3 x10 X3
4 X16 xo8 X11 X4 X5
5 X1 X3 X15 X5 Xig
6 X8 X33 X16 X6 X
l X3 X1 X7 X4
8 X33 X4 I )
9 X28 Xg X33
10 X32 X10
11 X33 X11
12 X12
13 X13
14 X14
15 X15
16 X16
17 X17
18 X18
19 X19
20 X20
21 X1
22 X2
23 X3
24 X4
25 X25
26 X26
27 X27
28 X28
29 X29
30 X30
31 X31
32 X
33 X33
34 X34
35 X35
36 X36
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Puede observarse, que en el caso del método de busqueda Greedy stepwise,
con dos de los selectores se produce un conjunto vacio, mientras que con Genetic
search y para los mismos algoritmos de SV, el subconjunto derivado solo integra

una sola variable.

A partir de los subconjuntos de variables seleccionadas que han sido genera-
dos por los métodos multivariados, los resultados de clasificacién obtenidos con el
mismo clasificador Ibk, se presentan en la Tabla 6.22.

Tabla 6.22: Eficiencia obtenida mediante selectores multivariados.

Variable Greedy stepwise

Genetic search

CFS ClasfS ConS Filts

Wrap | CFS

ClasfS ConS Filts Wrap

Desempefio | 94.18  0.00 94.34 90.43

Variables | 5 2¢ 000 8333 91.67
Eliminadas

0.00 | 94.06 5541 96.28 94.09 55.41
0.00 | 6944 9722 0.00 75.00 97.22

Para mejorar la observacién de los resultados generados por el criterio propues-
to en contraste con los obtenidos por los métodos de bisqueda Greedy stepwise y
Genetic search, 1a Tabla 6.23 muestra un resumen de ellos, donde se aprecia

Tabla 6.23: Resumen de resultados de desempeifio y eliminacion de variables.

Num Método Porcentaje de
de SV | Desempefio Eliminacion
1 ChS 96.62 66.67
o 2  GR 94.34 83.33
5 3 IG 96.62 63.89
5 4  OR 96.37 72.22
5 R 97.59 61.11
6 SU 96.56 61.11
< 7  CFS 94.18 77.78
S 8  ClasfS 0.00 0.00
2 9  ConS 94.34 83.33
S 10  FiltS 90.43 91.67
O 11 Wrap 0.00 0.00
12 CFS 94.06 69.44
2 13 ClasfS 55.41 97.22
§ 14  ConS 96.28 0.00
3 15  FiltS 94.09 75.00
16 Wrap 55.41 97.22
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Al analizar los resultados de la Tabla 6.23, se puede observar que de manera
general el maximo desempeifio de clasificacion se ha obtenido mediante la utiliza-
cién del criterio propuesto, ésto en combinacién con el selector univariado Relief y
con un total de 61.11 % de variables eliminadas. En el caso de los métodos de bus-
queda Greedy stepwise y Genetic search, el mejor comportamiento del clasificador
corresponde al 94.34 % y 96.28 % respectivamente y aunque con Greedy stepwise
se mejora la eliminacién de variables, es preferible mantener un desempefio alto a
eliminar muchas variables. Por otra parte, cualquiera de los resultados obtenidos
por el criterio es produce mejor desempefio de clasificacion que el mas alto obte-
nido con Greedy stepwise.

Comparando el criterio con Genetic search, aunque la diferencia en la precision
del clasificador no es tan grande, pues corresponde a un 96.28 % de instancias co-
rrectamente clasificadas, para lograr este valor debe utilizar el total de variables, es
decir, no hace eliminacién de variables. Lo que impacta en la eficiencia del método
de busqueda. En complemento, aunque con Genetic search se obtienen también
altos porcentajes de eliminacién de variables en combinacién con dos selectores,
el desempeino es muy pobre alcanzando un total de 55.41 % en ambos casos.

Se ha hecho un ejercicio de comparacién global de todos los selectores utili-
zados por cada método de busqueda, obteniéndose que con el criterio en combi-
nacién con los algoritmos Filter univariados, se alcanza un promedio general del
94.49 % de desempefio general de clasificacion, eliminando para ello un 63.38 %
de variables. Con respecto del método de bisqueda Greedy stepwise, el promedio
de desempeiio llega al 55.79 % con una eliminacién del 50.56 % de variables. Para
el caso de Genetic search, se obtiene un 79.05 % general de instancias correcta-
mente clasificadas y un porcentaje de eliminacién de variables correspondiente al
67.78 %.

En resumen, se obtuvieron mejores resultados al emplear el nuevo criterio pro-
puesto, con respecto de Greedy stepwise y Genetic search. Una linea futura para
continuar la investigacién en este dmbito, podria incluir més selectores multivaria-
dos y otros métodos de busqueda, asi como considerar particiones de datos de muy
alta dimensionalidad.

6.3.5. Resultados obtenidos en la validacion del criterio

Los resultados han evidenciado por una parte, la efectividad del nuevo criterio
como método de andlisis del comportamiento de los rankings y por otra, aportar
una solucién de facil implementacién computacional, para identificar un subcon-
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junto de variables que produzca altos valores de clasificacién. Adicionalmente, se
realizaron algunas pruebas experimentales sustituyendo SFS por SBE, dado que en
algunos casos el mdximo desempefio se identificaba al final de la gréfica. El criterio
trabaja de manera adecuada y aceptable con ambos métodos de bisqueda.

Se encontré también que, aunque para un mismo conjunto de datos, no con to-
dos los clasificadores se producen curvas de desempefio cuya grafica semeja a una
campana de Gauss, en la mayoria de los casos si se presenta esta situacién, por lo
que una linea futura de investigacion consiste en determinar bajo qué condiciones y
caracteristicas de las variables se observa dicho comportamiento, a fin de asegurar
que el método propuesto garantiza sus resultados.

Con el fin de identificar el valor del pardmetro ventana adecuado para el fun-
cionamiento del criterio, se realizaron diversos experimentos utilizando cuatro al-
ternativas: 10 %, 20%, 30% y 50 %.

En la Tabla 6.24 se presentan los resultados obtenidos durante toda la expe-
rimentacion, se observa el porcentaje de eficacia obtenido en todas las pruebas.
Cada fila indica el valor del pardmetro donde el criterio elige el subconjunto de
variables que alcanzan el mejor desempeiio de clasificacién; como se observa, una
ventana equivalente al 20 % produce el mejor resultado, de ahi que este valor se-
rd el recomendado para aplicar el criterio propuesto para la evaluacién de rankings.

De manera general, el criterio de detencién propuesto ha demostrado una efec-
tividad adecuada para todos los conjuntos de datos en estudio. Sin embargo, se
presentaron algunas pruebas donde al utilizar el tamafio de ventana del 20 %, no se
logr6 identificar el maximo desempefio global de algtin clasificador, produciendo
una detencion temprana. En esas pruebas se aument6 el valor del pardmetro al 30 %
mejorando considerablemente la eficacia.

Al aumentar el porcentaje de variables que debe considerar el valor del paré-
metro ventana se aumenta el nimero de casos donde el criterio identifica el mejor
subconjunto de variables para los clasificadores, encontrdndose que al utilizar un
valor del 30% se produce una efectividad acumulada del 80.56 %. Sin embargo,
se recomienda no configurar ventana > 20%, ya que la mejora es menor al 6%
en el ndmero de casos exitosos y el incremento puede disminuir significativamente
el rendimiento del criterio, aunque siempre serd mejor que el realizar bisquedas
exhaustivas.
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Tabla 6.24: Eficacia del criterio propuesto de acuerdo al tamafio del pardmetro
ventana.

Porcentaje de casos de éxito

Ventana Individual Acumulado
10% 8.01% 8.01%
20% 66.88 % 74.92 %
30% 6.35% 80.56 %
50% 12.56 % 93.12%
100 % 6.88 % 100 %

De acuerdo a los resultados obtenidos en los 34 conjuntos de datos, el criterio
muestra un buen comportamiento, reconociendo 917 de 1,224 experimentos reali-
zados, esto equivale a la identificacidon del maximo desempefio de clasificacién en
un 74.92 % de los casos evaluados, para lograr lo anterior se utiliz6é una ventana de
tamafio igual al 20 %. La informacién sobre los casos en donde el criterio, al uti-
lizar el pardmetro ventana = 20 % logré identificar el mejor desempefio para cada
combinacion selector - clasificador se presenta en la Tabla 6.25.

Adicionalmente, cabe mencionar que los resultados correspondientes a la base
de datos Madelon (identificada con el nimero 23 en la Tabla 6.25) destacan por
sobre el resto de conjuntos de datos, debido a que a pesar de su tamafio, el cri-
terio logra identificar el mejor subconjunto de variables en 35 de las 36 pruebas
realizadas para todas las combinaciones selector - clasificador. Lo anterior permite
demostrar la aplicabilidad del criterio presentado, al utilizarlo con particiones de
datos que incluyen cientos de variables y miles de instancias.
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Tabla 6.25: Resumen de experimentos donde se identificé mdximo desempefio en
la combinacién Selector-Clasificador.

BD SMO NB KStar J48 Graft Ibk Filtered Total
1 cs.gr.ig, cs.gr.ig, cs.gr.ig, cs.gr.ig, cs,gr.ig, cs,gr,ig, 36
O.1,8y O,1,8y O,1,8y O,I,8y 0.1,8y 0.1,8y -
gr.ig,o, cs,gr.ig, cs,gr.ig, cs.ig,o, cs,ig,o, gr.o.r, -8
Sy O,sy O,sy ,Sy .Sy sy
3 er cs,ig o gr,0.I,8y cs,ig.r,sy gr,0,1,8y 16
4 cs,gr.,ig, cs,gr,ig, cs,gr.,ig, cs,gr.ig, cs,gr.,ig, cs,gr.,ig, 31
0,8y 0,I1,8y r,sy r,sy 0,1,8y r
5 cs,gr.ig, cs,gr.ig, cs,gr.ig, gr,o.r, cs,gr.ig, csigr 8
0,8y r,sy r,sy sy O,1,8y
. cs,gr.ig, cs,gr.ig, cs,gr.ig,
6 gr.,ig,o sy 0.8y cs,gr,o rsy gr,o 22
~ cs,gr.,ig, cs,gr.ig, cs,gr.ig, cs,gr.ig, cs,gr,ig, cs,gr,ig, 30
.Sy .Sy r,sy r,sy .Sy .Sy
s | r cs.grig, B cs.gr.ig, cs.ig.sy cs.ig.r, -0
O.1,8y r,sy sy
° cs,gr.ig, cs,gr.ig, cs,grig, 18
O.1,8y o,1,8y o.1,8y
10 . cs,gr.ig, cs,gr.ig, cs,gr.ig, cs,gr.ig, cs,gr.ig, 31
o.1,8y o.1,8y o,1,8y o.1,8y o.1,8y -
11 | €s-2n cs.grig, | cs.grig, | cs.gr, cs.grig, | | -9
0,8y o.1,8y o,r1,8 o.1,8y o.1,8y
12 cs,gr.,ig, cs,gr.ig, cs,gr.ig, cs,gr.ig, cs,gr.ig, cs,gr.,ig, 36
O.,I,8y O.,I,Sy O,I,Sy O,I,Sy O,I,8y O.,I,8y
13 gr.ig, cs,gr.ig, cs,gr.ig, cs,gr.ig, r cs,gr.ig, 29
0,8y O,1,8y 0,I1,8y 0,I1,8y O,1,8y
14 O.1,8y cs.arlg, o,1,8y €s.8r.18. cs.gn1g, o.1,8y 27
0,I1,8y 0,r,8y O,1,8y
15 cs,gr.ig, cs,gr.ig, our ig.o, cs,gr.ig, our o4
O.1,8y sy r,sy O.1,8y
16 | cs-gnig, our cs.gr.ig, cs,gr,ig, cs,ig.r, cs.ig.r, 55
r.sy r.sy r.sy Sy sy
17 cs,gr.ig, cs,gr.ig, cs,gr.ig, cs,gr.ig, cs,gr,ig, cs,gr.ig, 36
0.1,8y O.1,8y o.1,8y o,1,8y o.1,8y O.1,8y N
18 csigr cs,ig.r, cs,gr.ig, cs,gr.ig, cs,ig,o, 51
sy 0,8y o.r T
19 cs,gr.ig, cs,gr.ig, cs,gr.ig, cs,gr.ig, cs,gr.ig, >5
O.I,Sy .Sy Sy O,I.Sy Sy
50 | €s-gnig, cs.gr.ig. cs.gr.ig. cs.gr.ig, cs.gr.ig, cs.gr.ig. 36
O.I,8y o.1,8y o.1,8y o.1,8y o.1,8y o.1,8y
21 cs,gr,ig, cs,gr.,ig, cs,gr.ig, cs,gr.ig, cs,gr.ig, cs,gr.,ig, 36
O,I,8y O.,I,Sy O,I,Sy O,I,Sy O,r,8y O,r,8y
22 er grig o.r r er,sy ig.,o.r 11
3 cs,gr.ig, cs,gr.ig, cs,gr.ig, cs,gr.ig, cs,gr,ig, cs,gr,ig, 35
- O.1,8y O.1,8y O.1,8y o,1,8y O.1,8y .Sy -
o4 our cs,ig.o, cs,gr.ig, gr,o.,r, our cs,gr.ig, o4
.Sy O.1,8y sy .Sy
i cs,gr.,ig, i i cs,gr.ig, cs,gr.ig,
2 s s s 2
5 | grsy o.Lsy gr.r,sy gr.r,sy o.rSy oLy 6
-6 cs,gr.,ig, cs,gr.,ig, cs,gr.ig, cs,gr.ig, cs,gr.ig, cs,gr.,ig, 36
O.,I,8y O.,I,Sy O.,I,Sy O.,I,Sy O,r,8y O,.I,8y
57 cs,gr,ig, cs,gr,ig, cs,gr.ig, cs,gr.ig, cs,gr,ig, cs,gr.,ig, 36
O,1,8y 0,1,8y 0,1,8y 0,1,8y 0,1,8y O,1,8y
-8 cs,gr.,ig, cs,gr.,ig, cs,gr.,ig, cs,gr.ig, cs,gr,ig, cs,gr.,ig, 32
r,sy 0,I1,8y 0,r1,8y r,sy 0,8y r,sy
20 cs,gr.ig, cs,ig.o, sy cs,gr.ig, cs,gr.ig, cs,gr.ig, 30
O,1,8y .Sy 0,1,8y O.1,8y 0,1,8y
30 cs.gr.ig, cs.gr.ig, cs.ig.sy 14
0,8y O,1,8y
51 | cs-enig, or B B cs.grig, 16
o,1,8y o.1,sy
32 | os-gnig. | cs.grig, | cs.grig, | cs.grig.o. | cs.grig, 31
o.r o,r o.1,8y r,sy O.1,8y
33 cs,gr.ig, cs,gr,ig, cs,gr,ig, 18
o.1,8y o.1,8y o.1,8y
34 our cs,ig.o, cs,gr.ig, cs,gr,o, cs.ero cs,gr.ig, o4
sy 0,8y r o.1,8y

o917

Aplicaciones exitosas del criterio, con ventana = 20 %
P ©74.92%
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6.4. Discusion del criterio propuesto

Este nuevo criterio propuesto, ha mostrado tener eficacia con conjuntos de datos
de distintas caracteristicas, se ha probado con bases de datos de diversos tamafios,
se han utilizado datos de tipo numérico y categdrico, se han incluido ejemplos de
clasificacién binaria y de orden mayor, se han evaluado particiones con muchas
y pocas instancias. En términos generales, los resultados han permitido encontrar
en la mayoria de los casos, el mejor subconjunto de variables y en aquellos casos
donde no ha sido asi, la precisién no estd muy lejana del maximo global.

Por otra parte, el nimero de variables eliminadas se ha observado del orden del
60 %, lo que ademds de reducir en una cantidad significativa la dimensionalidad
de los conjuntos de datos, permite su posterior tratamiento con menos recursos
computacionales.

En general, el criterio propuesto utiliza una ventana igual al 20 % de las va-
riables presentes en la descripcion original de los objetos en estudio, permitiendo
identificar el subconjunto que obtiene el mejor desempefio de clasificacion, sin re-
currir a la utilizacién de bisquedas exhaustivas. Si el valor de ventana aumenta, se
podrian reconocer mds casos de éxito. Sin embargo, esto implicaria realizar mas
iteraciones del criterio y la diferencia no es tan significativa.

Las caracteristicas de los conjuntos de datos utilizados y los resultados obteni-
dos, permiten concluir que no hay incidencia entre el tipo de datos incluido y la
aplicacion del criterio propuesto. En todo caso, mientras se disponga de un ranking
derivado de un selector Filter univariado, el criterio funcionard adecuadamente.

Se sugiere preferir el uso de SFS antes que SBE por la diferencia en el nimero
de variables al inicio de las pruebas, que con SFS son menores, Por otra parte, no
se ha explorado, bajo que condiciones pudiera valer la pena explorar simultdnea-
mente ambas estrategias de buisqueda, con la finalidad de establecer si en términos
generales, con alguno de estos métodos de busqueda se identifica el subconjunto
6ptimo de variables con mayor prontitud. Esta puede ser una linea de investigacién
futura y verificar si atin es posible realizar menos pruebas que al emplear bisque-
das exhaustivas.

Adicionalmente, se propone comparar el nuevo criterio con otras estrategias de
bisqueda y utilizar conjuntos de datos atin més grandes, para evaluar su funciona-
miento con ejemplos catalogados como de muy alta dimensionalidad.






Capitulo 7

Integracion de variables

No hay sustituto del trabajo duro
Thomas Alva Edison

Hasta ahora, se han abordado las etapas del método de estructuracién de poblacio-
nes distribuidas, referidas a la seleccidn de las variables en las particiones locales.
Este capitulo se enfoca en la manera de integrar las variables seleccionadas local-
mente, para obtener la nueva representacion general de la poblacion distribuida en
estudio y proporcionar una clasificacién global adecuada.

En la bisqueda de una nueva representacion general a partir de variables selec-
cionadas localmente, en el contexto de las poblaciones distribuidas descritas en es-
te documento, probablemente se puedan desarrollar miltiples formas de conformar
la particion global deseada. Sin embargo, no es tarea facil definir ;cémo integrar
de manera adecuada los resultados de las particiones locales en un entorno global?.

Una primer estrategia pudiera considerar, simplemente unir a todas las variables
seleccionadas de cada particién local y conformar con ellas un nuevo conjunto de
datos. Aunque, al hacer esto se corre el riesgo de incluir variables que no aporten
informacién en la definicién de objetos a nivel global, o bien que pudieran resultar
redundantes con las de otros subconjuntos, lo que podria llevar a incluir a aquellas
que en sus particiones locales son relevantes, pero en un dmbito mds amplio pudie-
ran no serlo. Por otra parte, el considerar a todas las variables locales no permite
alcanzar uno de los objetivos fundamentales de la SV, que consiste en reducir la
dimensionalidad del problema original.
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Derivado de lo anterior, se tiene la necesidad de evaluar la factibilidad y perti-
nencia de cada variable considerada, pues a priori no se sabe si existe entre ellas
alguna propiedad o caracteristica que las haga prescindibles o imprescindibles.

Este capitulo, propone para la dltima etapa del nuevo método de estructuracién
de poblaciones distribuidas, una estrategia para la integracién de variables selec-
cionadas localmente, la cual estd basada en dos ideas principales, por una parte
se consideran primero a las variables mds significativas en sus dmbitos locales y
por la otra, la aceptacién de cada nueva variable, debe satisfacer algtin criterio de
correlacion entre s misma y las variables que pudieran existir previamente, en la
representacion general.

En las siguientes secciones, se presenta (i) la estructura del algoritmo disefiado
para la integracién de las variables provenientes de diversas particiones locales,
con el fin de construir una representacién general incluyendo su correspondiente
nueva clasificacion y (if) una discusién de la aplicabilidad de dicho algoritmo.

7.1. Algoritmo de integracion de variables

En esta seccion, se describe la estructura general del algoritmo para la integra-
cién de variables a partir de diversas particiones locales. El subconjunto final de
variables, definird a la nueva representacion general de la poblacidn distribuida en
estudio y su correspondiente clasificacion global.

Un actividad relevante en la construccién de la estrategia mencionada y que sir-
ve como medio de validacién de la misma, es la medicién del desempefio de clasi-
ficacion tanto de los Subconjuntos de Variables Seleccionadas Localmente (SVSL)
como de la Representacion General (RG) que se obtiene al final del proceso.

A partir de las poblaciones distribuidas descritas en esta tesis, -las que incluyen
como una de sus particularidades, que las clases locales en sus distintas particiones
son diferentes entre si-, una caracteristica que también se considera fundamental,
es que cada una de las variables descriptoras locales, guardan un cierto grado de
correlacidon con su clase.

Por lo anterior, la estrategia propuesta confiere especial importancia a dos as-
pectos fundamentales, por una parte (i) el célculo de un Factor de Correlacién (FC)
de las variables descriptoras con respecto de una clase, para decidir si se acepta o
no a cada variable en estudio en la RG y por la otra (ii) la generacién de una nueva
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clasificacién que se corresponda con el conjunto de variables en un momento en
particular.

La idea principal consiste de un proceso iterativo que evalda a las variables de
cada SVSL presente en la poblacion distribuida, para decidir en funcién de los as-
pectos mencionados, su aceptacién o rechazo en la nueva RG. De manera gréfica,
el algoritmo general de integracién de variables se presenta en la Figura 7.1.

Inicio

Obtener  subconjuntos  de  variables
seleccionadas localmente (SVSL) (mediante
Relief y Criterio de evaluacién de rankings)

l

Construir representacion global (RG)
— Agregar todas las variables y clase del SVSL
de mayor desempefio —

® !

Evaluar el FC de cada variable con la clase vigente
— Establece nuevo Rango FC —

® !

Agregar la préxima variable mds significativa

Aceptar la nueva variable en la
representacion general

— Del siguiente SVSL con mejor desempeiio — Aplicar algoritmo de Clustering
Kmeans para encontrar una
nueva clase

Obtener FC

— Nueva variable / Clase vigente — Sustituir la clase existente en la
l RG con la nueva clase generada.

(FC Nva >=
Rango FC?

(Agregar mds
variables de algin

subconjunto? @Nueva clase

generada?

Figura 7.1: Estrategia para integracion de variables.
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Descripcion del algoritmo de integracion de variables

Los SVSL utilizados deberdn ser obtenidos a partir de las particiones locales de
datos que conforman a la poblacién distribuida en estudio. Para lo que se requie-
re aplicar en éstas, al selector univariado Relief. Con el ranking derivado en cada
particién se procede a aplicar el criterio de evaluacién de rankings referido en el
Capitulo 6. Como resultado de lo anterior se han generado los SVSL que se toman
como entrada de la estrategia de integracién de variables.

El anélisis del comportamiento de clasificacién de todos los SVSL, es el que
permite identificar al SVSL que establecerd la primer estructura para construir la
RG que se desea. Por lo que la estrategia utilizard al SVSL con mejor desempeiio
como la base de 1a RG incluyendo en este punto inicial, su clase local como la clase
global.

La inclusién posterior de variables de otros SVSL, consiste en evaluar la sa-
tisfaccion de un criterio basado en el calculo del FC de cada nueva variable, con
respecto de la clase incluida en la RG. Identificando un rango de FCs donde el va-
lor minimo es identificado como FC,,;, mientras que el més alto se reconoce como
FC,ax. FCpin, €5 €l valor que debe ser igualado o superado por cada nueva variable
evaluada.

Si el FC obtenido con la nueva variable cumple con el criterio de superar el
FC,,;, establecido, entonces es aceptada en la nueva RG y se procede a generar una
nueva clasificacién general mediante alguna técnica de Agrupamiento. La nueva
clase generada ahora es considerada como la clase actual de la RG sustituyendo a
la anterior.

El procedimiento es iterativo hasta agotar la evaluacién de todas las variables
presentes en los distintos SVSL. La RG obtenida en la dltima iteracién conforma
la nueva particion general con su correspondiente clasificacién global.

A continuacion, se presenta la descripcion detallada de todos los pasos que con-
forman la estrategia propuesta.

1. Obtener subconjuntos de variables seleccionadas localmente (SVSL) y esta-
blecer un ranking de ellas en cada uno, Estos deberan haber sido procesados
mediante la aplicacién del selector univariado Relief, asi como del criterio
de evaluacion de rankings referido en el Capitulo 6.
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2. Evaluar la precision del clasificador Ibk para cada SVSL, a fin de establecer
un orden descendente de todos ellos, de acuerdo a su desempeiio individual.

3. Utilizar todas las variables y la clase original del SVSL que obtuvo el maxi-
mo desempefio de clasificacidn en el punto anterior, para generar una nueva
particién donde se construird una representacion general (RG) de los datos
asi como una nueva clasificacién global.

4. Determinar el FC de cada variable presente en la RG actual con respecto de
su clase y determinar el valor de FC,,;;,.

5. A partir del siguiente subconjunto con mejor desempeifio (del punto 2), agre-
gar a la RG, a aquella variable mejor posicionada en su ranking correspon-
diente.

6. Obtener el FC de la nueva variable (FC,,,) con respecto a la clase actual de
la RG.

7. Si FC,,, es mayor o igual a FC,,;,, continuar con el punto 8, en otro caso
continuar con el punto 11.

8. Aceptar la nueva variable como parte de la RG.

9. Aplicar a la RG, un algoritmo de agrupamiento para obtener una nueva cla-
sificacion, este método deberd ser Kmeans (Lloyd, 1982) configurando su
valor de k igual al nimero de las clases presentes en la RG actual.

10. Sustituir en la RG la clase anterior con la nueva clase generada en el punto
9.

11. Si atin hay mds variables que agregar, considerar dos posibilidades, (i) si se
generd una nueva clase (variable aceptada), regresar al punto 4, (ii) si no se
generd una nueva clase (variable rechazada), continuar en el punto 5. Sin
embargo, si ya no hay mas variables que agregar, continuar con el punto 12.

12. Mostrar RG, este conjunto contiene el subconjunto de variables que repre-
sentan adecuadamente a los objetos en estudio y contiene la nueva clasifica-
cién global.

La utilizacién del algoritmo de integracion de variables con diversos casos reales,
se aborda en la seccion 8.2. Sin embargo, para mejorar la comprensién del mis-
mo, a continuacion se explica a detalle su aplicacién, con un ejemplo extraido del
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conjunto de datos denominado Wisconsin breast cancer, proveniente del reposito-
rio UCI (Lichman, 2009). La descripcion del conjunto original mencionado, puede
observarse en la Tabla 7.1.

Tabla 7.1: Descripcion del conjuntos de datos Wisconsin breast cancer

Conjunto de datos Instancias Variables Clases Tipo
Wisconsin Breast Cancer 699 10 2 Num

Por razones de espacio y simplicidad en la siguiente ejemplificacion, se utilizan
nueve variables identificadas como x,, x3, x4, Xs, X6, X7, X3, X9 Y X109, asi como
las primeras 40 instancias del conjunto original Wisconsin breast cancer. A esta
particion se le denomina en adelante como Wisconsin_R, misma que se presenta en
la Tabla 7.2.

Tabla 7.2: Conjunto de datos Wisconsin_R

Inst | xp x3 x4 x5 X6 X7 X3 X9 xj9 Class
1 5 1 1 1 2 1 3 1 1 2
2 5 4 4 5 7 10 3 2 1 2
3 3 1 1 1 2 2 3 1 1 2
4 6 8 8 1 3 4 3 7 1 2
5 4 1 1 3 2 1 3 1 1 2
6 8 10 10 8 7 10 9 7 1 4
7 1 1 1 1 2 10 3 1 1 2
8 2 1 2 1 2 1 3 1 1 2
9 2 1 1 1 2 1 1 1 5 2
M4 2 1 1 2 1 2 1 1 2

40 (2 5 3 3 6 7 1 5 1 4

Posteriormente y para conformar un caso minimo de poblacién distribuida, este
fragmento se ha dividido en dos. La primer particion incluye a las primeras cua-
tro variables y la segunda a las siguientes cinco. La clasificacién original se ha
sustituido por una nueva clase obtenida por el agrupador Kmeans configurado con
k=2. Lo anterior debido a que se requiere que las clases en ambos subconjuntos de
variables seleccionadas sean diferentes entre si. La conformacién final de ambos
SVSL, se observa en las Tablas 7.3y 7.4.
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Tabla 7.3: SVSLO de Wisconsin_R

Inst | x x3 x4 x5 Class
1 5 1 1 1 C1
2 5 4 4 5 COo
3 3 1 1 1 Cl
4 6 8 8 1 COo
5 4 1 1 3 Cl
6 8 10 10 8 Co
7 1 1 1 1 Cl
8 2 1 2 1 C1
9 2 1 1 1 Cl
10 |4 2 1 1 C1

40 |2 5 3 3 C1

Tabla 7.4: SVSL1 de Wisconsin_R

Inst | x¢ x7 xg x9 xj9 Class
1 2 1 3 1 1 C2
2 7 10 3 2 1 C3
3 2 2 3 1 1 C2
4 3 4 3 7 1 C3
5 2 1 3 1 1 C2
6 7 10 9 7 1 C3
7 2 10 3 1 1 C3
8 2 1 3 1 1 C2
9 2 1 1 1 5 C2
1072 1 2 1 1 C2

40 |6 7 7 5 1 C3

Cabe mencionar, que dado que el conjunto Wisconsin_R es un fragmento de
una particién mds grande con dos clases identificadas y que se usardn la mayoria
de sus variables, cualquier evaluacién que se realice sobre ellas mismas, provocard
que probablemente el algoritmo de integracidn, acepte a todas. Sin embargo, se usa
estas particiones como ejemplo demostrativo.
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Para comenzar el proceso, se asume que las variables que conforman los SVSL
0y 1 respectivamente, ya se encuentran ordenadas previamente, ésto de acuerdo a
algtin mérito o relevancia con respecto a su clase. Ahora, de acuerdo a las conclu-
siones obtenidas en el Capitulo 5, se procede a obtener la precisién del clasificador
Ibk. En ambos casos, los resultados se presentan en la tabla 7.5.

Tabla 7.5: Precision del clasificador en el ejemplo Wisconsin_R.

Particibn Variables Clases Precisién

SVSLO 4 2 97.5%
SVSL1 5 2 100.0 %

A partir de los resultados de precision mostrados y continuando con el algorit-
mo de integracién de variables, el SVSLI es el subconjunto elegido para conformar
la base para construir la RG, dado que es el que obtuvo la precision de clasificacion
mas alta. Por lo tanto, en este momento la nueva RG esta conformada por cinco va-
riables descriptoras y la clase.

A continuacién, se inicia el proceso iterativo para evaluar la agregacién o re-
chazo de las variables provenientes del SVSLO, para lo que se requiere obtener el
FC de cada variable presente en la nueva RG con respecto a su clase.

Los valores correspondientes a los FC de todas las variables incluidas en RG
inicial, se presentan en la Tabla 7.6.

Tabla 7.6: FC de variables, RG inicial, ejemplo Wisconsin_R

Variables en RG inicial

X6 X7 Xg X9 X10
0.714 0.878 0.580 0.742 0.273
Max Min

A partir del FC,,;, identificado, en la primer iteracién se debe igualar o superar
un nuevo FC equivalente a 0.273 para aceptar una nueva variable, en este caso, se
trata de x, del SVSLO, que de acuerdo a sus valores, obtiene un FC=0.566, por lo
que ésta es aceptada en la nueva RG, credndose asi una nueva estructura y clase. La
Tabla 7.7 muestra la versién correspondiente a la RG en la primera iteracién, con
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la aceptacion de la variable x; asi como la nueva clase generada por el agrupador
Kmeans.

Tabla 7.7: RG para la iteracion 1, en el ejemplo Wisconsin_R

Inst | x¢ x7 xg3 x9 xj90 x» Class
1 2 1 3 1 1 5 C2
2 7 10 3 2 1 5 C3
3 2 2 3 1 1 3 Cc2
4 3 4 3 7 1 6 C3
5 2 1 3 1 1 4 Cc2
6 7 10 9 7 1 8 C3
7 2 10 3 1 1 1 C3
8 2 1 3 1 1 2 C2
9 2 1 1 5 2 C2

10 | 2 2 1 1 4 C2
40 |6 7 7 5 1 2 C3

Para culminar esta primer iteracion, se realiza la actualizacion de los FC corres-
pondientes a todas las variables presentes en la RG actual, éstos se muestran en la
Tabla 7.8.

Tabla 7.8: FC de variables, RG primera iteracion, ejemplo Wisconsin_R

Variables en RG, primera iteracién

X6 X7 X3 X9 X10 X2
0.675 0.878 0.659 0.738 0.250 0.624
Max Min

En el rango obtenido, se observa que el F'Cy;, equivale a 0.250, por lo que en la
segunda iteracion, debe superarse dicho valor al evaluar a la variable x3. Una vez
realizado el célculo, se obtiene para la nueva variable, un FC=0.765 superando el
FC, requerido, con lo que también es aceptada la variable en observacion, requi-
riendo también la aplicacién del agrupador Kmeans para realizar la actualizacién
de la clase para la RG. Cabe mencionar que su FC es cercano al maximo de 0.878,
siendo el segundo més alto en el rango, lo que evidencia que existe una alta corre-
lacidn entre esta variable y la clase actual.
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En esta segunda iteracion, la RG estd conformada por las siete variables des-
criptoras mas su clase correspondiente y que se presentan en la tabla 7.9

Tabla 7.9: RG para la segunda iteracién, en el ejemplo Wisconsin_R

Inst | x¢ x7 xg3 x9 x10 Xxp x3 Class
1 2 1 3 1 1 5 1 Co
2 7 10 3 2 1 5 4 Cl
3 2 2 3 1 1 3 1 Co
4 3 4 3 7 1 6 8 Cl1
5 2 1 3 1 1 4 1 Co
6 7 10 9 7 1 8 10 Cl
7 2 10 3 1 1 1 1 Co
8 2 1 3 1 1 2 1 Co
9 2 1 1 1 5 2 1 Co
102 1 2 1 1 4 2 Co

40 |6 7 7 5 1 2 5 Cl1

Para culminar esta segunda iteracion, se procede a actualizar la lista de los FC de
las variables presentes en la RG actual con la clase vigente. La Tabla 7.10 muestra
los valores correspondientes, donde se observa que la variable evaluada, es la que
mayor correlacién guarda con la clase actual.

Tabla 7.10: FC de variables, RG segunda iteracion, ejemplo Wisconsin_R

Variables en RG, segunda iteracién

X6 X7 X8 X9 X10 X2 X3
0.782 0.738 0.685 0.781 0.25 0.738 0.826
Min Max

Ahora, corresponde evaluar a la variable x4 del SVSLO, por lo que se procede
a obtener su correspondiente FC con respecto de la clase actual de la RG, dicho
valor equivale a 0.815, que es mayor que FC,;, y de hecho es muy semejante a
FCpax, por lo que también x4 es aceptada. Cabe mencionar que hasta ahora, se
ha presentado una tendencia a obtener un FC alto por cada nueva variable, lo que
sugiere que la variacion en las clases generadas en cada nueva iteracion, es minima.
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Aceptar a la nueva variable x4, da origen a una tercera iteracién. La Tabla 7.11
presenta la estructura de la RG utilizada en esta evaluacion incluyéndose la actua-
lizacién de la clase correspondiente. Mientras que la actualizacién del FC de las
variables en la nueva RG con respecto de su clase, se muestran en la Tabla 7.12.

Tabla 7.11: RG para la tercera iteracion, en el ejemplo Wisconsin_R

Inst | x¢ x7 xg3 X9 x10 Xx» x3 x4 Class
1 2 1 3 1 1 5 1 1 Co
2 7 10 3 2 1 5 4 4 Cl
3 2 2 3 1 1 3 1 1 Co0
4 3 4 3 7 1 6 8 8 C1
5 2 1 3 1 1 4 1 1 CO0
6 7 10 9 7 1 8§ 10 10 Cl1
7 2 10 3 1 1 1 1 1 Co
8 2 1 3 1 1 2 1 2 COo
9 2 1 1 1 5 2 1 1 CO0
072 1 2 1 1 4 2 1 Co

40 |6 7 7 5 1 2 5 3 C1

Tabla 7.12: FC de variables, RG tercera iteracién, ejemplo Wisconsin_R

Variables en RG, segunda iteracion

X6 X7 X8 X9 X10 X2 X3 X4
0.782 0.738 0.685 0.781 0.25 0.738 0.826 0.815
Min Max

El siguiente paso es evaluar a la ultima variable del SVSLO, se trata de xs, la
que con respecto de la clase vigente en la RG actual, produce un FC igual a 0.731
que supera al FCp;, de 0.250, provocando que x5 sea aceptada en la RG final. La
Tabla 7.13 presenta la RG en su tltima version, incluyendo la clase global para este
ejemplo.
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Tabla 7.13: RG final, en el ejemplo Wisconsin_R

Inst | x¢ x7 xg X9 Xx10 X2 Xx3 x4 x5 Class
1 2 1 3 1 1 5 1 1 1 CO
2 7 10 3 2 1 5 4 4 5 Cl1
3 2 2 3 1 1 3 1 1 1 Co
4 3 4 3 7 1 6 8 8 1 C1
5 2 1 3 1 1 4 1 1 3 Co
6 7 10 9 7 1 8§ 10 10 8 C1
7 2 10 3 1 1 1 1 1 1 Co
8 2 1 3 1 1 2 1 2 1 CoO
9 2 1 1 1 5 2 1 1 1 Co

10 2 1 2 1 1 4 2 1 1 Co
40 6 7 7 5 1 2 5 3 3 C1

Para finalizar el proceso y a manera de comprobacidn, se han sometido al clasi-
ficador Ibk, los dos conjuntos de datos Wisconsin_R y RG final, encontrandose los
resultados mostrados en la Tabla 7.14.

Tabla 7.14: Precisidn del clasificador Ibk, con Wisconsin_R y RG final

Particion Variables Clases Precision
Wisconsin_R 9 2 90.0%
RG final 9 2 92.5%

De acuerdo a estos dltimos resultados, el algoritmo de integracién de variables
ha identificado el subconjunto de éstas, que representa adecuadamente a la pobla-
cién distribuida Wisconsin_R, mejorando la precision de clasificacion al establecer
el orden en el que las variables deben ser consideradas.

7.2. Discusion

En la seccién anterior, se ha presentado una estrategia para integrar variables
provenientes de las particiones locales que representan a una poblacién distribui-
da. Los resultados presentados en la Tabla 7.14 han mostrado su efectividad, al
establecer una particién base de la que se puede iniciar un proceso de evaluacién
sobre la pertinencia de cada nueva variable, llegando a una particién propuesta con
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una representacion general de todos los objetos en estudio incluyendo una nueva
clasificacién global.

Para el caso presentado, los desempefios de clasificacién incluidos en la Tabla
7.14 muestran que para el caso del clasificador Ibk se mejora el resultado, al clasi-
ficar instancias con la RG respecto de la particidn original utilizada. Esto puede ser
extrapolado con otros conjuntos de datos pertenecientes a distintos ambitos. Sin
embargo, para respaldar esta aseveracion, hace falta un proceso de validacién mas
robusto que el aqui presentado, éste se aborda en el Capitulo 8.






Capitulo 8
Validacion

Es mds sabio averiguar que suponer

Mark Twain

En los capitulos previos se ha propuesto un método para crear la estructura global
que represente adecuadamente a una poblacion distribuida; ésto mediante la utili-
zacién de técnicas de RP.

El método de estructuracién propuesto se enfoca entonces en el tratamiento
de poblaciones distribuidas donde los objetos se representan simultdneamente en
diversas particiones locales, pero con distintas variables descriptoras y clasificacio-
nes en cada una.

En este capitulo, se aborda la fase de validacién general, para lo cual el lector
encontrard (i) una descripcién de los conjuntos de datos utilizados asi como la
estrategia utilizada para generar particiones distribuidas cuando originalmente los
datos se concentran en un solo conjunto, (ii) el proceso de validacién del método de
estructuracion global en diversos casos, comenzando con uno referido al proceso
de evaluacion docente en una universidad, donde los datos por su naturaleza ya
se encuentran distribuidos de origen, se incluyen también 10 casos de ejemplos
sintéticos y que cuentan originalmente con una sola representacion. Finalmente,
(iif) una seccion de discusion de resultados.

141
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8.1. Conjuntos de datos para validacion

Para la validacion del método propuesto y a fin de demostrar su eficacia, se
han elegido diversos conjuntos de datos reales con distintas caracteristicas. Por
una parte, se ha identificado un caso que se ajusta de origen, a las condiciones de
particiones distribuidas descritas para este trabajo doctoral y por la otra, se han
utilizado 10 ejemplos, extraidos de los repositorios de aprendizaje automatico UCI
(Lichman, 2009) y de la Universidad del Estado de Arizona (Arizona State Univer-
sity, 2016), desarrollado para un articulo sobre SV (Li et al., 2016).

Las subsecciones siguientes describen los conjuntos de datos utilizados y para
el caso de los casos sintéticos, se incluye una estrategia de particionamiento creada
para preparar y transformar los conjuntos de datos representados por una particion,
en poblaciones distribuidas.

8.1.1. Ejemplo ITESA

El primer ejemplo estd referido a un proceso de evaluacion docente, desarro-
llado en el Instituto Tecnol6égico Superior del Oriente del Estado de Hidalgo (ITE-
SA). En esta base de datos, se cuenta de inicio con una poblacidn distribuida, cuyas
caracterfsticas incluyen la representacion de los mismos objetos en todas sus par-
ticiones. En cada una de éstas, se utilizan variables descriptoras y clases locales
distintas.

La evaluacién docente mencionada se realiza regularmente cada ciclo escolar,
cuya periodicidad es semestral. Las tablas de datos seleccionadas corresponden al
semestre Enero - Junio 2014, debido al interés de dicha institucién por conocer el
comportamiento de sus docentes en ese periodo. Sin embargo, la misma experi-
mentacién puede replicarse para otros ciclos.

Las variables consideradas en las particiones de esta base de datos representan
a las diversas preguntas sobre el desempefio de los docentes evaluados, las cuales
estan incluidas en dos cuestionarios individuales, distintos entre si; el primero de
ellos esta dirigido a los estudiantes, mientras que el segundo es para las autorida-
des académicas. Cada instrumento busca evaluar aspectos diferentes de la prictica
académica y administrativa de los profesores (Ver apéndice B).

En cada particién, los valores originales tanto de las variables descriptoras como
de la clase se expresan a través de una escala disefiada para medir rasgos actitu-
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dinales (Likert, 1932). Sin embargo, los docentes que pertenecen a una clase de
acuerdo a la evaluacion realizada por alumnos, no necesariamente estan clasifica-
dos de la misma forma segtin el criterio de las autoridades académicas.

La opinién de los estudiantes sobre el desempefio en el aula de 94 docentes, se
concentra en una particién denominada Alumnos, ésta incluye en su estructura 48
preguntas y se puede elegir entre las opciones A, B, C, D y E, correspondiendo A
al valor més alto o de mejor desempefio y E al menor. Cabe mencionar que en esta
particién, inicamente se han encontrado los valores A y B para la clase, por lo que
es una particion local binaria (2 clases).

Otra particién reconocida como Autoridades, retine el punto de vista que diver-
sas autoridades académicas tienen sobre el desempefio de los mismos 94 profeso-
res, el cuestionario correspondiente contiene 18 preguntas, diferentes en su totali-
dad a las de la opinién de los estudiantes. En este caso, los docentes se clasifican
con valores desde A hasta E, lo que se refiere a una particién local multiclase.

Cada uno de los 94 docentes tiene entonces dos evaluaciones, con la posibilidad
de que sus resultados sean semejantes o diferentes entre si; dado que los estudiantes
pueden considerar a un profesor como bueno, pero para las autoridades académicas
pudiera no ser bueno o regular, sino malo. La Tabla 8.1 presenta la descripcién
estructural de las particiones en esta base de datos.

Tabla 8.1: Descripcién de particiones en la base de datos ITESA

Particion Instancias  Variables Tipo Clases
1 Alumnos 94 48 Nominal 2
2 Autoridades 94 18 Nominal 5

Como se ha mencionado, los datos recopilados originalmente son de tipo no-
minal, con valores desde A hasta E, por lo que ha sido necesario numerizar. En la
sustitucion de valores se cambia la letra A por un ndmero 1, B por 2 y sucesivamen-
te hasta E por 5. En adelante, las versiones numerizadas de las tablas originales,
son las que se utilizaran como Alumnos y Autoridades respectivamente.

En la tabla Alumnos, por cada instancia que representa la evaluacion de un do-
cente, el valor para su clase se ha obtenido mediante el promedio de la opinién
de todos los estudiantes encuestados para ese profesor, mientras que en el caso de
Autoridades, s6lo se considera la valuacién emitida por el jefe directo del profesor,
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dado que en algunos casos un mismo maestro participa en dos o mds dreas acadé-
micas, generando mds evaluaciones.

En ningtn caso, la distribucién de clases estd balanceada y aunque por tratarse
de los mismos docentes y porque en ambos casos se refiere a la evaluacion de su
actuacién profesional, se podria esperar que aquellos que tienen una etiqueta de
clase en una tabla, la conserven en la otra, sin embargo, ésto no es una regla.

En este ejemplo, se pretende obtener una sola representacién de los profesores
evaluados, ésta debe incluir las preguntas adecuadas para describirlos desde un
punto de vista mas amplio y de acuerdo a una nueva clasificacién global, a fin de
proporcionar un panorama general en el conocimiento del perfil de los docentes.

8.1.2. Ejemplos provenientes de repositorios de datos

Como en el caso ITESA, es necesario identificar ejemplos otros ejemplos con
dominio es cuya distribucion y caracteristicas de sus objetos sea equivalente. Sin
embargo, en esta tesis no se presenta algtin otro conjunto de datos del tipo mencio-
nado, entre otras cosas, debido a que normalmente esos casos se refieren al &mbito
empresarial o gubernamental en general, ddnde cominmente se manejen aspectos
de confidencialidad y seguridad que pudieran limitar el acceso a los datos. Esta es
la raz6n principal de incluir el procesamiento de datos sintéticos.

Por lo expuesto anteriormente, los ejemplos sintéticos que se describen en es-
ta subseccién incluyen en su estructura una particion tnica, éstos seran sometidos
a un proceso de particionamiento inicial, mismo que los dispondrd en particiones
distribuidas.

Se han elegido conjuntos de datos con diferentes caracteristicas entre si, a fin
de validar el método de estructuracién con ejemplos pertenecientes a distintos am-
bitos, los que ademads estin constituidos por representaciones de diversas variables
y dimensionalidad.

Los conjuntos de datos utilizadas se presentan en la Tabla 8.2, dénde se han
marcado con un asterisco aquellos que provienen del repositorio UCI (Lichman,
2009), el resto de ejemplos se obtuvieron del sitio web para SV de la Universidad
del Estado de Arizona (Arizona State University, 2016).
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Tabla 8.2: Descripcion de conjuntos de datos a particionar.

Ejemplo Instancias  Variables Tipo Clases

*]1 Chess 3,196 36 Nominal 2
Isolet 1,560 617 Numérico 26

3 Lung discrete 73 325 Numérico 7
*4  Madelon 2,000 500 Numérico 2
*5  Molecular 3,190 60 Nominal 3
*6  Mushroom 8,124 22 Nominal 2
*7  Spambase 4,601 57 Numérico 2
8 Warp 130 2,400 Numérico 10
9  Wine Quality W 4,898 11 Nominal 7
10 Yale 165 1,024 Numérico 15

En el ejemplo Chess hay 36 variables que describen un tablero de ajedrez e
incluye 3,196 instancias, cada una representa una posiciéon en dicho tablero. La
clasificacion es binaria y se refiere al estado ganador o no ganador de las diferen-
tes posiciones, con el 52 % y 48 % de instancias, respectivamente.

El caso del conjunto Isolet esté referido al dominio de reconocimiento del ha-
bla, por lo que se incluyen 26 clases y cada una estd referida a la identificacién de
una letra del alfabeto, las que se describen por 617 variables, en total se han tratado
1,560 ejemplos.

Para Lung discrete, el dominio estd catalogado en el drea bioldgica concreta-
mente como un caso de micro arreglo de datos genéticos referido al tema de pa-
decimientos de pulmén, los datos estan definidos por 325 variables y 73 ejemplos
incluidos en siete clases.

El ejemplo Madelon esté referido a la prediccion de cancer a partir de datos de
espectrometria de masas. Fue disefiado para evaluar algoritmos de SV, por lo que
no se provee informacién de los objetos que describen sus 500 variables, con la in-
tencion de no influenciar los resultados que se pudieran obtener. Los 2,000 objetos
que contiene se agrupan en dos clases posibles, cada uno representa un paciente
sano o enfermo, la distribucion de instancias es balanceada.

La base de datos Molecular trata de secuencias de unién de empalmes genéticos
en primates, con 60 variables que describen 3,190 observaciones de comportamien-
tos celulares y conformadas en tres grupos posibles, consideradas como donante,
aceptador o ninguno, con una distribucién de clases que se corresponde con 25 %,
25% y 50 % de manera respectiva.
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Mushroom es un conjunto de datos en el que se describen 22 caracteristicas fisi-
cas de 8,124 hongos clasificados en dos categorias, con una distribucién de 48.2 %
de ejemplos venenosos y 51.8 % comestibles. Una caracteristica especial en este
caso especifico, es que se tiene identificada una variable con 2,480 datos faltantes,
lo que permitird observar su influencia en el comportamiento del método de estruc-
turacién presentado en esta tesis.

El ejemplo denominado Spambase incluye la descripcién mediante 57 varia-
bles para 4,601 correos electrénicos, éstos se clasifican en spam o no spam con un
39.4% y 60.6 % de forma correspondiente.

Con respecto al ejemplo Warp, el dominio corresponde a reconocimiento facial
incluyendo 10 clases, para lo que se utilizan 2,400 variables y se ejemplifican 130
Ccasos.

Wine Quality W es un ejemplo que trata sobre 11 variables que describen a las
caracteristicas del vino blanco, mismas que sirven para identificar siete clases de
éste, se incluyen 4,898 instancias.

El conjunto de datos Yale es otro ejemplo circunscrito al reconocimiento facial,
en este caso se tienen 15 clases descritas mediante 1,024 variables, para lo que se
consideran 165 instancias.

Por otra parte, para estandarizar el proceso de validacién del método de estruc-
turacién global de poblaciones distribuidas, y a semejanza del tratamiento de los
conjuntos de datos utilizados en los capitulos previos, en todas las particiones in-
cluidas en esta experimentacion se ha modificado la nomenclatura de las variables
desde sus representaciones originales, cambidndose por nombres genéricos identi-
ficados por X = {xy,x2,x3,X4, ..., X, class} donde n corresponde al total de variables
en cada base de datos.

Dado que se han considerado conjuntos de datos que requieren particionamiento
previo para su tratamiento, en la siguiente seccidn, se presenta la estrategia utiliza-
da para la construccién de particiones de datos.

8.1.3. Estrategia de particionamiento

En la literatura se han reportado diversas maneras de particionar un conjunto de
datos, en algunos casos se considera la importancia de las variables implicitas y en
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otros no. Sin embargo, esta tarea no es trivial dado que a menos que se conozca el
contexto del objeto de estudio, se requiere la utilizacién de técnicas de RP para de-
terminar la trascendencia de las variables y decidir cudles de ellas deben incluirse
en una misma particion.

Con el objetivo de fragmentar conjuntos de datos con una sola representacion
se requiere de una estrategia para conformar diversas particiones a fin de que éstas
puedan tratarse con el método para procesamiento de poblaciones distribuidas pro-
puesto, se ha utilizado una estrategia de particionamiento, la que es mostrada en su
concepcidn general mediante el algoritmo presentado en la Figura 8.1.

Esta estrategia toma como punto de partida el conjunto original de datos y pa-
ra decidir cudntos grupos de variables deben construirse, asi como la distribucién
de las mismas, se comienza por aplicar una técnica de pivotaje a los datos (trans-
posicién), considerando las columnas como filas y viceversa, se ignora para este
proceso la variable referida a la clase de los objetos incluidos.

Etapa Descripcién
1 Validacién del Conjunto Revisién de la estructura del conjunto original de
Original de Datos (CO) datos CO, integrado por una sola tabla.

Se transpone CO, las filas se vuelven columnas y
2 | Trasponer CO para generar CT | viceversa. Este nuevo conjunto se reconoce como
CT.

Se aplica el agrupador K-means al conjunto CT,

3 Agrupamiento en CT dénde k = nimero de clases en CO.

Cada cluster identificado en CT es separado,
4 Creacion de particiones formando asi una nueva particién local, ésta se
transpone para recuperar la estructura original.

Agrupamiento en particiones | Se aplica K-means a cada particién local para
locales crear las clases correspondientes.

Figura 8.1: Descripcién de la estrategia de particionamiento utilizada.

El algoritmo de agrupamiento utilizado en adelante es el conocido K-means
(Lloyd, 1957), (Lloyd, 1982). Este se elige por sus caracteristicas de efectivi-
dad, velocidad y amplia utilizacién reportadas en la literatura (MacQueen, 1967),
(Lopez-Escobar, 2007), (Herndndez-Valadez, 2006).
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Una vez que se cuenta con el conjunto transpuesto de los datos, se aplica K-
means, asignando a su pardmetro interno k un valor igual al nimero de clases
presentes en el conjunto original de datos, lo cual permitird obtener k grupos que
posteriormente se separaran.

Los grupos ya separados deben volverse a transponer para recuperar su estruc-
tura original. En este punto, se han generado k particiones del conjunto inicial, sin
contar con clasificacién propia en cada uno; solo se conoce la clase original que
representa a los objetos con el total de variables. Por lo anterior, hace falta deter-
minar una nueva clase local en cada particion.

Ahora se aplica el mismo agrupador K-means a las particiones locales, se con-
figura k igual al nimero original de clases. Como resultado se obtiene una nueva
clasificacion local para cada particidn, éstas son independientes entre si.

En este punto de la estrategia, se ha conseguido conformar el escenario de po-
blacion distribuida que se tratard a partir de ahora. Las representaciones que se han
generado, incluyen a los mismos objetos representados en todas ellas con variables
excluyentes y sus correspondientes clases locales.

La estrategia de particionamiento presentada permite fragmentar conjuntos de
datos que originalmente incluyen una sola representacion para que €stos se ape-
guen a las caracteristicas de poblaciones distribuidas mencionadas en esta tesis.

A continuacion, se presenta la aplicacién de la estrategia de particionamien-
to con los ejemplos de datos que provienen de representaciones Unicas, a fin de
conformar poblaciones distribuidas de éstas.

8.1.4. Preparacion de poblaciones distribuidas

Para contar con ejemplos de datos que se puedan utilizar en el proceso de va-
lidacién del método de estructuracién propuesto en esta tesis, debe aplicarse la
estrategia de particionamiento descrita anteriormente en conjuntos de datos cuya
representacion original conste de una particion.

Para abordar la construccién de las representaciones distribuidas para los con-
juntos de datos descritos en la Tabla 8.2, en la subseccién siguiente se presenta el
proceso completo para la obtencion de las particiones derivadas del ejemplo Chess.
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Para el resto de casos y por razones de espacio, se presenta un resumen en el que
se detalla la estructura de los fragmentos que habran de tratarse.

Conjunto de datos Chess

Este conjunto de datos se ajusta a una clasificacién binaria, por lo que para este
caso en particular, se establece para el agrupador K-means, el pardmetro k con un
valor igual a 2.

En el proceso de pivotaje del conjunto original Chess —que cuenta con 36 va-
riables y 3,196 instancias— se genera una nueva representacion transpuesta, ésta
particién resultante ahora estd conformada por 36 filas y 3,196 columnas, la que
puede observarse en la Figura 8.2. En el proceso se ignora a la variable correspon-
diente a la clase.

var inst | . . .

. Xy | X2 | X3 e [X 36 1y 1] L3 e 13796
1nst var

i f f f n X f f f t

is f f f n X5 f f f f

—

i3 f f f n X3 f f f t

13706 t f t ... | n X 36 n n n n

Figura 8.2: Esquema de transposicién del conjunto de datos Chess.

A partir de la version transpuesta de la particion original Chess se aplica el agru-
pador K-means obteniéndose dos clisters. A continuacion, las filas que conforman
cada cluster deberdn separarse del resto para crear nuevos subconjuntos, creando
asi dos fragmentos de datos.

Posteriormente, en cada nuevo fragmento corresponde recuperar la estructura
original de los datos, por lo que debe volverse a transponer cada uno de ellos. Con
este procedimiento se obtienen dos particiones locales del conjunto original, éstas
contienen sus correspondientes variables excluyentes y entre ambas suman el to-
tal de las 36 originales; con respecto de las instancias, en cada particion estdn las
3,196. Hasta este punto, las particiones todavia no poseen clasificacion.
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De acuerdo a la estrategia de particionamiento, ahora se debe aplicar nuevamen-
te el agrupador K-means a cada particion, generdndose asi una clasificacion local.
La Tabla 8.3 muestra el total de variables y clases obtenidas en las particiones 0 y
1 respectivamente.

Tabla 8.3: Variables y clases en las particiones 0 y 1 del ejemplo Chess

Particion  Variables Clases

0 7 2
1 29 2

Las listas de variables que conforman las particiones 0 y 1 respectivamente, se
presentan en la Tabla 8.4

Tabla 8.4: Variables incluidas en las particiones creadas en el ejemplo Chess

Particién Variables

0 7 X13 | X15 | X18 | X26 | X34 | X35 | X36

X1 | X2 | X3 | X4 | X5 | X6 | X7 | X8 | X9 | X10
1 29 | x11 | X12 | X14 | X16 | X17 | X19 | X20 | X21 | X22 | X23
X4 | X25 | X27 | X28 | X29 | X30 | X31 | X32 | X33

Total 36

Estas particiones 0 y 1 estan listas para aplicarles el procedimiento de integra-
cioén de variables, mismo que forma parte del método de estructuracién de pobla-
ciones distribuidas. Este proceso se abordard mds adelante.

Distribucion de particiones en ejemplos sintéticos

De manera andloga al ejemplo de datos Chess, se ha aplicado el proceso de
fragmentacion al resto de los conjuntos de datos sintéticos descritos en la Tabla 8.2,
conformandose en cada caso versiones distribuidas de éstas. La Tabla 8.5 muestra
el detalle del nimero de particiones y variables de todas las representaciones de
objetos involucradas.



8.1. Conjuntos de datos para validacién

151

Tabla 8.5: Variables por cada particion de las poblaciones sintéticas utilizadas

Conjunto de datos
Particidn Lung Wine
Chess | Isolet | .. Madelon | Molecular | Mushroom | Spambase | Warp , Yale
discrete Quality W
0 7 56 39 140 11 9 3 225 | 49
1 29 10 47 360 25 13 54 217 2 87
2 30 32 24 244 | 145
3 10 27 200 | 45
4 19 42 233 1 152
5 31 69 170 1 43
6 34 69 215 4 110
7 39 424 36
8 37 138 29
9 22 334 51
10 34 73
11 25 81
12 29 31
13 12 51
14 31 41
15 8
16 10
17 20
18 24
19 24
20 29
21 25
22 29
23 1
24 18
25 10
Instancias || 3196 | 1560 | 73 2000 3190 8124 4601 130 4898 165
Variables || 36 | 617 | 325 500 60 22 57 2400 11 1024
Clases 2 26 7 2 3 2 2 10 7 15

Las listas completas de variables que conforman a cada una de las nuevas par-
ticiones no se presentan por razones de espacio y por ser un proceso que se ha
mostrado previamente en el caso Chess, por lo que sélo se muestran algunas de
ellas. La Tabla 8.6 permite observar el caso de la distribucién para Lung discre-
te, asi como la Tabla 8.7 incluye la conformacién de variables por particion en el
conjunto de datos Molecular y la Tabla 8.8 hace lo propio con Spambase.
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Tabla 8.6: Variables incluidas en las particiones creadas en el ejemplo Lung discrete

Particién Variables
X10 | X12 | Xe6 | X70 | X97 | X134 | X161 | X163 | X179 | X183 | X198 | X211 | X233 | X238 | X239
0 X242 | X247 | X251 | X256 | X270 | X285 | X286 | X288 | X289 | X292 | X294 | X295 | X297 | X299 | X300

X301 | X303 | X304 | X305 | X308 | X310 | X315 | X323 | X325
X19 X29 X40 X45 X47 X55 X56 X57 X58 X59 X60 X61 X62 X63 Xo4

1 X67 | Xe8 | X71 X74 | X79 | X80 | X81 Xg2 | X83 | Xg4 | X91 X92 | X95 | Xog | X100
X101 | X103 | X104 | X105 | X115 | X118 | X124 | X125 | X126 | X127 | X132 | X133 | X136 | X137 | X140
X141 | X143
X72 | X75 | X77 | X78 | X85 | X86 | X87 | X88 | Xg9 | X90 | X93 | Xo6 | X102 | X106 | X107

2 X109 | X110 | X111 | X113 | X114 | X117 | X119 | X120 | X121 | X122 | X123 | X128 | X129 | X130 | X135
X139 | X142

3 X1 X3 X4 X5 X6 X7 X13 | X14 | X15 | X16 | X24 | X26 | X28 | X31 X32

X34 | X35 | X37 | X38 | X166 | X200 | X202 | X206 | X253 | X273 | X284 | X311
X2 X18 X22 X39 X65 X69 X73 | X146 | X155 | X158 | X164 | X188 | X191 | X195 | X197

4 X199 | X201 | X207 | X214 | X217 | X220 | X221 | X224 | X232 | X243 | X246 | X248 | X249 | X252 | X255
X258 X262 X272 X274 | X278 X282 X296 | X307 X314 | X316 X319 | X321

X8 X9 X11 X17 X20 X23 X25 X27 X30 X36 X46 X147 X148 X149 X151

X152 | X153 | X157 | X159 | X160 | X162 | X169 | X172 | X175 | X178 | X180 | X187 | X190 | X192 | X194

5 X196 | X204 | X208 | X209 | X215 | X218 | X225 | X226 | X230 | X231 | X236 | X237 | X240 | X241 | X245

X254 | X257 | X260 | X261 | X263 | X265 | X266 | X267 | X268 | X269 | X271 | X276 | X280 | X287 | X290
X291 | X293 | X298 | X309 | X312 | X313 | X317 | X318 | X324

X21 | X33 | X41 | X42 | X43 | X44 | X48 | X49 | X50 | X51 X52 | X53 | Xs54 | X76 | Xo4
X99 | X108 | X112 | X116 | X131 | X138 | X144 | X145 | X150 | X154 | X156 | X165 | X167 | X168 | X170
6 X171 | X173 | X174 | X176 | X177 | X181 | X182 | X184 | X185 | X186 | X189 | X193 | X203 | X205 | X210

X212 | X213 | X216 | X219 | X222 | X223 | X227 | X228 | X229 | X234 | X235 | X244 | X250 | X259 | X264
X275 | X277 | X279 | X281 | X283 | X302 | X306 | X320 | X322
Total 325

Tabla 8.7: Variables incluidas en las particiones creadas con el ejemplo Molecular

Particion Variables
0 X14 | X27 | X28 | X29 | X33 | X34 | X37 | X40 | X46 | X52 | Xs5
X2 X6 | X17 | X20 | X30 | X31 | X32 | X35 | X38 | X39 | X41 | X42
1 X43 | X44 | X45 | X47 | X48 | X49 | X50 | X51 | X53 | X54 | Xs56 | X57
X59
> X1 X3 X4 X5 X7 X8 Xo | X10 | X11 | X12 | X13 | X15
X16 | X18 | X19 | X21 | X22 | X23 | X24 | X25 | X26 | X36 | X58 | X60

Total 60

Tabla 8.8: Variables incluidas en las particiones creadas con el ejemplo Spambase

Particiéon Variables

0 X19 | X21 | Xs57
X1 | X2 | x3 | xa | X5 | Xe | X7 | X3 | X9 | X10 | X11 | X12

X13 | X14 | X15 | X16 | X17 | X18 | X20 | X22 | X23 | X24 | X25 | X26
1 X27 | X28 | X29 | X30 | X31 | X32 | X33 | X34 | X35 | X36 | X37 | X38
X39 | X40 | X41 | X42 | X43 | X44 | X45 | X46 | X47 | X48 | X49 | X50
Xs51 | X52 | X53 | X54 | X55 | X56
Total 57
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Con el proceso de particonamiento en los conjuntos de datos mencionados se
crearon con éxito versiones distribuidas de todos ellos, cuyas clasificaciones fueron
definidas por las variables descriptoras incluidas en cada particion local, por lo que
no necesariamente son iguales de una particién a otra. A partir de este punto, todas
las bases de datos cumplen con las caracteristicas requeridas para la aplicacion del
método de estructuracién de poblaciones distribuidas.

En la seccidn siguiente se presenta la aplicacién del método propuesto en todos
los conjuntos de datos descritos.

8.2. Aplicacion del método propuesto

Una vez que se cuenta con las condiciones requeridas para todos los ejemplos
referidos en la seccidn 8.1, se presenta a continuacidn la aplicacién del método de
estructuracion de poblaciones distribuidas. En primer instancia, se aborda el caso
de evaluacién docente universitaria y posteriormente, el caso de los ejemplos sin-
téticos.

Al finalizar la aplicacién del método para cada uno de los conjuntos de datos,
se presenta una tabla que a manera de comparativa muestra la diferencia entre el
desempefio de clasificacion antes y después del proceso.

Para el caso ITESA, dado que su estructura inicial ya estd distribuida, es ne-
cesario construir un conjunto de datos que incluye a todas las variables originales
en una misma representacion para comparar su desempefio con el que se obtiene
en la RG correspondiente. Para el resto de ejemplos, se toman las versiones an-
tes del particionamiento y las que se obtienen al final del proceso para realizar la
evaluacién respectiva.

8.2.1. Caso ITESA

Con el ejemplo ITESA, el proceso de integracion de variables provenientes de
los subconjuntos de variables seleccionadas de las particiones Alumnos y Autorida-
des, inicia mediante la identificacion de la particién que conformara la estructura
base sobre la que se construird la nueva RG.

Para establecer la estructura base mencionada, se requiere la aplicacién del se-
lector Relief en ambas particiones locales. En la Tabla 8.9, se presenta el ranking
obtenido en cada caso.
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Tabla 8.9: Ranking obtenido por Relief en las particiones Alumnos 'y Autoridades

Posicién Alumnos  Autoridades

1 X22 X8

2 X14 £

3 X3 X10
4 X46 X12
5 X18 X6
6 x23 X3

7 X12 X14
8 X19 x7

9 X1 X2

10 X47 X16
11 x7 x13
12 X48 x17
13 x21 X11
14 X5 X18
15 X37 X5
16 X36 X4
17 X4 X15
18 X15 X1

19 X20

20 X31

21 X209

22 X24

23 X11

24 X17

25 X25

26 x38

27 Xx13

28 X6

29 X30

30 X16

31 x40

32 X34

33 X45

34 X42

35 X28

36 X9

37 xg

38 X39

39 X10

40 X44

41 X2

42 X27

43 X43

44 X41

45 X32

46 X33

47 X35

48 X26

A partir de estos rankings, se utiliza el método de busqueda SFS en combi-
nacién con el clasificador supervisado Ibk, para establecer en cada particién un
subconjunto de variables con las que se obtiene el mayor nimero de instancias
correctamente clasificadas. La Tabla 8.10 muestra los valores obtenidos de forma
exhaustiva, observandose un comportamiento ascendente al inicio de la lista, pos-
teriormente se identifica un punto maximo y finalmente, se aprecia un descenso
que contintia hasta considerar todas las variables.
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De acuerdo a la estrategia presentada en la Figura 7.1 y para concluir con la
primer fase de SV, deben construirse subconjuntos de variables seleccionadas lo-
calmente, por lo que ahora corresponde establecer el valor del pardmetro ventana
para ambas particiones.

En la Tabla 8.10 puede observarse un recuadro con un nimero de elementos que
equivale al 20 % de las variables presentes en cada particién, conformando asi, el
valor del parametro ventana para cada una de ellas. Se han incluido todas las prue-
bas de manera exhaustiva para mostrar que la aplicacién del criterio propuesto para
la seleccion de subconjuntos de variables funciona adecuadamente, encontrando el
mejor subconjunto en ambas particiones locales.

Tabla 8.10: Desempeiio del clasificador IBK mediante SFS y el ranking Relief

Alumnos Autoridades
Iteracién Variable ~ Variable ~
Desempeiio Desempeiio
agregada agregada

1 x22 98.936 xg 67.021
2 X14 98.936 x9 69.149
3 X3 96.809 x10 64.894
4 X46 96.809 x12 68.085
s X18 97.872 X6 76.596
6 x23 96.809 x3 78.723
7 x12 97.872 X14 76.596
8 X19 97.872 x7 78.723
9 X1 98.936 x2 78.723
10 X47 97.872 X16 91.489
11 x7 100.000 x13 87.234
12 X48 100.000 x17 89.362
13 x21 100.000 x11 89.362
14 X5 100.000 x18 90.426
15 x37 100.000 X5 93.617
16 X36 98.936 £ 91.489
17 X4 98.936 X1s 90.426
18 X1s 98.936 X1 91.489
19 X20 98.936
20 x31 98.936
21 X290 98.936
22 X24 97.872
23 x11 98.936
24 x17 97.872
25 x25 97.872
26 x38 97.872
27 x13 97.872
28 X6 97.872
29 X30 97.872
30 X16 97.872
31 x40 97.872
32 X34 97.872
33 X45 97.872
34 X42 97.872
35 X28 97.872
36 X9 97.872
37 £ 97.872
38 X39 97.872
39 X10 97.872
40 Xa4 97.872
41 x2 97.872
42 x27 98.936
43 X43 98.936
44 L 98.936
45 X32 98.936
46 X33 98.936
47 X35 97.872
48 X26 98.936
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Una vez obtenidos los dos subconjuntos de variables seleccionadas localmente,
reconocidos como SVSLO y SVSL1 respectivamente. La asignacién de la etique-
ta SVSLO serd para el subconjunto con el mejor desempefio de clasificacion, que
como puede observarse en la Tabla 8.10 serd para el que se conformard con las
variables seleccionadas de la particién Alumnos, dado que su mejor desempeiio es
del 100 % mientras que en el caso de Autoridades es del 91.489 %.

Con respecto de la eficiencia del criterio de evaluacion de rankings, en el caso de
la particion Alumnos, se realizaron 22 de 49 iteraciones o pruebas, lo que equivale
a no realizar las dltimas 27 de ellas, esto corresponde a un ahorro de procesamien-
to del 55.10% que se traduce tanto en tiempo como en recursos computacionales.
Para el caso de la particién Autoridades el porcentaje de pruebas no realizadas es
del 21.05 % y aunque es menor que para Alumnos, también es significativo.

Los resultados obtenidos en la primer etapa de la estrategia de la Figura 7.1
referidos a la seleccion de variables en las particiones locales para conformar los
SVSLOy SVSL1 se presentan en la Tabla 8.11. Se han incluido los subindices a y
b alas variables de ambos subconjuntos, para distinguirlas unas de otras.

Tabla 8.11: Subconjuntos de variables seleccionadas localmente, caso ITESA

SVSLO SVSL1

Variable  Ajymnos  Autoridades
1 X224 X8b
2 X14a X9p
3 X3q X106
4 X46q X12b
5 X184 X6b
6 X23a X3p
7 X124 X14p
8 X19a X7b
9 Xla X2b
10 X474 X16b
11 XTa
Mejor
desempefio 100 % 91.489%

De acuerdo a estos resultados, entonces el SVSLO se considera como la parti-
cién base, sobre la que se debe construir la representacion global al incluir todas sus
variables descriptoras. En la Tabla 8.12 se muestra la estructura de la RG inicial.
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Tabla 8.12: Estructura de la RG inicial

Variables

X22a Xlda X3a  Xd6a Xi8a X23a X124 X19a Xla X470 X740 Clase

Continuando con el proceso, el cdlculo del FC de las variables incluidas en la
Tabla 8.12 con respecto de su clase, se presentan en la Tabla 8.13, dénde se observa
que el FC de la variable x5, corresponde al valor més alto de esta medida (FC,;,,x
= -0.670) mientras que el mds bajo es el de la variable x1, (FC,,;, = -0.715).

Tabla 8.13: FC de las variables de la RG inicial con respecto de su clase

Variables
X22q Xl4a X3q X46a X18a X23q X12q X19a Xla X47q Xa
-0.701 -0.712 -0.698 -0.707 -0.696 -0.692 -0.670 -0.705 -0.715 -0.697 -0.688
Max Min

Ahora, para aplicar el proceso de integracién de variables, se procede a evaluar
a las variables incluidas en el SVSL1, comenzando con la m4s significativa, a fin de
decidir su aceptacion en la RG; en este caso se trata de la variable xg;, que produce
un FC = -0.087 y dado que es mayor a FC,,;, = -0.715, entonces es aceptada y
se genera una nueva clasificacién, conformando asf la siguiente RG. La estructura
correspondiente a esta primer iteracion, se presenta en la Tabla 8.14.

Tabla 8.14: Estructura de la RG en la iteracién 01, caso ITESA

Particion | Clases Variables

X X X X X X X X X
RG 5 12 22a 14a 3a 46a 18a 23a 12a 19a la
X47a | X7a | X8b

Este proceso iterativo contintia, aceptando a las variables xop, X105, X125, X65> X35
y X14p, hasta que en la iteracién 07 la variable x7; no es aceptada, debido a que no
supera el FC con respecto de la dltima clase obtenida, a saber, para x7, se obtiene
un FC = -0.201 y debe superar un FC,,;, = -0.104. Se procede ahora a evaluar a
la siguiente variable x;;, calculdndose un FC = 0.143 que permite aceptarla. Final-
mente, al evaluar a la variable restante x4, también resulta admitida.
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Al finalizar el proceso de integracion, se ha acumulado un total de 20 variables,
quedando la estructura final como se puede observar en la Tabla 8.15.

Tabla 8.15: Estructura de la RG en la iteracién final, caso ITESA

Particién | Clases Variables
X22a | X14a | X3a | X46a | X18a | X23a | X124 | X19a | Xla
RG 5 20 | X470 | X70 | X8p | Xop | X10p | X126 | Xeb | X3p | X14b
X2p | Xi6b

Un resumen del desempefio y descripcién de los subconjuntos de datos inclui-
dos en esta experimentacion, se presentan en la Tabla 8.16. Cabe mencionar que
para fines comparativos, se generd una version de esta base de datos a través de la
unidn de las dos particiones iniciales Alumnos y Autoridades, en una sola represen-
tacion que incluye a todas sus variables originales y que suman 66 en total. La clase
incluida en esta representacion se obtuvo utilizando el agrupador K-means, estable-
ciendo k=5 por ser el nimero de clases que originalmente se tienen etiquetadas en
ambas particiones.

Tabla 8.16: Desempeiio del clasificador Ibk, caso ITESA

Conjunto Clasificacion Clases Desempefio Variables

de datos
Original Generada 5 84.04 % 66
Particion O (Alumnos) Local 2 98.94 % 48
Particion 1 (Autoridades) Local 5 91.49 % 18
SVSL 0 (Alumnos) Local 2 100.00 % 11
SVSL 1 (Autoridades) Local 5 90.43 % 10
Final Nueva 5 87.23% 20

La experimentacion realizada con el conjunto de datos ITESA ha permitido en-
contrar una representacion global de los docentes evaluados, integrandose un sub-
conjunto de variables provenientes de las dos particiones iniciales, con las que se
obtiene una nueva clasificacién global.

Con respecto de la validacién del proceso, se encontré que la nueva RG pre-
senta un desempefio de clasificacién mayor que en el estado inicial, con un valor
final de 87.23 %. Adicionalmente, aunque el objetivo de este trabajo doctoral no
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es elilminar variables, cabe mencionar que el desempefio mencionado se alcanzé
mediante una eliminacién del 69.70 % de variables. Esto significa una reduccion
importante de la dimensionalidad del problema original, pues se ha prescindido de
46 variables, sin perdida de la capacidad de descripcion de los 94 profesores a los
que se hace referencia ademds de incluir una nueva clasificacién global para todos
ellos.

8.2.2. Caso Chess

El conjunto de datos Chess, se describe completo en esta subseccién. Sin em-
bargo, dado que para los casos Madelon, Molecular, Mushroom y Spambase, el
proceso es el mismo, s6lo se presentardn las tablas de resultados finales.

A partir de la versién distribuida de la base de datos Chess, es posible aplicar
la estrategia de construccién de la representacion global para poblaciones distri-
buidas, misma que comienza con el andlisis de las particiones locales, dado que
internamente no se sabe que variables son las de mayor mérito de acuerdo a su
clase local, por lo que el selector Relief es aplicado, obteniendo asi un ranking de
variables en cada particién. La Tabla 8.17 muestra las variables de cada particién
de acuerdo a su importancia.

Tabla 8.17: Ranking de variables en las particiones creadas en el ejemplo Chess

Particion Variables
0 7T | x34 | x18 | X15 | X13 | X36 | X35 | X26
X36 | X6 | X11 | X1 | X32 | X31 | X27 | X10 | X29 | X4
1 29 | x30 | x7 | X3 | X20 | X16 | X8 | X23 | X21 | X12 | X19
Xi4 | Xog | X25 | X17 | X9 | X2 | X2 | X5 | X24

36 Variables

Con los rankings obtenidos para cada particion, se realiza la seleccién de las
variables que conforman los Subconjuntos de Variables Seleccionadas Localmente,
SVSLO y SVSL1 respectivamente. Lo anterior de acuerdo al criterio de detencién
en evaluacion de rankings presentado en la Figura 6.1; mismo que produce los dos
SVSL presentados en la Tabla 8.18.
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Tabla 8.18: Subconjuntos de variables seleccionadas localmente, ejemplo Chess

SVSL Variables Precision
0 2 | x34 | x18 100,00 %
1 3 X36 X6 X11 100,00 %

5 Variables

En ambos SVSL, la precisién del clasificador Ibk se mantiene en el 100.00 %,
el proceso continda con la construccién de la RG, para lo que debe elegirse el
SVSL con mejor desempeiio y dado que en ambos casos se tiene el mismo valor,
se decide iniciar con la alternativa de considerar a SVSLO como la particion base
y de acuerdo al algoritmo presentado en la Figura 7.1, se evaluardn las variables
de SVSLI1 para decidir si se agregan o no a la RG. El establecimiento de SVSL1
como particién base da lugar a otro comportamiento, éste se abordard més adelante
en esta misma seccion,

A continuacién, debe obtenerse el FC de cada variable presente en el SVSLO
dado que la RG se genera a partir de dicho subconjunto, la Tabla 8.19 muestra el
correspondiente valor de los factores de correlacién de cada variable descriptora
con respecto de la clase inicial.

Tabla 8.19: Factores de correlacidn, variables descriptoras - clase de RG inicial,
ejemplo Chess

FC en RG inicial
X34 X18 Clase
0.875 | 0.767 | 1.000

De los valores obtenidos en el calculo del FC en la RG inicial, se observa que el
menor corresponde a 0.767, lo que establece que al evaluar la primer variable del
SVSLI1, debe obtenerse un FC mayor o igual para que la variable sea aceptada.

Al comparar el valor de FC de la nueva variable y el FC minimo de la RG ini-
cial, se agrega o no dicha variable a la RG. En el caso de aceptarse, también se
genera una nueva clase mediante el agrupador K-means y se vuelven a calcular
los nuevos FC correspondientes; mientras que en el caso de que sea rechazada, se
conserva la estructura actual de la RG inicial y se procede a calcular el FC de la
siguiente variable en SVSL1, repitiendo este procedimiento hasta completar todas
las posibles nuevas variables.
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La Tabla 8.20 presenta los valores de FC de las variables de SVSL1 con respecto
de la clase de la RG inicial, Se observa que para cada una, fueron menores a 0.767,
por lo que en ningtin caso se agregaron variables a la RG, por lo que se conserva la
estructura del SVSLO como RG final.

Tabla 8.20: Factores de correlacion de los SVSL, ejemplo Chess

SVSLO SVSLL1
X34 X18 Clase X36 X6 X11
0.875 0.767 1.000 | -0.054 -0.042 0.018

Los resultados mostrados hasta ahora se corresponden con la alternativa de ha-
ber conformado la particién base con el SVSLO. Sin embargo, el SVSL1 presenta
el mismo desempeiio de clasificacién aunque con mds variables, por lo que a conti-
nuacién se muestra el proceso de integracion, considerando el SVSL1 como la RG
inicial.

La Tabla 8.21 muestra los valores correspondientes de FC entre las variables
del SVSL1 y su respectiva clase local. Se puede observar que el FC minimo es un
valor negativo de -0.519 para la variable x35 mientras que el resto son positivos;
este valor es el que deben superar o igualar los FC de las variables de SVSLO al ser
evaluadas.

Tabla 8.21: Factores de correlacion entre las variables descriptoras y la clase en
SVSL1 como RG inicial, ejemplo Chess

RG inicial
X36 X6 X11 Clase
-0.519 | 0.451 | 0.553 | 1.000

Al evaluar la primer variable del SVSLO (x34), se obtiene un FC de -0.014, este
valor es mayor que el FC minimo de la RG inicial de -0.519 por lo que la nueva
variable es aceptada, credndose una nueva clase mediante el agrupador Kmeans y
la RG ahora es conformada por la estructura representada en la Tabla 8.22, dénde
también se observan los FC actualizados.
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Tabla 8.22: Factores de correlacion RG iteracion 1, ejemplo Chess

RG Iteracion 1
X36 X6 X11 X34 Clase
-0.435 | 0.377 | 0.478 | 0.375 | 1.000

Para el resto de iteraciones, se encontré que en todos los casos las nuevas va-
riables fueron aceptadas, por lo que la RG final tiene la estructura mostrada en la
Tabla 8.23.

Tabla 8.23: Estructura de la RG final, ejemplo Chess

RG final

Clase

X X X X X
36 6 11 34 18 global

La RG final también es sometida a un proceso de clasificacion para determi-
nar su precision, a fin de compararse con el desempefio que se obtiene utilizando la
representacion original del conjunto de datos Chess, encontrandose que hay un me-
joramiento global y una disminucién sustancial de variables. Debe observarse que
ademds se cuenta ahora con una clasificacién global de todos los objetos en estu-
dio. Un resumen del comportamiento de todos los conjuntos de datos involucrados
se muestra en la Tabla 8.24.

Tabla 8.24: Desempeiio del clasificador, caso Chess

Conjunto Clasificaciéon Clases Desempefio Variables

de datos
Original Inicial 2 96.28 % 36
Particion 0 Local 2 100.00 % 7
Particion 1 Local 2 100.00 % 29
SVSL 0 Local 2 100.00 % 2
SVSL 1 Local 2 100.00 % 3
Final 1 General 2 100.00 % 2

2 General 2 100.00 % 5

Las dos versiones finales obtenidas de RG, permiten alcanzar un desempefio de
clasificacién del 100.00 %, aunque hay diferencia en el nimero de variables que
las conforman. Sin embargo, con la idea de integrar variables de dos o mds parti-
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ciones, se establece la segunda alternativa como la que corresponde a una nueva
representacion del ejemplo de datos Chess.

8.2.3. Caso Isolet

Los resultados alcanzados en la experimentacion con el ejemplo Isolet incluyen
las evaluaciones en el desempefio de las particiones locales, de los SVSL derivados
de estos y de la RG obtenida.

Debido al nimero de variables y por razones de espacio, los resultados por
particién, SVSL y RG se presentan por separado. En el caso de las particiones
locales, éstos se muestran en la Tabla 8.25.

Tabla 8.25: Desempeiio del clasificador en particiones, caso Isolet

Conjunto Clasificacién Clases Desempefio Variables
de datos

Original Inicial 26 83.56 % 617
Particién O Local 26 86.15 % 56
Particién 1 Local 26 76.47 % 10
Particion 2 Local 26 76.73 % 30
Particién 3 Local 26 94.81 % 10
Particion 4 Local 26 81.47 % 19
Particién 5 Local 26 73.65 % 31

Particién 6 Local 26 76.54 % 34
Particién 7 Local 26 72.82 % 39
Particion 8 Local 26 68.72 % 37
Particién 9 Local 26 75.51% 22
Particién 10 Local 26 67.82 % 34
Particién 11 Local 26 65.96 % 25
Particion 12 Local 26 78.85 % 29
Particion 13 Local 26 74.17 % 12
Particion 14 Local 26 78.97 % 31

Particién 15 Local 26 80.51 % 8

Particién 16 Local 26 90.38% 10
Particion 17 Local 26 80.32 % 20
Particion 18 Local 26 77.18% 24
Particion 19 Local 26 74.87 % 24
Particién 20 Local 26 76.86 % 29
Particion 21 Local 26 78.59 % 25
Particién 22 Local 26 75.26 % 29
Particion 23 Local 26 100 % 1

Particion 24 Local 26 77.18% 18

Particion 25 Local 26 95.83 % 10
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Con respecto a los resultados de desempefio y variables incluidas en cada SVSL,
éstos se pueden observar en la Tabla 8.26. En la parte final se incluyen los valores
correspondientes al desempefio y variables que conforman la RG respectiva.

Tabla 8.26: Desempeiio del clasificador en SVSL, caso Isolet

Conjunto Clasificaciéon Clases Desempefio Variables
de datos

SVSLO Local 26 86.41 % 52
SVSL1 Local 26 76.47 % 10
SVSL2 Local 26 76.73 % 30
SVSL3 Local 26 94.81 % 10
SVSL4 Local 26 81.47 % 19
SVSL5 Local 26 73.65 % 31
SVSL6 Local 26 77.12% 32
SVSL7 Local 26 72.82% 39
SVSLS Local 26 68.72 % 36
SVSL9 Local 26 75.51% 22
SVSL10 Local 26 67.95 % 32
SVSL11 Local 26 65.96 % 25
SVSL12 Local 26 78.85% 29
SVSL13 Local 26 74.17 % 12
SVSL14 Local 26 78.97 % 31
SVSL15 Local 26 80.51 % 8
SVSL16 Local 26 90.38% 10
SVSL17 Local 26 80.32% 20
SVSL18 Local 26 77.18% 24
SVSL19 Local 26 75.77 % 23
SVSL20 Local 26 76.92 % 28
SVSL21 Local 26 78.59 % 25
SVSL22 Local 26 75.26 % 29
SVSL23 Local 26 100 % 1
SVSL24 Local 26 77.24 % 17
SVSL25 Local 26 95.83% 10
RG General 26 85.32% 327

Como se puede observar, se ha alcanzado una reduccién importante en el nu-
mero de variables ya que se conservan 327 de las 617 variables originales, esto
equivale a prescindir de un 47.00 % de ellas. Sin embargo, el desempefio de clasi-
ficacion aumenta un 1.76 % pasando del 83.56 % al 85.32 %.

8.2.4. Caso Lung discrete

Para la experimentacion con la base de datos Lung discrete se han obtenido las
evaluaciones del desempeiio del clasificador Ibk, tanto para las particiones locales,
como para los SVSL que se obtienen de éstas, asi como de la RG resultante.
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En este caso, también se presentan por separado los resultados por particion,
paralos SVSL y para la RG . En el caso de las particiones locales, éstos se muestran
en la Tabla 8.27.

Tabla 8.27: Desempeifio del clasificador en particiones, caso Lung discrete

Conjunto Clasificacion Clases Desempefio Variables

de datos
Original Inicial 7 83.56 % 325
Particién O Local 71.23% 39
Particion 1 Local 84.93 % 47
Particién 2 Local 76.71 % 32
Particion 3 Local 75.34 % 27
Particién 4 Local 72.6 % 42
Particién 5 Local 80.82 % 69
Particion 6 Local 56.36 % 69

Con respecto a los resultados de desempeifio y variables incluidas en cada SVSL,
éstos se pueden observar en la Tabla 8.26. En la parte final se incluyen los valores
correspondientes al desempefio y variables que conforman la RG respectiva.

Tabla 8.28: Desempeifio del clasificador en SVSL, caso Lung discrete

Conjunto Clasificacién Clases Desempeilo Variables
de datos

SVSLO Local 78.08 % 21
SVSL1 Local 89.04 % 31
SVSL2 Local 75.34 % 2
SVSL3 Local 73.97 % 5
SVSL4 Local 80.82 % 28
SVSL5 Local 76.71 % 12
SVSL6 Local 90.41 % 43
RG General 7 93.15% 132

En las tablas anteriores se puede apreciar que también se se logra una elimina-
cién considerable del nimero de variables en la RG con respecto de la representa-
cién original, dado que se utilizan dnicamente 132 de 325 de ellas, lo que equivale
a un 59.38 %. Por parte de la precision de clasificacion, ésta aumenta un 9.59 %,
pasando del 83.56 % al 93.15 %.
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8.2.5. Caso Madelon

Para el ejemplo Madelon, el resultado final se presenta en la Tabla 8.29. Se
aprecia una eliminacién de variables bastante amplia, conservando solamente 12
de las 500 variables de inicio, esto equivale a prescindir de un 97.60 % de ellas
sin perder precision en el clasificador, por el contrario el desempefio aumenta un
43.0 % pasando del 54.15% al 97.15 %.

El ranking derivado del selector Relief, gener6é una curva de comportamiento
con su maximo global al utilizar las variables con mayor mérito. Este comporta-
miento es el que sustenta la eliminacidn tan significativa de variables.

Tabla 8.29: Desempeifio del clasificador, caso Madelon

Conjunto Clasificacién Clases Desempefio Variables
de datos

Original Inicial 2 54.15% 500
Particién 0 Local 2 74.95 % 140
Particién 1 Local 2 73.60 % 360
SVSL 0 Local 2 94.75 % 6
SVSL 1 Local 2 97.10% 6
Final General 2 97.15% 12

8.2.6. Caso Molecular

Con respecto al desempeio de clasificacion, aunque la diferencia no es tan sig-
nificativa pasando del 74.67 % al 75.36 %, estd mejoria se alcanza con una reduc-
cion del 35 % de variables presentes en la RG, ya que ésta incluye a 39 de las 60
presentes en la representacion original.

Tabla 8.30: Desempeiio del clasificador, caso Molecular

Conjunto Clasificacion Clases Desempefio Variables
de datos

Original Inicial 3 74.67 % 60
Particion 0 Local 3 73.79 % 11
Particion 1 Local 3 67.52% 25
Particion 2 Local 3 67.08 % 24
SVSL 0 Local 3 78.34 % 8
SVSL 1 Local 3 69.28 % 8
SVSL 2 Local 3 67.08 % 23
Final General 3 75.36 % 39
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8.2.7. Caso Mushroom

Para la base de datos Mushroom, 1a RG obtenida considera la eliminacion de 15
de las 22 variables presentes en la representacion original, lo que equivale a una
reduccion del 68.18 % de ellas.

Este caso en especifico, maneja una precision de clasificacién del 100% en la
representacion original, misma que se conserva en la RG final.

Tabla 8.31: Desempeiio del clasificador, caso Mushroom

Conjunto Clasificaciéon Clases Desempeflo Variables
de datos
Original Inicial 2 100.00 % 22
Particién 0 Local 2 100.00 % 9
Particién 1 Local 2 100.00 % 13
SVSL 0 Local 2 100.00 % 2
SVSL 1 Local 2 100.00 % 5
Final General 2 100.00 % 7

8.2.8. Caso Spambase

En este ejemplo se ha obtenido una reduccién final del 73.68 % de variables,
dado que originalmente se tienen 57 y se incluyen al final 15 de ellas en la RG.
lo que permite alcanzar un aumenta del 90.78 % al 99.63 % en la precision del
clasificador para la RG. Se observa que con la aplicacion del método propuesto.

Tabla 8.32: Desempeiio del clasificador, caso Spambase

Conjunto Clasificaciéon Clases Desempefio Variables
de datos
Original Inicial 2 90.78 % 57
Particién O Local 2 99.52 % 3
Particion 1 Local 2 99.33 % 54
SVSL 0 Local 2 99.76 % 2
SVSL 1 Local 2 99.54 % 13
Final General 2 99.63 % 15

8.2.9. Caso Warp

Para el caso de los resultados obtenidos en la experimentacion con la base de
datos Warp, también se obtienen los datos de la precisién del clasificador Ibk, tanto
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para las particiones locales, como para los SVSL que se derivan de éstas, asi como
de la RG resultante.

Este ejemplo es el que cuenta de origen con el mayor ndmero de variables, por
lo que también se presentan por separado los resultados, éstos se han agrupado para
las particiones, los SVSL y finalmente la RG. La Tabla 8.33 muestra la precision
del clasificador y el nimero de variables incluidas en todas las particiones locales.

Tabla 8.33: Desempefio del clasificador por particion, caso Warp

Conjunto Clasificacién Clases Desempefio Variables

de datos
Original Inicial 10 50.00 % 2,400
Particién 0 Local 10 84.62 % 225
Particién 1 Local 10 87.69 % 217
Particion 2 Local 10 85.38% 244
Particion 3 Local 10 86.15% 200
Particion 4 Local 10 89.23% 170
Particién 5 Local 10 84.62% 233
Particion 6 Local 10 87.69 % 215
Particién 7 Local 10 90.00 % 424
Particién 8 Local 10 93.08 % 138
Particién 9 Local 10 85.38% 334

Con respecto a los resultados de desempeiio y variables incluidas en cada SVSL,
éstos se pueden observar en la Tabla 8.34. En la parte final se incluyen los valores
correspondientes al desempefio y variables que conforman la RG respectiva.

Tabla 8.34: Desempefio del clasificador en SVSL, caso Warp

Conjunto Clasificaciéon Clases Desempefio Variables
de datos

SVSLO Local 10 88.46 % 106
SVSL1 Local 10 89.23% 161
SVSL2 Local 10 86.92% 186
SVSL3 Local 10 77.69 % 15
SVSL4 Local 10 77.69 % 18
SVSL5 Local 10 84.62% 43
SVSL6 Local 10 86.15% 62
SVSL7 Local 10 92.31% 373
SVSLS Local 10 92.31% 79
SVSL9 Local 10 88.46 % 202

RG General 10 90.00 % 1,075
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Como se observa en las Tablas 8.33 y 8.34, la reduccién de la dimensionalidad
de la RG con respecto de la representacion original es considerable, dado que de
las 2,400 variables iniciales solamente se utilizan 1,075 en el conjunto de datos
final, lo que equivale a un 55.21 % de eliminacion.

Por parte de la precisién del clasificador incluido, el desempefio mejora en un
40.00% ya que con la configuracién de inicio se tiene un 50.00% y con la RG se
obtiene un 90.00 %.

8.2.10. Caso Wine Quality W

De manera andloga al resto de conjuntos de datos, con el ejemplo Wine Quality
W también se ha obtenido la precision del clasificador Ibk, tanto para las parti-
ciones locales, como para los SVSL que se derivan de éstas, asi como de la RG
resultante.

Este ejemplo incluye tan solo 11 variables y un nimero importante de instan-
cias, la intencién de procesar este ejemplo es mostrar la funcionalidad del método
propuesto con conjuntos de datos de poca dimensionalidad. En este caso es posible
mostrar en una misma tabla los resultados referidos al desempeiio de clasificacion
tanto de las particiones, como de los SVSL y la RG. La Tabla 8.35 muestra dichos
valores.

Tabla 8.35: Desempeifio del clasificador por particién, caso Wine Quality W

Conjunto Clasificacion Clases Desempeiio Variables

de datos
Original Inicial 7 65.39 % 11
Particién O Local 7 99.94 % 1
Particion 1 Local 7 99.59 % 2
Particion 2 Local 7 100.00 % 1
Particion 3 Local 7 99.98 % 1
Particion 4 Local 7 100.00 % 1
Particion 5 Local 7 99.96 % 1
Particion 6 Local 7 94.51 % 4
SVSL 0 Local 7 99.94 % 1
SVSL 1 Local 7 99.59 % 2
SVSL 2 Local 7 100.00 % 1
SVSL 3 Local 7 99.98 % 1
SVSL 4 Local 7 100.00 % 1
SVSL 5 Local 7 99.96 % 1
SVSL 6 Local 7 94.51 % 4
RG General 7 93.96 % 5
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Como se puede observar en la Tabla 8.35, la eliminacién de variables disminu-
ye de 11 en el conjunto original de datos a 5 de ellas en la RG correspondiente,
produciendo una disminucién del 54.55 %.

Con respecto a la variacién en la precisién del clasificador incluido, el desem-
peflo mejora notablemente, ya que se observa un aumento del 28.56 % dado que
antes del proceso de integracién de variables, se tenia un 65.39 % de instancias
correctamente clasificadas y con la RG se obtiene un 93.96 %.

8.2.11. Caso Yale

De manera andloga al resto de conjuntos de datos, con el ejemplo Yale también
se ha obtenido la precision del clasificador Ibk, tanto para las particiones locales,
como para los SVSL que se derivan de éstas, asi como de la RG resultante.

Este ejemplo incluye 1,024 variables, por ser una cantidad considerable también
se presentan por separado los resultados de clasificacién, éstos se han agrupado pa-
ra las particiones, los SVSL y finalmente la RG. La Tabla 8.36 muestra la precisién
del clasificador y el nimero de variables incluidas en todas las particiones locales.

Tabla 8.36: Desempefio del clasificador por particién, caso Yale

Conjunto Clasificacion Clases Desempefio Variables

de datos
Original Inicial 15 66.06 % 1,024
Particion 0 Local 15 84.85% 49
Particion 1 Local 15 75.76 % 87
Particion 2 Local 15 77.58 % 145
Particion 3 Local 15 83.03% 45
Particion 4 Local 15 66.06 % 152
Particién 5 Local 15 82.42 % 43
Particion 6 Local 15 79.39 % 110
Particion 7 Local 15 83.64 % 36
Particion 8 Local 15 85.45% 29
Particion 9 Local 15 82.42 % 51
Particion 10 Local 15 79.39 % 73
Particién 11 Local 15 78.18 % 81
Particion 12 Local 15 82.42 % 31
Particion 13 Local 15 7091 % 51

Particion 14 Local 15 70.91 % 41
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Por otra parte, los resultados de desempefio y variables incluidas en cada SVSL
se muestran en la Tabla 8.37. En la parte final se incluyen los valores correspon-
dientes al desempefio y variables que conforman la RG respectiva.

Tabla 8.37: Desempeiio del clasificador en SVSL, caso Yale

Conjunto Clasificacién Clases Desempeilo Variables
de datos

SVSL 0 Local 15 85.45% 45
SVSL 1 Local 15 80% 60
SVSL2 Local 15 79.39 % 89
SVSL 3 Local 15 83.64 % 36
SVSL 4 Local 15 72.12% 98
SVSL5 Local 15 83.03% 37
SVSL 6 Local 15 83.64 % 66
SVSL 7 Local 15 84.85% 34
SVSL 8 Local 15 83.64 % 15
SVSL 9 Local 15 82.42% 51
SVSL 10 Local 15 81.21% 65
SVSL 11 Local 15 77.58 % 43
SVSL 12 Local 15 83.64 % 28
SVSL 13 Local 15 72.73 % 48
SVSL 14 Local 15 69.09 % 26
RG General 15 78.79 % 736

Como se observa en las Tablas 8.36 y 8.37, también se presenta una elimina-
cién importante en el ndmero de variables presentes en la RG con respecto de la
representacion original, ya que de las 1,024 existentes en el conjunto inicial de da-
tos solamente se conservan 736 de ellas, produciendo una disminucién del 28.13 %.

Con respecto a la variacion en la precision del clasificador incluido, el desem-
pefio mejora en un 12.73 % ya que antes de aplicar procesar la integracién de va-
riables, se tenia un 66.06 % de desempefio y con la RG se obtiene un 78.79 %.

8.3. Discusion de resultados

El método de estructuracion global de poblaciones distribuidas, ha sido aplicado
a diversos conjuntos de datos, presentando un promedio de 63.60 % de eliminacién
de variables y como se puede observar en la Tabla 8.38, en todos los casos se en-
cuentra una mejora o conservacion en el desempefio de clasificacién de la RG final
con respecto a los conjuntos de datos originales.
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También se observa que de manera general, se ha obtenido un 13.83 % de me-
jora global en el desempeio de clasificacion, pasando de 77.14 % en los conjuntos
originales a 90.96 % en las RG obtenidas.

En el conjunto de datos ITESA, la eliminacion de variables es significativa y el
desempeiio de clasificacién mejora un 3.19 %. En este ejemplo, de las 48 variables
de la tabla Alumnos, solo 11 se incluyeron en la RG; mientras que de Autoridades
se consideraron 10 en el proceso de integracién y Unicamente 9 se agregaron a la
RG final. La nueva clasificacion contiene profesores en las cinco categorias posi-
bles.

En el caso especifico de la base de datos Mushroom, desde el inicio se obtie-
ne una precision de clasificacion del 100.00 %, ésta se conserva hasta el final del
proceso pero se elimina un total de 68.18 % de variables.

Tabla 8.38: Resultados finales de experimentacién

Conjunto Desempefio del clasificador (Ibk) Variables
de datos Conjunto original Nueva RG eliminadas
Desempeiio Clases Vars | Desempefio Clases  Vars

1.- Chess 96.28 % 2 36 100.00 % 2 5 86.11%
2.- Isolet 83.56 % 26 617 85.32% 26 327 | 47.00%
3.- Itesa 84.04 % 5 66 87.23% 5 20 69.70%
4.- Lung discrete 83.56% 7 325 93.15% 7 132 | 59.38%
5.- Madelon 54.15% 2 500 97.15% 2 12 97.60 %
6.- Molecular 74.67 % 3 60 75.36% 3 39 35.00%
7.- Mushroom 100.00 % 2 22 100.00 % 2 7 68.18%
8.- Spambase 90.78 % 2 57 99.63 % 2 15 73.68 %
9.- Warp 50.00 % 10 2,400 | 90.00% 10 1,075 | 5521%
10.- Wine Quality W |  65.39% 7 11 93.96 % 7 5 54.55%
11.- Yale 66.06 % 15 1,024 | 7879% 15 736 | 28.13%

Promedio 77.14% 90.96 % 63.60 %

Los resultados alcanzados, permiten observar que el método de estructuracién
presentado, en todos los casos permite la integracién de variables provenientes de
distintas particiones, conformando una representacién general de los objetos en
estudio, con una nueva clasificacion global correspondiente. Ademads de mejorar o
conservar el desempefio del clasificador incluido.



Conclusiones y trabajo futuro

Es mds sabio averiguar que suponer

Mark Twain

Conclusiones

En esta tesis se ha propuesto un nuevo método para la estructuracién global de
poblaciones distribuidas con técnicas de RP, demostrando su efectividad al reducir
de manera importante el nimero de variables necesarias para obtener una adecuada
representacion global del problema original, ésta incluye una nueva clasificacién
general de todos los objetos en estudio.

El método propuesto resuelve un problema en el tratamiento de datos particio-
nados, que como se abordé en el Capitulo 3, no se ha identificado algtin trabajo,
cuyo objetivo en particular pretenda construir una representacién general de la po-
blacién distribuida.

Un aporte especifico en el ambito de la SV consiste en la identificacién de la
combinacién més adecuada de uno de los algoritmos selectores Filter univariados
que fueron estudiados y un clasificador supervisado. Esta combinacion, en térmi-
nos generales provee altos desempefos de clasificacién en conjuntos de datos per-
tenecientes a diversos contextos.



174

en el Capitulo 6 se propone un Criterio utilizado durante el proceso de evalua-
cion de rankings, el cual logra identificar el momento en el que se ha obtenido el
maximo desempefio de clasificacion, deteniendo el testeo de mds subconjuntos de
variables, identificando asi el éptimo para dicho selector-clasificador.

El criterio mencionado es capaz de modificar su configuracion a través de un
parametro denominado ventana, lo que permite aumentar o disminuir la exactitud
de la identificacién de subconjuntos de variables, ésto en balance con el nimero de
pruebas realizadas, evitando asi la realizacion de biisquedas exhaustivas.

Por otra parte, se ha implementado una estrategia de integracién de variables
provenientes de diversas particiones locales, ésta evalda la factibilidad de incluir
nuevas variables en la representacion general que se busca e incluye la generacion
de la nueva clasificacion global correspondiente.

Adicionalmente, el método propuesto incluye una estrategia para preparar los
conjuntos de datos si éstos no cumplen con la organizacién de poblacién distribui-
da que se requiere. Dicha estrategia es capas de construir las particiones necesarias
a fin de garantizar el correcto procesamiento del conjunto de datos original.

Por otra parte, en el Capitulo 8 se ha demostrado la efectividad del método pro-
puesto, se han incluido diversos casos reales a fin de observar su comportamiento
utilizando conjuntos de datos pertenecientes a diferentes contextos, en todos los
casos se obtuvo una representacion general con una disminucién de variables y se
ha mejorado la capacidad de clasificacion.

El uso de diversas técnicas tanto de SV, como de CS y Agrupamiento, asi como
la nocién de correlacién de variables han permitido la construccién y validacién
del modelo presentado con éxito.

De manera especifica, uno de los casos de estudio utilizados incluye a una ins-
titucién como usuario final del modelo, para quién se ha encontrado una represen-
tacion general que incluye puntos de vista de dos actores sobre un mismo grupo
de individuos. Lo anterior ha permitido contar con un panorama mas amplio de los
objetos en estudio y obtener conocimiento mds general de los mismos.
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Trabajo futuro

Durante el desarrollo de la presente investigacion se han identificado diversas
dreas de oportunidad para profundizar en algunos aspectos del método desarrolla-
do, a fin de explorar otras aplicaciones del mismo o bien mejorar su construccién
interna.

Una de las dreas de interés se centra en considerar al nuevo método como un
selector de variables, dado que ha mostrado efectividad al obtener un subconjun-
to de variables final que representa adecuadamente a una poblacién. Lo anterior
permitird evaluar y contrastar su funcionamiento con relacién a otros selectores,
incluso se pueden considerar técnicas Wrapper que también sugieren subconjuntos
de variables seleccionadas.

En el ambito de la SV, en la literatura se reportan buenos resultados al imple-
mentar diversos métodos de busqueda para aplicarse en rankings de variables. Lo
anterior conforma otra drea de oportunidad, dado que el método propuesto incluye
una estrategia disefiada a partir de una bisqueda secuencial, ésta puede modificarse
explorando alternativas aleatorias o de otro tipo, lo cudl pudiera reducir el tiempo
de procesamiento general.

Por otra parte, al incluir el agrupador K-means aparte de su probada efectivi-
dad se busca también la eficiencia del método. sin embargo, es posible explorar
con agrupadores que se reporten como més dgiles o bien con mayor eficacia. La
experimentacion en esta area puede redundar en el enriquecimiento del método al
mejorar la clasificacién de nuevas instancias.

Con respecto a la validacién del nuevo método se puede explorar la utilizacién
de otros conceptos tedricos enfocados a la conformacion de clusters desde el punto
de vista tanto interno como externo, lo que podria sugerir la utilizacién de diversos
agrupadores en lugar incluir inicamente a K-means.

En la parte de la aplicacién del método, es posible buscar aplicaciones especi-
ficas en otros ambitos, como puede ser la bisqueda de una clasificacion general
de aquellos clientes de interés para instituciones bancarias pero que se encuentran
representados en multiples repositorios. De igual manera el nuevo método tiene
cabida en entornos empresariales tanto administrativos como operativos, en lineas
de produccién, en contextos gubernamentales, etc. En todos los casos es valioso
contar con reportes concretos de los resultados que se pudieran obtener.
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Apéndice A

Maximo desempeiio de todos los
selectores-clasificadores

Aprender sin reflexionar es malgastar la
energia.

Confucio

En este apéndice se presentan diversas tablas cuyo contenido corresponde al resu-
men de los mdximos desempefios identificados para cada combinacién selector -
clasificador, en cada conjunto de datos incluido en la Tabla 5.1. Este desempefio
se refiere al total de instancias presentes en sus correspondientes representaciones
originales y que fueron correctamente clasificadas por los métodos supervisados
incluidos.

En cada caso se ha resaltado en un tono gris el mejor desempefio de cada clasi-
ficador, facilitando la identificacién del selector con el que se obtuvo dicho valor.
Adicionalmente, se destaca en color amarillo la mejor puntuacién obtenida en cada
conjunto de datos.

Los selectores se presentan ordenados alfabéticamente, mientras que los clasi-
ficadores no siguen este orden. Para aquellos casos en los que algtin selector y/o
clasificador no pudieron procesar los datos, se muestran valores cero en las filas o
columnas correspondientes.
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Tabla A.1: Maximo desempeio selector - clasificador, conjunto de datos Abalone.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 26.119 26.335 27316 24.707 23.127 26.885
Gain Ratio 26.071 26335 26.550 24.707 23.127 26.000
Info Gain 26.071 26.335 26.550 24.707 23.127 26.957
gz‘giz“an 25257 25257 26957 21.858 21.068 26526
One R 26.071 26.335 26.550 25.210 24.874 26.790
Relief 25.784 26.335 26.957 25.210 24.874 26.670
SVM 0.000  0.000 0.000 0.000 0.000 0.000
Symmetrical 26071 26335 26263 24707 23.127 26.622
Uncertainty
Maiximo por método  26.119 26.335 27.316 25.210 24.874 26.957
Maximo global 27.316

Tabla A.2: Maximo desempeiio selector - clasificador, conjunto de datos Adults.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 84.962 83.852 85.820 86.194 84.780 86.772
Gain Ratio 84.962 83.262 85818 86.194 85517 86.772
Info Gain 84.962 83.852 85.820 86.194 82959 86.772
Laplacian 0.000 0000 0000 0000 0.000  0.000
Score
One R 84.962 83.262 86.080 86.140 85.494 86.778
Relief 84.962 83.999 85.709 86.143 82.568 86.677
SVM 0.000  0.000  0.000 0.000 0.000  0.000
Symmetrical

. 84.962 83.262 85.818 86.194 85.699 86.772
Uncertainty

Miximo por método 84.962 83.999 86.080 86.194 85.699 86.778
Maximo global 86.778
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Tabla A.3: Maximo desempefio selector - clasificador, conjunto de datos Cylinder
Bands.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 76438 72727 80.148 64750 77.922 64.935
Gain Ratio 76438 72.171 80.148 64.750 76252  65.306
Info Gain 76438 72356 80.148 64750 77.922 64.935
Laplacian 0.000 0000 0000 0.000 0000  0.000
Score
One R 75696 72.171 81.076 77.365 76.067 70.130
Relief 76.623 72171 80.891 71.429 78479 71.985
SVM 0.000  0.000 0000 0000 0.000  0.000
Symmetrical 76994 72.171 80.148 64.750 77.922  64.750
Uncertainty
Maximo por método  76.994 72727 81.076 77.365 78479 71.985
Maximo global 81.076

Tabla A.4: Maximo desempefio selector - clasificador, conjunto de datos Bank.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta

Bayes KStar  Graft Ibk  Filtered
Chi Squared 89.294 89.538 90.002 89.759 88.476 89.958
Gain Ratio 89.294 89.294 90.002 89.759 88.476 89914
Info Gain 89.294 89.538 90.046 89.626 88.476 90.091
EZ‘IO’;ZC“‘“ 89.294 88476 88.963 89.272 88476 89317
OneR 89.294 89.294 89.051 89.383 89.294 89.737
Relief 89.294 90.091 89.317 89.604 88.476 89.803
SVM 0.000  0.000 0.000 0.000 0.000  0.000
Symmetrical

. 89.294 89.162 90.002 89.759 88.476 89.914
Uncertainty

Miximo por método  89.294 90.091 90.046 89.759 89.294 90.091
Maximo global 90.091
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Tabla A.5: Méaximo desempefio selector - clasificador, conjunto de datos Bank Full.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 89.286 89.279 90.033 90.551 88.974 90.409
Gain Ratio 89.286 89.286 90.095 90.387 89.286 90.390
Info Gain 89.286 89.270 90.135 90.423 88.974 90.401
Laplacian 0.000 0.000 0.000 0.000 0.000  0.000
Score
One R 80.286 89.562 90.042 90.451 89.286 90.476
Relief 89.286 89.576 89.792 90.421 88302 90.356
SVM 0.000 0.000 0000 0000 0000  0.000
Symmetrical 89.286 89.195 90.095 90.387 88.974 90.401
Uncertainty
Maximo por método  89.286  89.576 90.135 90.551 89.286 90.476
Maximo global 90.551

Tabla A.6: Médximo desempefio selector - clasificador, conjunto de datos Breast
Cancer.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta

Bayes KStar  Graft Ibk  Filtered
Chi Squared 70.629 75.175 75175 75525 75.175 75.525
Gain Ratio 72378 73776 75175 75.525 75175 75.525
Info Gain 70280 75175 74.825 75525 73.077 75525
Is‘z‘gi:“an 70280 73430 73430 75.520 72.380 75.520
One R 72378 74476 75175 75.874 74.126 715.874
Relief 71329 73.077 73427 75525 74476 75.525
SVM 0.000 0000 0000 0000 0000 0.000
Symmetrical

. 70.629 75.175 75.175 75.525 75.175 75525
Uncertainty

Méximo por método  72.378 75.175 75175 75.874 75.175 75.874
Maximo global 75.874
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Tabla A.7: Méximo desempefio selector - clasificador, conjunto de datos Car Evo-
lution.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 93.750 85.532 91.898 93229 94213 93.29
Gain Ratio 93.750 85.532 91.898 93.229 94213 93.229
Info Gain 93.750 85532 91.898 93.229 94213 93.229
gz‘giz‘“an 93750 85530 87.560 92.360 93.520 92.360
One R 93.750 85.532 87.558 92.361 93.519 92.361
Relief 93.750 85.532 91.898 93.229 94213 93.229
SVM 0.000 0.000 0.000 0.000 0.000 0.000
Symmetrical 93750 85532 91.898 93.229 94213 93.229
Uncertainty
Méximo por método  93.75 85.532 91.898 93229 94213 93.229
Maximo global 94.213

Tabla A.8: Maximo desempeiio selector - clasificador, conjunto de datos Chess.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta

Bayes KStar  Graft Ibk  Filtered
Chi Squared 95995 90.426 97.028 99.374 96.621 99.437
Gain Ratio 95932 94337 97.059 99.374 96371 99.437
Info Gain 95995 90.426 97.028 99.374 96.621 99.437
g:gzclan 95960 87.890 97.060 99.370 96.530 99.440
One R 95.651 90426 97.622 99.374 97215 99.437
Relief 95.87 94.431 98.655 99.374 98.248 99.437
SVM 0.000 0000 0.000 0.000 0.000  0.000
Symmetrical 95.995 94.086 97.028 99.374 96.558 99.437
Uncertainty

Miximo por método  95.995 94.431 98.655 99.374 98.248  99.440
Maximo global 99.440
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Tabla A.9: Mé4ximo desempefio selector - clasificador, conjunto de datos Congres-
sional Voting Records.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 96.092 95.632 95.632 96322 95.632 96322
Gain Ratio 96.092 95.632 95.632 96322 95.862 96.322
Info Gain 96.092 95.632 95.632 96322 95.862 96.322
Laplacian 0.000 0000 0000 0000 0.000  0.000
Score
One R 96.092 95.632 95.632 96322 95.632 96.322
Relief 96.092 95.632 95.862 96322 96552 96.322
SVM 96322 96322 96322 96322 96322 96322
Symmetrical 96.092 95.632 95.632 96322 95862 96.322
Uncertainty

Miximo por método  96.322  96.322 96.322 96.322 96.552 96.322
Maximo global 96.552

Tabla A.10: M4ximo desempefio selector - clasificador, conjunto de datos Default
Credit Card Clients.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 80.937 81.960 80.993 82223 81.983 §2.123
Gain Ratio 80.937 80.200 80.993 82.223 81.66 82.123
Info Gain 80.937 81.960 80.993 82.223 81.983 82.123
Laplacian 0.000 0000 0000 0000 0.000  0.000
Score
One R 80.933 81.960 81.290 82.223 81.983 82.123
Relief 80.933 81.810 80.250 82.087 77.880 82.133
SVM 80.927 81.960 80.923 81973 81.983 82.013
Symmetrical

. 80.937 81.960 80.993 82.223 81.973 82.123
Uncertainty

Miximo por método  80.937 81.960 81.290 82.223 81.983 82.133
Maximo global 82.223
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Tabla A.11: Mé4ximo desempeio selector - clasificador, conjunto de datos Derma-

tology.
Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta

Bayes KStar  Graft Ibk  Filtered
Chi Squared 08.087 98361 98361 95.628 97.814 94.536
Gain Ratio 08.634 98.634 97.268 95.628 97.541 94.536
Info Gain 97.814 98.087 97.268 95902 96.721 94.536
Laplacian 97.541 98361 98.087 95.628 97.541 94.536
Score
One R 96.175 97.814 96.721 95.628 96.448 94.536
Relief 96.995 97.814 97.541 95.628 96.995 94.536
SVM 08.087 98.907 97.814 95.628 97.541 94.536
Symmetrical 98.907 98.634 98361 95902 97.814 94.536
Uncertainty
Maximo por método 98.907 98.907 98361 95902 97.814 94.536
Maximo global 98.907

Tabla A.12: Méaximo desempefio selector - clasificador, conjunto de datos Ecoli.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 83.631 85.417 81.845 84.226 80.357 81.548
Gain Ratio 83.631 85417 80.952 84.226 80.357 81.548
Info Gain 83.631 85.417 80.952 84.226 80.357 81.548
Laplacian 83.631 85417 80952 84.226 80.357 81.548
Score
One R 83.631 85417 80.952 84.226 80.357 81.548
Relief 83.631 85.417 80.952 84.226 80.357 81.548
SVM 83.631 85417 80.952 84.226 80.357 81.548
Symmetrical 83.631 85417 80952 84.226 80.357 81.548
Uncertainty
Méximo por método 83.631 85.417 81.845 84.226 80.357 81.548
Maximo global 85.417
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Tabla A.13: Maximo desempefio selector - clasificador, conjunto de datos EggEye.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 55.127 55.120 96.776 84.753 83.652 78.852
Gain Ratio 55.127 55.120 96.776 84.753 83.652 78.852
Info Gain 55.127 55.120 96.776 84.753 83.652 78.852
gz‘gi:“an 55.127 55.120 96776 84.753 83.652 78.852
One R 55.127 55.120 96.776 84.753 83.652 78.852
Relief 55.127 55.120 96.776 84.753 83.652 78.852
SVM 55.127 55120 96.776 85.134 83.658 78.852
Symmetrical 55127 55120 96776 84.753 83.652 78.852
Uncertainty
Méximo por método  55.127 55.120 96.776 85.134 83.658 78.852
Maximo global 96.776

Tabla A.14: Médximo desempefio selector - clasificador, conjunto de datos Geo-
graphical Music Chromatic.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta

Bayes KStar  Graft Ibk  Filtered
Chi Squared 41.832 30.406 34.844 30.878 41.643 22.852
Gain Ratio 41.832 30.406 34.844 30.878 41.643 22.852
Info Gain 41.832 30.406 34.844 31.067 41.643 22.852
Is‘z‘gi:“an 42.021 24268 30.878 30.973 38999 22.852
OneR 41.832 327767 36.166 31.822 41.643 23.041
Relief 41.832 36.449 40415 32956 42.115 23.607
SVM 0.000  0.000 0.000 0.000 0.000  0.000
Symmetrical

. 41.832 30.406 34.844 30.878 41.643 22.852
Uncertainty

Miximo por método 42.021 36.449 40.415 32956 42.115 23.607
Maximo global 42.115
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Tabla A.15: Méaximo desempefio selector - clasificador, conjunto de datos Geo-
graphical Music Simple.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 40.51 35.694 38.81 32.011 44.004 22.852
Gain Ratio 40.51 35.694 38.81 32.011 44.004 22.852
Info Gain 40.51 35.694 3881 32.106 44.004 22.852
Laplacian 4051 33994 35977 31.161 40.699 23.607
Score
One R 40.604 34939 39.754 33.522 40.982 22.852
Relief 40.699 34.655 40.699 32956 41.832 23.607
SVM 0.000  0.000 0.000 0.000 0.000 0.000
Symmetrical 4051 35694 3881 32.106 44.004 22.852
Uncertainty
Miximo por método  40.699 35.694 40.699 33.522 44.004 23.607
Maximo global 44.004

Tabla A.16: Maximo desempeiio selector - clasificador, conjunto de datos German
Credit.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta

Bayes KStar  Graft Ibk  Filtered
Chi Squared 76700 75.800 74.800 74.600 72300 74.300
Gain Ratio 76700 75700 72700 73.200 72.000 72.600
Info Gain 76.600 75.900 74.800 74.600 72300 74.300
g:gzclan 75.800 75400 73.900 73.400 72.000 73.500
One R 75.900 75700 71200 72.400 72.000 73.000
Relief 76.1 76200 74.800 72.900 73.700 74.400
SVM 0.000 0000 0.000 0000 0.000 0.000
Symmetrical

. 76.400 75900 74.800 74.600 72.100 73.600
Uncertainty

Miximo por método 76.700 76.200 74.800 74.600 73.700  74.400
Maximo global 76.700
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Tabla A.17: Maximo desempefio selector - clasificador, conjunto de datos Glass.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 58.879 55.607 80.374 69.626 78.037 71.028
Gain Ratio 60.748 51.869 80374 70.093 78.037 71.028
Info Gain 58.879 55.607 80374 70.561 75701 7243
Laplacian 61215 51402 79.439 69.159 71.495 71.028
Score
One R 57477 60.280 80374 70.561 79.439 7243
Relief 59.813 49.533 78505 71.963 76.636 71.495
SVM 64486 55.607 79.439 69.626 71.495 71.028
Symmetrical 59813 52336 80374 70.093 78.037 71.028
Uncertainty
Maximo por método  64.486 60.280 80.374 71.963 79439 72.43
Maximo global 80.374

Tabla A.18: Médximo desempeiio selector - clasificador, conjunto de datos Hepati-
tis.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 85.807 86.452 87.097 84.516 83.226 84.516
Gain Ratio 85.807 87.742 87.742 83.871 82.581 85.807
Info Gain 85.807 87.742 87.742 83.871 82.581 85.807
Laplacian 0.000 0000 0000 0000 0.000  0.000
Score
One R 85.161 86.452 87.097 85.161 83.226 85.161
Relief 85.807 85.161 86.452 83.871 85.161 82.581
SVM 88.390 86.450 87.740 84.520 83.230 85.160
Symmetrical

. 85.807 87.742 87.742 83.871 82.581 85.807
Uncertainty

Miximo por método 88.390 87.742 87.742 85.161 85.161 85.807
Maximo global 88.390
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Tabla A.19: Méaximo desempefio selector - clasificador, conjunto de datos Horse
Colic.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 82.667 82.333 87.000 88.667 85.667 88.000
Gain Ratio 82.667 82.667 86.667 88.667 85.667 88.000
Info Gain 82.667 82.667 87.000 89.000 85.667 88.667
Laplacian 0.000 0.000 0000 0000 0.000  0.000
Score
One R 82.000 82.667 87.333 88333 85.667 88.000
Relief 82.000 85.000 86.000 89.000 86.000 88.000
SVM 83.000 84.333 85.000 89.333 85.667 88.667
Symmetrical 82.667 82.333 87.000 88.667 85.667 88.000
Uncertainty
Maximo por método  83.000 85.000 87.333 89.333 86.000 88.667
Maximo global 89.333

Tabla A.20: Médximo desempefio selector - clasificador, conjunto de datos Iris.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta

Bayes KStar  Graft Ibk  Filtered
Chi Squared 96.000 96.667 95.333 95333 96.000 94.000
Gain Ratio 96.000 96.000 96.000 95333 96.000 95.333
Info Gain 96.000 96.000 96.000 95333 96.000 95.333
g:glzman 96.000 96.667 95333 95.333 96.000 94.000
One R 96.000 96.000 96.000 95333 96.000 95.333
Relief 96.000 96.000 96.000 95333 96.000 95.333
SVM 96.000 96.667 94.667 94.667 95333  94.000
Symmetrical 96.000 96.000 96.000 95.333 96.000 95.333
Uncertainty

Miximo por método  96.000 96.667 96.000 95.333 96.000 95.333
Maximo global 96.667
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Tabla A.21: Maximo desempefio selector - clasificador, conjunto de datos Letter
Recognition.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 82435 66.06 96415 88505 96.95 79.260
Gain Ratio 82.435 65.895 96.205 88.470 96.305 79.260
Info Gain 82435 66.06 96.415 88.505 96.95 79.260
Laplacian 0.000 0000 0000 0000 0.000  0.000
Score
One R 82435 66.06 96.415 88.505 96.95 79.260
Relief 82.435 66.06 96.495 88.600 96.95 79.830
SVM 82435 64.010 95.995 88.250 96.204 78.760
Symmetrical 82435 66.060 96415 88.505 96950 79.260
Uncertainty
Miximo por método  82.435 66.060 96.495 88.600 96.950 79.830
Maximo global 96.950

Tabla A.22: Méaximo desempeiio selector - clasificador, conjunto de datos Lymp-
hography.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta

Bayes KStar  Graft Ibk  Filtered
Chi Squared 87.838 83.784 87.838 7973 87.162 80.405
Gain Ratio 87.838 83.784 87.838 80.405 87.162 79.054
Info Gain 87.838 83.784 87.838 79.054 87.162 80.405
Is‘z‘gi:“an 86.490 80410 82430 80.410 79.730 79.730
One R 87.838 83.108 87.162 7973 86487 79.054
Relief 83784 82432 87.838 81.081 87.162 81.081
SVM 0.000 0000 0000 0000 0000 0.000
Symmetrical

. 87.838 83.784 87.838 79.054 87.162 78.378
Uncertainty

Miximo por método  87.838 83.784 87.838 81.081 87.162 81.081
Maximo global 87.838
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Tabla A.23: Maximo desempeiio selector - clasificador, conjunto de datos Madelon.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 61.900 61.550 87.500 782 86.800 67.400
Gain Ratio 61.900 60.950 87.500 78.200 86.800 67.400
Info Gain 61.900 61.550 87.500 78.200 86.800 67.400
Laplacian 0.000 0000 0.000 0.000 0.000  0.000
Score
One R 61.800 61.450 71.200 74.500 67.250 65.300
Relief 62.550 61.450 88.250 82.450 88.850 67.200
SVM 0.000  0.000  0.000 0.000 0.000  0.000
Symmetrical 61900 61.550 87.500 78.200 86.800 67.400
Uncertainty
Méximo por método 62.550 61.550 88.250 82.450 88.850 67.400
Maximo global 88.850

Tabla A.24: Méximo desempefio selector - clasificador, conjunto de datos Messi-

dor.
Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta

Bayes KStar  Graft Ibk  Filtered
Chi Squared 67.593 59.166 65421 65.161 67.593 63.423
Gain Ratio 67.593 56.820 64.813 64987 67.333 63.423
Info Gain 67.593 59.166 65421 65.161 67.593 63.423
gz‘lo’lzcm 67.941 57.689 64031 66725 66203 63.249
One R 67.941 61946 64987 65.074 6897 63.249
Relief 68.115 63.162 69.157 66.116 67.072 64.031
SVM 68.636 62294 68.636 66.116 64.726 63.944
Symmetrical 67.593 56.820 64.987 65.161 67.593 63.423
Uncertainty
Miximo por método 68.636 63.162 69.157 66.725 68.897 64.031
Maximo global 69.157
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Tabla A.25: Méximo desempefio selector - clasificador, conjunto de datos MG Te-
lescope.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 79.154 75258 83465 85505 81425 83.854
Gain Ratio 79.154 76.614 83.554 85.505 81.425 83.854
Info Gain 79.154 75258 83.465 85505 81425 83.854
Laplacian 0.000 0000 0000 0000 0.000  0.000
Score
One R 79.154 75258 82.886 85379 81.194 83.854
Relief 79.154 76.614 85.195 85478 81425 84.090
SVM 79.154 76.614 84974 85.636 81493 83.996
Symmetrical 79.154 76.614 83554 85505 81425 83.854
Uncertainty
Maximo por método  79.154 76.614 85.195 85.636 81.493  84.09
Maximo global 85.636

Tabla A.26: Méaximo desempefio selector - clasificador, conjunto de datos Mush-
room.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive Lazy 148 Lazy Meta
Bayes  KStar Graft Ibk Filtered
Chi Squared 100.000 98.855 100.000 100.000 100.000 100.000
Gain Ratio 100.000 98.941 100.000 100.000 100.000 100.000
Info Gain 100.000 98.855 100.000 100.000 100.000 100.000
Laplacian 0.000 0000 0000 0000 0000  0.000
Score
One R 100.000 98.855 100.000 100.000 100.000 100.000
Relief 100.000 98.855 100.000 100.000 100.000 100.000
SVM 0.000 0000 0000 0000 0000  0.000
Symmetrical 100.000 98.941 100.000 100.000 100.000 100.000
Uncertainty

Maéximo por método  100.000 98.941 100.000 100.000 100.000 100.000

Maximo global 100.000
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Tabla A.27: Maximo desempefio selector - clasificador, conjunto de datos Nursery.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 93.079 90324 96.767 97.076 98380 97.053
Gain Ratio 93.079 90.324 96.767 97.076 98.380 97.053
Info Gain 93.079 90324 96.767 97.076 98380 97.053
Laplacian 0.000 0000 0.000 0.000 0.000  0.000
Score
One R 93.079 90324 96.767 97.076 98.380 97.053
Relief 93.079 90324 96.767 97.076 98380 97.053
SVM 0.000 0.000 0000 0.000 0.000  0.000
Symmetrical 93.079 90.324 96767 97.076 98380 97.053
Uncertainty
Maximo por método  93.079 90324 96.767 97.076 98380 97.053
Maximo global 98.380

Tabla A.28: Maximo desempeiio selector - clasificador, conjunto de datos Primary
Tumor.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 47.198 50.443 43.068 41.298 43.068 41.298
Gain Ratio 47.788 50.148 43.068 41.298 43.068 41.298
Info Gain 47.198 50.443 43.068 41.298 43.068 41.298
Laplacian 0.000 0000 0000 0.000 0000  0.000
Score
One R 46903 50.148 41.003 39.823 41.593 39.823
Relief 47.198 50.443 43.363 41.593 41.003 41.593
SVM 0.000  0.000  0.000 0.000 0.000  0.000
Symmetrical

. 47.198 50.443 43.068 41.298 43.068 41.298
Uncertainty

Miximo por método 47.788 50.443 43.363 41.593 43.068 41.593
Maximo global 50.443
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Tabla A.29: Méximo desempefio selector - clasificador, conjunto de datos Sensor-
less.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 88711 81.952 0.000 99.469 99.945 97.89
Gain Ratio 88725 81.529 0.000 99.445 99.944 97.908
Info Gain 88711 81.952 0.000 99.469 99.945 97.894
Laplacian 0.000 0000 0000 0000 0.000  0.000
Score
One R 88.728 81.952 0.000 99.445 99.944 97.903
Relief 88.696 82389 98.115 99.282 99.937 97.905
SVM 0.000 0.000 0.000 0.000 0.000 0.000
Symmetrical 88.725 81.529 99.884 99.469 99.945 97.896
Uncertainty

Miximo por método  88.728 82.389 99.884 99.469 99.945 97.908
Maximo global 99.945

Tabla A.30: Maximo desempefio selector - clasificador, conjunto de datos Statlog
Australian Credit Approval.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 85.797 85.507 85507 88.261 85507 87.101
Gain Ratio 85.797 85507 85.507 88.261 87.246 87.101
Info Gain 85.797 85.507 85.507 88.261 85.507 87.101
Laplacian 85.797 77.681 81.014 86.087 85217 86.377
Score
One R 85.797 85.507 85507 86.232 87.101 86.812
Relief 85.797 86.232 86.812 86.522 87.101 86.377
SVM 85.797 85.507 87.101 86.087 86.957 86.522
Symmetrical

. 85.797 85.507 85.507 88.261 85.507 87.101
Uncertainty

Miximo por método  85.797 86.232 87.101 88.261 87.246 87.101
Maximo global 88.261
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Tabla A.31: Maximo desempeiio selector - clasificador, conjunto de datos Tic Tac
Toe.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 65.344 71.608 84.342 88.727 83.612 69.937
Gain Ratio 65.344 71.608 84.342 88.727 83.612 69.937
Info Gain 65.344 71.608 84.342 88.727 83.612 69.937
Laplacian 65344 71.608 85908 89.144 8382 69.937
Score
One R 65.344 71.608 84.342 88.727 83.612 69.937
Relief 65.344 71.608 90.605 88.727 87.996 69.937
SVM 65.344 71.608 85.177 88.727 83.612 69.937
Symmetrical 65344 71.608 84342 88727 83.612 69.937
Uncertainty
Maximo por método  65.344 71.608 90.605 89.144 87.996 69.937
Maximo global 90.605

Tabla A.32: Maximo desempefio selector - clasificador, conjunto de datos Wiscon-
sin.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive  Lazy J48 Lazy Meta

Bayes KStar  Graft Ibk  Filtered
Chi Squared 96.996 96.137 96.567 95.422 95279 95422
Gain Ratio 96.996 96.137 96.567 95.851 95.422 96.137
Info Gain 96.996 96.423 96.567 95.422 95422 95422
gzu;lzman 96.710 95.994 95565 94.707 95.136 94.564
OneR 96.996 96.137 96.567 95.422 95279 94.993
Relief 96.996 96.710 95994 95565 96.137 96.137
SVM 96.996 96.28 95.851 95.708 95.994 95.565
Symmetrical

. 96.996 96.137 96.567 95.422 95279 96.137
Uncertainty

Miximo por método  96.996 96.71  96.567 95.851 96.137 96.137
Maximo global 96.996
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Tabla A.33: Médximo desempefio selector - clasificador, conjunto de datos Year
Polish.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive Lazy J48 Lazy Meta
Bayes KStar  Graft Ibk  Filtered
Chi Squared 95.183 95.183 0.000 95.874 94316 95.625
Gain Ratio 95.183 95.183 0.000 95.802 95.183 95.625
Info Gain 95.183 95.183 0.000 95.874 95.183 95.625
Laplacian 0.000 0000 0.000 0000 0.000  0.000
Score
One R 95.183 95.183 0.000 96.054 95.183 95.625
Relief 95.183 95.183 0.000 95.851 95.183 95.706
SVM 95.183 95.183 0.000 95.858 95.183 95.63
Symmetrical 95.183 95.183 0.000 9586 95.183 95.625
Uncertainty
Miximo por método 95.183 95.183 0.000 96.054 95.183 95.706
Maximo global 96.054

Tabla A.34: Maximo desempefio selector - clasificador, conjunto de datos Zoo.

Instancias correctamente clasificadas (%)

Método Filter SMO Naive Lazy J48 Lazy Meta

Bayes  KStar  Graft Ibk Filtered
Chi Squared 96.040 96.040 98.0198 95.050 98.0198 95.050
Gain Ratio 96.040 96.040 98.0198 95.050 98.0198  95.050
Info Gain 96.040 96.040 98.0198 95.050 98.0198 95.050
gz‘gi:“an 96.040 96.040 97.0300 96.040 98.0200 96.040
One R 96.040 96.040 97.030 96.040 98.0198  96.040
Relief 96.040 96.040 96.0396 95.050 97.0297  95.050
SVM 0.000 0000 0.000 0000 0.000  0.000
Symmetrical 96.040 96.040 98.0198 95.050 98.0198 95.050
Uncertainty

Miximo por método 96.040 96.040 98.020 96.040 98.0200 96.040
Maximo global 98.0200
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Cuestionarios de evaluacion
docente

“Si buscas resultados distintos, no hagas
siempre lo mismo.”

Albert Einstein

La evaluacién docente efectuada en el Instituto Tecnolégico Superior del Oriente
del Estado de Hidalgo, consiste fundamentalmente de dos cuestionarios. El pri-
mero, estd dirigido a los estudiantes a fin de recopilar su punto de vista sobre la
actuacion de los profesores respecto de su actividad en el aula. El segundo se ha
disefiado para que las autoridades académicas puedan expresar su criterio al eva-
luar las actividades académico-administrativas que cada maestro realiza.

A continuacién se detalla cada uno de los instrumentos presentados a los dife-
rentes actores:

Cuestionario 1 - ALUMNOS

Para responder a las siguientes 48 preguntas, considere la siguiente escala:
A) Excelente
B) Muy bueno
C) Bueno
D) Regular
E) Malo
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Dominio de la disciplina
1.- ;Explica de manera clara los contenidos de la asignatura?
2.- (Relaciona los contenidos de la asignatura con los contenidos de otras?
3.- (Resuelve las dudas relacionadas con los contenidos de la asignatura?
4.- ;| Propone ejemplos o ejercicios que vinculan la asignatura con la prictica pro-
fesional?
5.- ¢(Explica la utilidad de los contenidos tedricos y pricticos para la actividad pro-
fesional?

Planificacién del curso
6.- ;Cumple con los acuerdos establecidos al inicio de la asignatura?
7.- ;| Durante el curso establece las estrategias adecuadas necesarias para lograr el
aprendizaje deseado?
8.- ( El programa presentado al principio de la asignatura se cubre totalmente?
Ambientes de aprendizaje 9.- ;Incluye experiencias de aprendizaje en lugares di-
ferentes al aula (talleres, laboratorios, empresa, comunidad, etc.)?
10.- ; Utiliza para el aprendizaje las herramientas de interaccion de las tecnologias
actuales de la informacién (correo electrénico, chats, plataformas, etc.)?
11.- {Organiza actividades que me permiten ejercitar mi expresion oral y escrita?
12.- ;Relaciona los contenidos de la asignatura con la industria y la sociedad a ni-
vel local, regional, nacional e internacional?
13.- ; Usa ejemplos y casos relacionados con la vida real?

Estrategias, métodos y técnicas
14.- ; Adapta las actividades para atender los diferentes estilos de aprendizaje de
los estudiantes?
15.- ; Promueve el autodidactismo y la investigacion?
16.- ;Promueve actividades participativas que me permiten colaborar con mis com-
pafieros con una actitud positiva?
17.- ; Estimula la reflexién sobre la manera en que aprendes?
18.- ;{Se involucra en las actividades propuestas al grupo?
19.- (Presenta y expone las clases de manera organizada y estructurada?
20.- ; Utiliza diversas estrategias, métodos, medios y materiales?

Motivacién
21.- ; Muestra compromiso y entusiasmo en sus actividades docentes?
22.- ; Toma en cuenta las necesidades, intereses y expectativas del grupo?
23.- ;Propicia el desarrollo de un ambiente de respeto y confianza?
24.- ; Propicia la curiosidad y el deseo de aprender?
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25.- (Reconoce los éxitos y logros en las actividades de aprendizaje?
26.- ;Existe la impresion de que se toman represalias con algunos estudiantes?
27.- ;Hace interesante la asignatura?

Evaluacion
28.- ;Identifica los conocimientos y habilidades de los estudiantes al inicio de la
asignatura o de cada unidad?
29.- ; Proporciona informacion para realizar adecuadamente las actividades de eva-
luacién?
30.- ;Toma en cuenta las actividades realizadas y los productos como evidencias
para la calificacion y acreditacién de la asignatura?
31.- ;Considera los resultados de la evaluacion (asesorias, trabajos complementa-
rios, busqueda de informacion, etc.) para realizar mejoras en el aprendizaje?
32.- ;Da a conocer las calificaciones en el plazo establecido?
33.- ;Da oportunidad de mejorar los resultados de la evaluacién del aprendizaje?
34.- ; Muestra apertura para la correccion de errores de apreciacion y evaluacion?
35.- ;Otorga calificaciones imparciales?

Comunicacién
36.- ;| Desarrolla la clase en un clima de apertura y entendimiento?
37.- ;Escucha y toma en cuenta las opiniones de los estudiantes?
38.- | Muestra congruencia entre lo que dice y lo que hace?

Gestion del curso
39.- (Asiste a clases regular y puntualmente?
40.- ;Fomenta la importancia de contribuir a la conservacién del medio ambiente?
41.- ;Promueve mantener limpias y ordenadas las instalaciones?
42.- ;Es accesible y estd dispuesto a brindarte ayuda académica?
Tecnologia de la informacién y de la comunicacién 43.- ;Emplea las tecnologias
de la informacién y de la comunicacién como un medio que facilite el aprendizaje
de los estudiantes?
44.- ; Promueve el uso de diversas herramientas, particularmente las digitales, para
gestionar (recabar, procesar, evaluar y usar) informacién?
45.- ;Promueve el uso seguro, legal y ético de la informacion digital?

Satisfaccion general
46.- (En general, pienso que es un buen docente?
47.- {Estoy satisfecha o satisfecho por mi nivel de desempefio y aprendizaje logra-
do gracias a la labor del docente?
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48.- { Yo recomendarfa a este docente?

Cuestionario 2 - AUTORIDADES

Area: Formaci6n
1.- {Cuenta con el titulo y la cédula de licenciatura y posgrado.?
A) Cuenta con el titulo y la cédula de nivel doctorado
B) Cuenta con dos titulos y cédulas de nivel maestria?
C) Cuenta con el titulo y la cédula de nivel maestria?
D) Cuenta con el titulo y la cédula de nivel licenciatura y una especializacién?
E) Cuenta con el titulo y la cédula de nivel licenciatura?
2.- (Acredita un diplomado en formacién docente o profesional , o realiza una
estadia técnica en su drea de formacidn, y asiste a un evento (congreso, Simposio,
convencion, entre otros), y acredita cursos de formacién docente y/o profesional y
muestra evidencias de aplicacién de mejora en su practica educativa como resulta-
do de la formacién adquirida?
A) Acredita un diplomado en formacién docente o profesional , o realiza una es-
tadia técnica en su drea de formacion, y asiste a un evento (congreso, simposio,
convencion, entre otros), y muestra evidencias de aplicacién de mejora en su prac-
tica educativa como resultado de la formacién adquirida?
B) Acredita por lo menos dos cursos de actualizacién docente o profesional, o uno
docente y uno profesional, y asiste a un evento (congreso, simposio, convencion,
entre otros), y muestra evidencias de aplicacion de mejora en su prictica educativa
como resultado de la formacion adquirida?
C) Acredita por lo menos dos cursos de actualizacién docente o profesional, o uno
docente y uno profesional, y asiste a un evento (congreso, simposio, convencion,
entre otros)?
D) Acredita por lo menos dos cursos de actualizacién docente o profesional, o uno
docente y uno profesional?
E) Acredita por lo menos un curso de actualizacién docente o profesional?
3.- (Disefia un curso de actualizacién docente o profesional que considere: la guia
de sesidn, cronograma y los materiales didécticos, y participa en la imparticién de
cursos entregando el reporte final?
A) Disefia un curso de actualizacién docente o profesional que considere: la guia
de sesion, cronograma y los materiales didacticos, y participa en la imparticién del
mismo entregando el reporte final
B) Disefia al menos un curso de actualizacién docente o profesional que considere:
la guia de sesion, cronograma y los materiales did4cticos
C) Imparte un curso de actualizacion docente y/o profesional, elabora la guia de
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sesion, el cronograma y los materiales didacticos

D) Imparte al menos un curso de actualizacién docente o profesional en el cual se
le proporciona el material de apoyo

E) No imparte ni disefia cursos de actualizacién docente o profesional

Area: Gestién
4.- ;Participa en la academia y grupos de trabajo o comités de evaluacién y pla-
ticas de induccién o en exdmenes de nuevo ingreso o promocién de las carreras
del instituto y pertenece a asociaciones académicas o profesionales nacionales o
internacionales?
A) Participa en la academia y grupos de trabajo o comités de evaluacion y platicas
de induccién o en exdmenes de nuevo ingreso o promocion de las carreras del ins-
tituto y pertenece a asociaciones académicas o profesionales internacionales
B) Participa en la academia y grupos de trabajo o comités de evaluacion y platicas
de induccién o en exdmenes de nuevo ingreso o promocion de las carreras del ins-
tituto y pertenece a asociaciones académicas o profesionales nacionales
C) Participa en la academia y grupos de trabajo o comités de evaluacién y platicas
de induccién o en exdmenes de nuevo ingreso o promocion de las carreras del ins-
tituto
D) Participa en la academia y grupos de trabajo o comités de evaluacién
E) Participa en la academia
5.- (Realiza el avance programaético de curso y/o disefia la instrumentacion didacti-
caen el seno de las academias por dreas del conocimiento (con docentes que dan la
misma asignatura), y los presenta en tiempo y forma, y da seguimiento a lo progra-
mado, y realiza las acciones necesarias para propiciar el logro de las competencias
profesionales de los estudiantes, y participa en el disefio o seguimiento curricular
de los planes de estudio o disefio de especialidades?
A) Realiza el avance programadtico de curso y/o disefia la instrumentacion didéctica
en el seno de las academias por dreas del conocimiento (con docentes que dan la
misma asignatura), y los presenta en tiempo y forma, y da seguimiento a lo progra-
mado realizando las acciones necesarias para propiciar el logro de las competencias
profesionales de los estudiantes, y participa en el disefio o seguimiento curricular
de los planes de estudio o disefio de especialidades.
B) Realiza el avance programatico de curso y/o disefia la instrumentacién didéctica
en el seno de las academias por dreas del conocimiento (con docentes que dan la
misma asignatura), y los presenta en tiempo y forma, y da seguimiento a lo progra-
mado, y realiza las acciones necesarias para propiciar el logro de las competencias
profesionales de los estudiantes.
C) Realiza el avance programatico de curso y/o disefia la instrumentacion didéctica
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en el seno de las academias por 4reas del conocimiento (con docentes que dan la
misma asignatura), y los presenta en tiempo y forma, y da seguimiento a lo progra-
mado.

D) Realiza el avance programadtico de curso y/o disefia la instrumentacién diddctica
en el seno de las academias por 4reas del conocimiento (con docentes que dan la
misma asignatura), y las entrega en tiempo y forma.

E) Realiza el avance programdtico de curso y/o disefia la instrumentacién didéctica
de manera individual, y las entrega en tiempo y forma

6.- (Entrega al Departamento Académico una relacién de bibliografia basica y de
consulta sugerida para mantener actualizado el acervo bibliografico de su asignatu-
ra, y prepara presentaciones electronicas o antologias para sus clases, y propone el
uso de tecnologias de la informacién y las implementa en su instrumentacién did4c-
tica, y utiliza plataformas complementarias para fortalecer el aprendizaje a través
de publicaciones, carga de archivos, foros de discusion, etc., y prepara apuntes o
guias de estudio o manual de practicas o prototipos didacticos para sus asignatu-
ras?

A) Entrega al Departamento Académico una relacién de bibliografia bésica y de
consulta sugerida para mantener actualizado el acervo bibliografico de su asignatu-
ra, y prepara presentaciones electrénicas o antologias para sus clases, y propone el
uso de tecnologias de la informacién y las implementa en su instrumentacién didac-
tica, y utiliza plataformas complementarias para fortalecer el aprendizaje a través
de publicaciones, carga de archivos, foros de discusion, etc., y prepara apuntes o
guias de estudio o manual de précticas o prototipos did4cticos para sus asignatu-
ras.

B) Entrega al Departamento Académico una relacién de bibliografia bédsica y de
consulta sugerida para mantener actualizado el acervo bibliogréfico de su asigna-
tura, y prepara presentaciones electrénicas o antologias para sus clases, y propone
el uso de tecnologias de la informacién, y las implementa en su instrumentacion
did4ctica, y utiliza plataformas complementarias para fortalecer el aprendizaje a
través de publicaciones, carga de archivos, foros de discusion, etc.

C) Entrega al Departamento Académico una relacion de bibliografia béasica y de
consulta sugerida para mantener actualizado el acervo bibliografico de su asigna-
tura, y prepara presentaciones electronicas o antologias para sus clases, y propone
el uso de tecnologias de la informacién, y las implementa en su instrumentacién
did4ctica.

D) Entrega al Departamento Académico una relacion de bibliografia basica y de
consulta sugerida para mantener actualizado el acervo bibliogréfico de su asigna-
tura, y prepara presentaciones electronicas o antologias para sus clases

E) Entrega al Departamento Académico una relaciéon de bibliografia basica y de
consulta y/o software necesarios para mantener actualizado el acervo bibliogrifico
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de su asignatura

7.- { Asiste/participa en: ?

- Eventos institucionales (honores a la bandera, ceremonia de inicio de cursos, gra-
duaciones).

- Platicas o reuniones informativas convocadas por grupos de trabajo con el fin de
mejorar la vida institucional.

- Con su grupo a pléticas de formacién integral como por ejemplo - Cursos sobre
normas de certificacién o cursos de seguridad e higiene - La difusién de eventos
culturales o que promuevan los valores universales.

o realiza las siguientes actividades:

I. Es miembro de una comision de seguridad e higiene o participa como expositor
en pléticas o reuniones informativas por grupos de trabajo con el fin de mejorar la
vida institucional.

II. Organiza pléticas o reuniones informativas de por grupos de trabajo con el fin
de mejorar la vida institucional y Participa en la organizacién de eventos culturales
0 que promuevan los valores universales.

A) Asiste a/ Participa en: - Eventos institucionales (honores a la bandera, ceremo-
nia de inicio de cursos, graduaciones).

- Platicas o reuniones informativas convocadas por grupos de trabajo con el fin de
mejorar la vida institucional.

- Asiste con su grupo a Pléticas de formacién integral como por ejemplo cursos
sobre normas de certificacién o cursos de seguridad e higiene.

- Asiste a la difusion de Eventos culturales o que promuevan los valores universa-
les.

O realiza las siguientes actividades:

I. Es miembro de una comisién de seguridad e higiene o participa como expositor
en pléticas o reuniones informativas por grupos de trabajo con el fin de mejorar la
vida institucional.

II. Organiza pléticas o reuniones informativas de por grupos de trabajo con el fin
de mejorar la vida institucional y Participa en la organizacion de eventos culturales
0 que promuevan los valores universales.

O colabora en la parte operativa de eventos culturales o que promuevan los valores
universales.

Area: Vinculacién
Aplica para docentes con nombramiento de 20 horas en adelante, sin cargo ad-
ministrativo, o aquellos que hayan realizado vinculacién adicional a su carga de
trabajo.
8.- {Desarrolla, administra, Concerta y asesora proyecto de residencia profesional,
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de servicio social, de investigacién, innovacién o incubacién de empresas que den
respuesta a las necesidades planteadas por los diferentes sectores de la sociedad?
A) Desarrolla, administra y asesora al menos un proyecto de residencia profesional
o de servicio social y al menos un proyecto de investigacién, innovacién o incuba-
cién de empresas que den respuesta a las necesidades planteadas por los diferentes
sectores de la sociedad.

B) Concerta y asesora al menos un proyecto de residencia profesional o de servicio
social y al menos un proyecto de investigacion, innovacién o incubacién de empre-
sas que den respuesta a las necesidades planteadas por los diferentes sectores de la
sociedad.

C) Concerta y asesora al menos un proyecto de residencia profesional o de servicio
social o al menos un proyecto de investigacién, innovacién o incubacién de empre-
sas que den respuesta a las necesidades planteadas por los diferentes sectores de la
sociedad.

D) Asesora al menos un proyecto de residencia profesional o de servicio social y al
menos un proyecto de investigacién, innovacion o incubacién de empresas que den
respuesta a las necesidades planteadas por los diferentes sectores de la sociedad.
E) Asesora al menos un proyecto de residencia profesional, de servicio social o de
investigacion, innovacién o incubacién de empresas que den respuesta a las nece-
sidades planteadas por los diferentes sectores de la sociedad.

9.- (Desarrolla y realiza un curso de capacitacion, participa en el disefio de un di-
plomado, realiza un proyecto, da asesoria técnica, o realiza actividades, para los
sectores empresarial, gubernamental y social?

A) Desarrolla y realiza un curso de capacitacién o participa en el disefio de un
diplomado o realiza un proyecto, para los sectores empresarial, gubernamental y
social.

B) Realiza una o més propuestas de cursos de capacitacién, diplomados, asesoria
técnica o desarrollo de proyecto, etc., para los sectores empresarial, gubernamental
y social.

C) Da asesoria técnica a los sectores empresarial, gubernamental y social a través
de residencias profesionales.

D) Participa en actividades que generen la vinculacién con los sectores guberna-
mental, empresarial y social (concursos, jurado, asistencia a eventos, etc.).

E) Identifica organismos de los sectores empresariales, gubernamentales y sociales
relacionados con su materia en conjunto con la academia a la cual pertenece.

10.- (Planea y ejecuta actividades para el fortalecimiento del aprendizaje como
reforzamiento al total de sus asignaturas con representantes de los sectores em-
presarial, gubernamental y social (conferencias, visitas industriales, talleres, foros,
seminarios, paneles, entre otras), articuldindolo en conjunto con otros docentes y
estudiantes de la carrera?
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A) Planea y ejecuta actividades para el fortalecimiento del aprendizaje como refor-
zamiento al total de sus asignaturas con representantes de los sectores empresarial,
gubernamental y social (conferencias, visitas industriales, talleres, foros, semina-
rios, paneles, entre otras), articulindolo en conjunto con otros docentes y estudian-
tes de la carrera.

B) Planea y ejecuta actividades para el fortalecimiento del aprendizaje como refor-
zamiento a tres asignaturas que imparte (conferencias, visitas industriales, talleres,
foros, seminarios y paneles, entre otras).

C) Planea y ejecuta actividades para el fortalecimiento del aprendizaje como refor-
zamiento a dos de las asignaturas que imparte (conferencias, visitas industriales,
talleres, foros, seminarios y paneles, entre otras).

D) Planea y ejecuta una actividad para el fortalecimiento del aprendizaje como
reforzamiento a una de las asignaturas que imparte (conferencias o visitas indus-
triales o talleres o foros o seminarios o paneles, entre otras).

E) Planea actividades para el fortalecimiento del aprendizaje como reforzamiento
a sus asignaturas (conferencias o visitas industriales o talleres o foros o seminarios,
o paneles entre otras).

Area: Investigacién
Aplica a docentes que tengan asignadas horas de descarga o nombramiento para
realizar investigacion por parte de la institucién, o aquellos que hayan realizado
investigacién disciplinar o educativa adicional a su carga de trabajo.
11.- ;Presenta informe final o parcial del proyecto de investigacién registrado ante
la DGEST?
A) Presenta informe técnico final de proyecto de investigacidn registrado ante la
DGEST.
B) Presenta informe técnico de avance del proyecto de investigacién registrado an-
te la DGEST.
C) Tiene un proyecto de investigacion en desarrollo registrado ante la DGEST.
D) Presenta un protocolo de proyecto de investigacion como responsable técnico.
E) Presenta un protocolo de proyecto de investigacion como colaborador.
12.- ;Involucra y asesora al o los estudiante (s) en el proyecto de investigacion,
avala bitdcora de actividades realizadas y el estudiante genera producto(s) como
resultado de las actividades realizadas en la investigacién?
A) Asesora al o los estudiante (s) en el proyecto de investigacion, avala bitdcora
de actividades realizadas y el estudiante genera producto(s) como resultado de las
actividades realizadas en la investigacion.
B) Asesora al o los estudiante (s) en el proyecto de investigacidn, avala bitdcora de
actividades realizadas y presenta evidencias de las aportaciones del o los estudiante
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(s).

C) Asesora al o los estudiante (s) en el proyecto de investigacion y avala bitacora
de actividades realizadas.

D) Establece el plan de trabajo de las actividades a realizar por el o los estudian-
te(s).

E) Involucra de manera oficial al o los estudiante(s) en proyecto(s) de investiga-
cién.

13.- ;Participa en grupos o redes de investigacion (4rea de conocimiento de su
competencia o educativos)?

A) Pertenece a una red de investigacion.

B) Colabora con cuerpos académicos institucional e interinstitucionales.

C) Colabora en un cuerpo académico institucional.

D) Pertenece a un grupo de investigacion y genera un producto (paneles, foros,
ponencias, conferencias, articulos, etc.).

E) Pertenece a un grupo de investigacién institucional.

14.- ; Difunde y divulga los resultados de sus proyectos de investigacion disciplinar
o educativa?

A) Publica resultados de proyectos de investigacién (articulos en revistas cientifi-
cas indexada, capitulo de libro o libros, patentes, etc.).

B) Presenta avances o resultados de su investigacién en evento internacional o ar-
ticulo de revista cientifica de divulgacién internacional.

C) Presenta avances o resultados de su investigacién en evento nacionales o articu-
lo de revista cientifica de divulgacién nacional.

D) Presenta avances o resultados de su investigacién en evento local, regional o
estatal, o articulo de revista cientifica de divulgacion estatal.

E) Presenta avances o resultados de su investigacion en evento institucional.

Area: Tutorfa
Aplica a docentes que tengan asignados alumnos dentro del programa institucional
de tutorias.
15.- {Cuenta con un diplomado referente a la tutoria y cursos que apoyan la activi-
dad tutoral?
A) Cuenta con un diplomado referente a la tutoria y cursos que apoyan la actividad
tutoral.
B) Cuenta con un diplomado referente a la tutoria.
C) Acredita tres cursos que apoyan la actividad tutoral.
D) Acredita dos cursos que apoyan la actividad tutoral.
E) Acredita un curso que apoya la actividad tutoral.
16.- ;Elabora el Programa de Accidn Tutoral considerando: el diagnéstico, la com-
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petencia general y especifica, los contenidos, el cronograma de actividades, los
recursos necesarios, las estrategias, y la evaluacion, y lo presenta en tiempo y for-
ma?

A) Elabora el Programa de Accién Tutoral considerando: el diagnéstico, la com-
petencia general y especifica, los contenidos, el cronograma de actividades, los
recursos necesarios, las estrategias, y la evaluacion, y lo presenta en tiempo y for-
ma.

B) Elabora el Programa de Accién Tutoral considerando: el diagnéstico, la com-
petencia general y especifica, los contenidos, el cronograma de actividades, los
recursos necesarios, y las estrategias, y lo presenta en tiempo y forma.

C) Elabora el Programa de Accién Tutoral considerando: el diagnéstico, la com-
petencia general y especifica, los contenidos, el cronograma de actividades y los
recursos necesarios, y lo presenta en tiempo y forma.

D) Elabora el Programa de Accién Tutoral considerando el diagnéstico, la com-
petencia general y especifica, los contenidos y el cronograma de actividades, y lo
presenta en tiempo y forma.

E) Elabora el Programa de Accién Tutoral considerando: el diagndstico, la compe-
tencia general y especifica, los contenidos, y lo presenta en tiempo y forma.

17.- ;Realiza sesiones planeadas, realiza diagndstico y canaliza estudiantes en ries-
g0, y promueve programas de apoyo para la formacion integral del tutorado y aplica
estrategias?

A) Realiza sesiones planeadas, realiza diagndstico y canaliza estudiantes en riesgo,
y promueve programas de apoyo para la formacién integral del tutorado y aplica
estrategias.

B) Realiza sesiones planeadas, realiza diagndstico y canaliza estudiantes en riesgo,
y promueve programas de apoyo para la formacidn integral del tutorado.

C) Realiza sesiones planeadas, realiza diagndstico y canaliza estudiantes en riesgo.
D) Realiza sesiones planeadas y realiza diagnéstico.

E) Realiza sesiones planeadas.

18.- {Entrega un reporte con las actividades desarrolladas en el Programa de Ac-
cion Tutoral, presenta evidencias del seguimiento, hace contrastacion entre lo pla-
neado y lo realizado, identifica sus dreas de oportunidad y elabora una propuesta
de realimentacion del Programa?

A) Entrega un reporte con las actividades desarrolladas en el Programa de Accién
Tutoral, presenta evidencias del seguimiento, hace contrastacion entre lo planeado
y lo realizado, identifica sus 4reas de oportunidad y elabora una propuesta de reali-
mentacién del Programa.

B) Entrega un reporte con las actividades desarrolladas en el Programa de Accién
Tutoral, presenta evidencias del seguimiento, realimenta el programa e identifica
sus dreas de oportunidad.
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C) Entrega un reporte con las actividades desarrolladas en el Programa de Accién
Tutoral, presenta evidencias del seguimiento, y realimenta el programa.

D) Entrega un reporte con las actividades desarrolladas en el Programa de Accién
Tutoral y presenta evidencias del seguimiento.

E) Entrega un reporte con las actividades desarrolladas en el Programa de Accién
Tutoral.
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